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Ⅰ. 서 론

새로운 정책을 설계하거나 제안한 시스템을 도입하

기에 앞서 시뮬레이션 연구가 수행되어 왔다[1-2].

2020 도쿄 올림픽에서는 스포츠 클라이밍이 정식 종목

으로 채택되었으며, 스피드, 볼더링, 리드 세 가지 종목

의 순위를 종합하는 컴바인 방식으로 진행되었다[3].

이에 따라 클라이밍에 대한 사람들의 관심이 꾸준히

증가하고 있으며, 클라이밍 선수들이 올림픽에서 높은

성과를 달성하기 위해 많은 시간을 클라이밍 연습에 투

역기구학과 강화 학습을 활용한 리드 클라이밍
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요 약 본 연구는 올림픽 정식 종목 중 하나인 리드 클라이밍에 초점을 맞춰서 루트 파인딩 시뮬레이션을 개발하는

것을 목표로 한다. Unity를 활용하여 장면에 오브젝트를 배치하고 변수들을 정의하여 클라이밍 환경을 구성하고, 클

라이밍 자세에 따른 상태를 생성하여 클라이머 모델의 관절 위치를 FABRIK 알고리즘으로 계산하였다. 그리고

ML-Agents를 활용하여 벡터 관측 선택과 이산적인 행동을 정의하고, CCW 알고리즘을 이용한 안정적인 자세를 정

의하여 행동 마스킹과 에이전트의 행동 선택에 따른 처리 함수를 구현하였다. 모의실험 결과, 탑 홀드까지 루트 파인

딩이 가능함을 확인하였고, 이러한 시뮬레이션이 리드 클라이밍 훈련을 진행하는 선수들에게 많은 도움을 줄 것으로

기대된다.
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Abstract This study aims to develop a route-finding simulation focused on lead climbing, an official Olympic 
discipline. Objects were strategically using Unity placed and variables defined to construct a realistic climbing 
environment. Various climbing postures were generated, and the joint positions of the climber model were 
calculated using the FABRIK algorithm. ML-Agents were utilized to define vector observations and discrete 
actions, with stable postures determined using the CCW algorithm. Functions for behavior masking and agent 
action selection were implemented. Simulation results confirmed the feasibility of route-finding to the top hold, 
showing promise in enhancing training for lead climbers.

Key words :  Lead Climbing, Route-Finding, Inverse Kinematics, Reinforcement Learning

*정회원, 성결대학교 미디어소프트웨어학과 XICOM LAB. 연구보조원
**성결대학교 미디어소프트웨어학과 XICOM LAB. 정교수(교신저자)
접수일: 2024년 8월 12일, 수정완료일: 2024년 9월 7일
게재확정일: 2024년 11월 1일

Received: August 12, 2024 / Revised: September 7, 2024
Accepted: November 1, 2024
*Corresponding Author: solideochin@gmail.com
Dept. of Business Administration , Univ. of Seoul, Korea



Development of a Lead Climbing Route-Finding Simulation Using Inverse Kinematics and Reinforcement Learning

- 598 -

자하고 있다.

클라이밍 연습에서 중요한 부분 중 하나는 클라이밍

루트를 관찰하고 분석하여 시작 지점에서 목표 홀드까

지 빠르고 안정적으로 도달할 수 있는 루트를 찾고, 그

에 맞는 클라이밍 자세를 취하며 올라가는 것이다. 이

러한 연습에 도움이 되는 다양한 클라이밍 루트 파인딩

시뮬레이션들이 개발되었는데, Back Tracking 방식으

로 후보 지점들을 저장하여 루트를 찾는 시뮬레이션[4],

자세 그래프에서 A* Prune 알고리즘으로 볼더링 루트

를 찾는 시뮬레이션[5] 등이 있다. 또한 Unity의

ML-Agents를 활용한 강화 학습으로 루트 파인딩을 진

행하는 시뮬레이션도 등장하였다[6].

본 논문에서는 올림픽 정식 종목 중 하나인 리드 클

라이밍에 초점을 맞춰 클라이밍 시뮬레이션을 개발하

고자 한다. 리드 클라이밍은 15m 이상의 클라이밍 벽에

서 진행되며, 선수는 지면에서 발이 떨어지는 순간 경

기를 시작한다. 순위는 주어진 시간 내에 누가 높이 오

르는가로 결정되고, 탑 홀드에 도달하면 종료된다. 이러

한 요소들을 가진 클라이밍 환경에서 효과적으로 연습

하는 데 도움이 되는 루트 파인딩 시뮬레이션은 아직

부족하며, 이를 이용한 연구 및 개발이 필요한 상황이

다.

본 논문의 구성은 다음과 같다. 먼저 역기구학과

CCW 알고리즘, 강화 학습 등에 대하여 설명하며 관련

연구와 기술을 소개한다. 다음으로 클라이밍 환경을 구

성하기 위해 오브젝트를 배치하고, 필요 변수들과 계산

방법을 정의한다. 이어서 강화 학습 환경을 구성하고,

마지막으로 테스트 진행과 본 연구의 의의를 정리한다.

Ⅱ. 본 문

1. 관련 연구 및 기술

1) 역기구학과 FABRIK 알고리즘

강체 다물체 시스템(Rigid Multi-body System)은 링

크(Link)라고 불리는 강체들이 연결된 시스템을 의미한

다. 이 링크들은 조인트(Joint)로 서로 연결되며, 강체

다물체의 움직임을 제어하기 위해 역기구학(Inverse

Kinematics)을 사용한다. 역기구학 문제는 엔드 이펙터

(End Effector)라 불리는 링크의 끝 지점이 목표 위치

(Target Position)에 도달하도록 각 조인트의 각도를 조

절하는 문제이다[7].

FABRIK은 역기구학 문제를 휴리스틱(Heuristic) 방

법으로 해결하는 알고리즘으로, 최근에 계산된 조인트

들의 위치를 이용하여 Forward And Backward

Reaching 반복 과정을 거쳐서 각 조인트의 위치를 갱

신한다[8]. 처음에는 루트 조인트와 목표 지점 사이의

거리와 링크들의 길이 합을 비교하여 엔드 이펙터가 목

표 지점에 도달 가능한지 판별한다. 만일 도달 가능하

다면, 각 반복 과정에서 엔드 이펙터를 목표 위치로 놓

고 각 조인트의 위치를 갱신하는 Forward Reaching 단

계, 루트 조인트를 초기 위치로 놓고 다시 각 조인트의

위치를 갱신하는 Backward Reaching 단계를 거친다.

2) CCW 알고리즘

CCW(Counter-Clockwise) 알고리즘은 평면상에서

두 벡터의 방향성을 판별하는 알고리즘이다[9]. 방향 선

분 를 기준으로 방향 선분 가 반시계 방향에 있
는지를 결정하기 위해 벡터 곱 ×를 계산한다.

여기서 벡터의 z 성분이 양수이면 반시계 방향, 음수이

면 시계 방향, 0이면 일직선상으로 볼 수 있다.

3) 강화 학습과 Unity ML-Agents

강화 학습(Reinforcement Learning)은 순차적인 행

동 선택을 통해 보상을 최대화하는 의사 결정 전략인

순차적 결정 문제를 해결하는 방법이다. 강화 학습 환

경에서 에이전트는 환경 정보를 관측하고, 특정 행동을

수행하여 보상을 획득한다. 이 과정에서 에이전트는 시

행착오를 거치며 학습하고, 장기적으로 보상을 최대화

하는 최적의 행동 정책을 학습하게 된다.

ML-Agents는 Unity에서 강화 학습을 진행할 수 있

는 오픈 소스 툴킷이다[10]. PyTorch와 Unity 사이의

통신을 담당하며, 에이전트의 행동을 환경으로 전달하

고, 변화한 상태와 보상을 다시 에이전트에게 전달해

주는 역할을 한다.

2. 클라이밍 환경 구성

1) Unity 장면 구성과 오브젝트 배치

강화 학습을 진행하기에 앞서 클라이밍 환경을 구성

하기 위해 Unity 장면에 배치할 오브젝트들을 [표 1]과

같이 선정하여 배치하였다. 클라이밍 벽에는 홀드들을

배치하여 클라이밍장을 제작하였고, 학습을 진행할 에

이전트인 클라이머는 시작 홀드들을 선정하여 클라이
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밍 루트 파인딩의 초기 지점을 설정하였다.

이미지 오브젝트명 설명

Wall 클라이밍 벽

Hold 홀드

Climber 클라이머

표 1. Unity 장면에 배치한 오브젝트 목록
Table 1. The list of objects placed in a Unity scene

２）변수 정의

클라이밍 자세 는 클라이머가 어느 홀드를 잡거나
밟고 있는지를 나타내며, Iterable 구조체로 정의하였다.의 변수들은 [표 2]와 같이 순서대로 정의하였다.

순서 변수 설명
1  왼손으로 잡고 있는 홀드 번호
2  오른손으로 잡고 있는 홀드 번호
3  왼발로 밟고 있는 홀드 번호
4  오른발로 밟고 있는 홀드 번호

표 2. 클라이밍 자세 의 변수 목록
Table 2. Variables of S for climbing postures

클라이밍 상태 는 클라이밍 자세 를 취할 때 클
라이머의 각 관절이 어느 위치 또는 방향에 있어야 하

는지를 나타내며, 구조체로 정의하였다. 의 변수들은
[표 3]과 같이 정의하였고, 클라이머 모델에 각 변수를

표시하면 [그림 1]과 같다.

그 외 클라이밍 무브 또는 에이전트 학습에 사용되

는 변수들은 [표 4]와 같이 정의하였다.

변수 설명

      ‘왼손, 오른손, 왼발, 오른발, 몸 무게 중심,
시점’의 목표 지점    ‘왼손, 오른손, 왼발, 오른발’의 Pole 위치

     ‘왼손, 오른손, 왼발, 오른발, 몸 무게 중심’

의 전향 벡터  ‘몸 무게 중심, 시점’의 상향 벡터  ‘왼쪽 팔 윗부분, 오른쪽팔 윗부분’의 위치

  ‘왼쪽 다리 윗부분, 오른쪽 다리 윗부분’의

위치

표 3. 클라이밍 상태 의 변수 목록
Table 3. Variables of T for climbing states

3. 클라이밍 무브 구현

１） 클라이밍 상태 생성

클라이밍 자세 를 취할 때의 클라이밍 상태 를
생성하기 위해 [표 5]와 같이 어떤 순서로 의 변수들
을 계산해야 하는지를 정의하였다. 여기서 는 클라이
머와 오브젝트 사이가 겹치지 않도록 거리를 보정하는

상수이고, 은 벡터 의 정규화된 벡터를 의미한다.

그림 1. 클라이머 모델에 표시한 클라이밍 상태 의 변수
Figure 1. Variables representing climbing states of T displayed
on the climber model
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변수 설명 홀드의 수 탑 홀드 번호 탑 홀드의 위치    의 ‘왼손, 오른손, 왼발, 오른발’ 홀드의 위치
    의 ‘왼손, 오른손, 왼발, 오른발’ 홀드의 전향

벡터 남은 보상 남은 거리 팔 윗부분과 아랫부분의 길이 합 다리 윗부분과 아랫부분의 길이 합

표 4. 그 외 변수 목록
Table 4. Other variables

２）클라이머 모델의 팔다리 위치 계산

클라이밍 상태 가 주어졌을 때, FABRIK 알고리
즘을 사용하여 클라이머 모델의 팔다리 위치를 계산하

였다. 팔의 위치 계산을 중점으로 살펴보면, [그림 2]와

같이 팔 윗부분은 루트 조인트, 손은 엔드 이펙터인 강

체 다물체 시스템을 구성하였고, Pole의 방향으로 회전

제약을 유지하면서 Forward And Backward Reaching

반복 과정으로 손이 목표 지점으로 이동했을 때의 각

조인트의 위치를 갱신하였다.

순서 해당 변수 계산 방법

1        
(for      )

2        
(for      )

3      ×  
4       
5         
6    
7     
8       

(for     )
9       

(for     )

표 5. 클라이밍 상태 의 변수 계산 방법 정의
Table 5. Defining the method of T for calculating variables of
climbing states

4. 강화 학습 구성

１）벡터 관측 선택

벡터 관측값은 현재 위치해 있는 홀드의 위치, 탑 홀

드의 위치를 기준으로 루트 파인딩을 진행하므로

     총 5개의 변수를 선택하였다.

그림 2. FABRIK 알고리즘을 이용한 팔의 위치 계산
Figure 2. Calculating arm positions using the FABRIK algorithm

２）이산적인 행동 정의

홀드의 수 N에 대해, Branch 0의 이산적인 행동 범

위를 [0, 4N]으로 설정하고, [표 6]과 같이 다시 5개의

범위로 나누어 각 행동 범위에 대한 의미를 정의하였

다. 이렇게 하면 에이전트는 하나의 행동으로 하나의

홀드만 선택하거나, 아무것도 선택하지 않게 된다.

이산적인 행동 번호 설명
[0, N-1] 왼손으로 [0, N-1]번 홀드를 잡는다.
[N, 2N-1] 오른손으로 [0, N-1]번 홀드를 잡는다.
[2N, 3N-1] 왼발로 [0, N-1]번 홀드를 밟는다.
[3N, 4N-1] 오른발로 [0, N-1]번 홀드를 밟는다.
4N 아무런 행동도 하지 않는다.

표 6. 이산적인 행동 정의
Table 6. Discrete behavior definition

5. 안정적인 클라이밍 자세 정의

에이전트가 다음 행동을 잘못 선택하면, 몸이 뒤틀린

자세, 물구나무서기 자세 등 잘못된 클라이밍 자세가

나올 수 있다. 이를 방지하기 위해 다음과 같이 안정적

인 클라이밍 자세를 정의하였다.

(1) 클라이밍 상태 에서 손발이 각각 목표 지점에
도달 가능해야 한다. 이는 FABRIK 알고리즘에서 언급

한 도달 가능성 판별을 통해 확인할 수 있다.

(2) 손의 위치가 발의 위치보다 위에 있어야 한다.

(3) 손 홀드 번호와 발 홀드 번호가 서로 일치하면

안 된다.

(4) 삼지점 또는 사지점 자세여야 한다.

(5) 만일 삼지점 자세이면, [표 7]의 조건 중 하나를
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만족해야 한다.

(6) 만일 사지점 자세이면, [표 8]의 조건 중 하나를

만족해야 한다.

여기서 클라이밍 벽의 각 표면 기울기는 x축 또는 y

축 방향으로 구간 (-90, 90) 사이의 각도만큼만 회전된

상태라 가정하였고, 네 홀드의 위치    
를   인 평면상에 평행으로 투상하여 CCW 알고
리즘을 수행할 수 있도록 구현하였다.

반시계 방향인     순서로 순회하면서
CCW 알고리즘을 수행한다고 가정했을 때, [표 8]에서는   의 개수, 는   의 개수,는   의 개수를 의미한다.

예시 이미지 조건

    ×    

    ×    

    ×    

    ×    

표 7. 올바른 삼지점 자세 선택
Table 7. Selecting the correct three-point stance

6. OnEpisodeBegin 함수 구현

OnEpisodeBegin 함수는 에피소드가 시작될 때마다

호출되는 함수로, [알고리즘 1]과 같이 구현하였다. 먼

저 사용자가 지정한 시작 자세로 초기화하고, 자세에

따른 클라이밍 상태, 남은 보상, 남은 거리 순으로 초기

화하였다.

예시 이미지 조건

      

      

      

표 8. 올바른 사지점 자세 선택
Table 8. Selecting the correct four-point stance

1 Initialize 
2   Generate state when assuming 
3   
4    distance from    to 
5   distance from    to 
6   min  

알고리즘 1. 에피소드가 시작될 때 초기화하는 알고리즘
Algorithm 1. Algorithm for initializing episodes at the start

7. WriteDiscreteActionMask 함수 구현

WriteDiscreteActionMask 함수는 에이전트가 이산

적인 행동 중 일부분을 선택하지 못하도록 마스킹하는

함수로, [알고리즘 2]와 같이 구현하였다. 에이전트가

현재 자세에서 임의의 홀드 하나를 선택하여 다음 자세

를 취한다고 가정했을 때, 그 자세가 안정적인 자세가

아니면 그에 해당하는 행동을 마스킹하였다.

8. OnActionReceived 함수 구현

OnActionReceived 함수는 에이전트가 선택한 이산

적인 행동을 처리하는 함수로, [알고리즘 3]과 같이 구

현하였다.
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1 for     …    do
2  ′  
3   
4 for each reference variable  in  ′ do
5   
6   
7 if  ′ is not stable state then
8 Disable action with index   in branch 0
9   
10    

알고리즘 2. 이산적인 행동을 마스킹하는 알고리즘
Algorithm 2. Algorithm for masking discrete actions

1 Add reward of –0.01

2   discrete action selected by agent in branch 0
3 // 현재 자세에서 다음 자세로 취하고, 상태를 갱신한다.

4  ′  
5   
6 for each reference variable  in  ′ do
7 if  ≤  ≤     then
8    
9   Generate state when assuming  ′
10    ′
11 // 만일 다음자세가현재자세보다탑홀드에 더근접하면,

보상을 계산하여 추가하고 남은 보상과 거리를 갱신한다.

12    distance from  ′   to 
13   distance from  ′   to 
14   min  
15 if    then
16     
17 Add reward of 
18    
19   
20 // 만일 탑 홀드에 도달하면, 에피소드를 종료한다.

21 if  ′     or  ′     then
22 End episode

알고리즘 3. 에이전트의 이산적인 행동을 처리하는 알고리즘
Algorithm 3. Algorithm for processing the agent's discrete

actions

9. 하이퍼파라미터 설정

mlagents-learn을 통한 학습을 수행하기 위해 yaml

파일의 하이퍼파라미터 일부를 조정하여 사용하였다

([표 9]). 여기서 batch_size는 에이전트가 이산적인 행

동을 선택하므로 32로 조정하였고, buffer_size는 적은

메모리로 학습할 수 있도록 2048로 조정하였다.

파라미터 설정
trainer_type ppo

hyperparameters

batch_size 32

buffer_size 2048
learning_rate 0.0003
beta 0.005
epsilon 0.2
lambd 0.95

num_epoch 3
learning_rate_schedule linear

표 9. yaml 파일의 하이퍼파라미터 설정
Table 9. Hyperparameter configuration in a YAML file

III.　실험 및 결과

리드 클라이밍 시뮬레이션이 제대로 동작하는지 확

인하기 위해 [표 10]과 같이 총 4개의 강화 학습 환경을

구성하고, 테스트를 진행하였다.

s1 s2 s3 s4

홀드의 수 43 43 86 31

이산적인

행동의 수
173 173 345 125

벽의 상태 수직 수직
수직,

가로 2배

불규칙한

표면

에이전트 모델명 X Bot Remy X Bot X Bot

Max Step 1,500

Steps of

Final Checkpoint
300,000

표 10. 강화 학습 환경 구성
Table 10. Setting up a reinforcement learning environment

mlagents-learn을 통한 강화 학습을 진행한 결과, [표

11]에서 네 환경 모두 시작 지점에서 탑 홀드까지의 루

트 파인딩이 가능함을 직접 확인할 수 있었다. 또한

ML-Agents의 TensorBoard를 분석해 본 결과, 학습이

진행됨에 따라 [그림 3]에서 네 환경의 Cumulative

Reward 그래프가 상승하는 것을 확인할 수 있었고, 반

대로 [그림 4]에서 네 환경의 Episode Length 그래프가

줄어드는 모습을 관찰할 수 있었다. 이를 통해 에이전

트가 탑 홀드까지 빠르고 정확하게 올라가는 방법을 효
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과적으로 학습했음을 확인할 수 있었다.

IⅤ. 결 론

본 논문에서는 리드 클라이밍에 초점을 맞춘 역기구

학과 강화 학습 기반의 루트 파인딩 시뮬레이션을 개발

하고, 테스트를 진행하였다. 이 시뮬레이션을 통해 탑

홀드까지 빠르고 안정적으로 도달하기 위한 최적의 클

라이밍 루트를 확인할 수 있으며, 클라이밍 자세를 시

각적으로 확인해 볼 수 있다.

하지만 현재 시뮬레이션은 팔다리가 겹치거나 몸 뒤

쪽으로 다리가 나오는 등의 문제점이 있어, 이를 해결

하기 위해 다양한 방법으로 관절 계산을 시도하여 자세

를 개선할 필요가 있다. 또한 리드 클라이밍의 핵심 요

소 중 하나인 앵커가 구현되어 있지 않아, 향후 앵커에

로프를 걸며 진행하는 기능을 추가하여 시뮬레이션의

완성도를 높이는 것이 필요하다.

그럼에도 이와 같은 시뮬레이션 구현을 통해 리드

클라이밍을 준비하는 선수들에게 맞춤형 가이드를 제

공하고, 루트 파인딩 훈련에 큰 도움이 될 것으로 기대

된다.

그림 3. TensorBoard의 Cumulative Reward 비교
Figure 3. Comparing Cumulative Rewards in TensorBoard

그림 4. TensorBoard의 Episode Length 비교
Figure 4. Comparing Episode Length in TensorBoard

에피소드 시작
에피소드

진행 중
에피소드 종료

s1

s2

s3

s4

표 11. 클라이밍 루트별 자세 비교
Table 11. Comparing climbing techniques for different routes
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