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ABSTRACT 
 

Public datasets, which are freely available and often labeled, play a crucial role in training object detection models 

in computer vision. While public datasets are effective for developing general object detection models, they may not 

be ideal for specialized tasks. For specific object detection needs, it is more beneficial to create and use a dataset 

tailored to the target object. This paper proposes a method for extracting a target-specific dataset from public datasets 

to develop object detection models with superior performance for the target object. This approach not only improves 

detection accuracy, but also reduces training data requirements and complexity. We evaluate the performance of the 

proposed method using the latest object detection model YOLOv10. 
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1. 서  론1 

딥러닝(deep learning) 기술은 대표적인 최신 기계학습

(machine learning) 방법으로 영상, 음성, 텍스트 등 다양한 

형태의 데이터를 분석하고 고차원적인 인식 결과를 제공

하기 위해 보편적으로 사용되고 있다 [1]. 기본적으로 딥

러닝 기술은 미리 구축된 데이터 세트를 이용해 모델 훈

련을 수행하기 때문에 학습  데이터의  품질이 최종 훈련 

모델의 성능을 크게 좌우한다. 따라서 딥러닝 모델을 제

작하기 전에 대규모 양질의 데이터 세트 구축 작업이 선

행된다 [2]. 

데이터 세트 구축 작업은 일반적으로 데이터 획득, 정

제, 라벨링, 검사 4단계로 구분된다 [3, 4]. 

 
†
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 데이터 획득: 학습에 필요한 데이터를 현실 세계

에서 직접 수집 또는 생성하거나, 이미 보유하고 

있는 조직이나 시스템 등으로부터 법률적 제약이 

없도록 데이터를 확보하는 활동 

 데이터 정제 (Refinement): 획득한 원시데이터를 기

계학습에 필요한 형식으로 변환하거나 불필요한 

중복을 제거하는 등의 일련의 전처리 과정 

 데이터 라벨링 (Labeling): 학습에 활용할 수 있도록 

기능이나 목적에 부합하는 정보를 원천데이터에 

부착하는 활동 

 데이터 검사: 구축된 데이터의 오류를 검사하고 

제거하는 활동 

이러한 데이터세트 구축 작업은 많은 시간과 비용이 

소모되기 때문에 개인이나 소규모 단체가 단기간에 수행

하기 매우 어려운 작업이다. 또한 유사한 목적을 가지는 
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Fig. 1. Examples of MS COCO dataset [10]. 

 

데이터 세트를 여러 단체에서 중복해서 구축한다면 시간

과 비용면에서도 비효율 적이다 [5]. 

공공 데이터 세트(혹은 오픈 데이터 세트)는 누구나 다

운로드 해 자유롭게 사용할 수 있는 데이터 세트로 라벨

링 되어있는 경우가 대부분이다. 컴퓨터 비전 분야에서는 

현실 세계에서 존재하는 일반적인 객체를 인식하는 모델

을 훈련하기 위해 여러 공공 데이터 세트를 제공하고 있

다. 대표적으로 Pascal VOC [6], ImageNet [7], COCO(Common 

Objects in Context) [8, 9] 등의 데이터 세트가 공개되었으며 

최근 컴퓨터 비전 연구가 빠르게 발전할 수 있었던 데에

는 이런 공공 데이터 세트의 역할이 컸다. 그 중에서도 

특히 COCO 데이터 세트는 데이터 품질이 높고 사용 편

의성이 좋아 최신 연구에서도 객체 검출 모델을 훈련하

고 성능을 측정하기 위해 널리 사용되고 있다 [10]. 

이러한 공공 데이터 세트는 다수의 사물에 대한 라벨

을 제공하기 때문에 범용 적인 물체 검출 모델을 개발하

는데 효과 적으로 사용될 수 있다. 하지만 전체 사물이 

아닌 특정 사물에 특화된 물체 검출 모델이 필요한 경우

에는 전체 데이터 세트가 아닌 타겟 물체에 특화된 데이

터 세트를 구성 후 사용하는 것이 최종 결과물의 성능과 

비용면에서 유리하다 [11]. 

본 논문에서는 공공 객체 검출 데이터 세트에서 타겟 

물체에 특화된 데이터 세트를 추출하고 이를 이용해 타

겟 물체 검출에 우수한 성능을 보이는 객체 검출 모델을 

개발하는 방법을 제안한다. 개발하는 타겟 물체 검출 기

술은 일반 범용 모델에 비해 더 높은 정확도로 사람을 포

함한 타겟 물체를 검출할 수 있다. 또한 제안하는 방법은 

훈련 데이터의 수를 감소시켜 훈련 복잡도를 현격히 낮

출 수 있다. 

 

2. COCO 데이터 세트 소개 

COCO 데이터 세트는 컴퓨터 비전 및 딥러닝 모델 훈

련을 위해 사용되는 대표적인 데이터 세트이다. 이 데이

터 세트는 다양한 객체 인식 및 세분화 작업을 지원하는

데, 특히 이미지 내에서 객체를 인식하고 그 위치를 정확

히 추출하는 객체 검출 모델을 훈련하기에 최적의 데이

터 세트 중 하나이다. COCO 데이터 세트의 주요 특징은 

다음과 같다 [8, 9]. 

 이미지 수: 총 328,000개 이상의 이미지로 구성되

어 있으며, 이 중 약 200,000개 이상의 이미지가 내

포된 객체의 라벨 정보를 제공한다. 
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 객체 클래스: 사람, 동물, 자동차, 우산 등 일상 생

활에서 볼 수 있는 80가지의 객체 클래스를 포함

한다. 

 객체 라벨: 이미지 내 객체는 라벨이 붙여져 있으

며, 각 객체의 위치는 바운딩(bounding) 박스 또는 

마스크로 표시된다. 

 주석 정보: 라벨과 위치 정보와 함께, 객체의 카테

고리, 분할 마스크, 키포인트(예: 사람의 경우 관절 

위치) 등의 주석 정보가 포함되어 있다. 

 데이터 분할: 전체 이미지는 훈련(train), 검증(valida-

tion), 테스트(test) 세트로 나뉘어 있다. 

 

COCO 데이터 세트는 객체 검출, 이미지 분할 (image 

segmentation), 이미지 캡션 생성(image captioning) 등 여러 컴

퓨터 비전 분야에서 벤치마크(benchmark)로 활발히 사용되

고 있다. 따라서 새로운 모델을 개발 후 COCO 데이터 세

트를 사용해 훈련하고 성능을 평가하면 기존 다른 모델

과 객관적으로 성능을 비교하는 것이 가능하다. [8] 

 

Table 1. Simulation PC configuation 

모듈 사양 

CPU 

Intel(R) Core(TM) i9-10900X  
CPU @ 3.70GHz 

RAM 64GB DDR4 

Graphic Card Nvidia GTX 3090Ti 

Storage SSD 

Operating System Window 11 Pro 

 

Table 2. Test models 

모델 

#Param 
(M) 

Flops 
(G) 

Latency 
(ms) 

YOLOv10n 2.3 6.7 1.84 

YOLOv10m 15.4 59.1 4.74 

YOLOv10x 29.5 160.4 10.70 

 

3. 타겟 특화 데이터 세트 추출 방법 

본 논문에서는 80가지의 일반 사물 이미지와 라벨 정

보를 포함한 COCO 데이터 세트에서 타겟 클래스를 포함

한 이미지를 선별하고 해당 이미지의 라벨 정보를 타겟 

클래스만 포함하도록 수정하는 방법을 제안한다. COCO 

데이터 세트의 경우 훈련 이미지 리스트를  저장한 

train.txt, 검증 이미지 리스트를  저장한 val.txt, 테스트 이미

지 리스트를  저장한 test.txt 파일을 포함한다. 본 논문에서

는 각 리스트 파일을 다음의 방식으로 가공한다 [8]. 

먼저 처리하려는 파일 리스트 �에 �개의 이미지의 경

로 정보  {��,��, … , ��}이 저장되어 있다고 가정하자. 여

기서 �� , n = 1,2, … , N,은 n 번째 이미지의 경로 정보이

다. 또, ��을 ��에 해당하는 이미지에 포함된 M개 객체의 

레이블 정보 {��
� , ��

� , … , ��
�}를 포함하는 레이블 파일로 

정의하자. 제안하는 데이터 세트 추출 방식은 기존 레이

블 정보를 이용해 전체 데이터 세트에서 타겟 객체를 포

함한 이미지  리스트 파일과 타겟 객체 레이블 파일을 추

출한다. 구체적으로 파일 리스트 �에 저장된 각 ��의 레

이블 정보를 조사해 다음 규칙을 만족하는 파일 경로만

을 선별해 정제된 파일 리스트 ��를 생성하고 수정된 레

이블 파일  ���을 추출한다. 
 

 Algorithm 1: 모든 �
�
을 대상으로 해당 

이미지의 레이블 정보 �
�

� , � = 1,2, … ,M , 

중 1 개라도 사람 클래스의 오브젝트가 

존재하는 경우 �
�
을 �� 에 포함시킨다. 

 Algorithm 2: �
�
이 �� 에 포함되는 경우 �

�
의 

레이블 정보 �
�
에서 타겟 클래스를 제외한 

모든 레이블 정보를 삭제하고 정제된 파일 

리스트 ��
�
를 추출한다. 

 

최종적으로 제안하는 방식은 Algorithm 1과 Algorithm 2를 

통해 추출된 타겟 특화 파일 리스트 ��과 레이블 파일 ���

을 입력으로 훈련 과정을 수행해 최적의 타겟 객체 검출 

모델을 개발한다. 본 논문의 실험에서는 타겟 객체를 Person 

클래스로 설정하고 보행자 검출 특화 모델을 개발한다. 
 

Table 3. Performance comparison 

모델 

기존 방식 제안하는 방식 

전체 클래스 Person 클래스 Person 클래스 

AP AP50 AP AP50 AP AP50 

YOLOv10n 0.383 0.534 0.519 0.744 0.556 0.785 

YOLOv10m 0.51 0.676 0.622 0.833 0.632 0.846 

YOLOv10x 0.544 0.71 0.648 0.852 0.648 0.859 
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4. 실험 결과 

모든 실험에서 mini-batch 크기는 16로 설정하였고, 모델 

입력은 640x640 크기의 3채널 RGB 영상으로 고정하였다. 

훈련 과정은 120 epoch동안 AdamW Optimizer를 이용해 진

행하였다. Table 1은 본 논문에서 사용한 훈련 PC의 사양을 

보여준다[12, 13]. 

본 논문에서는 YOLOv10 계열 YOL0v10n, YOL0v10m, 

YOL0v10x 모델을 이용해 제안하는 기술의 성능을 측정한

다 [14-19]. Table 2는 본 각 모델의 특징을 정리해 보여준다. 

Table 2에서 Latency는 T4 GPU를 이용해 TensorRT FP16 방식

으로 측정되었다 [20, 21]. 

Table 3은 기존 방식과 제안하는 방식의 성능을 비교해

서 보여준다. Table 3에서 AP는 AP@[0.50:0.05:0.95]을 나타내

고 AP50은 AP@[0.50]을 나타낸다. 기존 기술과의 객관적

인 성능 비교를 위해 각 모델을 전체 데이터 세트로 훈련

하였을 경우 Person 클래스에 대한 검출 성능도 함께 제시

한다. 

실험 결과에 따르면 기본적으로 제안하는 특화 데이터 

추출 방법으로 데이터를 추출 후 훈련을 수행하면 더 높

은 타겟 물체 검출 성능을 얻을 수 있는 것으로 조사되었

다. 제안하는 시스템의 경우 AP50 기준으로 YOLOv10n 경

우에는 0.041, YOLOv10m 경우에는 0.013, YOLOv10x 경우에

는 0.007 만큼 우수한 성능을 달성하였다. 따라서 모든 경

우에 본 논문에서 제안하는 특화 데이터 추출기반 방식

이 전체 라벨 정보를 사용하는 방식 보다 검출 성능이 우

수한 것을 알 수 있다. 

또한, Table 3은 기본적으로 모델의 크기가 증가할수록 

검출 정확도가 높아지는 것을 보여준다. 하지만 결과 정

확도 부분을 더 자세히 분석해 보면 모델의 크기가 증가

할 경우 특화 데이터셋을 사용함에 따라 얻어지는 정확

도 향상 효과가 낮아지는  경향을 보였다. 이러한 경향은 

모델의 크기가 증가할수록 여러 클래스를 동시에 정확히 

탐지하는 것이 기능해진다는 것을 의미하다. 

 

5. 결  론 

본 논문에서는 공공 데이터 세트에서 타겟 물체 특화 

데이터 세트를 추출하는 방법을 제안하였다. 또한 추출된 

특화 데이터 세트를 이용해 최신 실시간 물체 검출 기술

인 YOLOv10 계열의 모델을 훈련하고 성능을 측정하였다. 

실험을 통해 제안하는 특화 데이터 세트를 이용하는 방

식이 전체 데이터 세트를 이용하는 기존 방식보다 우수

한 성능을 보이는 것으로 조사되었다. 특히 제안하는 방

식은 YOLOv10n의 경우에 AP50 기준으로 0.041우수한 것

으로 조사되어 저전력 및 리소스가 제한된 장치에서 실

행되는 모델을 개발하는 경우에 효과가 더 높은 것으로 

조사되었다. 
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