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1)1. 서  론

최근 Large Language Model(LLM)의 급격한 발전은 자연어 

처리 분야에 혁신을 불러일으켰으며, 실제 산업에서 이를 적

절하게 활용하는 것이 중요한 주제로 떠오르고 있다. LLM은 

방대한 데이터로 훈련되어 다양한 주제에 대한 텍스트 생성이 
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가능하다는 장점이 있어 콘텐츠 생성, 기계 번역, 챗봇과 같은 

형식으로 산업에 활용되고 있다. 하지만 대규모 데이터셋으로 

사전 학습되었음에도 전문적인 지식이나 특정 유형에 대한 정

보가 부족할 수 있어 도메인 특화된 작업을 처리하는 데 한계

가 있다[1]. 모델의 훈련이 완료된 이후에는 새로운 데이터나 

최신 정보로 즉각 업데이트되기 어렵다. 모델이 실제로 존재

하지 않는 정보나 오류에 대해 그럴듯하게 답변하는 환각 현

상(Hallucination) 역시 주요 문제점으로, 실제 산업에서 LLM

의 응답을 신뢰하며 사용하기 어렵게 만드는 요소이다. 

이러한 문제를 극복하기 위해 제안된 기술이 Retrieval- 

Augmented Generation(RAG, 검색 증강 생성)[2]이다. RAG

는 지속적으로 업데이트되는 최신 정보를 포함한 외부 데이터

베이스에서 정보를 검색하여 LLM의 응답을 생성하는 기술이
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다. 모델이 학습 과정에서 얻은 정보를 내부 파라미터에 저장

하는 기존의 매개변수 메모리(Parametric Memory)를 사용하

던 기존의 방식과 달리 학습이 끝난 이후에도 외부 메모리 소

스를 사용하여 지속적으로 정보를 저장하고 검색할 수 있는 

비매개변수 메모리(Non-parametric Memory)를 사용하는 방

식이다. 이를 통해 LLM은 최신 정보를 신속하고 정확하게 제

공할 수 있으며, 외부 데이터베이스에 전문 지식을 추가하면 

해당 분야에 특화된 응답을 얻을 수 있다. 

RAG는 LLM의 환각 현상을 최소화할 수 있는 효과적인 방

법으로 여겨지며, 특히 장문의 문장에서 맥락을 처리할 때 기

존의 방법론인 파인튜닝(Fine-Tuning)[3]이나 문맥 창

(Contextual Window)[4]보다 더 우수한 성능을 보인다. 파인

튜닝을 통해 모델을 업데이트하면 학습에 필요한 데이터를 준

비하거나 학습하기 위한 시간과 비용이 많이 소모되고 모델의 

범용성이 제한될 수 있다. 반면, RAG를 적용할 경우 LLM 모

델과 별개로 외부 데이터베이스만 실시간으로 업데이트하면 

되기 때문에 효율성이 높고 응답 품질이 향상된다는 측면에서 

더욱 탁월하다. Ovadia, Oded, et al.[5]은 다양한 주제에 걸

쳐 파인튜닝과 RAG의 성능을 비교하고 평가한 결과, RAG가 

기존 지식과 새로운 지식을 모두 다루는 데 있어 일관되게 더 

나은 성능을 발휘함을 발견했다. 

본 논문의 섹션 2에서는 RAG의 기본 아키텍처를 소개하

고, 섹션 3에서는 LLM의 검색 기능을 강화하기 위한 RAG의 

연구들을 소개한다. 섹션 4에서는 RAG를 최적화하기 위한 연

구들의 최신 동향을 분석하며, 섹션 5에서는 RAG를 평가하기 

위한 다양한 기법들을 소개한다. 섹션 6에서는 실제 산업에서 

RAG를 활용하기 위해 성능을 최적화하거나 응용한 사례들을 

분석한다. 이를 바탕으로 섹션 7에서는 향후 RAG 모델이 발

전할 수 있는 연구 방향성을 제안하고자 한다. 

2. RAG의 구조

RAG의 핵심 아이디어는 지속적으로 업데이트되는 최신 정

보를 포함한 외부 데이터베이스를 LLM과 분리하여 두고, 사용

자로부터 입력 쿼리를 받을 때마다 외부 데이터베이스로부터 

정보를 검색해 이를 기반으로 LLM의 응답을 생성하는 것이다. 

Fig 1은 RAG 모델이 작동하는 전체적인 흐름을 보여준다. 전

통적인 RAG 모델의 아키텍처는 크게 Indexing, Retrieval, 

Generation의 3가지 컴포넌트로 구성된다[6].

2.1 Indexing

Indexing이란 텍스트 형식으로 변환할 수 있는 다양한 유

형의 원시 데이터를 검색이 가능하도록 구조화하는 단계를 의

미한다. 원시 데이터를 청크(Chunk) 라는 작은 단위 조각으로 

분할한 후 임베딩(Embedding) 과정을 통해 텍스트 데이터를 

벡터(Vector) 형식으로 전환한다. 텍스트의 의미와 정보를 담

은 벡터를 벡터 데이터베이스(Vector Database)에 저장하여 

N차원 공간에서 유사한 의미를 가진 다른 텍스트 벡터들이 

가까이 위치하게 된다. 벡터 데이터베이스는 쿼리 벡터가 주

어졌을 때, 그에 대하여 가장 가까운 이웃을 효율적이고 빠르

게 검색할 수 있게 한다. 

2.2 Retrieval

Retrieval이란 사용자로부터 입력 쿼리가 들어오면 적합한 문

서를 벡터 데이터베이스로부터 검색하는 과정이다. Indexing에 

사용된 것과 동일한 임베딩 모델을 활용하여 사용자의 입력 쿼

리를 벡터로 변환한다. 변환된 벡터와 관련성이 높은 정보를 

가지고 오기 위해 벡터 데이터베이스에서 유사도를 계산하고, 

그중 가장 높은 유사도를 가진 상위 K개의 문서를 선택한다.  

정보를 검색하는 방식은 크게 2가지로 구분된다. Sparse 

Vector를 기반으로 일치하는 단어를 고려하여 검색하는 Sparse 

Retrieval의 대표적인 방법론은 BM25(Best Match)[7]가 있다. 

하지만 이 방법은 검색 대상 키워드와 문서에 포함된 단어가 

일치하지 않을 경우 검색이 되지 않는 문제가 있다. 이를 극복

하기 위해 텍스트를 의미 벡터로 표현하는 Dense Vector를 

기반으로 검색하는 Dense Retrieval이 제안되었으며, 대표적

인 방법론은 DPR(Dense Passage Retrieval)[8]이 있다. 

2.3 Generator

Retrieval에서 검색된 문서와 입력 쿼리를 전달받은 LLM

이 텍스트 형식의 응답을 생성하는 단계이다. LLM 모델 내부

에 파라미터화된 지식과 Retrieval을 통해 얻은 정보를 통합

하여 사실적이면서도 맥락에 적절한 응답을 생성할 수 있다. 

Generation 모델은 BART[9], FiD[10], Llama[11], GPT-4[12] 

등이 사용될 수 있다.

3. LLM 검색 성능 향상을 위한 RAG

사용자로부터 쿼리를 입력받을 때, 사전학습된 LLM에 포

함되어 있지 않은 외부 지식을 참고해야 하는 경우가 있다. 모

델의 관점에서 사전학습되지 않은 정보는 파라미터화되지 않

았으므로 외부 지식으로 간주하는데, 이처럼 외부 지식이 필

요한 문제들을 지식 집약적(Knowledge-Intensive) 문제라고 

한다. LLM이 지식집약적 문제를 처리하는데 취약하기 때문에 

이를 해결하기 위해 별도로 외부 지식으로부터 정보를 참조하

Fig. 1. Architecture of RAG
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여 보완하기 위한 시도가 Lewis, Patrick, et al.[2], Guu, Kelvin, 

et al.[13]에서 이루어졌으며, Chen et al[14]은 Wikipedia와 

같은 외부 문서로부터 정보를 검색하는 연구를 진행하였다. 

이처럼 기존의 Language Model에 Retrieval 개념을 적용하여 

모델이 학습한 내부 지식뿐 아니라 외부 지식을 추가로 활용

하는 모델을 Retrieval- Augmented Language Models(RALM)

라고 부르며, 이는 RAG 연구의 초기 흐름과 연결된다. 

Language Model의 성능을 향상시키기 위해 Retrieval을 

적용한 대표적 연구는 REPLUG 프레임워크를 제안한 Shi, 

Weijia, et al.[15]으로, 모델 내부의 아키텍처를 변경하지 않

고도 검색된 문서를 Generator LLM의 입력에 추가하여 검색 

구성 요소와 언어 모델 간의 시너지를 향상시켰다. Yu, 

Wenhao, et al.[16]는 외부 지식 데이터베이스에 관련 없는 정

보가 포함되어 있을 때에도 RALM 모델의 강건성을 향상시키

기 위해 검색된 문서에 대해 순차적인 리딩 노트(Reading 

Note)를 생성하는 Chain-of-Note(CoN) 방법을 제안한다. 리

딩 노트를 통해 사용자 쿼리와 관련성이 낮거나 신뢰할 수 없

는 정보를 필터링하여 응답의 정확성을 높일 뿐 아니라 문맥

적으로도 일관성 있는 응답을 가능케 한다. 

환각 현상을 줄이기 위해 모델 자체를 개선한 방법론으로 

Jiang, Zhengbao, et al.[17]은 동적 검색 시스템인 FLARE (For-

ward-Looking Active REtrieval augmented generation)을 

제안하였다. 이 방법은 미래의 요구사항을 예측하여 검색 쿼

리를 생성하고, LLM의 출력을 직접 검색 쿼리로 사용하여 관

련 정보를 가져오는 방식이다. 특히 장문의 텍스트를 생성할 

때, 모델의 유연성과 정확성을 크게 향상시켜 전반적인 환각 

현상을 감소시켰다. 그러나 생성과 검색을 번갈아 진행하는 

과정에서 오버헤드와 생성 비용이 증가하고, 검색할 때마다 

LLM이 여러 번 활성화되어야 한다는 한계가 있다. 

이후 Language Model의 응답 품질과 사실적 무결성을 높

이기 위해 Asai, Akari, et al.[18]은 검색, 생성 및 자기 비평

(Self-Critique) 메커니즘을 통합한 Self-RAG을 제안하였다. 

Self-RAG는 검색한 내용을 비평할 수 있는 리플렉션 토큰

(Reflection Token)을 사용하여 검색된 정보와 생성된 응답의 

관련성과 유용성을 스스로 평가한다. 이 방법은 원래 모델의 

창의성과 다양성을 유지하면서도 응답의 품질과 사실성을 향

상시키는 모델이 자가 조절할 수 있는 메커니즘이라는 장점이 

있다. 그러나 생성된 결과물 중 일부 내용이 인용된 자료와 완

전히 일치하지 않거나 인용된 자료로 완전히 뒷받침되지 않는 

정보를 포함할 수 있다는 한계가 있다. 

모델이 스스로 평가한 내용을 학습에 반영하는 자가 평가

의 개념을 결합한 연구는 Wang, Yile, et al.[19]에서도 수행

되었다. 이들은 모델이 스스로 알고 있는 정보와 모르는 정보

를 평가하고 지식 공백에 대해서만 외부 정보를 검색하도록 

하는 Self-Knowledge Guided Retrieval Augmentation(SKR) 

방법을 제안하였다. 이 방법은 직접적인 질문과 문맥 학습을 

통해 필요한 경우에만 검색을 수행함으로써, 모델의 효율성을 

높이고 정확성과 관련성을 향상시켰다.

이 외에도 기존의 인공지능 방법론에 RAG 메커니즘을 결

합하여 모델의 성능을 향상시키기 위한 여러 연구가 진행되었

다. Zhang, Jianyi, et al.[20]은 Language Model의 Retrieval

을 지식 증류(Knowledge Distillation) 메커니즘과 통합한 

ReAugKD 모델을 제안하였다. 이는 교사 모델의 소프트 라벨

과 예측값을 포함하는 지식 베이스(Knowledge Base) 형태

로 구성된 비매개변수 메모리에 학생 모델이 접근하여 지식 

베이스에서 효과적으로 정보를 검색할 수 있도록 한다. Yao, 

Shunyu, et al.[21]은 Chain-of-Thought(CoT)와 Retrieval을 

결합하여 내부 지식만 사용하던 기존의 CoT와 달리 외부 지

식을 계속 검색하여 추론하는 프로세스인 ReACT를 제안하였

다. 이를 통해 CoT의 주요 문제점이었던 빈번한 환각 현상을 

감소시키고, 추론 작업에서 우수한 성능을 보였다. 

그러나 이와 같은 다양한 시도에도 여전히 외부 정보에서 

정보를 검색할 때 관련성이 낮거나 정확하지 않은 정보를 검

색할 가능성이 있고, 맥락에 적절하지 않은 응답을 생성할 수 

있는 단점이 존재한다. 검색된 정보 자체에 대한 신뢰성이 보

장되지 않거나 불필요한 데이터에 지나치게 의존할 경우 외부 

정보에서 지식을 검색하는 것이 오히려 생성 품질을 저해할 

수 있기 때문이다. 이러한 문제를 극복하기 위해 다양한 최적

화 연구가 진행되고 있다. 

4. RAG 최적화

RAG 최적화를 위한 연구는 크게 3가지 측면에서 전개된

다. 검색된 문서의 사실적 정확성 여부(정확성), 사용자의 쿼

리와 관련된 문서의 검색 여부(관련성), 검색 과정의 효율성 

달성(효율성)이 주요 목표이며, Table 1에서 각 목표와 그에 

따른 방법론을 확인할 수 있다. 본 절에서는 각 측면의 연구를 

소개하고 특징을 분석한다. 

4.1 정확성

검색된 문서가 사실적으로 정확하고, 오류나 잘못된 정보

가 포함되지 않도록 하는 것이 목표이다. 이는 문서의 내용이 

사실에 기반하고 있으며, 정보를 제공하고 있는 출처가 신뢰

할 수 있는지 확인하는 것을 포함한다. 

Goal Methods

Correctness

The retrieved documents are 

factually accurate and include no 
errors or incorrect information

[22-23]

Context 
Relevence

Search for documents related to 
the query and provide 
appropriate and useful answers 

to question

[24-25]

Efficiency

Efficienty in search speed and 

resource utilization, along with 
optimization of system 
performance

[26-27]

Table 1. Optimization for RAG



432  정보처리학회 논문지 제13권 제9호(2024. 9)

복잡하거나 추상적인 작업을 처리할 때 LLM에 불필요한 데

이터를 입력하면 정확한 응답을 출력하는 성능이 저하될 수 있

다. 특히 Shi, Freda, et al.[22]은 수리 추론이나 논리적 판단처

럼 높은 정밀도가 요구되는 작업에서 모델이 불필요한 정보를 

필터링하고 주어진 과제에 집중할 수 있는지 검증하고 평가했

다. [22]은 프롬프트에 불필요한 정보를 무시하도록 명시적 내

용의 지시문을 추가하여 모델의 강건성을 유지하는 방법을 제

안했다. 그러나 이러한 명시적 지시가 모든 상황에 적용되지는 

않으며, 모델 자체의 변경 없이 추가적인 프롬프트에만 의존해

야 하므로 모델 자체의 개선이 필요하다는 단점이 있다. 

이 외에도 Asai, Akari, et al.[23]는 관련성이 있는 증거 기

반의 정보를 평가하고 선택하는 과정을 생성 프로세스에 추가

하여 RAG 모델의 정확성을 높이는 방법을 제안했다. 이는 단

편적인 출력을 생성할 때 증거에 기반한 응답을 생성하여 정

확도를 향상시키는 데 효과적이지만 전체적인 문맥에서는 여

전히 관련성이 낮은 응답을 생성할 수 있다는 한계가 있다. 

4.2 관련성

사용자의 쿼리와 관련된 문서가 검색되었는지 평가하고, 

검색된 문서가 사용자 질문의 정보 요청이나 문맥과 밀접하게 

연관되는 것을 목표로 한다. 사용자가 찾고자 하는 정보에 대

해 적절하고 유용한 답변을 제공할 수 있어야 한다. 

Wang, Zhiruo, et al.[24]는 타당성 추론, 어휘 중첩, 교차 

상호 정보를 포함한 세 가지 필터링 전략을 사용하여 유용한 

문맥과 그렇지 않은 문맥을 효과적으로 구분하는 방법을 제안

했다. 그러나 이러한 필터링 기술은 매우 복잡하거나 추상적

인 주제에 대한 검색 결과에서는 개선이 미미하다는 한계점이 

있으므로 일반화하기 어렵다는 특징이 있다. 

Ma, Xinbei, et al.[25]은 검색 쿼리의 관점에서 효과적인 

검색을 위해 사용자의 입력을 기반으로 검색 쿼리를 재작성하

여 활용하는 Rewrite-Retrieve-Read 방식을 제안하였다. 이

를 통해 사용자의 입력과 실제로 필요한 지식 정보 사이에 발

생할 수 있는 간극을 최소화하여 의도에 맞는 답변을 검색할 

수 있도록 하였다. 

4.3 효율성

검색 속도와 자원 활용 측면에서 효율성을 달성하는 것을 

의미한다. 검색 효율성이 높은 모델은 적은 자원으로 빠르게 

관련된 정보를 검색할 수 있으며, 동시에 시스템의 성능을 최

적화하는 것을 목표로 한다. 

RAG 기반 LLM의 효율성을 향상시키기 위해 He, Zhenyu, 

et al.[26]는 처리 속도에 중점을 둔 REST(Retrieval -Based 

Speculative Decoding) 모델을 제안했다. 이 모델은 코퍼스에

서 구축된 문맥-계속성(Context-Continuation) 쌍이 포함된 

외부 데이터베이스를 활용하여 주어진 문맥에서 연결될 가능

성이 높은 토큰을 문맥-계속성 쌍으로부터 검색함으로써 전

체적으로 쿼리 시 발생하는 추론 과정을 간소화하였다.

Jin, Chao, et al.[27]는 하드웨어 측면에서 검색 효율성을 

달성하기 위한 연구를 진행하였다. 검색된 정보의 중간 상태

를 Knowledge Tree로 구성하고, GPU와 Host Memory 계층

에 캐싱하는 RAGCache를 제안하여 중복 계산을 감소시켰으

며, LLM 애플리케이션을 위한 최신 캐싱 시스템과 비교하였

을 때도 최대 1.8배 높은 처리량을 달성하였다. 

5. RAG 성능 평가

5.1 평가 측면

RAG 프레임워크에서 생성된 응답의 품질을 평가할 때 크

게 2가지 관점에서 이루어진다[28-30]. 

1) 충실도

모델이 응답을 생성할 때 검색한 문맥을 충실하게 반영하

여 생성되었는지 평가한다. 검색한 정보가 올바르게 사용되었

으며 신뢰할 수 있는지를 평가하며, 응답을 생성하는 과정에

서 정보가 왜곡되거나 잘못된 해석이 없는지 점검한다.

 

2) 관련성

모델이 생성한 응답이 사용자의 질문과 직접적인 관련이 

있는지 평가하여 모델이 질문에 적절하게 답변하고 있는지 확

인한다. 생성된 응답이 전체적인 맥락에 맞춰 일관성을 유지

하고 있는지를 확인하여 모델이 사용자의 요구를 제대로 이해

하고 있는지 평가할 수 있는 기준이 된다. 

5.2 평가 과제

RAG의 성능을 평가할 수 있는 다운스트림 작업은 크게 질

의응답(QA, Question Answering), 대화문(Dialog), 정보 추출

(IE, Information Extraction), 추론(Reasoning)으로 구분할 

수 있다. Table 2은 RAG 모델의 다운스트림 작업 전체 개요

를 보여준다. 

질의응답 작업의 대표적인 데이터셋으로는 Natural Ques-

tions(NQ)[31], PopQA[32], HotpotQA[33], ELI5[34], TriviaQA 

(TQA)[35] 등이 있다. 이 외에도 대화문 작업은 Wizard of 

Wikipedia(WoW)[36], KBP[37], 정보 추출 작업은 WikiEvent 

Tasks Datasets

QA

Natural Question(QA) [31]

PopQA [32]
HotpotQA [33]
ELI5 [34]

TriviaQA(TQA) [35]

Dialog
Wizard of Wikipedia(WoW) [36]

KBP [37]

Information

Extraction

WikiEvent [38]

RAMS [49]

Reasoning
HellaSwang [40]

CoT Reasoning [41]

Table 2. Evaluation Tasks of RAG
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[38], RAMS[39], 추론 작업은 HellaSwag[40], CoT Reasoning 

[41] 등이 있다. 

5.3 평가 지표

RAG의 다운스트림 작업을 평가할 때, 각 작업에 적합한 기

존의 지표를 사용한다. 질의응답 작업에서 모델이 정확하게 

응답을 제공하는지 평가하기 위해 모델의 응답이 정답과 완전

히 일치하는지 측정하는 EM(Exact Match)와 부분적인 일치

를 평가하는 F1 지표를 사용한다[25, 41-43]. 사실성에 초점

을 맞출 때는 Accuracy를 사용한다[2, 23, 41, 44]. 응답의 유

창성을 평가할 때는 MAUVE 지표를 사용하며[18, 30], 응답의 

품질을 평가할 때는 BLEU(Bilingual Evaluation Understudy 

Score) 및 ROUGE(Recall-Oriented Understudy for Gisting 

Evaluation), ROUGE-L 지표를 사용한다[17-18]. 

5.4 평가 프레임워크

RAG 기반 시스템을 평가하기 위해 Saad-Falcon, Jon, et 

al.[28]은 표준화된 방법론인 ARES(Automated RAG Evalua-

tion System)을 제안하였다. 이 방법은 주어진 테스트 세트 안에

서 응답을 자동으로 평가하고, 성능 메트릭을 계산하는 방식으

로, 정확도, 문서 유사도, 문서 재구성 등 다양한 메트릭을 통해 

RAG 시스템의 성능을 평가한다. Es, Shahul, et al.[29]의 

RAGAS는 세 가지 메트릭을 사용하여 RAG 시스템을 평가한

다. 충실도, 답변 관련성, 문맥 관련성 등의 측면에 대하여 인

간의 판단을 포함한 WikiEval 데이터셋을 도입하였고, 이를 

평가에 활용하였다. Hoshi, Yasuto, et al.[45]은 사용자가 직

접 Retrieval 기반 LLM을 개발하고 성능 측정 및 평가까지 가

능하게 하는 프레임워크를 제공하여 편의성을 제공하고 있다. 

이 외에도 RGB, CRUD와 같은 벤치마크 또한 RAG의 성능을 

평가할 수 있다[46-47].

Gao, Tianyu, et al.[30]는 모델의 환각을 줄이기 위해 거대 

텍스트 말뭉치로부터 정보를 검색하여 생성된 텍스트에 인용

을 추가하고, 생성된 인용의 정확도나 생성 품질 등을 체계적

으로 평가하기 위한 벤치마크 ALICE를 도입하였다. 이를 통

해 사실적 정확성과 검증 가능성을 개선하였다. 

이처럼 전체적인 개발 및 평가를 가능케 하는 프레임워크 연

구는 이루어져 있지만 특정 도메인이나 언어에 특화된 평가를 

위한 연구는 부족한 실정이다. 향후 다층적인 관점에서 RAG를 

평가할 수 있는 기법들에 대한 연구가 이루어져야 할 것이다. 

6. RAG의 응용 분야

RAG 모델은 빠르게 변화하는 최신 정보를 즉각 반영할 수 

있으며, 외부 데이터베이스에서 실시간으로 검색한 정보를 기

반으로 응답을 생성할 수 있다. 이와 같은 장점을 활용하여 전

문적인 지식이 필요한 분야나 산업에 특화시키기 위한 응용 

연구들이 제안되고 있다.

Lozano, Alejandro, et al.[48]은 임상 질문에 답할 수 있도

록 의료과학 문헌을 활용한 RAG와 오픈소스 웹 애플리케이

션을 통합한 시스템을 제안했다. 이 시스템은 RAG를 적용하

여 의료 분야 연구자들이 최신 연구 결과를 효율적으로 파악

하고 의료 조언의 정확성을 높일 수 있도록 함으로써 RAG의 

응용 분야를 확장하였다. 그러나 잠재적으로 RAG에서 잘못된 

정보나 오해의 소지가 있는 정보를 생성할 가능성이 있어 이

를 맹목적으로 신뢰하는 것은 위험할 수 있다는 한계가 있다. 

Kang, Haoqiang, et al.[49]은 금융 분야에서 발생할 수 있

는 환각 현상의 범위와 조건을 식별하였다. 이를 통해 전문 분

야에서 RAG를 사용할 때 발생할 수 있는 환각 현상을 이해할 

수 있는 실증적 증거를 제공하였다. 

이처럼 금융뿐 아니라 의료, 자율주행, 법률 등 다양한 전

문 분야에 특화해 발생할 수 있는 환각 현상의 유형을 파악하

고 완화하기 위한 연구가 필요하다. Jin, Jiajie, et al.[50]는 

RAG 연구를 보다 용이하게 구현하고 평가할 수 있는 표준화

된 프레임워크를 제안하여 연구자들의 요구사항을 효율적으

로 충족시키고 있다. 

7. 향후 발전 방향

최근 생성형 AI에서는 텍스트뿐 아니라 이미지, 오디오 등 

여러 타입의 멀티모달 데이터를 통합하여 활용할 수 있는 

LMM(Large Multimodal Models)이 등장하였다. 다양한 모달

리티의 데이터를 처리할 수 있는 확장된 언어 모델의 중요성

이 강조되고 있으므로 이를 처리할 수 있는 RAG의 연구도 필

요하다[51].

RAG를 사용하더라도 여전히 관련성이 낮거나 부정확한 정

보를 얻을 수 있는 문제가 존재한다. 따라서 중요한 결정을 할 

때 RAG의 응답을 전적으로 신뢰하는 것은 위험할 수 있다. 

Yan, Shi-Qi, et al.[52]은 검색 프로세스 중 검색된 문서의 신

뢰도 점수 평가하고 이를 생성 과정에 반영하여 RAG 모델의 

강건성을 강화하는 모델을 제안하였다. 이와 같이 RAG 모델

의 성능을 향상시키고, 실용성을 높일 수 있는 신뢰도 평가 및 

개선 등의 연구가 추가로 필요하다.

검색과 생성을 번갈아 수행하는 과정에서 발생하는 오버헤

드와 높은 생성 비용 역시 해결해야 할 과제이다. 이를 극복하

기 위해 정보를 더욱 효율적으로 저장하고 검색할 수 있도록 

개선이 필요하다. RAG 모델의 소프트웨어 최적화뿐 아니라 

하드웨어 최적화를 통해 처리 능력을 향상시키는 연구가 필요

하다[53]. 

이 외에도 LLM 모델 자체에 존재하는 성별, 지역, 인종 등 

여러 편향 문제를 RAG를 통해 해결할 수 있다. Shrestha, 

Robik, et al.[54]는 텍스트에서 이미지로 생성하는 Diffusion 

Model에서 종종 발생하는 사회적 편견을 해결하기 위해 외부 

이미지 데이터베이스에서 참조 이미지를 검색하여 이를 생성 

모델에 조건을 거는 방식으로 편향을 완화하기 위한 전략을 

제안하였다. 이처럼 RAG는 모델의 편향 문제를 해결하기 위

한 수단으로 유용하게 활용될 수 있을 것이다. 반면, RAG 모
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델을 사용하는 것이 오히려 편향 문제를 증폭시킬 수 있다. 명

백한 지표에 기반하여 편향을 줄이기 위한 노력이 오히려 쉽

게 정량화하기 어려운 미묘한 편향을 간과할 수 있기 때문이

다. RAG 모델이 특정 문화, 지역 등 일부 특성만 포함하고 있

을 경우, 다양한 관점을 제공하지 못해 반향실 효과(Echo 

Chamber) 현상을 초래할 수 있다[55]. 따라서 RAG 모델의 잠

재적인 위험을 인지하여 모델의 성능을 다각적으로 평가하고, 

편향을 완화할 수 있는 후속 연구를 진행하는 것이 필요하다. 

8. 결  론

RAG의 등장은 전통적인 LLM에서 발생할 수 있는 여러 한

계를 해결할 수 있는 중요한 열쇠가 되었다. RAG를 사용하면 

외부 데이터베이스로부터 정보를 검색하고 이를 기반으로 응

답을 생성하는 과정을 통해 사용자의 요구에 적절한 정확한 

응답을 제공할 수 있다. LLM의 성능을 향상시키기 위해 정확

하고 관련성 높은 응답을 생성할 수 있는 RAG 연구가 활발히 

진행되고 있다. 

본 논문은 RAG 기술의 기본 개요를 소개하였으며, LLM과 

결합하여 성능을 향상시키기 위한 다양한 연구의 특징들을 분

석하였다. 최적화 연구의 속성을 크게 정확성, 관련성, 효율성

으로 구분하고 속성별 발전된 기술과 RAG를 평가할 수 있는 

다양한 평가 지표들을 살펴보았다. 다양한 도메인에 특화하거

나 실제 산업에 응용하는 연구는 아직 초기 단계에 불과하며 

추가적인 연구가 필요하다. 

RAG는 LLM이 가지고 있는 잠재력을 끌어낼 수 있는 도구

로서 앞으로 생성형 AI 분야에 혁신을 불러일으킬 수 있는 기

술이다. RAG의 장점을 극대화하고, 취약점을 극복할 수 있도

록 지속적인 이론적 연구 및 응용 분야 적용이 필요하다. 
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