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독성발현경로(Adverse Outcome Pathway)를 활용한 In Silico 예측기술 연구동향 분석
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ABSTRACTABSTRACT

Background: The increasing need to minimize animal testing has sparked interest in alternative methods 
with more humane, cost-effective, and time-saving attributes. In particular, in silico-based computational 
toxicology is gaining prominence. Adverse outcome pathway (AOP) is a biological map depicting toxicological 
mechanisms, composed of molecular initiating events (MIEs), key events (KEs), and adverse outcomes 
(AOs). To understand toxicological mechanisms, predictive models are essential for AOP components in 
computational toxicology, including molecular structures.

Objectives: This study reviewed the literature and investigated previous research cases related to AOP and in 
silico methodologies. We describe the results obtained from the analysis, including predictive techniques and 
approaches that can be used for future in silico-based alternative methods to animal testing using AOP.

Methods: We analyzed in silico methods and databases used in the literature to identify trends in research on 
in silico prediction models.

Results: We reviewed 26 studies related to AOP and in silico methodologies. The ToxCast/Tox21 database 
was commonly used for toxicity studies, and MIE was the most frequently used predictive factor among the 
AOP components. Machine learning was most widely used among prediction techniques, and various in silico 
methods, such as deep learning, molecular docking, and molecular dynamics, were also utilized.

Conclusions: We analyzed the current research trends regarding in silico-based alternative methods for 
animal testing using AOPs. Developing predictive techniques that reflect toxicological mechanisms will 
be essential to replace animal testing with in silico methods. In the future, since the applicability of various 
predictive techniques is increasing, it will be necessary to continue monitoring the trend of predictive 
techniques and in silico-based approaches.
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Highlights: 
ㆍ�ToxCast/Tox21 DB is widely used in 

toxicity research, with MIE often serving 
as predictive factors in developing an 
AOP-based predictive model.

ㆍ�Machine learning was the most 
utilized relative to deep learning and 
molecular simulation techniques.

ㆍ�Applying AOP components to 
develop predictive technologies that 
reflect accurate toxicity mechanisms is 
necessary.

ㆍ�It is necessary to continue monitoring 
the trend of in silico predictive research 
to replace animal testing.
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I. 서    론

동물대체시험법은 동물을 사용하지 않거나 동물 개체 수 감

소 또는 고통을 경감시키기 위한 모든 시험법으로 정의할 수 있

다. 동물실험은 오랜 기간동안 화장품, 의약품, 식품 등의 화학

제품 성분에 대한 연구개발을 위해 수행되어 왔으며, 실험 목적

으로 사용되는 동물의 수가 수년에 걸쳐 증가함에 따라 국내외 

여러 기관과 대중으로부터 윤리적 문제와 실효성에 대한 비판

을 받아왔다.1) 1959년 Russel과 Burch의 ‘인도적인 실험기법에 

관한 법칙’이라는 저서에 제시된 3Rs2)에 의해 동물대체시험법

의 개발과 도입 필요성이 강조되며 화학물질 평가 시스템의 변

화가 시작되었다.3)

동물대체시험법은 화학물질의 효능 또는 독성 평가실험을 

위해 주로 약물 동태, 피부자극성 및 부식성, 질환모델 등 안전

성 및 유효성 평가 분야에 활용되고 있다. 동물대체시험법은 세

포 및 조직을 기반으로 하는 in vitro 시험법과, 살아있는 인자

가 아닌 생체물질 또는 생체모사물질을 이용해 평가하는 비세

포계 in chemico 시험법 및 화학물질 분자구조 특성 및 단백질 

구조정보를 활용하여 독성을 예측하는 in silico 기반 시험법으

로 구분할 수 있다.4) 동물대체시험법은 동물을 활용한 기존 독

성시험에 비해 시험동물의 희생을 줄일 수 있다는 인도적인 측

면에서의 장점 뿐만 아니라 비용과 시간이 적게 든다는 장점5,6)

이 있으며 동물대체시험법 중 in silico 기반 시험법은 근본적으

로 실험을 수행하지 않아 시간 및 비용 측면에서 장점이 있어 

동물대체시험법의 주요한 영역으로 주목받고 있다.

동물시험 금지에 대한 국제적인 관심이 증가하면서 다양한 

동물대체시험법 활용을 목표로 하는 국내외 규제가 증가하

고 있는 추세이다. 우리나라에서는 2023년 12월, ‘동물대체

시험법의 개발ㆍ보급 및 이용 촉진에 관한 법률안’과 ‘동물대

체시험법의 개발 보급 및 이용 활성화에 관한 법률안’이 국회 

보건복지위원회를 통과하며, 대체시험법 개발과 활성화를 위

한 논의가 본격화되었다. 현재는 in silico 기반 시험법과 관련

하여 2016년 화장품법에 ‘동물실험을 실시한 화장품 등의 유

통 판매 금지’ 조항이 신설되어 2017년부터 시행되고 있다.7) 또

한 「화학물질 등록 및 평가 등에 관한 법률」 제14조 및 시행

령 13조 제3호에 따라 독성자료 생산 시 구조활성관계 예측

프로그램 모델(Qualitative or Quantitative Structure Activity 
Relationship model, QSAR) 활용을 허용하고 있어, 비시험자료

생산에서 in silico 기반 시험법이 활용되고 있다.8) 국외에서는 

유럽화학물질청(European Chemical Agency)과 유럽식품안전

청(European Food Safety Authority)에서 살생물질 및 농약 성

분의 내분비계 장애영향 스크리닝을 위해 동물실험의 대안으

로 고속 대량 스크리닝 자료를 적극 활용하는 평가 전략을 제

시하였다.9) 또한, 2007년 시행된 European Union Registration, 

Evaluation, Authorization and Restriction of  Chemicals (EU 

REACH) 법령’에서 독성자료 생산 시 QSAR모델 사용을 허

용하고 있어 in silico 시험법의 활용이 촉진되고 있는 추세이

다.5,6,10-12)

독성발현경로(Adverse Outcome Pathway, AOP)는 분자수준

초기현상(Molecular Initiating Event, MIE)으로부터 주요현상

(Key Event, KE) 및 개체 수준에서 관찰할 수 있는 최종 독성영

향(Adverse Outcome, AO)으로 구성, 연결되어 독성기전을 묘

사한 일종의 생물학적 지도로, 위해성평가와 같은 규제 정책에 

활용하기 위해 도입된 프레임워크이다. MIE는 화학물질과 생

체 내 특정 분자와의 초기 상호작용을 의미하며, KE는 AOP 내

에서 생물학적 상태의 변화를 나타내는 단계를 의미하고, AO
란 개체 수준에서 관찰할 수 있는 최종 영향을 의미한다. 화학

물질의 독성예측 시 독성기전을 보다 명확히 이해하기 위해서

는 기존의 QSAR 모델과 같이 화학물질의 분자구조만을 활용

한 예측보다는, 독성기전 정보를 포함하는 AOP 구성요소를 

추가로 활용하는 것이 매우 중요하다. 특히 AOP 구성요소 중 

MIE 수준에서 화학물질의 정확한 독성 예측이 가능하다면 보

다 선제적으로 화학물질 관리에 활용할 수 있기 때문에, 관련 

연구가 활발히 진행되고 있다.13,14) AOP를 활용한 in silico 예측 

연구로, Tan 등15)은 생식독성의 AOP와 연관된 화학물질을 활

용하여 화학물질의 생식독성 발생 여부와 그 독성기전을 예측

하는 모델을 개발하였으며, Troger 등16)은 파킨슨병 유발과 관

련한 MIE 예측을 위해 Pharmacophore screening 기법과 머신

러닝(Machine learning) 기법을 활용한 예측모델을 개발하였다. 

Gadaleta 등17)은 신경독성 유발에 관여하는 MIE에 대한 예측

모델을 개발하여 신경독성을 유발할 수 있는 잠재적인 화학물

질을 선별하는데 활용하였다.

이와 같이 국내외 산업, 화학물질 관리 및 연구 분야에서 동

물 실험에 대한 의존을 줄이고자 동물대체시험법에 대한 관심

이 점차 높아지고 있으며 동물대체시험법 중 전산독성학(com-
putational toxicology)을 기반으로 독성을 예측하는 in silico 기

반 시험법이 주목받고 있으나, 현실적인 in silico 기반 예측 연

구의 활용도는 여전히 낮은 실정이므로 in silico 기반 연구의 활

성화가 필요하다. 본 논문에서는 in silico 기반 예측연구의 중

요성 및 활용성 검토를 위해 in silico 기반 예측기술 및 AOP 구

성요소를 활용한 최신 연구 동향을 조사하고 분석하였다. 이를 

위해 문헌 조사에서 수집된 AOP 및 in silico 기반 시험법을 활

용한 사전 연구 사례를 분석하였으며, 분석 결과를 바탕으로 

향후 활용 가능한 데이터 및 예측기술 등을 제안하고자 한다.

II. 재료 및 방법

1. 문헌 데이터 수집 및 선정 
국내외 in silico 기반 동물대체시험법에 대한 연구 동향을 

확인하기 위해 Google 학술검색(Google scholar)을 통해 주요
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어 ‘Computational toxicology’를 기준으로 게재된 문헌을 검

색하고 수집하였다. 수집 문헌 중 ‘AOP (Adverse Outcome 
Pathway)’, ‘in silico’, ‘prediction’ 3가지 주요어 조합이 포함되

어 있는 문헌으로 분류하였다. 분류된 문헌 중 AOP 및 in silico 

예측기술을 활용한 모델 개발과 관련된 연구를 수행한 문헌을 

최종적으로 선별하여 예측기술 동향분석에 활용하였다. 연구

동향 분석은 연구에 활용된 데이터와 in silico 예측기술을 중심

으로 조사하였으며, 예측 대상물질 종류, AOP 요소, in silico 

예측기법, 독성종말점 등 총 7개의 세부항목 분류를 통해 분석

을 수행하였다. 전반적인 문헌 수집 및 선별 과정에 대한 흐름

도는 Fig. 1과 같다.

2. 데이터 중심 분석
In silico 기반 동물대체시험법 연구에 사용된 데이터 분석

을 위해 1) 대상물질 종류(단일/혼합), 2) 모델 개발에 사용된 

AOP 구성요소(MIE, KE, AO)의 활용 빈도, 3) 데이터베이스 

종류, 4) 예측모델 개발 시 활용된 데이터 종류 및 5) 데이터의 

독성종말점(endpoint)으로 총 5개 항목으로 데이터에 대한 세

부분석을 수행하였다. 대상물질 종류(단일/혼합) 정보를 통해 

예측에 사용되는 대상이 단일물질 또는 혼합물인지를 확인하

였으며, AOP 구성요소(MIE, KE, AO)의 활용 빈도 분석을 통

해 AOP 구성요소 중 독성 예측에 가장 많이 활용된 구성요소

를 확인하였다. 연구에 활용된 데이터베이스 및 예측모델 개

발 시 활용된 데이터 종류(화학물질, 단백질 등)를 분석하였으

며, 마지막으로 모델 개발에 활용된 데이터의 독성종말점(end-
point)을 확인하였다. 독성종말점은 생식독성, 피부 과민성 및 

호흡기 과민성 등을 포함한 다양한 유해성에 대해 분류를 의미

하며 해당 항목에 대한 동향 분석을 수행하였다.

3. 예측기술 중심 분석
동물대체시험법에 적용 가능한 예측기술에 대한 분석을 위

해 2가지 세부 항목으로 1) 연구에 사용된 in silico 예측 기법, 

2) 모델 예측 종류(정량/정성)를 선정하여 분석을 수행하였다. 

독성 예측모델 개발에 사용된 in silico 예측 기법 분석 시에는 

머신러닝, 딥러닝(Deep learning) 등의 활용도를 확인하였고 연

구에 사용된 세부 알고리즘에 대한 종류를 분석하였다. 독성 

예측모델의 예측결과에 대해서 독성유무를 제공하는 정성적 

방법인지, 정량적 방법(독성 농도, 반응 등)으로 제공하는지 등

을 확인하여 예측기술 동향 분석을 수행하였다.

Fig. 1. Workflow of literature survey for in silico research trend analysis using AOPs
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Table 1. Summary of in silico research using AOP components

No Research content Data type (database) Algorithm type Endpoint AOP  
component

Reference 
no

1 Development of predictive 
models utilizing 2D and 
3D structures for skin 
sensitization analysis

Chemical (PubChem) ML (DT) Skin sensitization KE 18)

2 Development of MIE 
prediction models for 
correlation analysis with 
activation energy

Chemical (ChEMBL, 
Toxcast/Tox21)

DL (DNN) Biological activity, 
structure features

MIE 19)

3 Development of toxicity 
prediction models based on 
MIE

Chemical  
(Toxcast/Tox21)

ML (XGBoost) Endocrine disruption MIE 22)

4 Development of toxicity 
prediction models based on 
MIE

Chemical  
(Toxcast/Tox21)

ML(MLR) Proliferation inhibition MIE 23)

5 Development of KE prediction 
models for AOP related to 
Parkinson’s disease

Chemical (Toxcast/
Tox21, ChEMBL, 
Inhouse DB)

ML (RF, XGBoost, 
DL (DNN)

Human mitochondrial 
respiratory complex I 
inhibition

KE 16)

6 Development of EDC 
prediction models using 
chemical structure images

Chemical 
(Toxcast/Tox21)

DL (CNN) Nuclear receptor activity MIE 24)

7 Development of MIE 
prediction models

Chemical (ChEMBL) ML (PLS) Glucocorticoid 
receptor, HERG, 
mu opioid receptor, 
ctclooxygenase-2, 
dopamine transporter

MIE 25)

8 Development of predictive 
models for skin 
hypersensitivity

Chemical (Inhouse DB) ML (Kinetic method) Skin sensitization MIE 26)

9 Development of a pipeline for 
toxicity prediction

Chemical 
(Toxcast/Tox21)

ML (k-NN) Androgen receptor 
antagonism

MIE 27)

10 Development of MIE 
prediction models related 
to thyroid hormone 
homeostasis

Chemical  
(Toxcast/Tox21)

ML (RF, SVM 
XGBoost, ANN, 
LR)

Thyroid hormone 
homeostasis

MIE 28)

11 Development of predictive 
models using DNN

Chemical
(Toxcast/Tox21)

ML (RF, SVM, BNB, 
k-NN), 

DL (DNN)

Nuclear estrogen 
receptor α and β  
(ERα and ERβ)  
binding potentials

KE 29)

12 Development of AOP-
based pulmonary fibrosis 
prediction models

Chemical  
(Toxcast/Tox21)

ML (MLR) Lung tissue 
inflammation

KE  
(AOP 173)

30)

13 Development of toxicity 
prediction models using 
the open-source software 
framework ‘Flame’

Chemical (NTP) ML (RF, XGBoost) Mitochondrial toxicity MIE 31)

14 Development of skin 
sensitization prediction 
models using deep learning

Chemical (Inhouse DB) DL (GCN) Skin sensitization hazard KE 32)



117
독성발현경로(Adverse Outcome Pathway)를 활용한 In Silico 예측기술 연구동향 분석

https://e-jehs.org

Table 1. Continued

No Research content Data type (database) Algorithm type Endpoint AOP  
component

Reference 
no

15 Development of KE-specific 
activity prediction models 
using QSAR for each KE and 
stacked model using naïve 
Bayes

Chemical  
(Toxcast/Tox21)

ML (RF, SVM, NB, 
k-NN, DT)

Human reproductive 
toxicity

KE 15)

16 Development of various 
toxicity endpoint 
prediction models related 
to developmental and 
neurotoxicity

Chemical (Toxcast/
Tox21, ChEMBL, 
Inhouse DB) 

ML (k-NN, RF, 
ANN)

Developmental and 
neurotoxicity

MIE 17)

17 Prediction of the probability of 
AO related to developmental 
neurotoxicity using a 
Bayesian hierarchical model

Chemical (Inhouse DB) ML (Bayesian 
hierarchical model)

Developmental and 
neurotoxicity

AO 33)

18 Improvement of AOP 
framework related to 
estrogen interference 
induced by TTP (Triphenyl 
phosphate)

Protein (PDB, UniProt) Molecular simulation 
(molecular 
dynamics)

G protein-coupled 
estrogen receptor 
activation

MIE 34)

19 Development of EDC 
identification prediction 
models using toxicogenomic 
data

Chemical (CTD) ML (GLM) Endocrine disruption MIE 35)

20 Construction of AOP for lung 
injury induced by AHR 
activation and verification 
of AOP network using 
prediction models

Chemical (Toxcast/
Tox21, PubChem DB) 

Protein (Alphafold 
protein structure 
database)

ML(RF),
Molecular simulation 

(molecular 
docking)

AHR(aryl hydrogen 
receptor) activation to 
lung damages

KE 36)

21 Review of case studies on the 
development of qAOP using 
predictive technologies

Chemical
(EFSA DB, OECD 

eChemPortal, DNT-
DIVER)

ML(Bayesian 
networks)

Skin sensitization, 
neurotoxicity, 
carcinogenicity

AOPs 37)

22 Research review on the 
development of QSAR-
based prediction models for 
mixture toxicity

Chemical  
(Toxcast/Tox21)

Protein (PDB)

ML(ANN), 
Molecular simulation 

(molecular 
docking)

Acute/chronic toxicity MIE 38)

23 Prediction of genetic 
regulation patterns of AOP 
using AI methods

Gene (AOP-DB, UK 
BioBank)

DL (GNN) Hepatic steatosis, liver 
cancer

MIE 39)

24 Prediction of cellular-level 
MoA using protein data

Protein (PRIDE) ML (kNN, RF) Mode of action related to 
toxicity

MIE 40)

25 Development of MIE 
prediction models for AOP 
related to fatty liver

Chemical (AOPwiki, 
Toxcast/Tox21)

ML (RF) Hepatic steatosis MIE 20)

26 Development of MIE 
prediction models using 
DNN

Chemical (ChEMBL, 
Toxcast/Tox21)

DL (DNN) AChE, ADORA2A, AR, 
hERG, SERT

MIE 21)

AO: Adverse Outcome, ANN: Artificial Neural Network, BNB: Bernoulli Naïve Bayes, CTD: Comparative Toxicogenomics Database, DNN: 
Deep Neural Network, DT: Decision Tree, GLM: General Linear Model, GNN: Graph Neural Network, KE: Key Event, k-NN: k-Nearest 
Neighbors, LR: Logistic Regression, MIE: Molecular Initiating Event, MLR: Multiple Linear Regression, NB: Naïve Bayes, NN: Neural Network, 
PLS: Partial Least-Squares, PRIDE: Proteomics Identifications Database, RF: Random Forest, SVM: Support Vector Machines.
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III. 결과 및 고찰

1. 문헌 수집 및 분류 결과
국내외 최근 연구 동향 조사를 위해 주요어 ‘computational 

toxicology’가 포함된 문헌으로 1차 분류한 결과 2014년부터 

2023년까지 최근 10년간 게재된 35,600개의 문헌이 검색되었

다. 1차 분류를 통해 수집된 문헌을 대상으로 세 가지 주요어

(‘AOP’, ‘in silico’, ‘prediction’)를 포함하는 문헌을 추가로 선

별한 결과 약 8,500개의 문헌이 분류되었다. 분류된 8,500개

의 문헌 중 AOP 구성 요소를 대상으로 in silico 기반 예측모

델 개발 또는 in silico 예측 기술 및 프로그램을 활용하여 분석

한 연구사례에 대한 문헌을 선별한 결과 2017년부터 2023년

까지 게재된 총 26편의 문헌이 최종 선정되었다(Table 1).15-40) 

AOP 구성요소를 고려하여 in silico 기반 독성 예측연구를 수

행한 시기는 2017년 이후로 연구된 것으로 확인되었다. 2017

년부터 2023년까지 게재된 문헌의 수는 매년 증가 추세를 보

이고 있으며 특히 2019년 이후부터 현재까지 머신러닝 및 딥러

닝을 활용한 연구사례는 2019년부터 1년 단위로 최소 1편(4%)

씩 증가하고 있으며 최근 3년간 누적 13편(54%)으로 지속적으

로 증가하는 추세이다(Fig. 2A). 2010년 AOP가 처음 제시되

고 2016년 The Organisation for Economic Co-operation and 

Development (OECD)에 의해 AOP를 활용한 독성 예측 연구의 

필요성이 제시된 이후,13) 패러다임 변화에 따라 AOP를 활용한 

독성 예측모델 연구에 대한 관심이 증가한 것으로 보인다. AOP 

구성요소를 예측하는 연구사례는 2017년부터 현재까지 26건 

정도 수준이나 독성 예측연구 관점에서 단순히 화학물질 분자

구조 중심의 특성(물리화학적 특성, 분자지문 등) 및 실험데이

터를 활용하여 computational toxicology 기반 독성 예측모델 

개발 연구사례는 2017년부터 현재까지 약 17,000건으로 많은 

연구가 수행되었다. 독성기전을 반영할 수 있는 AOP 구성요소

를 고려한 예측 연구사례는 전체 computational toxicology 기
반 연구사례 중 약 0.15% 정도로 상대적으로 매우 미흡한 수

준이다. 화학물질 독성에 대해 정확한 예측연구를 수행하기 위

해서는 예측모델 개발 시 독성기전을 고려하는 것은 매우 중요

한 요소이므로 AOP 정보를 활용한 예측 연구는 점차적으로 증

가되어야 하며 추후 관련 연구동향을 지속적으로 주시해 나가

는 것이 필요한 상황이다.

2. 데이터 기반 연구동향
In silico 기반 독성 예측모델 개발 사례를 보고한 최종 선정 

문헌 26편 중 25편(96%)이 단일물질 예측을 중심으로 개발되

었으며, 혼합물의 독성예측 연구를 수행한 문헌은 1편(4%)에 

불과했다. 화학제품은 여러 구성성분이 혼합된 혼합물 형태이

지만 화학제품 등록 시 단일물질 수준에서의 독성 평가 자료를 

제출하고 있고, 혼합물 평가 시에는 일반적으로 각 성분의 독

성을 누적 계산하고 있어 다양한 혼합물의 구성성분 간 상호작

용과 조합비에 따른 독성 변화를 고려한 평가는 수행되고 있지 

않다. 우리나라는 2015년 제정된 「화학물질 등록 및 평가 등에 

관한 법률」과 2017년 제정된 「생활화학제품 및 살생물제의 안

전관리에 관한 법률」에 따라 화학제품의 안전관리 체계 선진화

를 위해 노력하고 있으며, 특히 살생물물질의 경우 제품 내 타 

성분과 상호 작용하여 일으키는 효과를 고려하도록 명시하고 

있다. 그러나 세계적으로도 상승작용, 길항작용과 같은 상호 

작용에 대한 과학적 정보가 매우 부족하기 때문에 여전히 화

학물질 및 화학제품 등록 시에는 단일물질 수준의 물리화학적 

특성과 인체ㆍ환경 유해성을 고려하고 있다.41) 혼합물의 독성 

정보와 상호 작용에 대한 정보는 모든 혼합물의 사례별로 도출

하는 것이 쉽지 않기 때문에,  더욱 in silico 모델을 활용해 정

보를 생산해야 할 필요성이 높다. 다만 현재까지는 in silico 기

반 시험법 또한 미흡한 수준이므로 향후 제도의 효과를 극대화

하기 위해 혼합독성 예측모델의 개발이 고려되어야 한다.42,43)

전체 문헌 중 AOP 구성요소 중 MIE를 예측지표로 사용한 

Fig. 2. Data-driven research trend results. This graph represents 
literature surveyed from before 2019 to 2023. (A) The annual 
cumulative number of articles and frequency of utilization of 
machine learning and deep learning. (B) Frequency of utilization of 
AOP components. MIE: Molecular Initiating Event, KE: Key Event, 
AO: Adverse Outcome.
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문헌은 72% (18편)였으며, KE를 예측지표로 사용한 경우는 

20% (7편), AO를 사용한 경우가 8% (1편)로 확인되었다. 이는 

KE 및 AO에 대한 실험데이터가 부족하여 예측모델을 개발하

기에는 어려움이 있어 관련 예측 연구가 많이 수행되지 못했음

을 보여준다. KE를 활용한 예로, Ciallella 등29)은 에스트로겐 

수용체 활성(KE) 예측을 위해 기식 기반 심층 신경망(k-DNN)

을 활용한 예측 모델을 개발하였다. AO를 활용한 예로 Spînu 

등33)은 신경독성의 AO와 화학물질 노출과의 인과 요인을 이해

하기 위한 베이지안 계측 모델 개발을 통해 신경독성 예측 연

구를 수행하였다. 반면, MIE 수준에서 단백질과 화학물질 간

의 상호작용을 중심으로 예측 모델 개발이 수행되므로 단백

질 구조와 화학물질의 분자구조만 있다면 molecular docking, 

molecular dynamics, pharmacophore screening 등 다양한 in 

silico 기반 예측 기술을 적용할 수 있다. 또한  MIE 지표는 결

합 친화도(binding affinity), 저해(inhibition) 등 단백질과 화학

물질 간의 상호작용 실험데이터가 다른 AOP 구성요소보다 상

대적으로 많이 존재하기 때문에, 예측지표로 연구에 더 많이 

활용되고 있다(Fig. 2B). MIE를 활용한 예시로 Gadaleta 등17)

은 신경독성 유발에 관여하는 MIE에 대한 예측모델을 개발하

여 신경독성을 유발할 수 있는 잠재적인 화학물질을 선별하는

데 활용하였다. MIE는 AOP 순서 중 가장 첫 번째에 위치하며 

독성기전의 시작을 설명할 수 있는 가장 중요한 단계이다. 명확

하게 알려진 MIE를 대상으로 단백질 및 화학물질에 대한 구조

정보만 있다면 독성 실험데이터가 없더라도 다양한 예측기술을 

적용하여 연구를 수행할 수 있는 장점이 있어 동물대체시험법 

중 독성기전 정보를 반영한 in silico 기반 시험법으로서 독성을 

유발할 수 있는 물질을 초기에 선별하는 과정에서 활용될 수 

있을 것이다.

예측 연구에 활용된 데이터베이스 중에서는 Toxcast 및 

Tox21이 전체의 35%로 가장 많이 사용되었다(Fig. 3A, Table 
2). Toxcast 및 Tox21은 일반세포독성뿐 아니라 내분비계 장

애영향 등 다양한 독성지표에 대한 in vitro 시험법을 활용하

여 고효율 대량 스크리닝(High-Throughput Screening, HTS)으
로 실험데이터를 생산하고, 분석자료를 통합한 데이터베이스로 

독성 연구에 활발히 활용되고 있다.44-46) 다음으로는 in vivo 및 

in vitro 실험을 통해 직접 생산한 데이터(In-house DB)와 다양

한 화학물질 구조 및 생물학적 실험데이터를 포함한 ChEMBL 

Database가 각각 전체 문헌 중 12.5% (5건)로 사용된 것을 확

인하였다. 또한, 생물학적 실험데이터를 제공하는 PubChem 

DB도 5% (2건) 정도 활용되고 있었으며, 그 외 AOP 구성요

소 정보를 활용하기 위한 AOP-DB, AOP-Wiki 및 단백질 3차

원 구조와 화학물질과 단백질 간의 상호작용정보를 사용하기 

위한 Protein Data Bank (PDB), CTD 등 다양한 데이터베이스

가 각각 2.5% (1건)의 활용도를 보였다. 그 외에도 AOP 구성

요소 중 MIE 수준에서 molecular docking47)과 같은 기술을 활

용하여 단백질-화학물질 간의 상호작용을 고려하기 위해 단

백질 실험데이터 및 3차원 구조 데이터를 포함하고 있는 PDB, 

AlphaFold Protein Structure Database, UniProt 등을 활용하고 

있음을 보여주었다.

AOP 구성요소 예측 시 독성 실험데이터를 중심으로 화학물

질 구조기반 독성 예측기술이 주로 사용되고 있기 때문에 다

양한 화학물질 분자구조 및 독성 실험데이터를 포함하고 있는 

Toxcast/Tox21의 활용도가 가장 높고, ChEMBL, PubChem DB 

등의 데이터베이스에도 화학물질 및 단백질에 대한 실험데이터

가 포함되어 있어 활용되고 있는 것으로 보인다. 대부분의 독

성 예측 연구는 화학물질과 독성 간의 연관성을 포함하는 실

험데이터 기반으로 연구가 수행되고 있으나 in vitro, in vivo 수

Fig. 3.  Trend analysis of database and in silico method-driven 
research. (A) Databases utilized in prior studies and (B) frequency of 
toxicity endpoints used as predictors. DNT-DIVER: developmental 
neurotoxicity data integration and visualization enabling resource, 
EFSA-DB: European food safety authority database, NTP: national 
toxicology program, PDB: protein data bank, CTD: comparative 
toxicogenomics database, PRIDE: proteomics identifications 
database.
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Table 2. Summary of database list

No Name Database content Data URL

1 Alphafold Protein 
Structure 
Database

A database containing predicted protein 
structures generated by the AlphaFold 
algorithm

• Protein: 1,508,588 https://alphafold.ebi.ac.uk/

2 AOP-DB A database storing information on Adverse 
Outcome Pathways (AOPs), detailing 
the sequence of events leading to adverse 
outcomes due to chemical exposure

• Protein: 665,746
• Disease: 15,093
• Chemical: 164,640

https://aopdb.epa.gov/

3 AOP wiki An online resource providing collaborative 
information and documentation on Adverse 
Outcome Pathways (AOPs)

• 465 AOPs https://aopwiki.org/

4 ChEMBL A database containing bioactivity data of small 
molecules, including compounds, drugs, and 
their targets

• Gene: 107
• Protein: 22,751
• Chemical: 1,920,643

https://www.ebi.ac.uk/chembl/

5 CTD A database linking chemicals, genes, and 
diseases to elucidate molecular mechanisms 
underlying environmental health risks

• �Chemical–gene interactions: 
2,804,028

• �Gene–disease associations: 
32,234,482

• �Chemical–disease 
associations: 3,381,685

https://ctdbase.org/

6 DNT-DIVER A database integrating and visualizing data 
related to developmental neurotoxicity

• Chemical: 87 https://doi.org/10.22427/NTP-
DATA-002-00062-0001-0000-1

7 EFSA DB A database providing information on food 
safety assessments, including risk assessments 
and scientific opinions

• Food: 2,500 https://www.efsa.europa.eu/en/data-
report/food-consumption-data

8 NTP A database containing toxicological data, 
including results from toxicology studies and 
chemical testing

• Chemical: 1,060 https://ntp.niehs.nih.gov/data

9 OECD 
eChemPortal

A portal providing access to information on the 
properties and effects of chemicals, including 
toxicity data, collected by the OECD

• Chemical: 1,312,774 https://www.oecd.org/
chemicalsafety/risk-assessment/ec
hemportalglobalportaltoinformat
iononchemicalsubstances.htm 

10 PDB A database containing experimentally 
determined 3D structures of proteins, nucleic 
acids, and complex assemblies

• Protein: 209,611 https://www.rcsb.org/

11 PRIDE A database for sharing mass spectrometry-
based proteomics data, including protein 
identification and quantification

• Protein: 26,338 https://www.ebi.ac.uk/pride/
archive/

12 PubChem A database providing information on chemical 
substances, including their structures, 
biological activities, and associated data

• Protein: 186,035
• Chemical: 115,728,101

https://pubchem.ncbi.nlm.nih.
gov/

13 Toxcast/Tox21 Databases evaluating the potential toxicity of 
chemicals using high-throughput screening 
assays and computational models

• Chemical: 2,399,743 https://comptox.epa.gov/
dashboard/

14 UK BioBank A large-scale biomedical database containing 
health and genetic data from half a million 
participants in the UK

• Health-related outcomes: 
2,650

• Biological samples: 993

https://www.ukbiobank.ac.uk/
enable-your-research/

15 UniProt A comprehensive resource providing 
information on proteins, including their 
sequences, functions, and annotations

• UniProtKB/Swiss-Prot: 
569,793

• UniProtKB/TrEMBL: 
48,272,897

https://www.uniprot.org/

CTD: Comparative Toxicogenomics Database, DNT-DIVER: Developmental Neurotoxicity Data Integration and Visualization Enabling 
Resource, EFSA-DB: European Food Safety Authority Database, NTP: National Toxicology Program, PDB: Protein Data Bank, PRIDE: 
Proteomics Identifications Database.

https://www.ebi.ac.uk/chembl/
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준에서의 다양한 독성 실험데이터를 지속적으로 생산하는 것

은 한계가 있다. AOP를 활용하여 독성기전을 반영한 in silico 

기반 시험법에서는 MIE 수준에서 연구가 많이 진행될 수 있어, 

앞으로는 단백질 구조 정보 및 상호작용 정보를 포함하고 있

는 CTD, PDB, AlphaFold Protein Structure Database 등의 데이

터베이스 활용도가 상대적으로 높아질 것으로 보이며, 화학물

질-단백질 상호작용에 대한 실험정보를 포함하는 Binding DB, 

PubChem DB, PRIDE 등 MIE에 관련된 실험데이터도 추가로 

활용 가능할 것으로 예상된다.

독성 예측모델 개발에 고려된 독성종말점은 생식독성과 두

개 이상의 독성종말점을 활용하는 경우(Multi-endpoints)가 각

각 21% (4건)로 가장 많았으며, 호흡기 독성과 피부 과민성이 

16% (3건)로 두 번째로 많은 것으로 확인되었다. 이외에도 신

경독성과 발달독성 각각 10.5% (2건)로 다양한 독성종말점이 

예측된 것으로 나타났다(Fig. 3B). 각각의 독성종말점에 대한 

독성을 예측하는 모델 개발 시 일반 합성화합물을 대상으로 in 

vitro 또는 in vivo 수준에서 독성실험을 통해 생산된 데이터를 

활용하였으며 생활화학제품, 화장품 등에 포함된 구성성분을 

활용하여 예측모델을 개발한 경우도 확인되었다(Table 1). 대

부분의 예측모델들은 독성종말점에 대한 화학물질 및 독성정

보(농도 또는 영향)를 포함하는 실험데이터를 기반으로 개발되

었다. 공개된 독성 실험데이터가 많은 독성종말점의 경우 예측

모델 개발이 용이하여 많은 연구를 수행할 수 있으며 상대적으

로 공개된 독성 실험데이터가 부족한 경우 관련 연구가 미흡할 

수 밖에 없는 상황이다. 실험데이터를 기반으로 예측모델을 개

발하는 것은 일반적인 방법이지만 실험데이터의 지속적인 생산

은 현실적으로 제한적이며 정확한 예측모델을 만들기 위한 데

이터 확보에 한계가 있다. 독성기전을 예측모델에 반영하기 위

해서는 AOP 구성요소 중 MIE 수준에서 구조 중심의 단백질

과 화학물질의 상호작용 부분에 대해 추가적으로 고려할 필요

가 있다. 현 수준에서는 실험데이터가 상대적으로 많은 독성종

말점에 대한 연구 빈도수가 높은 경향을 보이고 있으나 향후 다

양한 독성종말점에 대한 명확한 AOP가 구성되어 있다면 해당 

AOP의 MIE 수준에서 in silico 기반 예측연구가 많이 수행될 

수 있을 것이다.

3. 예측기술 기반 연구동향 
In silico 예측기법 분석결과 대부분은 독성 예측모델은 머

신러닝 및 딥러닝 기반 세부 알고리즘을 사용하여 개발되었으

며 molecular docking, molecular dynamics, pharmacophore 
screening 등을 포함하는 분자 시뮬레이션(molecular simula-
tion 기법도 활용된 것을 확인하였다. 2023년도를 기준으로 데

이터를 활용한 머신러닝 및 딥러닝 기반 예측연구는 약 90%

이며, 그중 머신러닝 알고리즘을 기반으로 한 연구는 전체의 

약 69%로 예측 기술 중 가장 많은 비중을 차지하였으며 딥러

닝 알고리즘 기반 연구는 약 21%로 확인되었다. 머신러닝 기반 

알고리즘 활용도가 딥러닝에 비해 약 48% 이상 많은 것을 확

인하였다. 연구에 활용된 머신러닝 기반 알고리즘으로는 ran-
dom forest (RF), support vector machine (SVM), logistic regres-
sion (LR), extreme gradient boost (XGBoost) 등이 있으며 대표

적으로 RF, SVM 알고리즘이 많이 활용되었다(Table 1). RF는 

Breiman48)이 개발한 분류, 회귀분석 등에 사용되는 앙상블 학

습 알고리즘이며 여러 의사 결정나무를 구성하여 다양한 부분

집합에서 예측을 수행하여 과적합을 줄이고 안정적인 성능을 

제공하는 알고리즘이다. SVM은 데이터를 고차원 공간으로 매

핑 후 최적의 결정 경계를 찾아 여백(margin)을 최대화하는 기

준 선을 정의하는 방식으로 Cortes와 Vapnik49)이 도입한 알고

리즘이다. 보통 신약개발 분야에서 활용되고 있으나 알고리즘 

성능이 우수하여 독성 예측 분야에서도 활용되고 있으며 최근 

독성 예측 모델 개발에 RF와 SVM의 활용이 증가하는 추세

로12) AOP를 활용한 독성 예측모델 연구에도 유사한 동향을 보

여주고 있다. Gadaleta 등20)은 지방간 관련 AOP의 MIE를 예측

하기 위해 RF를 활용한 모델을 개발하였으며, 그 성능은 0.96 

(Accuracy)으로 높은 수준이었다. 또한 Ciallella 등29)은 딥러닝 

기법의 DNN과 머신러닝의 RF, SVM 등의 기법을 활용한 KE 

예측모델을 개발하였으며, 0.93 (Accuracy)의 높은 성능을 확

인하였다.

딥러닝 기반 알고리즘으로는 deep neural network (DNN), 

convolutional neural network (CNN), graph convolution net-
work (GCN) 등이 활용되었다. DNN50)은 다층 신경망으로 구

성된 모델로 입력층과 출력층 사이에 여러 은닉층을 포함하여 

복잡한 학습에 활용되는 알고리즘이다. CNN51)은 이미지의 공

간적인 구조를 고려하여 특징을 추출하고 분류 작업에 활용될 

수 있는 알고리즘이며, GCN52)은 그래프 데이터에서 노드 간 

상호작용을 고려하여 학습할 수 있는 알고리즘이다. AOP 기

반 독성 예측모델 개발 시 딥러닝 알고리즘을 활용한 연구 사

례는 존재하지만, 독성 예측 연구에 사용하는 실험데이터 숫자

가 딥러닝에 적용할 수준의 데이터 규모에 비해 매우 부족하기 

때문에 머신러닝 알고리즘 기반 연구사례보다 상대적으로 미

흡한 수준이다. 딥러닝 알고리즘을 사용한 연구사례로 Ciallella 
등29)은 DNN을 활용하여 개발한 KE 예측모델을 통해 잠재적

인 유해화학물질을 선별하였으며, Matsuzaka와 Uesawa24)는 

기존 QSAR 기법을 보완하기 위해 화학물질의 3차원(3D) 입체

구조에서 생성된 분자 이미지를 사용하여 개발한 Deep-Snap-

DL53)을 사용하여 내분비계 장애물질(Endocrine disrupting 

chemicals, EDCs) 예측 모델을 개발하였다. 독성 데이터에서 

Convolutional Neural Network (CNN)를 활용하여 분자 이미지

의 특징을 추출하여 화학 구조에 대한 보다 자세한 정보를 사

용할 수 있다는 점에서 높은 예측 성능을 보여주었다.

2019년부터 머신러닝 기반 알고리즘을 활용한 독성 예측모
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델 개발 연구는 점차적으로 증가하고 있으며 2021년부터는 급

격한 증가 추세를 보여주고 있다. 딥러닝 기반 알고리즘을 활용

한 독성 예측연구는 2019년부터 지속적으로 증가하는 경향을 

보여주고 있다(Fig. 2A). 현재 제공되는 독성 실험데이터는 딥

러닝 기반 예측모델 개발 연구에 적용하기에는 충분하지 않지

만 복잡한 독성기전 정보를 반영하여 높은 정확도를 가지는 예

측모델 개발을 위해서는 향후 딥러닝 기반 예측 알고리즘 적용

은 필수적이다. 일부 데이터에 한하여 딥러닝 기반 예측 알고

리즘이 분자 특성을 예측하는데 기존의 머신러닝 알고리즘보

다 더 나은 성능을 나타낸다는 보고도 있다.54,55) 이는 향후 딥

러닝 기반의 알고리즘을 활용하여 다양한 연구가 수행되어 활

용 사례가 점차 증가할 것으로 예상할 수 있다. 머신러닝 및 딥

러닝 기반 예측 알고리즘 외에도 molecular docking, molecular 
dynamics, pharmacophore screening 기법 등 다양한 분자 시뮬

레이션 예측기술이 사용되었다(Fig. 4, Table 1). 연구 동향에서 

분자 시뮬레이션은 다른 예측기술에 비해  비중이 상대적으로 

낮지만 AOP를 활용한 독성 예측연구에서 화합물과 단백질 간

의 상호작용을 식별하는 것이 중요하기 때문에56) 향후 독성 기

전을 반영한 AOP의 MIE를 활용한 연구를 수행하는데 있어서

는 매우 중요한 기법 중 하나가 될 것이다. 새로운 실험데이터

의 생산이 제한되는 부분을 고려한다면 향후 예측연구에 독성

기전을 반영하기 위해 분자 시뮬레이션 예측기술을 활용하여 

MIE 예측 연구가 많이 수행될 것이다.

최종 선정된 26편의 문헌에서 개발된 모델들의 예측 종류는 

정성예측이 54%로 가장 많았으며, 정량 및 정성 모두 확인된 

문헌이 전체의 19%로 사용되었고 정량 형태의 예측이 가장 적

게 확인되었다. AOP의 MIE를 활용하여 예측연구를 수행하면 

단백질-화학물질 간의 결합력(affinity), 단백질 수용체의 ago-
nism, antagonism에 대한 활성(positive), 비활성(negative) 여부

를 판단하는 형태로 예측하기 때문에 정성 예측에 대한 연구사

례가 상대적으로 더 많은 것으로 확인되었다. 정량 예측은 실험

데이터에 의존적이므로 실험데이터가 부족한 경우가 많아 예

측모델 개발이 어려워 연구사례가 상대적으로 부족함을 보여

주었다.

IV. 결    론 

본 연구에서는 AOP를 활용한 in silico 예측모델 개발 연구에 

활용되고 있는 데이터 및 예측기술에 대한 분석을 통해 연구 

동향을 살펴보았다. 데이터로는 AOP 요소 중 MIE가 예측지표

로 사용된 경우가 가장 많았으며 데이터베이스는 독성 실험데

이터를 많이 포함하고 있는 ToxCast/Tox21이 가장 많이 활용

되고 있었다. 독성종말점으로는 생식독성 지표에 대한 연구가 

가장 많이 수행되고 있음을 보여주었다. 활용된 예측기술 중에

서는 머신러닝의 활용도가 딥러닝, 분자 시뮬레이션 기술보다 

상대적으로 더 활용도가 높음을 확인하였다.

향후 동물대체시험법으로 활용할 수 있는 in silico 기반 시험

법 개발을 위해서는 정확한 독성기전을 반영한 예측기술 개발

이 필요하다. 독성기전 반영을 위해서는 AOP 구성요소를 적용

하는 방안이 필요하며, 다양한 수준에서의 독성 실험데이터 생

산에는 제한이 있기 때문에 화학물질 및 단백질 구조의 상호

작용을 연구할 수 있는 MIE 수준에서의 연구가 지속적으로 증

가할 것으로 보인다. 이에 따라 화학물질 및 단백질의 구조정

보를 포함하는 데이터베이스와 상호작용을 분석할 수 있는 예

측기술의 활용성이 높아질 것이며, 해당 기술들은 앞으로 동물

대체시험법 중 in silico 기반 시험법에 활용도가 높아질 것으로 

전망된다. 그러나 현재 예측기술은 단일물질 수준에서 예측을 

수행하는 사례가 대부분이기 때문에, 혼합물과 그 혼합독성의 

예측을 위해 AOP 구성요소를 활용하는 예측모델 개발이 요구

되고 있어, 후속 연구가 필요할 것이다.
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