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CNN과 Attention을 통한 깊이 화면 내 예측 방법 1 )

+

(Intra Prediction Method for Depth Picture Using CNN
and Attention Mechanism)

윤 재 혁1), 이 동 석2), 윤 병 주3), 권 순 각4)*

(Jae-hyuk Yoon, Dong-seok Lee, Byoung-ju Yun, and Soon-kak Kwon)

  요 약 본 논문에서는 CNN과 Attention 기법을 통한 깊이 영상의 화면 내 예측 방법을 제안한

다. 제안하는 방법을 통해 예측하고자 하는 블록 내 화소마다 참조 화소를 선택할 수 있도록 한다.

CNN을 통해 예측 블록의 상단과 좌단에서 각각 수직방향과 수평 방향의 공간적 특징을 검출한다.
두 공간적 특징은 예측블록과 참조 화소들에 대한 특징을 예측하기 위해 각각 특징차원과 공간적

차원으로 병합된다. Attention을 통해 예측 블록과 참조 화소간의 상관성을 입력된 공간적 특징을

통해 예측한다. Attention을 통해 예측된 상관성은 CNN 레이어를 통해 화소 도메인으로 복원되어
블록 내 화소 값이 예측된다. 제안된 방법이 VVC의 인트라 모드에 추가되었을 때 화면 예측 오차

가 평균 5.8% 감소하였다.

핵심주제어: 영상부호화, 화면 내 예측, 깊이 영상, Attention Mechanism

Abstract In this paper, we propose an intra prediction method for depth picture using CNN
and Attention mechanism. The proposed method allows each pixel in a block to predict to select

pixels among reference area. Spatial features in the vertical and horizontal directions for

reference pixels are extracted from the top and left areas adjacent to the block, respectively,
through a CNN layer. The two spatial features are merged into the feature direction and the

spatial direction to predict features for the prediction block and reference pixels, respectively. the

correlation between the prediction block and the reference pixel is predicted through attention
mechanism. The predicted correlations are restored to the pixel domain through CNN layers to

predict the pixels in the block. The average prediction error of intra prediction is reduced by

5.8% when the proposed method is added to VVC intra modes.

Keywords: video coding, intra prediction, depth picture, attention mechanism
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1. 서 론

  깊이 영상은 카메라로부터의 실제 거리를 화

소 단위로 저장한다. 깊이 영상은 거리 정보를

통해 3차원 정보를 획득할 수 있다. 깊이 영상

을 통해 획득된 3차원 정보를 통해 특정 형태를

가지는 객체를 검출하고 추적하거나 (Kwon et

al., 2017; Ren et al., 2017; Zhao et al., 2017;

Jiang et al., 2019; Lee et al., 2019), 특정 행동

을 인식할 수 있다 (Li et al., 2012; Ren et al.,

2013; Li et al., 2016; Oh et al., 2018). 또한 깊이

영상을 통해 지표면이나 벽 등을 검출하여 동시

적 위치추정 및 지도작성(SLAM: Simultaneous

Localization and Mapping)에 적용할 수 있다

(Aguilar et al., 2017; Sun et al., 2017). 이들

응용의 광범위한 적용을 위해서 깊이 영상의 전

송, 저장이 필요하다. 이를 위해서는 깊이 영상

의 효율적인 부호화 방법이 필요하다.

영상 부호화 표준에서는 화면 내 예측과 화면

간 예측을 통해 영상 내 유사성을 제거하고 영

상을 압축할 수 있다. 화면 내 예측에서는 공간

내 인접한 화소 간 유사한 화소 값이 분포할 확

률이 크다는 가정을 토대로 다수의 인트라 모드

를 제공한다. 해당 가정은 깊이 영상에서도 유

효할 수 있다. 하지만 깊이 영상의 공간적으로

이웃한 화소 간의 상관관계는 색상 영상과 다르

다. 특히 화면 내 예측하고자 하는 블록 내에

서로 다른 객체 또는 객체와 전경의 혼합 등의

요인으로 인해 화면 내 예측을 하고자 하는 블

록 내에 두 계층 이상의 화소 값 분포를 가지는

영역들로 분할될 수 있다. 특히 깊이 영상은 화

소 값의 범위가 색상 영상보다 매우 크기 때문

에 이러한 요소는 깊이 영상의 화면 내 부호화

의 효율을 떨어뜨린다. Lee and Kwon(2022)의

연구에서는 이러한 문제를 해결하기 위해 CNN

계층을 통해 블록 내 클러스터 영역을 예측하는

방법을 제안했다. 하지만 이전 연구에서는 블록

의 클러스터 영역의 화소 값을 일괄적으로 해당

클러스터에 속하는 참조 화소의 평균으로 예측

하였다. 깊이 영상의 화면 내 예측의 어려움을

해결하기 위해서는 정해진 한 방향의 화소들만

을 참조하는 것이 아닌, 예측 블록 내 각각의

화소마다 참조 화소를 결정할 필요가 있다.

본 논문에서는 깊이 영상에 대해 Attention

기법을 통해 참조 화소들의 중요도를 예측하여

화면 내 예측을 하는 방법을 제안한다. 제안하

는 방법은 공간적 특징 추출 단계, Attention 기

법을 통한 참조 화소와 예측 블록 내 화소 간

상관성 예측 단계, 그리고 상관성을 통한 블록

내 화소 예측 단계로 구성된다. 공간적 특징 추

출 단계에서는 예측 블록의 참조 화소들로 활용

되는 상단과 좌단 영역에서 각각 수직 방향과

수평 방향의 공간적 특징을 CNN 계층을 통해

추출한다. 참조 화소와 예측 블록 간 상관성 예

측 단계에서는 참조 화소에서 얻은 공간적 특징

에 Attention 기법을 적용하여 예측 블록의 공

간적 특징을 예측한다. 예측 블록 내 각 화소마

다 상단에 있는 참조 화소의 공간적 특징과 좌

단에 있는 참조 화소의 공간적 특징을 병합한

다. 그 후, 병합된 공간적 특징은 Attention 기

법을 통해 모든 참조 화소의 공간적 특징들과의

상관성이 계산된다. 이를 통해 예측 블록의 공

간적 특징을 예측한다. 예측 블록 내 화소의 공

간적 특징은 상관성이 높게 예측된 참조 화소의

특징이 크게 반영된다. 이를 통해 예측 블록 내

화소마다 다른 화소를 참조할 수 있고, 한 화소

에서 다수의 참조 화소를 활용할 수 있다. 블록

내 화소 예측 단계에서는 예측 블록의 공간적

특징을 CNN 계층을 통해 화소 값으로 변환한

다.

기존 연구들은 화면 내 예측을 위해 화소를

참조할 때 블록 내 화소의 평균 등의 통계적인

방법을 사용하거나 특정한 방향에 위치한 화소

를 참조한다는 한계가 있다. 깊이 화면 내 객체

모서리 영역이나 두 선이 교차하는 패턴 등에서

는 화소별로 다른 방향의 화소 참조가 필요하지

만, 기존 방법에서는 이러한 문제를 해결하기

어렵다. 제안된 방법을 통한 화면 내 예측은 예

측 블록 내 화소마다 공간적 상관성이 큰 참조

화소를 Attention 기법을 통해 검출한다. 이를

통해 예측할 화소는 서로 다른 화소를 참조할

수 있다. 이를 통해 기존 화면 내 예측 방법이

참조 화소를 한 방향으로만 예측할 수 있다는

한계를 극복할 수 있다.
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2. 기존 깊이 영상의 화면 내 예측 방법

  영상의 중복성은 시간적으로 인접된 프레임에

서 반복해서 나타나는 화소 배열의 유사성과 한

화면 내 인접한 화소 값의 유사성으로 나타난다.

영상은 이러한 시간적, 공간적 방향의 중복성을

제거하여 압축될 수 있다. H.264/AVC (Kwon

et al., 2005), H.265/HEVC (Sullivan et al.,

2012), VVC (Bross et al., 2021) 등의 색상 영

상 부호화 표준들은 공간적 중복성을 제거하기

위해 다양한 인트라 모드를 지원하고, 시간적

중복성을 제거하기 위해 블록 단위의 움직임 추

정 알고리즘을 제공한다.

색상 영상에서 공간적으로 인접한 화소는 높

은 빈도로 유사한 값을 가진다. 하지만 깊이 영

상에서는 색상 영상과 달리 표면의 성질에 따라

인접한 화소 간 비선형적으로 증가 또는 감소

할 수도 있다. 따라서 효율적인 깊이 영상에 대

한 부호화를 하기 위해서는 깊이 영상이 가지는

인접한 화소가 가지는 성질, 즉 공간적 유사성

을 고려할 필요가 있다.

8비트 화소만을 지원하는 H.264/AVC를 깊이

영상에 적용하기 위해, Nenci et al.(2014)는 하

나의 채널을 가지는 깊이 영상을 8비트 화소를

가지는 다채널로 분할하는 방법을 제안하였고,

Stankiewicz et al.(2013)는 깊이 데이터의 비선

형 변환을 제안하였다. 하지만 이러한 방법들은

단순한 화소 값의 변환으로, 깊이 영상의 특성

을 고려하지 않는다는 한계가 있다. 이전 연구

(Lee et al., 2021)는 평면 추정을 통해 깊이 영

상을 화면 내 예측하는 방법을 적용한 인트라

모드를 제안했다. 참조 화소를 통해 블록 내 화

소를 이루는 평면이 모델링되고, 해당 평면을

통해 예측 블록 내 화소가 예측된다. 하지만 이

방법은 평면이 아닌 표면이 속한 영역에 대해

예측 성능이 거의 개선되지 않는다는 문제가 있

다. Lee and Kwon(2022)은 참조 화소들로부터

예측 블록의 영역을 예측하고, 각 영역에 속하

는 참조 화소의 평균을 통해 예측 블록 내 해당

영역에 속하는 화소들을 예측하였다. 하지만 이

연구는 각 영역에 대해 참조 화소의 평균으로

예측하기 때문에 영상의 공간적 유사성이 무시

된다는 한계를 가진다.

3. CNN과 Attention을 통한 깊이 화면 내
예측

  본 논문은 Attention 기법을 통해 예측 블록

내 화소마다 참조 화소와의 상관성을 계산하여

상관성이 높은 참조 화소로 예측하는 방법을 제

안한다. 제안하는 네트워크의 입력은 깊이 화면

내 m×m 크기의 예측 블록에 대해 t×m 상단

영역의 블록과 m×t 좌단 영역의 블록이다. 상단

및 좌단 블록에서 CNN 계층을 통해 공간적 특

징이 추출된다. 상단 및 좌단 블록에서 추출된

공간적 특징들은 병합된 후, Attention 기법 적

용을 위해 위치 정보를 추가하는 Positional

encoding을 적용한다. 그 후 Attention 기법을

적용하여 예측 블록과 참조 화소 간 상관성을

검출한다. 그 후 CNN 계층을 통해 공간적 특징

들을 화소로 변환한다. Fig. 1은 제안하는 방법

의 흐름을 보인다.

Fig. 1 Flow of the proposed method

3.1 참조 화소에서 공간적 특징 추출

예측 블록의 상단 좌단의 영역의 화소들에서
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공간적 특징을 추출한다. 최대 10000 이상의 값

을 가질 수 있는 깊이 영상 내 화소 값은 네트

워크에 입력되기 전 아래 식을 통해 [-1, 1] 범

위 내 값으로 변환하여 네트워크 학습이 원활하

게 한다.

       
  

(1)

여기서 (i, j)는 상단 영역과 좌단 영역의 좌

표, α와 β는 각각 입력 블록들의 화소의 최댓

값과 최솟값, ptop와 pleft는 각각 상단 영역과 좌

단 영역의 원래 화소 값, inputtop와 inputleft 는
각각 네트워크에 입력되는 상단 영역과 좌단 영

역에 대한 블록들이다.

상단 영역 내 참조 화소들에서 공간적 특징

추출을 수행한다. f 개의 3x3 커널을 가지는

CNN 계층을 통해 해당 영역들 내 국소 영역에

서 이웃한 화소와의 관계를 검출한다. 그 후 커

널의 크기는 높이가 입력 블록과 동일한 3×m인
CNN 계층을 통해 해당 영역의 수직 성분에 대

한 공간 특징들이 1×m×f 형태로 출력된다. 이

CNN 계층은 수직 방향에 대해 패딩을 적용하

지 않도록 하여 출력의 높이가 1이 되도록 한

다. Fig. 2는 공간적 특징 추출을 위한 모듈 구

성을 보인다.

Fig. 2 Module structure for spatial feature

extraction

좌단 영역 내 화소들에 대해서도 같은 모듈을

통해 공간적 특징을 추출한다. 이를 위해 공간

적 특징 추출 모듈에 입력하기 전 수평 차원과

수직 차원에 대해 전치를 수행한다. 이는 같은

모듈을 통해 상단 및 좌단 영역에서 공간적 특

징들을 추출할 수 있도록 하여 네트워크의 가중

치 수를 줄이고, 학습 효율성을 개선한다.

Fig. 3 Spatial feature extraction for top and

left blocks

 3.2 공간적 특징 병합 및 Positional Encoding

을 통한 위치 정보 추가

  Attention 기법을 적용하여 예측 블록과 참조

화소 간 공간 특징의 상관성을 예측한다. 이를

위해 먼저 공간적 특징 추출 모듈에서 얻은 수

직, 수평 공간적 특징들을 병합한다. 상단과 좌

단 영역들에서 얻은 1×m×f 형태의 공간적 특징

내 값들을 수직 방향으로 복제하여 m×m×f 형
태가 되도록 한다. 그 후 좌단과 상단 블록들에

대한 공간 특징들을 특징 차원으로 연결한다.

이 때, 좌단 영역의 공간적 특징은 병합되기 전

전치되어 수평 방향의 공간적 특징으로 표현되

도록, 즉 수평 성분의 특징들이 모두 같도록 한

다. 이를 식으로 나타내면 아래와 같다.

   i f   

 
   ≤    ≤ 

(2)

여기서 SV와 SH는 각각 상단 영역과 좌단 영

역에서 얻은 1×m×f 형태의 공간적 특징이다. 그

후 m×m×2f 형태의 공간적 특징의 특징 차원,

즉 맨 마지막 차원은 커널 크기가 1×1인 CNN

계층을 통해 f로 축소한다.

Attention 기법에서 예측 블록 내 화소들의

공간적 특징의 상관성을 비교하는 대상으로 활

용하기 위해, 참조 화소들의 공간적 특징들을

병합한다. 이를 위해 SV와 SH를 아래와 같이 수

평 차원으로 병합하여 참조 화소에 대한

1×2m×f 형태의 공간적 특징 R을 얻는다.

   i f    ≤ 

  
   ≤    ≤ 

(3)
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Fig. 4는 Attention 기법 적용을 위한 공간적

특징의 병합을 보인다.

기존 영상 부호화 표준에서 화면 내 예측에

쓰이는 인트라 모드에서는 블록 내 좌표에 따라

참조할 블록이 결정된다. 제안된 네트워크에서

각 화소의 좌표에 대한 정보를 추가하기 위해

별도의 차원에 좌표 인덱스를 추가할 수도 있지

만, Positional encoding을 통해 입력 크기를 축

소할 수 있다. Positional encoding은 특징들에

대해 해당 특징에 대한 위치를 임베딩하여 이를

더하는 방법이다. 이를 통해 위치에 대한 차원

을 추가할 필요 없이 위치 정보를 추가할 수 있

다. 제안된 네트워크에서는 아래 식을 통해

Positional encoding을 적용한다.

    i f   
  

   ≤    ≤ 

(4)

여기서 PH와 PV는 각각 위치를 나타내는 i과
j에 대한 위치 특징들이 저장된 학습 가능한 테

이블이다. 즉 (i, j) 좌표에 대해 PE는 i값에 대

응되는 PH의 특징들과 j값에 대응되는 PV의 특

징들이 병합된 것이다. m×m×f 형태의 공간적

특징 F는 아래와 같이 PE와 합쳐진다.

     (5)

3.3 Attention 기법을 통한 참조 화소와 예측

블록 내 화소 간의 상관성 예측

  Attention 기법 (Vaswani et al., 2017)은 입력

데이터의 다양한 부분에 선택적으로 집중하여

특정 요소에 더 많은 중요성을 부여하여 특징을

검출하는 딥러닝 구조이다. Attention 기법은

Query, Key, Value의 3종류 데이터를 입력받는

다. Query와 Value는 각각 입력 데이터에 대한

특징과 참조할 데이터의 특징을 의미하고, Key

는 Value에 대응되는 값으로써, Query를 통해

알맞은 Value를 찾기 위한 것이다. 즉,

Attention 기법은 Query와 유사한 Key가 가지

는 Value를 찾는 것이다. Query, Key, Value에

대한 입력을 각각 XQ, XK, XV라고 했을 때, 이

들은 각각 학습 가능한 테이블 WQ, WV, WK를
참조하여 다음과 같이 변환된다.

  ⊗

  ⊗

  ⊗

(6)

여기서 ⊗는 행렬 곱이다. Attention 기법에

서 학습은 최적의 WQ, WV, WK를 찾는 것으로

정의될 수 있다. Q와 K의 유사도는 Q와 K간
수평 성분들의 내적들을 통해 구한다. 해당 연

산은 다음과 같이 Q와 전치된 K 간의 행렬 곱

으로 계산될 수 있다.

 

⊗ 

(7)

그 후 softmax 함수를 적용하여 모든 요소에

대한 합이 1이 되는 확률 형태로 변환한 후, 다

음과 같이 Query와 Key 간 유사도에 따른

Value의 가중합을 계산한다.

   ⊗ (8)

그 후 Z는 다음 식으로 정의되는 FFNN

(Feed- Forward Neural Network)를 거친다.

Fig. 4 Merging spatial feature maps for

target block and reference pixels
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  ⊙⊙           (9)

여기서 a1, a2, b1, b2는 각각 학습 가능한 행렬

이며, σ(.)는 활성화 함수, ⊙는 행렬 요소 간의

곱셈(element-wise product)이다. FFNN는 전연

결층을 두 번 적용한 것과 동일하지만, 마지막

단계에서 활성화 함수를 적용하지 않는다. 이를

통해 Attention 기법을 위한 연산이 비선형적이

되도록 한다. 활성화 함수는 PReLU(Parametric

Rectified Linear Unit)를 적용한다. PReLU는

입력에 대해 양수일 경우 해당 값을 그대로 출

력하고, 음수일 경우 학습 가능한 변수를 곱한

값이 출력된다. PReLU는 입력 x에 대해 다음과

같이 출력한다.

   i f   
 i f  ≤ 

(10)

여기서 a는 학습 가능한 변수이다. 본 논문에

서는 일련의 Attention 기법 적용을 ATTN(XQ,
XK, XV)로 표기한다.

예측 블록의 공간적 특징에 Attention을 적용

하기 위해 FPE의 수직 차원과 수평 차원을 병

합하여 m2×f 형태로 변환한다. 그 후 예측 블록

과 참조 화소 간 공간적 특징의 상관성을 찾기

위해 Query를 FPE로 하고, Key와 Value를 R로
하여 Attention 기법을 다음과 같이 적용한다.

      (11)

그 후 m2×f 형태의 A를 변환하여 특징의 크

기를 m×m×f가 되게 한다. 식 (11)의 Attention

기법 적용을 통해 예측 블록 내 각 화소는 참조

화소의 공간적 특징들에 대해 공간적 특징의 상

관성으로 가중하여 더해진다. 즉 큰 상관성을

가지는 참조 화소의 공간적 특징이 예측 블록

내 화소의 공간적 특징에 많이 반영된다.

3.4 공간적 특징의 화소 값 변환을 통한 화면

내 예측

1×1 커널의 4개의 CNN 계층을 통해 특징 차

원을 축소하고, 특징들에서 화소 값으로 복원되

도록 하여 최종적으로 m×m×1의 블록을 출력하

도록 한다. 활성화 함수는 마지막 CNN layer를

제외한 나머지는 PReLU이며, 마지막 layer는

sigmoid이다. Fig. 5는 공간적 특징을 화소 값으

로 변환하는 흐름을 보인다.

Fig. 5 Conversion of spatial features to

pixel values

공간적 특징에서 변환된 화소 값은 [0, 1]의

범위 내에 있다. 이를 원래 화소 값 범위로 변

환하기 위해 아래 식을 적용한다.

  ⌊   ⌋ (12)

여기서 ⌊ ⌋는 내림 함수로, 입력된 실수에
대해 정수부만 출력한다.

3.5 데이터셋과 학습

제안하는 네트워크를 학습하기 위한 데이터

셋으로 NYU Depth Dataset (Silberman et al.,

2012)을 활용한다. 해당 데이터셋은 1,446장의

다른 장면을 촬영한 화면이다. Fig. 6은 해당 데

이터 셋의 일부를 보인다. 각각의 화면에 대해

(m+t)×(m+t) 크기의 블록들로 분할하여 데이터

셋을 생성한다. 네트워크 학습은 전체 화면의

80%인 1,157장에서 추출된 약 151,000개의 블록
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을 통해 이루어지고, 네트워크 학습 검증은 나

머지 화면에서 추출된 약 51,000개의 블록을 통

해 이루어진다.

학습을 위한 손실 함수는 다음의 MSE(Mean

Square Error)를 사용한다.

  


 









         (13)

  

 Fig. 6 Samples of pictures for simulation

4. 실험결과

  본 논문에서 제안된 네트워크의 정확도를 측

정한다. 네트워크 학습의 하이퍼 파라미터로 배

치크기는 128, 에포크는 128, 학습률은 1×10-3으

로 한다. 이는 다른 하이퍼 파라미터로 여러 번

학습을 하여 이 중 최고의 성능이 나오는 값으

로 결정한 것이다. 제안된 네트워크의 파라미터

로 네트워크 내 특징 수 f 와 예측 블록의 크기

m, 그리고 상단 영역의 높이와 좌단 영역의 너

비인 t는 각각 16, 16, 4로 한다.

Fig. 7은 제안된 방법의 예측 결과를 보인다.

이 때 제안된 방법은 인트라 모드의 방향성 모

드와 유사한 결과를 보인다. 하지만 인트라 모

드와 달리 제안된 방법은 곡선 등의 비선형적인

방향에 대해 예측을 하는 것을 보인다. 이는 제

안된 방법이 영상 부호화 표준의 방향성 모드를

대체할 수 있음을 보인다.

제안된 네트워크의 파라미터인 f, m, t 에 따

른 예측 정확도를 검증셋을 통해 비교한다.

Table 1은 특징 개수 f에 따른 MSE를 보인다. f
가 커질수록 예측 정확도가 높아진다. 하지만 f
가 24 이상일 경우 예측 정확도는 거의 증가하

지 않는다. 이는 최적의 f는 16에서 24 범위 내

의 값이라는 것을 의미한다. f가 너무 클 경우

네트워크의 큰 복잡성으로 인해 비효율적인 학

습이 이루어진다.

Fig. 7 Block prediction results through the proposed method
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Table 1 Prediction errors for f

f 8 16 24 32

MSE 197.16 192.58 169.61 169.35

Table 2는 예측 블록의 크기 m에 따른 MSE

를 보인다. m이 클수록 예측 정확도가 급격하게

떨어지는 것을 보인다. 이는 블록의 크기가 클

수록 참조 화소와의 거리가 멀어져 공간적 상관

성이 떨어지기 때문이다.

Table 2 Prediction errors for m

m 8 16 32

MSE 67.57 192.58 445.22

Table 3은 입력된 블록의 크기인 t 에 따른

예측 정확도를 보인다. t가 4 이상일 경우 예측

정확도가 거의 변하지 않는다. 오히려 t가 너무

클 경우 예측 오차가 다소 커지는 것을 보인다.

이는 지나치게 큰 참조 영역에 대해서는 오히려

공간 특징 검출이 부정확해져서 예측이 부정확

해지기 때문이다.

Table 3 Prediction errors for t

t 2 4 6 8

MSE 313.54 192.58 193.14 200.70

제안한 방법의 화면 내 예측 성능을 비교하기

위해 기존 영상 부호화 표준인 VVC의 인트라

모드와 비교한다. 실험 영상으로 NYU Dataset

의 4개의 깊이 영상을 Fig. 8과 같이 사용한다.

이 깊이 영상들은 Kinect로 촬영되었으며, 해상

도는 640x480이다. 각 영상들의 첫 프레임 화면

을 실험에 사용한다.

제안하는 방법의 부호화 성능의 개선을 평가

하기 위해 VVC의 화면 내 예측 방법과 성능을

비교한다. VVC의 화면 내 예측은 DC모드,

planar 모드와 방향성 모드(Angular mode)를

포함한 총 67개의 화면 내 부호화 모드가 있다.

제안한 방법을 해당 VVC의 화면 내 예측에서

의 새로운 인트라 모드로 추가하여 원래의 화면

내 예측 및 이를 통한 부호화와 비교하여 평가

Fig. 8 Depth videos for comparison simulation

with VVC

한다. Table 4는 VVC의 인트라 모드들과 제안

한 방법의 실제 영상에 대해 MSE를 측정한 결

과로, 평균 5.8%의 MSE 개선을 보인다. 이는

제안된 방법이 기존 화면 내 예측을 위한 인트

라 모드를 개선할 수 있다는 것을 보인다.

Table 4 Comparison of intra prediction between

VVC and the proposed method

Video

MSE
improved
rate

VVC
Intra
modes

including
proposed
method

desk 198.82 186.32 6.3%

kitchen 131.33 124.46 5.2%

meeting
room 194.53 184.46 5.1%

desk 136.32 127.58 6.4%

5. 결 론

본 논문에서는 깊이 영상의 부호화에서 화면

내 예측을 위한 네트워크를 제안했다. 예측하고

자 하는 블록의 상단과 좌단 영역에 있는 참조

화소로부터 수직 방향과 수평 방향의 공간적 특

징들을 동일한 CNN 계층을 통해 검출되고, 특

징 방향과 공간 방향으로 병합되었다. Attention

기법을 통해 참조 화소와 예측 블록 내 화소 간

상관성을 예측하고, 이를 통해 예측 블록의 공

간적 특징을 예측하였다. 예측 블록 내 화소는
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CNN 계층을 통해 공간적 특징을 화소 값으로

변환함으로써 예측된다. 본 논문에서 제안된 방

법의 화면 내 예측 성능을 VVC 인트라 모드와

비교한 결과 기존 VVC 인트라 모드만 적용했

을 때보다 평균 5.8%의 정확도 향상을 보였다.

제안된 방법은 기존 인트라 모드들이 직선 방향

으로만 참조 화소를 예측할 수 있다는 한계에서

벗어나 비선형 방향의 참조를 통한 예측이 가능

하다. 또한 제안된 방법은 기존 영상 부호화 표

준 내 다수의 방향성 인트라 모드를 Attention

기법이 적용된 네트워크로 대체할 수 있다는 것

을 보였다. 하지만 현재 연구에서는 동영상 부

호화에 대한 연구는 부족하다는 한계가 있다.

화면 내 예측의 개선과 깊이 동영상의 부호화간

의 관계에 대한 후속연구를 수행할 예정이다.

제안된 방법을 통해 깊이 영상의 주된 응용인

라이더 영상에서의 객체 검출이나 VR/AR 영역

에서의 활용 등에서 고해상도의 깊이 영상의 저

장 및 전송을 개선시킬 수 있다.
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