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Korea is facing a significant problem with historically low fertility rates, which is becoming a major social issue affecting 
the economy, labor force, and national security. This study analyzes the factors contributing to the regional gap in fertility rates 
and derives policy implications. The government and local authorities are implementing a range of policies to address the issue 
of low fertility. To establish an effective strategy, it is essential to identify the primary factors that contribute to regional disparities. 
This study identifies these factors and explores policy implications through machine learning and explainable artificial intelligence. 
The study also examines the influence of media and public opinion on childbirth in Korea by incorporating news and online 
community sentiment, as well as sentiment fear indices, as independent variables. To establish the relationship between regional 
fertility rates and factors, the study employs four machine learning models: multiple linear regression, XGBoost, Random Forest, 
and Support Vector Regression. Support Vector Regression, XGBoost, and Random Forest significantly outperform linear regression, 
highlighting the importance of machine learning models in explaining non-linear relationships with numerous variables. A factor 
analysis using SHAP is then conducted. The unemployment rate, Regional Gross Domestic Product per Capita, Women's 
Participation in Economic Activities, Number of Crimes Committed, Average Age of First Marriage, and Private Education Expenses 
significantly impact regional fertility rates. However, the degree of impact of the factors affecting fertility may vary by region, 
suggesting the need for policies tailored to the characteristics of each region, not just an overall ranking of factors.
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1. 서  론1)

1.1 연구의 배경 및 목적

한국의 출산율은 전 세계에서 가장 낮은 수준으로, 홍콩을 
제외하면 세계 주권국가 중 출산율이 가장 낮다. 2018년 
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합계출산율이 세계 최초 1명 이하로 하락했으며 2021년 
기준 OECD 내에서 출산율이 1 이하인 국가로서 유일하다. 
특히 2022년 한국 역사상 최저 수준의 합계출산율 0.78명이 
발표되며 가속화되는 저출산 속도에 대한 우려가 높아지고 
있다[19].
출산율의 급격한 감소는 노동 인구 감소로 인한 생산성 

저하 및 고령화로 인한 사회적 지출을 증가시킬 수 있다는 

점에서 국가 재정에 치명적이다. 2023년 이후 징병 가능 
청년 남성이 20만 명대로 급감하는 등 국가 안보에 위협을 
초래할 위험도 존재한다[14]. 저출산이 지속되어 인구가 통
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계청의 중위인구추계대로 실현될 경우, 예상보다 GDP는 
2.2~5.5% 하락할 것이며 GDP 대비 국가채무비율은 출산율 
1.1명인 경우 5.4%p, 1.05명인 경우 7.8%p 높아질 것이라는 
예측이 존재한다[15]. 고령화로 인해 인구의 자연감소가 진
행되고 있고, 학령인구 및 노동인구가 감소하는 상황은 국
가경쟁력 및 국가 존립에 심각한 위협이 될 수 있다.
합계출산율은 각 지역별로 편차가 존재한다. 2022년 기

준 세종특별자치시는 1.12명으로 전국 합계출산율을 50% 
가까이 상회하는 출산율을 기록한 반면, 서울은 0.59명, 부
산과 인천은 각각 0.72명과 0.75명을 기록해 전국 합계출
산율보다 상당히 낮은 수치를 보였다[19]. 지역별 최고치
와 최저치의 차이가 2배에 가까우며, 이는 각 지역별 경제, 
문화, 교육수준 등과 밀접하게 연관될 수 있을 것이다.
한국은 1998년 이후 저출산 고령화 대책을 수립하며 출

산비 지원, 출산장려금 지원, 자녀 양육비 지원 등 정부 
차원에서 지속적인 지원을 하고 있다. 각 지방자치단체 내
에서도 결혼 전 단계, 결혼 단계, 임신 전 단계, 임신 단계, 
출산, 육아, 가족 등의 출산 관련 각 생애 단계에 걸쳐 보
육시설 확충, 보건시스템 확충 및 지원금 제공 등 출산지
원정책을 실시하고 있다. 이 과정에서 지역자치단체별로 
상이한 정책을 시행하고 있다는 점에서도 지역별 출산율

의 요인 분석이 필요하다.
따라서 본 연구에서는 지역별 출산율 차이 개선을 위한 

정책적 대응 방안 모색의 필요성이 대두됨에 따라 지역별 

출산율 차이에 기인하는 주요 요인을 분석하고 정책적 시

사점을 도출하고자 한다.

2. 선행연구

2.1 선행연구 고찰

출산율에 영향을 미치는 요인을 분석하고자 하는 논의

는 출산율을 사회적, 경제적, 정책적인 요인으로 분해하는 
관점에서 지속되어 왔다. 경제적인 관점에서는 교육비로 
나타나는 소득불평등이 심화될수록 저출산이 심화되는 것

으로 알려져 있다[8]. 출산장려정책은 유배우 출산율에는 
유의하게 긍정적인 영향을 미쳤다는 연구 결과도 존재한

다[13]. 사회·경제적 요인과 정책적 요인을 종합적으로 고
려하여 저출산의 요인을 분석하고자 하는 연구 또한 지속

되어 왔는데, 일반적으로 패널데이터의 다중회귀분석을 
통해 분석이 수행되었다. 남성고용률은 출산율과 정(+)의 
상관관계가 있으나 여성고용률은 출산율에 부(-)의 영향
이 있고[6], 연령과 학력은 99% 신뢰 구간에서 출산율에 
영향을 미치는 것으로 나타났다[11]. 기초자치단체 단위에
서는 사회문화적 요인은 출산율에 큰 영향을 미치나 경제

적 요인의 영향은 크지 않음도 확인되었다[16].
지역 단위의 패널데이터를 기준으로 저출산의 요인을 

분석하고자 하는 여러 선행연구가 존재하나 대다수가 변수

들이 선형결합 되어 있는 다중회귀 모형을 사용하여 모수 

추정치를 통해 변수 별 중요 요인을 분석하는 접근을 시도

한다. 그러나 현실 세계의 복잡성은 선형 모형으로 파악이 
어려우며 따라서 선행 연구들의 단순 다중회귀 모형 기반의 

요인 분석에는 한계점이 존재한다. 기계 학습 기반의 알고
리즘은 입력과 출력 사이의 비선형적 특성을 반영한다는 

점에서 다중회귀의 한계를 극복할 수 있다[12]. 따라서 본 
연구에서는 선행 연구에서 주로 사용했던 변수들에 대하여, 
다중회귀모형 이외에도 기계 학습 알고리즘을 활용해 출산

율의 요인을 분석하고자 한다.

2.2 연구 방향성 탐색

기계 학습에 기반한 방법론에도 한계가 존재한다. 먼저 
기계 학습을 통해 문제 상황에 대한 결론을 인간과 유사하

게 혹은 목적을 달성할 수 있도록 도출할 수는 있으나 무

엇을 근거로 해당 결과가 나왔는지 알 수 없는 블랙박스 

문제가 있다. 또한 인공지능이 고도로 발전하며 복잡·정교
해지며 그 성능은 훨씬 우수해졌으나 결론에 대한 설명가

능성이 낮아진다는 대립 문제가 있다.
본 연구에서는 설명 가능한 인공지능을 활용해 저출산

의 요인을 분석하고자 한다. 설명 가능한 인공지능이란 인
공지능의 행위와 판단을 사람이 이해할 수 있는 형태로 

설명할 수 있는 인공지능 기술이다. 선행 연구에서 사용한 
선형회귀 모형에 비해 기계 학습 알고리즘의 예측 성능을 

높게 유지하는 동시에, 기계 학습 알고리즘의 한계인 블랙
박스와 대립 문제를 해소할 수 있다.
따라서 본 연구에서는 선형 회귀 기반으로 진행된 선행 

연구의 한계를 극복하고 비선형적 관계의 예측율을 높이기 

위해 기계 학습 알고리즘을 활용할 것이다. 이를 통해 연도
별 전국 합계 출산율 대비 지역(광역자치단체)의 합계 출산
율 영향 요인을 분석하고 정책적 제언을 진행할 것이다.

3. 연구 설계

3.1 데이터 설정

본 연구에서 수립하고자 하는 기계학습 모형은 지역별 

출산율 차이에 기인하는 요인을 분석하기 위함이다. 따라
서, 예측하고자 하는 종속변수를 해당연도의 지역출산율/
전국합계출산율로 설정하였다. 저출산 관련 영향 요인분
석은 기존 사회과학 분야에서 이미 다루어지던 주제이다. 
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이에 사회과학 분야의 선행 연구들을 참고하여 사교육비, 
여성 첫 출산 평균연령, 주택매매가격변동률, 고령인구비
율, 주택전세가격변동률, 범죄발생건수, 실업률, 평균초혼
연령, 비정규직근로자비율, 여성 경제활동참가율, 국공립 
보육시설이용률, 1인당 지역내총생산, 사립 보육시설 이용
률, 지가변동률, 유아 천 명당 보육시설수의 총 15개의 데
이터를 출산율을 설명하기 위한 독립변수로 선정하였다

[5, 6, 20]. 
데이터는 모두 수치형 변수로 국가통계포털(KOSIS) 및 

광역자치단체에서 연도별로 제공하고 있는 정형데이터이

다. 본 연구팀은 시차를 고려하여 서울특별시와 6 광역시
(광주, 대구, 대전, 부산, 울산, 인천), 6도(경기도, 충청북
도, 충청남도, 전라남도, 경상북도, 경상남도), 3특별자치
도(강원, 전북, 제주), 세종특별자치시 별로 출산율(2010년 
~ 2022년)과 독립변수(2009년~ 2021년)의 공개된 데이터
를 수집하여 연구에 활용하였다.
또한 해당 연도의 출산율을 예측하고 분석하는데 있어 

자녀계획, 임신, 출산 기간의 고려 또한 필요하다[9]. 따라
서 출산에 영향을 미치는 지표들의 시차적 영향을 고려할 

때 종속변수와 독립변수 간 시차를 1년을 두고 분석을 수
행하였다. 

3.2 텍스트 마이닝을 통한 파생변수 생성

사회과학 논문에서 다룬 변수 뿐 만 아니라, 지역/연도
별에 정부의 저출산 정책과 그에 대한 대중인식을 비교하

여 근본적인 차이점을 밝힌 선행연구[1]를 기반으로 간단
한 텍스트 마이닝을 진행하여 문자형 데이터에 기반한 파

생변수 2종을 다음과 같이 생성하였다. 먼저 뉴스 및 커뮤
니티 내 출산 단어를 Selenium을 이용해 크롤링하였다, 뉴
스의 경우에는 ‘광역자치단체 이름’ + ‘출산’의 어구가 포
함된 기사를 크롤링하였다. 커뮤니티의 경우에는 ‘맘스홀
릭베이비’ 에서 ‘출산’을 포함하는 글을 크롤링하였다. 대
상 년도는 독립 변수의 수집 기간을 고려하여 2009년부터 
2021년까지로서 기간을 선정하였다. 이때 뉴스의 경우에
는 상대적으로 많았기에 숫자를 1,000개로서 한정하였다. 
이후 HTML 태그 및 특수문자들, 불용어 등을 제거하였으
며, okt 형태소 분석기[17]를 통해 제목과 본문의 명사형태
소만 추출하였다.
명사형태소를 바탕으로 한국어 범용 감성사전[18]에 의

거하여 감성분석을 수행하였다. 즉 기사 및 커뮤니티 글 
별로 전체 명사 수 대비 부정 명사 수 비율을 계산하여 

이를 각각 뉴스 감성 인덱스, 커뮤니티 감성 인덱스라는 
명칭의 파생변수를 생성하였다. 따라서 모형 학습에 사용
되는 독립변수는 15개의 수치형 데이터와 2개의 파생변수
들을 더해 총 17개이다.

이를, 당해연도 지역 출산율을 전국 합계출산율로 나눈 
값을 종속변수로 설정하여, 지역별 출산율 차이에 어떤 요
인이 중요하게 개입하는지에 대한 논의를 설명가능한 인

공지능을 통해 수행하였다.

4. 모형 및 학습 성능 비교

4.1 기계 학습 방법론

본 연구에서는 다중선형회귀, Random Forest, XGBoost, 
Support Vector Regression (SVR)을 사용하여 분석을 수행
하였다. 
다중선형회귀 모형은 독립변수의 변화에 따른 종속변

수의 변화를 독립변수의 선형 조합으로서 관계를 모형화

한다. 기본 형태는 다음과 같이 표현된다.

      (1)

이 때  는 종속 변수,    는 독립변수,  
는 절편,    는 각 독립 변수의 회귀계수이며, 

는 오차항으로, 모형이 데이터를 완벽하게 설명하지 못하
는 부분을 나타낸다. 회귀 계수는 주로 최소제곱법을 활용
하여 추정되며, 실제 관측값과 모형 예측값 사이의 차이
(잔차)의 제곱합, 즉 SSE를 최소화하는 계수값을 찾아나
간다. 수학적으로는, SSE를 각 에 대해 미분하고, 그 결
과를 0으로 설정하여 해를 구함으로써 이루어진다.

Random Forest[3]는 앙상블 학습 방법으로, 다수의 결정 
트리로부터 분류 혹은 평균 예측치를 출력함으로써 동작

한다. 각각의 결정 트리가 서로 독립적으로 학습되기 때문
에 과적합(Overfitting)을 줄이고 높은 일반화 성능을 달성
할 수 있다는 것이 특징이다. 또한, 원본 데이터셋에서 중
복을 허용하여 랜덤하게 샘플을 추출하는 부트스트랩 샘

플링을 통해 각 결정 트리는 서로 다른 데이터를 기반으로 

학습하게 되어 다양성을 증가시킨다. 훈련 단계에서 개별 
결정 트리의 각 노드는 입력되는 데이터를 최적으로 분리

하기 위해 정보 획득량(Information gain)을 기준으로 사용
한다. 정보 획득량은 다음과 같이 정의된다.

    
∈



  
  (2)

여기서, 는 한 노드에 입력되는 데이터 집합을,  는 

이 노드의 ∈  즉 왼쪽 혹은 오른쪽 방향 자식 
노드로 들어가는 데이터 집합을, 그리고 ∙ 와 는 

각각 데이터 집합에 속한 데이터 개수와 섀넌 엔트로피
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를 계산한다. Random Forest의 각 결정 트리에서는 위 
수식을 바탕으로 각 노드에서의 정보 이득을 계산하고, 
이를 최대화하는 분할 기준을 선택하는 방식으로 학습을 

진행한다.
XGBoost[4]는 여러 약한 분류/회귀나무(Classification 

and Regression Tree, CART)를 조합하여 오차를 최소화하
는 부스팅 기반의 결정나무 앙상블 알고리즘이다. 
XGBooost는 Training loss를 최소화함과 동시에 과적합을 
방지하기 위해 나무의 복잡도를 통제하는 방식으로 최적

화를 진행하며 목적함수는 다음과 같다.

 





 



 Ω (3)

  
  



  ∈ (4)

이 때 는 데이터   의 예측값, K는 사용된 CART 의 
개수, Ω는 CART 모형 과적합을 규제하는 정규화 함
수, 는 CART 모형, 은 training loss를 의미한다. 각 나무
의 가지를 추가적으로 생성할 때, 새롭게 획득하는 정보의 
양의 많아지면 계속해서 나무는 자라나게 된다. XGBoost 
알고리즘은, 최적화 과정에서 각 변수의 정보 기여도, 전
체 나무에서 해당 변수가 각 CART 모형을 추가적으로 분
기하기 위해 등장한 빈도, 분기 기준, 그리고 분기로 인해 
얻은 정보량 등에 대한 값 또한 확인할 수 있다.

Support Vector Machine(SVM)[2]은 기계 학습에서 널리 
사용되는 분류 및 회귀 알고리즘 중 하나이다. 서포트 벡
터(Support Vector)는 두 클래스를 구분하는 결정 경계에 
가장 가까이 있는 데이터 포인트들을 의미하며, 마진
(Margin)은 결정 경계와 서포트 벡터의 거리를 의미한다. 
SVM의 기본 아이디어는 고차원 공간에서 데이터 포인트 
간의 최적 경계를 찾는 것이다. 이 때, 서로 다른 클래스의 
데이터 포인트 사이에서 최대한 많은 마진을 갖도록 결정 

경계를 설정하는 것이 목표이다. SVM은 선형 분류와 비
선형 분류를 모두 수행할 수 있으며, 비선형 문제에 대해
서는 커널 기법(kernel trick)을 사용하여 고차원 특성 공간
에서 선형 분리 가능한 문제로 변환하여 해결한다.

SVR은 SVM을 회귀 문제에 적용한 방법이다. SVR의 
목표는 주어진 데이터 포인트와 해당 타겟 값 사이에 

설정한 마진 내에 최대한 많은 데이터 포인트를 포함시

키는 것이다. SVR은 다음과 같은 수식으로 표현될 수 
있다.

    (5)
여기서, 와 는 각각 번째 데이터 포인트의 실제 타

겟 값과 입력 특성 벡터이며, 와 는 각각 가중치벡터와 

편향 값, 그리고 는 마진 오차이다. SVR은 주어진 데이
터 셋에서 마진 오차를 최소화 하는 것을 목표로 한다. 이
를 위해 다음과 같은 목적함수를 최소화 한다.




 

  



ϵ ϵ (6)

여기서 는 가중치 벡터의 제곱합으로 모형의 복잡

도를 제어하며, 는 마진 오차에 대한 페널티를 조절하는 

파라미터이며 ϵ와 ϵ는 각각 양의 마진 오차와 음의 마진
오차를 나타낸다. 이 목적 함수를 최소화하는 과정에서, 
SVR는 마진 오차를 최소화하면서 결정 경계 주변에 있는 
데이터 포인트들과의 거리를 최대화하도록 학습된다. 따
라서 SVR은 회귀 문제를 해결하기 위해 데이터 포인트들
과의 거리를 고려하여 결정 경계를 학습하고, 새로운 입력
에 대해 타겟 값을 예측한다.

4.2 모형 학습 성능

모형 학습 과정에서는 Cross-validation 진행을 통해 평
균 Mean Absolute Percentage Error(MAPE) 값을 산출했
다. Cross-validation 과정에서는 Training set과 Test set의 
비율을 8:2로 하였고 fold는 5로 설정했다. 이후 fold들의 
평균 MAPE 값을 기준으로 최적 parameter를 탐색하였
다. 각 모형 별 성능과 최적 parameter는 <Table 1>에서 
확인할 수 있다. 먼저 지역별 출산율 차이를 분석하는 모
형 중 Radial Basis Function(RBF) Kernel을 사용한 SVR
이 3.537%의 오차를 보여 가장 좋은 성능을 보였으나 
3.555%의 오차를 보인 XGBoost와의 차이는 상대적으로 
미미했다. 반면 상기 두 모형 대비 Random Forest는 
3.806%의 오차를 보여 상대적으로 성능이 떨어짐을 확
인할 수 있었다. 마지막으로 다중선형회귀 모형은 
35.648%의 오차를 보여 기계학습 모형 대비 성능이 크
게 떨어짐을 확인할 수 있다.

Model MAPE Hyperparameter

Linear Regression 35.648 N/A

Random Forest 3.806 max depth = 10,
n_estimators = 200

XGBoost 3.555
learning rate = 0.05,

max depth = 12,
n_estimators = 300

SVR
(RBF Kernel) 3.537 C= 0.4,

epsilon = 0.01

<Table 1> Model’s Performance and Hyperparameter
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Variables
Weighted
Ranking

SHAP Value-based Ranking

Linear
Regression

Random
Forest

XGBoost SVR

Unemployment Rate 1.36 2 1 1 2
Regional Gross Domestic Product per Capita 2.49 7 2 2 3
Women's Participation in Economic Activities 3.66 3 3 4 4

Number of Crimes Committed 4.03 5 4 3 5
Average Age of First Marriage 4.80 1 8 6 1

Private Education Expenses 5.86 11 5 5 7
Elderly People's Expenses 7.63 6 7 8 8

Number of Childcare Facilities per 1,000 Infants 8.11 10 6 7 11
Proportion of Non-Regular Workers 8.76 12 9 11 6

News Index 11.73 13 11 10 14
Average Age of a Woman's First Childbirth 12.09 15 12 15 9

Utilization Rate of Private Childcare Facilities 12.18 16 10 9 17
Land Price Fluctuation Rate 12.52 9 14 12 12

Utilization Rate of National and Public Childcare Facilities 13.16 8 13 14 13
Community Index 14.26 4 17 17 10

Changes in the Price of Housing Lease on a Deposit Basis 15.05 17 16 13 16
Changes in House Sales Price 15.30 14 15 16 15

<Table 2> Weighted Ranking of Variables

5. 설명 가능한 인공지능 기반 요인 분석

5.1 Shapley Additive exPlanations

설명 가능한 인공지능(eXplainable AI, XAI)이란 인공지
능의 행위와 판단을 사람이 이해 할 수 있는 형태로 설명

할 수 있는 인공지능 기술을 의미한다[10]. 이는 기계 학습 
모형의 예측 결과에 미치는 주요 요인들을 찾아내며, 예측 
결과에 대해 직관적인 설명을 가능하게 한다[7].
설명 가능한 인공지능 기법 중 하나인 Shapley Additive 

exPlanations(SHAP)은 게임 이론에서 파생된 개념인 
SHAP 값(Shapley Value)을 활용하여 기계학습 모형의 예
측 결과를 설명하는 방법을 제공한다. SHAP 값은 하나의 
변수에 대한 중요도를 알기 위해 여러 변수들의 조합을 

구성한 후 해당 변수의 유무에 따른 평균적인 변화를 통해 

얻어낸 값이다. 이를 통해 SHAP은 각 특성이 예측에 얼마
나 중요한지를 계산하여 모형의 결과를 설명하는 데 도움

을 주며, 특정 변수의 SHAP 값 는 다음과 같이 구해진

다[4].

    
⊆ \
∣∣

∣∣ ∣∣∣∣ 
∪∪    (7)

여기서 는 전체 변수의 집합이며, 변수 를 제외한 

 ⊆ \의 모든 부분집합에 대해서, 를 추가했을 때와 

제외했을 때의 결과값의 변화량을 가중평균 한다. SHAP
은 변수 중요도를 추정하는 다른 방법들과 달리 특성 간의 

상호작용을 고려할 수 있어 보다 정확하고 해석 가능한 

결과를 제공한다. 또한, SHAP은 다양한 기계 학습 모형에 
독립적으로 적용될 수 있다. 

5.2 종합 요인 분석 

<Figure 1>은 전체 기간 및 지역에 대한 각 독립 변수 
별 모형 영향도를 종합적으로 요약하여 보여주는 SHAP의 
Summary Plot이다. SHAP Summary Plot은 기계학습 모델
에서 각 변수 중요도를 시각화 할 수 있으며, 특정 변수가 
모델 예측 값에 양의 영향을 미치는지 음의 영향을 미치는

지를 직관적으로 파악할 수 있다. 상단을 가장 영향력이 
큰 요인으로 하여 하단으로 내려갈수록 영향력이 상대적

으로 작은 요인이 나열된다. 상세하게는 붉은색 점은 해당
하는 변수의 값이 크다는 것을 의미하며, 반대로 파란색 
점은 해당하는 변수의 값이 작다는 것을 의미한다. 또한, 
SHAP 값이 양수(우측)이면 해당 독립변수는 모형의 예측 
값을 증가시키는 방향으로 영향을 미쳤다는 것을 의미하

며, 음수(좌측)이면 해당 독립변수는 모형의 예측 값을 감
소시키는 방향으로 영향을 미쳤음을 의미한다. 예를 들어, 
다중선형회귀와 SVR에서 가장 큰 영향력을 보이는 평균 
초혼연령(Average Age of First Marriage)의 붉은색 점의 
분포를 살펴보면 평균 초혼연령이 높을수록 지역별 출산
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(a) Linear Regression (b) Random Forest

(c) XGBoost (d) SVR

<Figure 1> SHAP Summary Plots

율 (전체 평균과의) 차이의 예측 값을 감소시키는 방향으
로 영향을 미친 것으로 해석할 수 있다. 또한, Random 
Forest와 XGBoost에서 모두 두 번째로 큰 영향력을 보이
는 1인당 지역 국내 총생산(Regional Gross Domestic 
Product per Capita)의 파란색 점의 분포를 살펴보면 변수
의 값이 작을수록 지역별 출산율 차이의 예측 값을 감소시

키는 방향으로 영향을 미쳤음을 알 수 있다. 
<Figure 1>의 모형 별 결과를 주요 요인 별로 상세히 

살펴보자. 먼저 실업률(Unemployment Rate)은 모든 모형
에서 가장 높은 수준의 영향력을 보인다. 특히 Tree 계열
인 Random Forest와 XGBoost에서는 타 요인 대비 매우 
넓은 스펙트럼의 SHAP value를 보여 압도적인영향력이 
관측된다. 반면 평균 초혼연령(Average Age of First 
Marriage)의 경우, 다중선형회귀와 SVR에서는 가장 큰 영
향력을 가지나 Tree 계열 모형에서는 중위권 정도의 영향
력을 보인다. 흥미로운 점은 출산에 대한 대중인식을 대변
하는 뉴스(News Index) 및 커뮤니티 여론(Community 
Index)의 경우, 다중선형회귀에서 커뮤니티 지수가 4번째 
영향력을 보임을 제외하면 영향력이 모두 중하위권으로 

나타났다. 이를 통해 실제 삶과 직접적으로 연관 된 요인
이 뉴스나 커뮤니티의 여론보다 출산율에 영향을 크게 미

침을 유추해볼 수 있다. 또한 동일한 Tree 계열인 XGBoost
와 Random Forest의 영향도 순위는 매우 유사하나, 다중선
형회귀와는 큰 차이가 존재하며 SVR은 Tree 계열과 다중 

선형 회귀의 중간 지점에서 상호 보완적으로 영향도 순위

가 도출됨을 알 수 있다.
각 요인 별 종합 영향도 순위를 알아보기 위해 각 모형 

별 영향도 순위를 가중 평균하여 <Table 2>에 정리하였다. 
가중 평균은 모형 성능에 비례할 수 있도록 MAPE를 기준
으로 하는 소프트 보팅(Soft-voting) 방식을 채택하였다. 가
장 성능이 나쁜 다중선형회귀의 35.648를 기준으로 각 모
형 의 정규화 된 가중치(

)는 가중치()를 바탕으로 다
음과 같이 계산되었다.

 

 (8)


 ∑

 (9)

식 (9)를 사용하여 구한 각 요인 별 가중 순위(Weighted 
Ranking)를 <Table 2>에서 확인할 수 있다. 먼저 영향력 
상위 6개를 <Figure 1>과 함께 살펴보자. 먼저 출산율 격
차에 가장 큰 영향력을 보인 요인은 실업률이다. 2위인 1
인당 지역 국내 총생산은 가계경제 차원에서 실업률과 유

사한 의미를 지니며 총생산이 높을수록(낮을수록) 출산율
은 높게(낮게) 나타났다. 3위와 4위는 각각 여성 경제 활동 
참가율과 범죄 발생 건수이다. 여성의 경제 활동 수준이 
낮은(높은) 지역은 출산율이 낮은(높은) 반면 범죄 발생 건
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수가 낮은(높은) 지역은 출산율이 높게(낮게) 나타났다. 5
위의 평균 초혼 연령은 낮을수록 출산율이 높게 나타났으

나 Tree 계열 모형에서는 유의미한 차이를 확인하기 어려
웠다. 6위의 사교육비(Private Education Expenses)는 비용
이 높은 지역의 출산율이 낮은 사실이 <Figure 1>에서 확
인되나 비용이 낮은 지역에서 유의미하게 높은 출산율이 

관측되지는 않았다. 다음으로 영향력 하위 3개를 살펴보
자. 가장 영향력이 적은 요인은 주택 매매가 변동률
(Changes in House Sales Price)로 확인됐다. 모든 모형에서 
붉은색과 파란색 점이 나뉘어지지 않고 혼재되어 출산율 

차이에 대한 설명력이 매우 부족한 것을 확인할 수 있다. 
두 번째로 영향력이 작은 요인은 주택전세 가격변동률

(Changes in the Price of Housing Lease on a Deposit Basis)
으로 주택 매매가 변동률과 동일한 결과를 보였다. 마지막
으로 세 번째로 영향력이 작은 요인은 커뮤니티 지수였다. 
다중선형회귀를 제외하면 출산율에 대한 영향력의 방향성

을 가늠하는 데 유의한 결과를 확인할 수 없다. 반면 뉴스 
인덱스는 영향력 순위는 상대적으로 낮으나 모든 모형에

서 붉은색과 푸른색 점이 구분이 가능할 정도로 나뉘는 

모습을 확인할 수 있다. 이는 크기 자체는 작으나 출산율
의 방향성에는 영향을 미치고 있음을 의미한다. 텍스트 마
이닝 기반 지수가 모두 공포 지수임을 감안할 때, 뉴스 지
수의 경우 수치가 높은 지역의 출산율이 낮은 것을 확인할 

수 있다.

5.3 지역별 요인 분석

가장 높은 성능의 모형적합 결과와 함께 Tree 계열과 
다중선형회귀의 영향력 결과가 적절히 배합 된 SVR을 
기준으로 하여 지역별 요인을 분석한다. 대상 지역은 
2022년 출산율이 가장 높은 세종특별자치시와 전라남도 
그리고 가장 낮은 서울특별시와 부산광역시로 선정하였

다. 지역별 요인 분석은 SHAP Force Plot을 활용하였으
며 결과는 <Figure 2>와 같다. 붉은 색 화살표는 해당 지
역에서 출산율을 올리는데 기여한 2021년 요인(1년의 시
차 존재)이며, 반대로 파란색은 출산율을 저하시키는데 
기여한 요인이다. 
먼저 세종특별자치시를 살펴보자. 세종시는 2022년 기

준 전국에서 가장 높은 출산율(1.436명)을 기록했다. 이는 
가장 낮은 지역인 서울(0.756명) 대비 2배의 수치이다. 세
종시의 높은 출산율에 가장 크게 기여한 요인 상위 2개는 
범죄 발생 건수, 비정규직 근로자 비율이다. 세종시의 범
죄 발생 건수는 16건으로 전국 최고를 기록한 부산의 30건 
대비 절반의 수치를 보인다. 세종시의 비정규직 근로자 비
율 또한 26.7%로 전국에서 가장 높은 47.5%를 기록한 강
원도 대비 약 절반의 수준을 기록하고 있다. 특히 범죄 발

생 건수와 비정규직 근로자 비율은 가중 순위 기준 각각 

4위와 1위에 해당하는 주요 요인으로 세종시의 높은 출산
율은 두 요인이 주요했음을 알 수 있다.
다음으로 전라남도를 살펴보자. 전라남도는 2022년 기

준 전국에서 두 번째로 높은 출산율(1.244명)을 기록했다. 
전라남도의 출산율에 가장 크게 기여한 요인을 살펴보면 

세종특별자치시와는 상이한 특징을 보임을 확인할 수 있

다. 가장 크게 기여한 요인은 고령인구 비율(Elderly 
People’s Ratio)이다. 2021년 전라남도의 고령인구 비율은 
24.3%로 전국에서 가장 높은 수치이다. 고령화 지역의 출
산율이 높은 것은 사회적 통념과 맞지 않으나, 실제 세종
시를 제외하면 고령인구 비율이 높은 지역의 출산율이 낮

은 지역 대비 높은 것을 확인할 수 있다. 이는 지역 단위가 
광역시도 단위로 이루어져 고령인구 비율이 낮은 곳은 대

도시를 의미하고 높은 곳은 지방을 의미하는 데서 기인한

다. 두 번째로 크게 기여한 요인은 여성 경제활동 참가율
이다. 전라남도의 경제활동 참가율은 57.5%로 제주도
(63.8%)에 이어 전국 2위를 기록하고 있다. 여성 경제활동 
참가율은 가중 순위 중 3위에 해당하는 주요 요인인 점이 
크게 작용했을 것으로 판단된다.
이제 가장 낮은 출산율을 기록한 두 지역을 저하에 기

여한 요인을 중점으로 살펴보자. 먼저 2022년 가장 낮은 
출산율 지역은 서울특별시로 0.756명을 기록했는데 이는 
두 번째로 낮은 부산의 0.923명과도 큰 괴리가 존재하는 
수치이다. 서울특별시의 출산율을 저해하는데 가장 크게 
기여한 두 요인은 사교육비와 여성 첫 출산 평균연령

(Average Age of a Woman's First Childbirth)이다. 서울의 
사교육비 수치는 52.9로 전국에서 가장 낮으면서 두 번째
로 출생률이 높은 전라남도의 사교육비 수치 23.3 대비 두
배가 넘는 것으로 나타났다. 여성 첫 출산 평균연령 또한 
34.2세로 전국에서 가장 낮은 충청남도의 32.6세 대비 1.6
세 이상 높은 것으로 파악됐다. 사교육비는 가중 순위 6위
에 해당하는 주요 요인으로 출산율 저하에 크게 기여했음

을 이해할 수 있으나, 여성 첫 출산 평균연령은 11위로 상
대적으로 낮은 영향도를 가지는 요인임을 감안하면 타 지

역 대비 서울특별시에서 더 크게 문제되는 요인으로 해석

할 수 있다.
마지막으로 두 번째로 낮은 출산율을 기록한 부산에서 

가장 주요한 요인은 평균 초혼 연령과 사교육비이다. 부산
의 평균 초혼 연령은 31.3세로 34.21세로 가장 높은 평균 
초혼 연령을 보이는 서울 다음으로 2위를 기록하고 있다. 
평균 초혼 연령은 가중 순위 기준 5위에 해당하는 주요 
요인이다. 사교육비 수치 또한 36.9로 전국 최고 수준인 
서울의 52.9보다는 현저히 낮으나 여전히 두 번째로 높은 
수치를 보였다. 
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(a) Sejong

(b) Jeollanam-do

(c) Busan

(d) Seoul

<Figure 2> SHAP Force Plot in 2022 (SVR)

6. 결  론

본 연구는 기존 사회과학 문헌에서 제시하는 출산율 저

하 요인을 정리하여 이를 바탕으로 기계 학습을 활용하여 

최근 심각하게 대두되는 대한민국의 저출산과 관련하여 

지역 간 차이를 야기하는 요인을 분석하는데 목적이 있다. 
이를 위해 본 연구는 기존 선행 연구와 다르게 "전국 합계 
출산율"이 아닌 "전국 평균 합계 출산율 대비 지역별 합계 
출산율"을 종속 변수로 설정하였다. 본 연구에 사용된 독
립 변수(출산율 영향 요인)는 총 17개로 과거 문헌으로부
터 정리 된 15개와 뉴스 및 출산 커뮤니티의 감정분석을 
통해 도출 된 공포 지수 2개를 활용하였다. 

전국 평균 합계 출산율 대비 지역 별 합계 출산율과 17
개의 요인 간 관계를 분석하기 위해 다중선형회귀, 
XGBoost, Random Forest, SVR 총 4개의 기계 학습 모형을 
활용하였다. 연구 결과 SVR이 가장 좋은 적합 성능을 보
였으며 XGBoost 또한 SVR에 근접하는 성능을 보였다. 반
면 다중선형회귀는 타 모형 대비 오차가 매우 큼이 확인되

었다. 이를 통해 변수 간 비선형적 관계를 설명하고 많은 
변수 분석에 활용이 용이한 기계 학습 모형 활용의 중요성

을 확인할 수 있었다.
이후 모형을 바탕으로 SHAP 기반 XAI 를 활용하여 요

인 분석을 수행하였다. 네 개의 모형에서 도출 된 SHAP 
value를 모형 별 MAPE를 활용한 소프트 보팅 방식을 통
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해 가중 순위를 도출하였으며, 전국에 걸쳐 종합적으로 가
장 높은 영향력을 보인 요인은 실업률, 1인당 지역 내 총생
산, 여성 경제활동 참가율, 범죄 발생 건수, 평균 초혼 연
령, 사교육비 등임을 확인하였다.
다만 종합적으로 높은 요인들이 각 지역의 출산율 결정

에 동일하게 기여한 것은 아닌 것을 SHAP Force plot을 
통해 확인하였다. 출산율이 가장 높은 세종특별자치시와 
전라남도 그리고 출산율이 가장 낮은 서울과 부산 네 지역

의 분석 결과를 종합해보면 가중 평균 순위 상의 높은 영

향도를 지닌 요인들이 각 지역 별 출산율에 지대한 영향을 

미치는 것은 사실임을 확인할 수 있다. 하지만 여기에 더
해 각 지역 별로 출산율 제고 혹은 저하시키는 요인이 상

이하므로, 모형으로부터 도출 된 종합적 요인 순위만을 고
려하는 것이 아닌 각 지역 별 강점/약점 분석이 반드시 요
구됨을 알 수 있다. 예시로 높은 사교육비는 특별/광역시 
등 대도시의 특징으로 부산과 세종시의 사교육비 수준은 

거의 대동소이하다. 하지만 타 요인들에 의해 세종시는 가
장 높은 출산율을 보이는 반면 부산시는 두 번째로 낮은 

출산율을 보이는 점에 주목해야 할 것이다. 이는 국가 차
원의 획일화 된 출산율 제고 정책이 아니라 각 지역 맞춤

형 정책이 요구됨을 시사한다. 다만 본 연구에 쓰인 설명
가능한 인공지능의 경우 종속 변수와 독립 변수간 인과 

관계가 아닌 상관 관계를 도출하기에 해석의 유의성이 존

재한다. 이는 지방 자치 단체의 정책 방향에 있어 간접적
인 가이드라인을 제공한다는 한계로 작용할 수 있다.
본 연구에서 쓰인 데이터는 KOSIS 내에서 추출한 것으

로 특별/광역시/도 단위의 데이터만이 확보 가능하다. 추
후 데이터 확보 가능 시, 시/군/구 범위로 확장하여 연구가 
수행된다면 보다 적확하고 면밀한 분석 결과를 얻을 것으

로 기대된다. 
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