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[Abstract]

Breast cancer is the disease that affects women the most worldwide. Due to the development of 

computer technology, the efficiency of machine learning has increased, and thus plays an important role 

in cancer detection and diagnosis. Deep learning is a field of machine learning technology based on an 

artificial neural network, and its performance has been rapidly improved in recent years, and its 

application range is expanding. 

In this paper, we propose a DNN-SVM hybrid model that combines the structure of a deep neural 

network (DNN) based on transfer learning and a support vector machine (SVM) for breast cancer 

classification. The transfer learning-based proposed model is effective for small training data, has a fast 

learning speed, and can improve model performance by combining all the advantages of a single model, 

that is, DNN and SVM. To evaluate the performance of the proposed DNN-SVM Hybrid model, the 

performance test results with WOBC and WDBC breast cancer data provided by the UCI machine 

learning repository showed that the proposed model is superior to single models such as logistic 

regression, DNN, and SVM, and ensemble models such as random forest in various performance 

measures.
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[요   약]

유방암은 전 세계적으로 여성들 대다수에게 가장 두려워하는 질환이다. 오늘날 데이터의 증가

와 컴퓨팅 기술의 향상으로 머신러닝(machine learning)의 효율성이 증대되어 암 검출 및 진단 등

에 중요한 역할을 하고 있다. 딥러닝(deep learning)은 인공신경망(artificial neural network, ANN)을 

기반으로 하는 머신러닝 기술의 한 분야로 최근 여러 분야에서 성능이 급속도로 개선되어 활용 

범위가 확대되고 있다. 

본 연구에서는 유방암 분류를 위해 전이학습(transfer learning) 기반 DNN(Deep Neural Network)과 

SVM(support vector machine)의 구조를 결합한 DNN-SVM Hybrid 모형을 제안한다. 전이학습 기반 

제안된 모형은 적은 학습 데이터에도 효과적이고, 학습 속도도 빠르며, 단일모형, 즉 DNN과 SVM

이 가지는 장점을 모두 활용 가능토록 결합함으로써 모형 성능이 개선되었다. 제안된 DNN-SVM 

Hybrid 모형의 성능평가를 위해 UCI 머신러닝 저장소에서 제공하는 WOBC와 WDBC 유방암 자료

를 가지고 성능실험 결과, 제안된 모형은 여러 가지 성능 척도 면에서 단일모형인 로지스틱회귀

모형, DNN, SVM 그리고 앙상블 모형인 랜덤 포레스트보다 우수함을 보였다. 

▸주제어: 전이학습, 딥러닝, 유방암, DNN-SVM Hybrid 모형 

I. Introduction

통계청에서 발표한 ⌜2021 사망원인 통계⌟에 의하면, 

우리나라 사망원인 1위는 암으로 전체 사망자의 26%를 차

지하고 있다[1]. 이는 한국인 4명 중 1명은 암으로 사망한

다는 것을 의미한다. 유방암은 국제암연구소

(International Agency for Research on Cancer, 

IARC)가 펴낸 세계 암보고서 'GLOBOCAN 2020'에 따르

면, 1년간 새로 유방암 진단을 받은 환자만 226만여 명에 

달하고, 이 수치는 전체 여성암의 24.5%를 차지할 정도로 

전 세계 여성에서 많이 발생한 암이다[2][3]. 한편, 같은 기

간 동안 약 68만 명의 여성이 유방암으로 사망하여 전 세

계 여성 암 사망원인의 15.5%를 차지하였으며, 유방암은 

발생 빈도와 암 사망 원인 모두 1위를 차지하였다[4].

유방암은 유방 촬영술(mammography), 유방 초음파

(ultrasonography), 미세침 흡인 검사(fine needle 

aspiration, FNA), 자기 공명 영상(magnetic resonance 

imaging;MRI) 등으로 진단할 수 있다[5][6]. 유방 촬영술

은 유방암 검진에 있어 가장 기본적인 검사로 종양의 크기

가 작을 경우 위음성률(false negative rate)이 높고 양성 

종양(benign tumor)과 악성 종양(malignant tumor)의 

감별이 쉽지 않을 뿐 아니라 X-선을 이용함으로써 방사선 

피폭 위험이 있다. 유방 초음파 검사는 유방조직을 통과하

는 고주파의 음파를 사용하여 유방질환을 진단하는 검사

로 유방 촬영술에서 이상소견을 보이거나 치밀 유방 조직

을 갖는 여성에게 사용되는 검사이다. 미세침 흡인 검사는 

주사침을 병소 부위에 찔러서 조직이나 세포를 흡인하여 

광학현미경으로 관찰하는 진단방법으로 진단이 빠르고 정

확하며 검사비가 낮은 장점이 있으나 양성 종양인지 악성 

종양인지 구별하는 것은 구조적인 유사성 때문에 어려운 

일이다[7]. 

유방 자기 공명 영상은 유방 촬영술이나 유방 초음파 검

사에 비해 민감도가 높고 방사선이 아닌 자기장을 이용하

기 때문에 몸에 해롭지 않고 부작용이 없으나 검사 시간과 

판독 시간이 길고 높은 검사 비용으로 검진에 적용하기에

는 효과적이지 않다.

최근 인공지능의 한 분야인 머신러닝(machine 

learning)에 대한 효율성이 개선되면서 의료분야에서 질

병 예측과 여러 질환의 진단에 활용되고 있다. 여기서 머

신러닝이란 데이터를 기반으로 컴퓨터가 스스로 학습하여 

규칙을 생성하도록 하는 기술을 말하는데 대표적인 분류

방법으로는 로지스틱회귀모형(logistic regression 

model), 인공 신경망(artificial neural network, ANN)과 

서포트 벡터 머신(support vector machine, SVM)이 있

다[8][9][10][11]. 로지스틱회귀모형은 종속변수가 범주형

인 경우 사용하는 회귀분석의 확장형이고, 인공 신경망은 

사람 두뇌의 신경세포를 모방하여 만든 알고리즘으로 주

요 장점으로는 높은 예측 정확도와 확장성이 뛰어난 반면

에 과대적합(over-fitting) 문제, 로컬 최적화(local 

optimization) 그리고 모형 해석의 어려움 등의 단점을 갖
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고 있다. SVM은 서포트 벡터(support vector)와 초평면

(hyperplane)을 이용하여 분류하는 방법으로 전통적인 기

법들이 경험적 위험(empirical risk)을 최소화하는 것에 

기초한 반면, 구조적 위험(structural risk)을 최소화하는 

것에 기초하므로 과대적합 문제를 어느 정도 피할 수 있

고, 또한, 적은 학습 데이터만으로 신속하게 분류학습을 

수행할 수 있고 무엇보다도 글로벌 최적화(global 

optimization)를 얻을 수 있는 장점을 갖고 있다[12]. 최

근에는 머신러닝보다 더 복잡한 데이터를 처리할 수 있는 

딥러닝(deep learning)까지 등장하여 의료분야의 발전을 

한층 더 가속화하고 있다. 가장 대표적인 딥러닝 모형에는 

DNN(deep neural network), CNN(conventional 

neural network), RNN(recurrent neural network) 그

리고 GAN(generative adversarial network) 등이 있다

[13][14]. 여기서 DNN은 ANN 기법의 여러 문제점 해결을 

통해 은닉층 수 확대로부터 학습의 결과를 향상시키는 모

형이고, CNN 모형은 영상인식, 비디오 분석 등과 같은 영

상처리 문제에 특화된 모형이고, RNN 모형은 순차 데이터 

분석을 위한 모형이고 GAN 모형은 생성자(generator)와 

판별자(discriminator)가 적대적 학습을 통해 실제 데이터

와 비슷한 데이터를 생성하는 모형이다. 최근 의료 영상 

분석에서 많이 사용하는 딥러닝은 CNN 모형이며, 흉부와 

유방 방사선 영상으로 시작하여 CT, MRI 등 다양한 의료 

영상데이터들을 대상으로 분류 모델이 개발되고 실제 의

료 현장에서 사용되고 있다[15][16]. 

본 논문에서는 다루고자 하는 유방암 데이터는 영상 형

태가 아닌 Tabular 데이터이다. 여기서 Tabular 데이터

란 테이블(table) 형태의 행(row)과 열(column)로 표현되

는 데이터를 말하며, 주로 정형 데이터(structured data)

라고 한다. 하나의 행은 하나의 데이터 인스턴스를 나타내

며, 각 열은 피처(feature)를 나타낸다. CNN에서 다루는 

영상은 대표적인 비정형 데이터(unstructured data)이며, 

이는 테이블 형식으로 표현할 수 없는 데이터를 말한다. 

CNN 모형은 영상의 공간정보를 유지한 채 학습이 이루어

진다. 하지만 공간적인 관계가 없는 Tabular 데이터에 

CNN 모형을 그대로 적용할 수 없다. 따라서 본 논문에서 

유방암과 같은 Tabular 데이터 처리는 CNN 모형보다 

DNN 모형을 사용하는 것이 더 적절하다[17][18][19]. 

DNN 모형은 기본적으로 다수의 은닉층을 포함하여 복

잡한 비선형 관계(non-linear relationship)를 모델링할 

수 있지만, 항상 좋은 성능을 얻을 수 있는 것은 아니다. 

DNN 모형은 모든 유형의 문제에 대한 만능 해결사가 아

니며, 어떤 문제에 대해서는 전통적인 머신러닝, 여기서는 

SVM과의 결합을 통해 모델을 개선시킬 수 있다. 영상분

석을 위해 CNN 모형을 단일모형으로 많이 사용되지만, 성

능 향상을 위해 전통적인 머신러닝, 예를 들면, SVM을 결

합하는 Hybrid 형태의 모형 즉, CNN-SVM 모형들이 많

이 사용되고 있다[20][21]. 여기서 CNN-SVM 모형에서는 

특징 추출을 위해서 CNN 모형을 사용하고, 영상분류를 위

해서 CNN의 FC 층(fully connected layer) 대신 SVM 

모형을 사용한다. 본 논문에서는 Tabular 형태의 유방암

데이터에서 CNN 대신 DNN을 사용하여 DNN과 SVM 모

형의 결합 형태인 DNN-SVM Hybrid 모형을 제안한다. 

지금까지 DNN-SVM Hybrid 모형은 화자인식(speaker 

recognition), 음성인식(speech recognition), 네트워크 

트래픽 분류(network traffic classification) 등에 사용되

어 왔다[22][23][24]. 기존 DNN-SVM Hybrid 모형에서는 

단지 DNN 모형의 마지막 층에서 다중 클래스 분류를 위

해 소프트맥스 함수(softmax function) 대신 SVM를 사

용하였다. 본 논문에서는 유방암 데이터에 대해 DNN 전

체모형을 새로 학습시키지 않고 DNN 기반 전이학습 즉, 

딥 전이학습(deep transfer learning)을 이용하여 일부 

하위층(lower layer)은 전이하여 재사용하고, 상위층

(upper layer)은 SVM 모형(optimal SVM model)을 이용

하여 암의 악성 혹은 양성 여부를 분류함으로써 유방암과 

같은 학습 데이터가 부족한 상황에서도 학습 성능을 높일 

수 있는 장점이 있다. 여기서 전이학습이란 새로운 문제에 

대해 사전 학습된 모형(pre-trained model)을 재사용하

는 것을 말한다[25][26][27]. 제안된 DNN-SVM Hybrid 

모형의 성능은 선택된 SVM 모형의 여러 파라미터에 의해 

영향을 많이 받기 때문에 적절한 파라미터 선택은 매우 중

요하다. 본 논문에서는 그리드 탐색법(grid search)을 사

용하여 파라미터 최적화(parameter optimization)를 통

해 얻어진 최적의 SVM 모형을 사용한다[28][29]. 

본 논문에서는 제안된 DNN-SVM Hybrid 모형의 성능

을 평가하기 위해 UCI 머신러닝 저장소(machine learing 

repository)[30]에서 제공하는 두 개의 유방암 데이터인 

WOBC (Wisconsin Original Breast Cancer) 와 WDBC 

(Wisconsin Diagnostic Breast Cancer)를 가지고 여러 

가지 성능 척도 즉, 정확도(accuracy), 정밀도

(precision), 재현율 (recall), 그리고 F1-스코어

(F1-score)를 가지고 비교하고자 한다. 

본 논문의 구성은 다음과 같다. 제2절에서는 DNN과 

SVM에 대한 이론적 배경을 살펴보고 제3절에서는 

DNN-SVM Hybrid 모형을 제안한다. 제4절에서는 성능실

험을 위한 환경과 실험결과를 살펴보고 제5절에서 결론을 

맺고자 한다.
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II. Preliminaries

1. DNN

Figure 2.1은 입력층(input layer)-은닉층(hidden 

layer)-출력층(output layer) 구조에서 은닉층이 여러 개

인 DNN 구조를 보여주고 있다.

Fig. 2.1 Structure of DNN model

Figure 2.1의 DNN 구조는 층    에 대해 

  은 입력층,   는 출력층, 그리고      

은 은닉층을 나타낸다. DNN은 주어진 데이터를 이용하여 

학습 과정을 통해 찾을 모형의 파라미터(parameter)는 다

음과 같다.

         

 
  

   


여기서     는 층   과 층 사이 가중치 행렬

(weight matrix), 
 는 층 에 연결된 바이어스 벡터

(bias vector)를 나타낸다. 즉,    과 
은 다음과 

같다.
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이때  
   

는 층   에서 번째 유닛과 층 에서 

번째 유닛을 연결하는 가중치이고 
는 층 에서 번째 

유닛의 바이어스(bias)이다.

DNN을 통해 학습할 개의 훈련 데이터는 다음과 같다.

    

우리는 DNN의 학습은 확률적 경사 하강법(stochastic 

gradient descent)을 이용하며, 이를 위해 사용되는 비용

함수(cost function)는 식 (2.1)과 같이 나타낼 수 있다.

   



  








  



  




  




  



 
(2.1

)

여기서 첫 번째 항은 평균 제곱 오차(mean square 

error)를 나타내는 항이고, 두 번째 항은 정규화 패널티

(regularization penalty)를 나타내고 은 정규화 파라미

터로서 두 항의 상대적인 중요도를 조절한다. 그리고 비선

형 활성화 함수    는 다음과 같이 정의한다.

                      

확률적 경사 하강법은 식 (2.1)에 주어진 비용함수를 최

소화하는 파라미터  을 다음과 같이 반복적인 방법에 

의해 구한다.

     
    

   
 




                


   

  





         

여기서 는 학습률을 나타낸다.  

2. SVM

SVM은 1992년 Vladimir Vapnik[8]에 의해 개발된 통

계적 학습이론으로, 뛰어난 일반화 성능을 보여주며 패턴

인식 분야에서 널리 사용되고 있다. SVM의 분류모형을 

위한 학습 데이터의 집합 가 다음과 같이 주어졌다고 가

정한다. 

      ,

∈  

여기서 차원 벡터   는 클래스 에 대한 학습용 튜플

(tuple)이다. 

Fig. 2.2 SVM optimal separating hyperplane

SVM은 학습 데이터가 Figure 2.2과 같이   , 

  로 표시되는 두 클래스를 분류하기 위한 최적 분

리 초평면(optimal separating hyperplane)은 마진

(margin)을 최대로 하는 서포트 벡터를 찾는 것이다. 이를 

위해 임의의 선형 분리 초평면을 식 (2.2)와 같이 나타낼 
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수 있다.

             ,        (2.2)

여기서 벡터  는 초평면에 수직인 정규벡터(normal 

vector)이다. 그리고 식 (2.2)와 평행인 초평면은 식 (2.3)

과 식 (2.4)에 의해 표현할 수 있다. 

                      (2.3)

                      (2.4)

학습 데이터가 선형적으로 분리 가능하면 두 개의 초평

면 사이의 거리는 ∥∥


이므로 다음의 조건을 만족하

는  을 최소화하는 초평면을 찾는다.

         ≥  ∀        (2.5)

          ≤  ∀      (2.6)

식 (2.5)과 식 (2.6)의 두 제약식을 식 (2.7)과 같이 하나

의 제약식으로 표현할 수 있다.

            
   ≥            (2.7)

따라서 SVM은 식 (2.7)에 주어진 제약조건 하에서 




∥∥을 최소화하는 유일한 초평면을 찾는다. 즉, 수

식으로 표현하면 다음과 같다.

minimize         


∥∥

    subject to       
   ≥ 

학습데이터가 선형분리 불가능한 경우는 슬랙변수

(slack variable) ≥ 을 도입하여 다음과 같이 최적

화 문제를 형식화할 수 있다.

minimize    


∥∥  

  



  (2.8)  

subject to  
   ≥       

 ≥     

여기서 는 마진폭과 분류 오류 사이 타협점

(trade-off)을 결정하는 모수이다.  

SVM은 커널 함수(kernel function)    을 도

입하여 원래 공간에서 데이터를 고차원 공간으로 변환하

여 식 (2.8)에 주어진 최적화 문제를 식 (2.9)와 같이 쌍대 

문제(dual problem)로 나타낼 수 있다.

maximize   
  




 




  



 


 (2.9)   

    subject to        
 ≥  ≥     

   

여기서 는 라그랑지 배수(Lagrange multiplier)이다. 

결국, 입력공간에서 식 (2.10)의 비선형 결정함수를 이용

하여 최적의 선형함수를 결정한다. 

  




    ,  (2.10)

여기서 는 가 양수이면 1, 0이면 0, 음수이

면 -1을 갖는 함수이다. 

Table 2.1은 자주 사용되는 커널함수    을 나

타내고 있다.

Kernel functions Function expressions

linear      
  

polynomial      
   

radial basis 

function (RBF)
    exp      

sigmoid     tanh 
   

Table 2.1 Representative kernel functions

여기서 ,  그리고 는 커널의 형태를 결정하는 모수

들이다.

III. Transfer Learning based 

DNN-SVM Hybrid Model 

1. Deep Transfer Learning

딥 전이학습은 DNN 모형에서 이미 학습된 모형을 이용

하여 새로운 데이터에 대해 적용하는 것으로, DNN 모형

에서 하위층은 입력 데이터에 대한 공통적인 특징을 추출

하고, 상위층으로 갈수록 점차 복잡한 정보를 추출하므로 

새로운 데이터가 사전 학습시킨 데이터셋과 유사한 특성

을 가질수록 전이학습의 효과는 크다. 예를 들면, 0 ~ 4의 

숫자로 이루어진 MNIST 데이터셋에서 학습된 DNN 모형

을 5 ~ 9의 숫자를 분류하는데 적용할 수 있는 것은 전이

학습의 좋은 예이다[31][32][33][34].

Figure 3.1은 딥 전이학습 모형을 나타내고 있다.

Fig. 3.1 Deep transfer learning model
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Figure 3.1에서 입력층에 가까운 은닉층의 일부 즉, 모

형의 하위층은 동결(freezing)하고, 나머지 은닉층 즉, 모

형의 상위층만 학습이 이루어진다. Figure 3.1의 딥 전이

학습에서 4가지 경우의 동결 수준, 즉, DNN[:1]에서부터 

DNN[:4]까지를 생각할 수 있다. DNN[:1]은 첫 번째 층을 

동결하고 나머지 3개의 층에서 학습이 이루어지고, 

DNN[:2]은 Figure 3.1에서 보는 것처럼 두 번째 층까지 

동결하고 나머지 2개의 층에서 학습이 이루어지고, 

DNN[:3]은 세 번째 층까지 동결하고 나머지 1개의 층에서 

학습이 이루어지고, DNN[:4]은 네 번째 층까지 모두 동결

하는 경우이다. 여기서 일부 동결층(frozen layers)을 제

외하고 학습이 가능한 상위층에서는 역전파 알고리즘을 

통해 학습이 이루어진다. 이처럼 DNN의 하위층은 주어진 

데이터에 대한 일반적인 학습 정보를 포함하고 있기 때문

에 재사용하고 상위층은 주어진 데이터에 대한 특화된 패

턴을 학습하기 때문에 학습이 이루어진다. 학습할 새로운 

데이터의 종류가 사전 학습에 사용된 데이터와 특성이 매

우 다른 경우, 모든 층을 재사용해서는 안되고, 일부 하위

층 만을 재사용해야한다[35].

전이학습은 데이터 수집이 어려운 의료분야에 유용하게 

활용될 수 있다. 의료 데이터는 민감한 개인정보로서 개인

정보보호 규제를 받는다. 따라서 특정 질환 유병자의 데이

터가 필요한데, 데이터 확보에 한계가 있는 경우, 유사한 

질환에 대한 데이터의 양이 많거나 혹은 유사한 데이터로 

학습한 모형이 존재하는 경우 전이학습이 이용될 수 있다

[36][37].

2. Proposed DNN-SVM Hybrid Model

Figure 3.2는 전이학습 기반 DNN 모형과 SVM 모형의 

결합 모형을 나타내고 있다.

Fig. 3.2 Structure of DNN-SVM Hybrid model 

Figure 3.2에서 보면, DNN에서 은닉층의 4개 중 하위

층 2개를 동결하여 재사용하고, 나머지 은닉층 2개는 

SVM으로 대체하여 학습한다. DNN-SVM Hybrid 모형을 

단계별로 설명하면 다음과 같다.

STEP 1: 학습 데이터셋으로 DNN 모형을 학습한다. 여

기서 학습 데이터셋은 WOBC, WDBC 데이터를 포함하여

UCI 저장소에 있는 4 종류의 유방암 데이터를 말한다[38]. 

STEP 2: 사전학습된 DNN 모형에서 새로운 학습 데이

터셋을 순전파하여 특정 은닉층의 출력을 계산한다.

STEP 3: 은닉층의 출력을 SVM 모형의 입력으로 사용

해 SVM 모형을 학습한다.

STEP 4: 테스트 데이터셋과 학습된 DNN, SVM을 통해 

STEP 2, STEP 3과 같은 방식으로 결합 모형의 예측을 진

행하고 평가한다.

따라서 DNN-SVM Hybrid 모형은 Figure 3.2과 같이 

사전학습된 DNN 모형을 통한 특징 추출(feature 

extraction)하고, SVM 모형을 이용하여 최종 분류가 이루

어진다.

본 논문에서 유방암 자료인 WOBC와 WDBC 자료를 가

지고 양성 종양과 악성 종양을 분류하기 위해 사용한 

DNN 모형은 총 4개의 은닉층으로 구성되고 각각의 은닉

층 노드는 16개, 16개, 16개, 4개로 구성된다. 본 논문에

서는 Figure 3.2과 같이 두 번째 은닉층의 출력을 SVM의 

입력으로 사용하는 DNN-SVM Hybrid 모형 즉, 

DNN[:2]+SVM을 포함하여, 첫 번째, 세 번째, 네 번째 은

닉층의 출력을 SVM의 입력으로 사용하는 DNN-SVM 

Hybrid 모형 즉, DNN[:1]+SVM, DNN[:3]+SVM, 

DNN[:4]+SVM을 고려하였다.

IV. Performance experiment and 

results

1. Performance experiment

1.1 Breast Cancer data

WOBC 데이터는 699명을 대상으로 조사되었고 Table 

4.1과 같이 독립변수로는 FNA의 세포 특성을 나타내는 9

개의 변수와 종속변수로는 이를 양성(benign)인지 악성

(malignant)을 나타내는 클래스 변수로 구성되어 있다. 여

기서 세포 특성값은 1부터 10까지 정수값을 가지고 그 값

이 1에 가까울수록 양성일 확률이 높고 10에 가까울수록 

악성일 확률이 높다는 것을 나타낸다. 
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Attribute Domain

lump thickness 1-10

Uniformity of cell size 1-10

Uniformity of cell shape 1-10

marginal attachment 1-10

Single epithelial cell size 1-10

naked nucleus 1-10

soft chromatin 1-10

normal nucleolus 1-10

Mitoses 1-10

Class 2 = Benign, 4 = Malignant

Table 4.1. WOBC data description

WDBC 데이터는 569개 표본 수로 이루어져 있고 Table 

4.2과 같이 독립변수는 10가지 세포의 특징들에 대한 각

각의 평균, 표준편차, 최대값을 나타내는 총 30개의 변수

로 구성되어 있다. 종속변수는 유방암의 양성과 악성을 나

타내는 클래스 변수이다.

Attribute Descriptions

Radius
Mean of the distance from the centroid 

to a point on the circumference

Texture standard deviation of gray-scale values

Perimeter nucleus circumference

Area cell nucleus area

Smoothness Local variations in radius length

Compactness
cell nucleus compactness,

perimeterarea  

Concavity Severity of contour concavity

Concave 

points
Number of concavities in the contour

Symmetry cell nucleus shape

Fractal 

dimension

fractal dimension,

"coastline approximation" - 1

Diagnosis
cancer diagnosis

M=Malignant, B=Benign

Table 4.2 WDBC data description

1.2 K-Fold Cross-Validation 

본 연구에서는 모형의 성능평가를 위해 전체 데이터를 

train, validation, test 데이터로 3:1:1 비율로 분할하여 

K-폴드 교차 검증(K-fold cross-validation)을 수행하였

다[39]. Table 4.3은 K=5인 5-폴드 교차검증을 위한 데이

터 구조를 보여주고 있다.

train train train validation test → 

train train train test validation → 

validation train test train train → 

train test validation train train → 

test validation train train train → 

Table 4.3 5-Fold Cross-Validation

최종적으로 5개의 폴드된 데이터를 train, validation, 

test를 위한 데이터로 번갈아 변경하면서 5가지의 경우의 

수를 다 활용한 뒤, 이 5개의 예측 평가를 구했으면 이를 

평균해서 K-폴드 평가 결과로 반영한다. 즉, 

Model Evaluation  



  

  



1.3 Parameters for DNN-SVM model

Table 4.4는 WOBC 데이터에서 DNN의 전이 파라미터

(transfer parameters)를 나타내고 있다[40].

parameter type

optimizer SGD

activation function ReLU

learning rate 0.001

batch size 32

weight initialization Xavier

dropout rate 0.3

Table 4.4 DNN Transfer parameters for WOBC data

Table 4.5는 WOBC 데이터에서 SVM에서 사용된 커널

과 최적의 파라미터를 나타내고 있다.

Model Kernel  

DNN[:1]+SVM RBF 0.1 1

DNN[:2]+SVM RBF 0.1 1

DNN[:3]+SVM RBF 0.1 0.01

DNN[:4]+SVM RBF 0.1 0.01

Table 4.5 SVM kernel and parameters for WOBC data

Figure 4.1은 WOBC 데이터에서 에포크 500인 경우 모

형의 정확도와 손실함수 그래프를 보여주고 있다.
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Fig. 4.1 Model accuracy and loss curve in WOBC data 

Figure 4.1로부터 WOBC 데이터에서 DNN 모형은 에

포크가 증가함에 따라 정확도와 손실함수 측면에서 학습

이 잘 이루어진 것을 알 수 있다.

Table 4.6은 WDBC 데이터에서 DNN의 전이 파라미터

를 나타내고 있다.

parameter type

optimizer SGD

activation function ReLU

learning rate 0.01

batch size 64

weight initialization Xavier

dropout rate 0

Table 4.6 DNN transfer parameters for WDBC data

Table 4.7은 WDBC 데이터에서 SVM에서 사용된 커널

과 최적의 파라미터를 나타내고 있다.

Model Kernel  

DNN[:1]+SVM RBF 10 0.01

DNN[:2]+SVM RBF 1 0.01

DNN[:3]+SVM RBF 1 0.01

DNN[:4]+SVM RBF 0.1 0.1

Table 4.7 SVM kernel and parameters for WDBC data

Figure 4.2는 WDBC 데이터에서 에포크 500인 경우 모

형의 정확도와 손실함수 그래프를 보여주고 있다. 

Fig. 4.2 Model accuracy and loss curve in WDBC data 

Figure 4.2로부터 WDBC 데이터에서 DNN 모형은 에

포크가 증가함에 따라 정확도와 손실함수 측면에서 학습

이 잘 이루어진 것을 알 수 있다.

1.4 Model Evaluation Metrics

분류모형의 성능 척도는 정확도, 정밀도, 재현율, 

F1-score 등이 있다[41]. Table 4.8의 Confusion 

matrix로부터 평가지표가 얻어진다. Confusion matrix

는 실제 데이터에서 실제 클래스(actual class)와 모형이 

예측한 예측 클래스(predicted class)가 일치하는지를 갯

수로 나타낸 표이다.

Predicted Class

Positive(1) Negative(0)

Actual 

Class

Positive(1) TP FP

Negative(0) FN TN

Table 4.8 Confusion matrix for Classification

정확도는 전체 데이터 중에서 옳게 예측된 것의 비율을 

의미한다. 즉, 수식으로 표현하면 다음과 같다.

accuracy TP  TN  FP  FN

TP  TN

정밀도는 Positive(양성)로 예측한 것 중 실제 Positive

(양성)인 비율을 의미한다. 즉, 수식으로 표현하면 다음과 

같다.

p recision TP  FP

TP

재현율은 실제 Positive인 것 중에 Positive로 예측한 것

의 비율을 의미한다. 즉, 수식으로 표현하면 다음과 같다.

sensitivity TP  FN

TP

F1-스코어는 정밀도와 재현율을 결합한 지표로서 둘 중 

어느 한쪽에 치우치지 않았을 때 높은 값을 가진다. 즉, 수

식으로 표현하면 다음과 같다.

F  score pre cision  recall
 ×pre cision ×recall

2. Experiment results

여러 가지 DNN-SVM Hybrid 모형과 단일모형인 로지

스틱회귀모형, DNN, SVM 그리고 랜덤 포레스트 

(Random Forest, RF)과 성능비교하고자 한다. 여기서 랜

덤 포레스트는 의사결정나무 (decision tree)에 배깅( 

bagging)이라는 앙상블 학습(ensemble learning)을 적용

한 모형이다[42]. 
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Table 4.9는 WOBC 데이터에서 여러 모형들을 적용하

여 얻은 성능 수치이다.

Accuracy Precision Recall F1-score

LOGISTIC 0.9692 0.9549 0.9591 0.9566

RF 0.9722 0.9518 0.9719 0.9611

SVM 0.9707 0.9536 0.9625 0.9577

DNN[:1]+SVM 0.9766 0.9790 0.9563 0.9667

DNN[:2]+SVM 0.9751 0.9923 0.9400 0.9651

DNN[:3]+SVM 0.9780 0.9836 0.9552 0.9691

DNN[:4]+SVM 0.9795 0.9961 0.9495 0.9718

DNN 0.9751 0.9836 0.9483 0.9654

Table 4.9 Comparison of evaluation metrics with 

WOBC data

Table 4.9에서 각 평가지표에서 최대값은 굵은 글자로 

표시하였다. DNN-SVM Hybrid 모형은 모든 성능 척도에

서 단일모형인 로지스틱 회귀모형, SVM과 DNN보다 좋은 

수치를 보였고, 랜덤 포레스트와는 재현율을 제외한 나머

지 3개의 척도에서 좋은 수치를 보였다. 특히, 

DNN[:4]+SVM 모형이 가장 좋은 성능 수치를 보였다.

Table 4.10은 WDBC 데이터에서 여러 모형들을 적용하

여 얻은 성능 수치이다.

Accuracy Precision Recall F1-score

LOGISTIC 0.9666 0.9587 0.9529 0.9551

RF 0.9596 0.9578 0.9343 0.9450

SVM 0.9718 0.9528 0.9720 0.9619

DNN[:1]+SVM 0.9789 0.9671 0.9771 0.9716

DNN[:2]+SVM 0.9789 0.9671 0.9768 0.9716

DNN[:3]+SVM 0.9825 0.9671 0.9858 0.9761

DNN[:4]+SVM 0.9842 0.9623 0.9952 0.9784 

DNN 0.9807 0.9576 0.9904 0.9735

Table 4.10 Comparison of evaluation metrics with 

WDBC data

Table 4.10에서 DNN-SVM Hybrid 모형은 단일모형인 

로지스틱 회귀모형, SVM과 DNN 그리고 앙상블 모형인 

랜덤 포레스트보다 모든 척도에서 좋은 수치를 보였다. 특

히, DNN[:4]+SVM 모형이 가장 좋은 성능 수치를 보였다.

V. Conclusions

현재 유방암은 한국 여성에게 가장 많이 발생하는 암이

다. 유방암을 조기 검진을 위해 X-선 검사로 하는 유방촬

영술과 병행하여 초음파 검사가 가장 널리 사용되지만 이

러한 방법으로 유방암을 정확하게 진단하기는 충분하지 

않다. 최근 인공지능 특히, 딥러닝 기술을 이용해 유방암

으로 오인되는 위양성(false positive) 진단을 획기적으로 

줄이는 기술이 개발되고 있다. 

본 논문에서는 유방암 분류를 위해 전이학습(transfer 

learning) 기반 DNN과 SVM의 구조를 결합한 

DNN-SVM Hybrid 모형을 제안하였다. 딥러닝에게 학습

시킬 암 환자 관련 의료 빅데이터의 중요성이 날로 높아지

고 있다. 데이터가 부족하면 구현한 딥러닝 모형 성능도 

떨어질 수밖에 없다. 전이학습은 의료분야의 학습 데이터

가 부족한 경우 소규모 데이터만으로도 효율적인 학습 모

형 생성을 가능하게한다. 

DNN-SVM Hybrid 모형은 단일모형, 즉 DNN과 SVM

의 단점을 극복하고, 이들 장점을 모두 활용할 수 있도록 

결합을 통해 모형의 성능을 개선하였다. 

UCI 머신러닝 저장소에서 제공하는 WOBC와 WDBC 유

방암 자료를 가지고 성능 실험 결과, 제안된 DNN-SVM 

Hybrid 모형은 단일모형인 로지스틱회귀분석, DNN, 

SVM 그리고 앙상블 모형인 랜덤 포레스트보다 여러 성능 

척도 면에서 우수한 것으로 나타났다.
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