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요 약

당뇨병과 같은 만성 질환의 조기 측은 요한 이슈이며, 그 에서도 당뇨 측의 정확도 향상은 매우 요

하다. 당뇨 측을 한 다양한 기계 학습  딥 러닝 기반 방법론을 도입하고 있으나, 이러한 기술들은 다른 방

법론보다 더 우수한 성능을 해 량의 데이터를 필요로 하며, 복잡한 데이터 모델 때문에 학습 비용이 높다. 

본 연구에서는 pima 데이터셋과 k-fold 교차 검증을 사용한 DNN이 당뇨 진단 모델의 효율성을 감소시킨다는 

주장을 검증하고자 한다. 의사 결정 트리, SVM, 랜덤 포 스트, 로지스틱 회귀, KNN  다양한 앙상블 기법과 

같은 기계 학습 분류 방법을 사용하여 어떤 알고리즘이 최상의 측 결과를 내는지 결정하 다. 모든 분류 모델

에 한 훈련  테스트 후 제안된 시스템은 ADASYN 방법과 함께 XGBoost 분류기에서 최상의 결과를 제공하

으며, 정확도는 81%, F1 계수는 0.81, AUC는 0.84 다. 한 도메인 응 방법이 제안된 시스템의 다양성을 

보여주기 해 구 되었다. LIME  SHAP 임워크를 사용한 설명 가능한 AI 근 방식이 모델이 최종 결

과를 어떻게 측하는지 이해하기 해 구 되었다.

ABSTRACT

Early prediction of chronic diseases such as diabetes is an important issue, and improving the accuracy of diabetes 

prediction is especially important. Various machine learning and deep learning-based methodologies are being introduced 

for diabetes prediction, but these technologies require large amounts of data for better performance than other 

methodologies, and the learning cost is high due to complex data models. In this study, we aim to verify the claim that 

DNN using the pima dataset and k-fold cross-validation reduces the efficiency of diabetes diagnosis models. Machine 

learning classification methods such as decision trees, SVM, random forests, logistic regression, KNN, and various 

ensemble techniques were used to determine which algorithm produces the best prediction results. After training and 

testing all classification models, the proposed system provided the best results on XGBoost classifier with ADASYN 

method, with accuracy of 81%, F1 coefficient of 0.81, and AUC of 0.84. Additionally, a domain adaptation method was 

implemented to demonstrate the versatility of the proposed system. An explainable AI approach using the LIME and 

SHAP frameworks was implemented to understand how the model predicts the final outcome..
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Ⅰ. 서 론

 세계 으로 당뇨병은 5억 3,700만 명에게 향

을 미쳐, 가장 치명 이면서 가장 흔한 비 염성 질병

이다. 과체 , 콜 스테롤 수 , 가족력, 신체 활동 부

족, 나쁜 식습  등 많은 요인이 당뇨병에 향을 받

게 된다. 오랜 시간 동안 당뇨병을 앓은 사람들은 심

장 장애, 신장 질환, 신경 손상, 당뇨 망막병증 등 여

러 합병증을 얻을 수 있다. 그러나 조기에 측되면 

그 험을 일 수 있다.  2형당뇨의 유병률은 다양한 

사회  요인으로 인해 빠르게 증가하고 있으며, 사회

와 개인에게 부담도 증가하고 있다. 최근에는 복합 만

성 질환이 증가하는 경향이 있다. 2형 당뇨병은 생활 

습 과 한 련이 있으며, 여러 생활 습  요인의 

조합에 의해 발생하는 것으로 알려져 있다. 2형 당뇨

병의 효과 인 리는 방을 심으로 하는 변화하

는 건강 리 패러다임에 을 둘 필요가 있다. 

인공 지능과 제4차 산업 명의 발 으로 다양한 질

병, 특히 2형당뇨의 진단  측이 실화 되었다.  

이러한 진단  측의 효율성은 빅데이터와 AI 학습 

모델의 문제 을 극복함으로써 높아진다. 의료 데이터

에서는 락 값, 이상치, 클래스 불균형 등의 문제가 

발생할 수 있으며, 이는 분석의 편향성과 성능 하를 

래한다. 2형 당뇨의 유병률은 증가하는 추세로, 생

활 습 과 한 연 이 있다. 따라서 방 심의 

리 략이 필요하다. 빅 데이터와 인공 지능은 건강

리 분야에서 요한 역할을 하며,  세계 인 연구 

동향에 따라 한국에서도 이에 한 연구가 확 되고 

있다. 본 연구에서는 상호 정보 특성 선택 알고리즘을 

용하 다. 사설 데이터셋의 인슐린 특성을 측하기 

해 극단 인 경사 부스 을 사용한 반지도 학습 모

델이 활용되었다. SMOTE(: Synthetic Minority 

Over-sampling Technique)와 ADASYN(: Adaptive 

Synthetic Sampling Approach) 방법이 클래스 불균형 

문제를 리하기 해 사용되었다. 의사 결정 트리, 

SVM(: Support Vector Machines), 랜덤 포 스트, 

로지스틱 회귀, KNN(: K-Nearest Neighbors)  다

양한 앙상블 기법과 같은 기계 학습 분류 방법을 사

용하여 어떤 알고리즘이 최상의 측 결과를 내는지 

결정하 다. 모든 분류 모델에 한 훈련  테스트 

후 제안된 시스템은 ADASYN 방법과 함께 XGBoost 

분류기에서 최상의 결과를 제공하 으며, 정확도는 

81%, F1 계수는 0.81, AUC(: Area Under the Curve)

는 0.84 다. 한 도메인 응 방법이 제안된 시스템

의 다양성을 보여주기 해 구 되었다. LIME(: 

Local Interpretable Model-Agnostic Explanation)  

SHAP(: Shapley Additive exPlanations) 임워크

를 사용한 설명 가능한 AI 근 방식이 모델이 최종 

결과를 어떻게 측하는지 이해하기 해 구 되었다.

이 연구는 기계 학습을 통한 당뇨병 측을 구 하

는 것에 하여 작성하 다. 주요 성과는 다음과 같

다. SMOTE와 ADASYN 기법은 클래스 불균형 문제

를 최소화하기 해 구 되었다. 이 작업에서는 하이

퍼 라미터 튜닝도 일부 수행하 다. SHAP과 LIME

라이 러리를 사용한 설명 가능한 AI 기법이 구 되

어 모델이 어떻게 결정을 측하는지 이해할 수 있다. 

이 근법은 어떤 특성이 측 측면에서 가장 요한 

역할을 하는지 해석하는 데 도움이 된다. 이 연구 개

발을 통해 최종 으로 선정된 최 의 모델로 웹과 어

리 이션을 개발하여 실시간 데이터로 즉시 측을 

할 수 있을 것으로 상한다. 본 연구에서 요한 

은 기계 학습  앙상블 기법을 사용하 다는 것이다. 

본 논문의 구성은 다음과 같다. 2장에서 련 연구를 

분석한다. 3장에서 본 연구에서 구 한 시스템을 이미

지  로우차트와 함께 설명한다. 연구의 최종 결과

는 4장에서 제시하 으며, 5장에서는 본 연구 결과를 

요약하면서 한계 을 살펴보고 추후 연구 방안에 

해 기술하 다.

Ⅱ. 련 연구

2.1 Deep Learning 근법

비지도 학습 근법인 딥 뉴럴 네트워크(DNN)를 

사용한 피마 인디언 당뇨병 데이터셋에 한 측 모

델은 98.16%의 정확도를 달성하 으며[1-2], 다섯 번

과 열 번의 교차 검증으로 속성을 훈련시키는 딥 뉴

럴 네트워크를 사용한 당뇨병 진단 략으로 얻어진 

정확도는 98.35%로 나타났다[3]. 이진 교차 엔트로피 

손실 함수와 여러 매개변수를 사용하는 모델을 제안

하 다. PIMA 데이터베이스에서 딥 뉴럴 네트워크를 

사용하는 측 모델은 약 99.41%의 성능을 보 으며
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[4], Bala 외는 VRC(심박수 변동)를 데이터로 사용하

고 CNN-LSTM( LSTM = Long Short Term 

Memory)을 사용하여 이상을 자동으로 감지하 다. 

5- 첩 교차 검증과 CNN을 사용하 고, 정확도는 

93.6%를 달성하 으며, CNN-LSTM 조합은 최  

95.1%의 정확도를 보 다[5]. 한 합성곱 장기 기억

(CLSTM) 기반의 근법이 제안되었으며, 당뇨병 분

류 모델이 개발되었고 Pima Indians Diabetes 

Database (PIDD)에서 기존 방법론과 비교되었다. 

CLSTM 모델에 의해 얻어진 결과는 다른 방법론보다 

높은 96.8%이고[6], PIMA를 사용하여 다양한 기계 

학습 알고리즘을 사용한 당뇨병 측 방법론을 제시

한 DL과 DT 데이터셋은 98.07%의 높은 정확도를 제

공하 다[7].

2.2 Machine Learning 근법

딥 러닝이 나타나기 이 에 기계 학습 알고리즘이 

큰 역할을 하는 주제로 당뇨병의 조기 진단이 있었다.

Naz 외는 기계 학습(ML) 알고리즘과 신경망(NN) 

방법이 사용하 는데 이 연구진은 로지스틱 회귀(LR)

와 서포트 벡터 머신(SVM) 모델이 88.6%의 정확도

로 당뇨병 측에 잘 작동한다는 것을 발견했다. 여섯 

가지 학습 기반 분류 방법이 온라인  오 라인 설

문지를 통해 수집된 데이터셋에 용되었으며, 동일한 

알고리즘이 PIMA 데이터베이스에도 용되었다. 실

험 결과, 데이터셋 pima에 한 랜덤 포 스트의 정

확도는 94.10%로, 다른 것들 에서 가장 높았다[25]. 

많은 데이터셋에서 많은 기계 학습 알고리즘을 훈련

한 SVM이 98.6%의 정확도로 다른 알고리즘을 능가

하는 것으로 나타났다[8]. Chowdary 외 연구자들은 

인도 피마 환자의 의료 기록에서 당뇨병을 효과 으

로 측하기 한 새로운 근법을 제안하 다. 데이

터 마이닝 차의 정확도를 높이기 해 수정된 J48 

분류기가 사용되었다. WEKA 데이터 마이닝 도구가 

MATLAB의 API로 사용되어 수정된 J-48 분류기를 

생성하 다. 실험 결과는 기존의 J-48 알고리즘보다 

크게 개선되었다는 것을 보여주었다. 제안된 알고리즘

이 99.87%의 정확도를 달성할 수 있다는 것이 증명되

었다[9]. Mat Jizat 외는 주성분 분석 방법을 통해 

요한 속성 선택이 이루어졌다. 그들의 연구 결과는 당

뇨병과 체질량 지수(BMI)  Apriori 방법을 통해 추

출된 포도당 수 과의 강력한 연 성을 나타냈다. 인

공 신경망(ANN), 랜덤 포 스트(RF)  K-평균 군

집 기법이 당뇨병 측을 해 구 되었다. ANN 기

법은 75.7%의 최고 정확도를 제공하 으며, 치료 결

정을 돕기 해 의료 문가에게 유용할 수 있다[10].

Ⅲ. 당뇨병 자동 측 시스템

자동 당뇨병 측 시스템을 설계하기 한 다양한 

기계 학습 기법의 작동 차와 구 은 다음과 같다. 

데이터셋을 수집하고 데이터셋에서 필요한 차이를 제

거하기 해 데이터 처리를 수행했다. 를 들면, 

null 값, 공백값 등을 평균 값으로 체하거나 불균형 

클래스 문제를 처리하는 것 등이다. 그 다음, 홀드아

웃 valid 기법을 사용하여 데이터셋을 학습 세트와 테

스트 세트로 분리했다. 다음으로, 이 데이터셋에 가장 

합한 분류 알고리즘을 찾기 해 다양한 분류 알고

리즘이 용되었다.

3.1데이터셋 수집 

Pima Indian 데이터셋은 기계학습분류를 해 공

개 으로 사용 가능한 오  소스 데이터셋[11]이다. 

이 데이터셋은 768명의 환자 데이터를 포함하고 있으

며, 그  268명이 당뇨병을 발병했다. 그림 1은 Pima 

Indian 데이터셋에서 당뇨병을 가진 사람들의 비율을 

보여 다. 표 1에 오  소스 Pima Indian 데이터셋의 

특징을 정리하 다.

그림 1. 데이터 세트에서 당뇨병을 앓고 있는 사람의 
비율

Fig. 1 Proportion of people with diabetes in the data 
set
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표 1. 피마 인디언 데이터 세트의 특징
Table 1. Features of the Pima Indian Data Set

Pregnancies
Skin 

thickness

Diabetes 
pedigree 
function

Glucose Insulin Age

Blood 
pressure

BMI

3.2 데이터셋 처리

데이터를 처리하며 병합된 데이터셋에서 몇몇 특이

한 0 값들이 발견되었다. 를 들어, 피부 두께와 체

질량 지수(BMI)는 0이 될 수 없다. 0 값은 해당 평균 

값으로 체되었다. 훈련  테스트 데이터셋은 

holdout 검증 기법을 사용하여 분리되었으며, 80%는 

훈련 데이터, 20%는 테스트 데이터로 사용되었다.

그림 2는 이 데이터셋의 다양한 특징들, 즉, 각 속

성의 요도를 보여 다. 를 들어, 이 그림에 따르

면, 당뇨 유  기능은 이 상호 정보량 기법에 따라 덜 

요해 보인다.

그림 2. 항목별 특징의 요도
Fig. 2 Importance of characteristics for each item

이 연구에서는 공개 소스인 Pima Indian 데이터셋

과 사 인 RTML(: Real-Time Machine Learning) 

데이터셋을 결합하여 사용했다. 반지도 학습 방식을 

사용하여 측하 으며 수집된 데이터셋을 Pima 

Indian 데이터셋과 병합하기 에, 극단  경사 부스

 기법(XGB regressor)을 사용하여 모델을 생성했

다. 다양한 회귀  앙상블 학습 기법은 락 된 값 

측에 성공 으로 사용되었다. RTML 데이터셋의 

인슐린 특징을 Pima Indian 데이터셋에서 측하기 

한 최 의 회귀 기법을 선택하면서 범 한 조사

가 수행되었다. RTML 데이터셋에 실제 인슐린 값이 

없었기 때문에, Pima Indian 데이터셋을 기에 사용

하여 최상의 회귀 모델을 선택했다. 처음에 Pima 

Indian 데이터셋은 8:2의 비율로 나 어졌고, 세 가지 

지도 학습 회귀 모델, 즉 극단  경사 부스  기법

(XGB), 서포트 벡터 회귀(SVR), 그리고 가우시안 

로세스 회귀(GPR)가 사용되어 Pima Indian 데이터셋

의 검증 샘 의 선택된 결과, 즉 인슐린을 측하기 

해 식(1)이 용되었다.

SE 


N
i 
N
Pr  

     ⋯ (1)

아래 표2에 따르면 XGB 기법은 Pima Indian 데이

터셋에서 인슐린에 한 최소 RMSE(: Root Mean 

Square Error)를 보여 다. 따라서 이 모델은 Pima 

Indian 데이터셋에서 수집된 RTML 데이터셋의 락

된 인슐린 열을 측하는 데 사용되었다. RTML 데

이터셋에서 인슐린을 측하는 작업 단계는 그림 4에

서 설명되어 있다. 반지도형 학습 후, 인슐린 특성을 

측하고 RTML 데이터셋을 Pima Indian 데이터셋과 

병합했다. 병합된 데이터셋은 모든 특성을 포함하고 

있으며, 상호 정보에 따라 가장 요하지 않은 특성인 

당뇨병 유 자 함수를 제외하고 877개의 데이터를 포

함하고 있다.

표 2. 피마 인디언 데이터 세트의 다양한 회귀 모델 RMSE
Table 2. RMSE of various regression models on the Pima 

Indian dataset

Regression model RMSE

XGB 0.36

SVR 0.45

GPR 0.43

3.3 기계학습 분류

당뇨 측 알고리즘을 구 하기 해 다양한 기계 

학습  앙상블 기법을 사용했다. GridSearchCV 

임워크는 모든 기계 학습 모델에 한 다양한 하이

퍼 라미터의 최  값을 찾기 해 사용하 으며 이

를 통해 과 합을 방지하려고 했다.
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∙ 결정 트리: 결정 트리는 규칙의 집합으로 제공

되는 학습 함수를 나타낸다. 결정 트리 학습 기법은 

이산 값 목표 함수를 근사화하는 방법을 수행한다. 지

니 계수나 엔트로피는 정보 획득을 결정하는 데 사용

되며, 이 계수를 기반으로 각 노드가 선택된다. 이 계

수는 다음과 같이 표 된다.

  
 



  
           ⋯ (2)

 
 



 log         ⋯ (3)

식(2)와 (3)에서 n은 고유한 클래스 값의 수를 나

타낸다. 이 로젝트에서 사용된 데이터셋에서 

GridSearchCV 하이퍼 라미터 조정을 사용하여 

maxdepth=2, minimumsamplesleaf=50  'Gini' 불순

도 지표가 잘 작동함을 확인했다.

∙ KNN 분류기: K개의 가장 가까운 분류기를 사

용하여 이산 값 함수를 근사화할 수 있다. 분류를 

해 사용 가능한 훈련 들로 평면을 생성하고 쿼리와 

훈련된 들 간의 거리를 계산한다. K(데이터셋에 따

라 다름) 개의 이웃을 결정하고 다수결로 분류한다. 

이 로젝트에서는 2진 분류를 해 K=5를 사용했다.

∙ 랜덤 포 스트: 랜덤 포 스트는 여러 결정 트

리의 측을 평균화하는 기계 학습 시스템이다. 결과

으로 랜덤 포 스트는 앙상블 학습 모델로 간주될 

수 있다. 이 로젝트에서는 하이퍼 라미터 튜닝을 

통해 estimator=400, minimumsamplesleaf=5, 'Gini' 

불순도 지표를 용한 랜덤 포 스트를 사용했다.

∙ 서포트 벡터 머신(SVM): SVM은 최 의 평

면을 선택하여 지도 분류를 수행한다. 이 연구에서는 

훈련 세트에서 다양한 SVM 커 을 실험했다. 최종

으로 linear 커 , 라미터 C=10  gamma=1을 가

진 SVM이 이 데이터셋에서 최상의 결과를 생성함을 

발견했다.

∙ 로지스틱 회귀: 로지스틱 회귀는 2진 클래스를 

측하는 데 사용할 수 있다. 결과를 측하기 해 

'S' 형 함수를 합한다. 하이퍼 라미터 최 화 기법

은 로지스틱 회귀 모델의 수렴을 한 최  반복 횟

수를 150으로 결정했다.

∙ AdaBoost: AdaBoost는 앙상블 기법이다. 이 분

류기는 원래의 데이터셋에서 기 작업을 수행한 다

음 동일한 데이터셋에 분류기의 반복된 사본을 합

한다. 이 임워크는 연속 인 분류기가 어려운 상

황에 더 집 하도록 잘못 분류된 인스턴스의 가 치

를 조정한다. 본 연구에서는 AdaBoost를 

estimator=50  학습률 0.10으로 용했다.

∙ XGBoost: XGBoost는 결정 트리를 기반으로 한 

앙상블 기계 학습 기법이며, 그래디언트 부스  근

법을 사용한다. 

∙ Voting classifier: 분류를 개선하기 해 투표를 

사용하는 앙상블 기법이다. 이 연구에서는 'soft' 투표 

하이퍼 라미터를 사용하여 각 분류기가 측한 다수

의 클래스를 선택하는 투표 분류기를 구 했다.

∙ Bagging: Bagging은 원래 데이터셋의 무작  

부분 집합에 기본 분류기를 용하는 앙상블 분류방

식이다. 그리고 개별 측을 집계하여 최종 분류를 생

성한다. 구 된 배깅 분류기는 기본 추정량이 500, 최

 샘  수는 100, 그리고 out-of-bag 수는 'True'

로 설정되어 다양한 하이퍼 라미터로 사용된다.

3.4 당뇨 측 시스템 결과

제안된 당뇨 측 시스템의 결과와 내용에 해 정

리하 다. 먼  다양한 기계 학습 기술의 성능에 해 

논의한다. 정 도, 재 율, F1 수, AUC  분류 정

확도를 사용하여 다양한 ML 모델을 평가하 다. 이

러한 지표의 방정식은 다음과 같이 표 된다. 

Pr


              ⋯ (4)




                 ⋯ (5)

Pr
× ×Pr

   ⋯ (6)

 여기서 TP는 모델이 정 으로 측하고 결과도 

정 인 것을 나타낸다. FP는 모델이 정 으로 

측은 하지만 결과는 부정 인 것을 나타낸다. TN은 

모델이 부정 으로 측하고 결과도 부정 인 것을 

나타낸다. FN은 모델이 부정 으로 측하지만 결과
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는 정 인 것을 나타낸다. 이번 연구에서는 모든 기

계 학습 모델에 해 계층화된 8:2 훈련-테스트 분할

을 가진 홀드아웃 검증 방식이 사용되었다. 

표 3. 데이터 세트의 SMOTE 기법을 사용한 알고리즘의 
성능 지표

Table 3. Performance metrics of the algorithm using SMOTE 
technique on the dataset

Classifier
Precis
ion

Recall
F1 

Score
Accur
acy

AU
C

Logistic 
regression

0.78 0.77 0.77 77% 0.88

KNN 0.78 0.76 0.76 76% 0.85

Random 
forest

0.78 0.78 0.78 78% 0.87

Decision 
tree

0.75 0.73 0.73 73% 0.75

Bagging 0.80 0.79 0.79 79% 0.87

Adaboost 0.79 0.78 0.78 78% 0.85

XGboost 0.78 0.78 0.78 78% 0.84

Voting 0.79 0.79 0.79 79% 0.86

SVM 0.78 0.75 0.76 75% 0.87

표3은 SMOTE 합성 오버샘 링 기술로 병합된 데

이터 세트에 한 다양한 분류기의 성능 지표를 비교

한다. 이 표에 따라, 배깅 분류기는 79%의 정확도와 

각각 0.79와 0.87의 F1 수와 AUC로 가장 좋은 

반 인 성능을 보인다.

표 4. 데이터 세트에서 adasyn을 사용하는 다양한 
알고리즘의 성능 지표

Table 4. Performance metrics of various algorithms using 
adasyn on our dataset

Classifier
Prec
ision

Rec
all

F1 
Scor
e

Accu
racy

AU
C

Logistic 
regression

0.76 0.75 0.75 75% 0.84

KNN 0.76 0.73 0.73 73% 0.82

Random 
forest

0.76 0.76 0.76 76% 0.84

Decision 
tree

0.81 0.72 0.72 72% 0.78

Bagging 0.80 0.79 0.79 79% 0.84

Adaboost 0.75 0.76 0.76 76% 0.84

XGboost 0.81 0.81 0.81 81% 0.84

Voting 0.77 0.77 0.77 77% 0.84

SVM 0.78 0.78 0.77 78% 0.83

표4는 병합된 데이터 세트에서 ADASYN 방법을 

사용하여 모든 분류기의 다양한 성능 지표를 보여

다. 표3에 따라 XGBoost 임워크는 81%의 정확도

와 0.84 AUC로 다른 분류기보다 더 나은 성능을 보

인다. 반 로, 의사결정트리 방법은 가장 낮은 정확도

와 F1 수를 보인다.

(1) 도메인 응 근법

본 연구에서 용된 도메인 응 근법은 다음과 

같은 결과를 보여 다. 기계 학습 모델은 다른 샘 , 

즉 원본  상 데이터 세트에서 각각 훈련  평가

했다. 기에  당뇨병 측 모델은 크기가 더 큰 오  

소스 Pima Indian 데이터 세트에서 훈련하 다. 마지

막으로, 이 모델은 훨씬 작은 차원의 사설 RTML 데

이터 세트에서 평가된다. 표4는 사설 데이터 세트의 

성능 지표를 보여 다. 이 경우에 훈련 데이터 세트에

서 XGBoost와 ADASYN 임워크가 용되었다.

표 5. 라이빗 데이터 세트의 성능 메트릭(도메인 응기술)
Table 5. Performance metrics for private data sets (domain 

adaptation technology)

Precision Recall F1 Score Accuracy

0.95 0.96 0.95 96%

(2) ADASYN을 사용한 XGBoost의 혼동 행렬

그림3은 ADASYN을 사용한 XGBoost의 혼동 행

렬을 나타낸다. 이 그림에 따르면 XGBoost 기법은 

TP = 43  TN = 98로 141개의 인스턴스를 올바르

게 분류했다. 

그림 3. ADASYN 기술이 용된 XGBoost의 매트릭스 
Fig. 3 Matrix of XGBoost with ADASYN technology
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ADASYN 근법을 사용한 XGBoost의 ROC(: 

Receiver Operating Characteristic ) 곡선은 그림4에 

나타나 있다. 이 그림은 XGBoost의 AUC 값이 0.84

임을 보여 다.

그림 4. ADASYN을 사용한 XGBoost의 ROC 곡선  
AUC 

Fig. 4 ROC curve and AUC for XGBoost with ADASYN

다음으로, SHAP  LIME 임워크를 사용한 

설명 가능한 AI 기법이 구 되어 모델이 어떻게 결정

을 측하는지 이해한다. 그림5는 설명 가능한 AI, 

SHAP 라이 러리를 사용하여 ADASYN과 함께 사

용한 XGBoost의 특징 요도를 보여 다.

 

그림 5. XGBoost와 ADASYN기능의 요도에 한 AI 
해석 

Fig. 5 AI analysis of the importance of XGBoost and 
ADASYN functions

그림 6은 LIME 설명 가능한 AI 방법으로 구 된 

XGBoost 모델의 해석을 보여 다. 이 그림에 따르면, 

모델은 이 특정한 사람에 해 당뇨병을 80%의 확신

으로 올바르게 측한다. ML모델은 이 사람이 140.25

보다 높은 포도당 수 을 가지고 있으며 6회 이상의 

임신을 경험했기 때문에 이 클래스를 측한다. 

그림 6. LIME AI 측 해석
Fig. 6 LIME AI Predictive Analysis

마지막으로, 이 연구의 당뇨병 측 시스템은 

ADASYN과 함께 XGBoost 머신러닝 임워크를 

사용하여 테스트를 진행하 다. 그림 7은 설계된 테스

트 애 리 이션을 사용하여 실제 데이터로 즉시 당

뇨병 측을 보여 다.

그림 7. LIME AI 측 해석 테스트 어 리 이션을 

통한 당뇨 측

Fig. 7 Diabetes prediction through LIME AI predictive 
interpretation test application

마지막으로 Pima Indian 데이터셋의 인슐린 특성

을 제거하여 RTML 데이터셋과의 일 성을 유지하는 

시나리오를 고려하 다. 표 6은 인슐린 특성을 제거한 

후 병합된 데이터셋의 다양한 성능 지표를 보여 다. 

이 표에 따르면, 모든 측 모델의 성능이 하되었음

을 확인할 수 있다.

표 6. 병합된 데이터 세트의 성능 메트릭(인슐린 피마 
인디언에서 제거됨)]

Table 6. Performance metrics from merged dataset (removed 
from Insulin Pima Indian)]

Classifier
Precis
ion

Recall
F1 

Score
Accur
acy

AdaBoost 0.73 0.71 0.72 72%

Random 
Forest

0.72 0.70 0.71 71%

XGBoost 0.74 0.73 0.73 74%
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Ⅳ. 연구 결과

4.1 알고리즘별 성능검증

표 7에 Pima Indian 데이터셋에 한 유사한 로

젝트( 퍼런스)와 본 연구의 당뇨병 측 시스템의 

성능 비교를 정리하 다. 표의 메트릭에 따라, 제안된 

ADASYN을 사용한 XGBoost 기법은 정확도와 F1 

수 측면에서 부분의 기존 이스를 능가하 다. (데

이터의 양과 분석 방법에 차이가 있을수 있음.)

표 7. 제안 시스템과 유사한 당뇨 측 비교
Table 7. Experimental results

Classifier
F1 

Score
Accurac

y
Other 

metrics

Deep belief 
network model

0.81 N/A
Presicion: 0.68
Recall: 1.0

SVM with 
RBF kernel 

82%

SVM 0.73 75%
Presicion: 0.72
Recall: 0.75

Ensemble(XGB
oost)

0.81 88.8%
Presicion: 0.84
Recall: 0.79

Soft voting 0.72 79.1%
Presicion: 0.73
Recall: 0.72

XGBoost with 
ADASYN

0.81 88.5%
Presicion: 0.82
Recall: 0.80

이 로젝트의 목 은 기계 학습을 활용해 당뇨를 

자동으로 측하는 것이다. Pima Indian 데이터셋과 

캐 , UCI 데이터를 포함한 새로운 RTML 데이터셋

을 사용하 다. RTML 데이터셋의 락된 인슐린 특

성 값은 Pima Indian 데이터셋에서 측하 다. 로

젝트 결과, XGB 회귀 기법은 인슐린을 측하는 데 

가장 낮은 RMS(: Root mean square) 오차를 달성했

다는 것을 확인하 다. 상호 정보 기반 특성 선택 알

고리즘은 당뇨병 측에서 루코스 수 , BMI, 나이, 

그리고 인슐린이 가장 요한 특성임을 나타냈다. 

SMOTE와 ADASYN 합성 데이터 오버샘 링  하

이퍼 라미터 최 화 기법을 용하 다. ADASYN

을 사용한 XGBoost 기법은 최상의 성능을 보 다. 

LIME  SHAP 해석 가능한 AI 임워크는 ML 

근법에 의해 제공된 측을 해석하 다. 이 연구의 

한계는 사용된 RTML 데이터셋의 인슐린 특성을 사

용할 수 없다는 것이다. XGB 회귀자로부터 얻은 인

슐린 측과 Pima India 데이터셋의 평균  앙값

에서 생성된 측은 분류 정확도에 해 각각 약 

1.33%와 2.33%의 평균 편차를 포함하 다.

4.2 최종 모델 

 딥 러닝을 사용한 많은 연구가 좋은 결과를 얻었

다. 이 연구는 Pima Indian Diabetes Dataset (PIDD), 

Deep Neural Network(DNN)  10 k-fold 교차 검증

을 사용하여 모델을 평가하는 데 구 되었다. 분류 작

업에서 데이터베이스 내의 클래스 분포는 균형을 이

루지 못할 수 있다. k-fold 교차 검증은 pima 데이터

셋의 사용 가능한 데이터를 더 잘 활용하는 데 도움

을 주었다. k-fold 교차 검증 차가 끝나면 k개의 성

능 수가 얻어진다. 이 k개의 성능 수의 평균과 

표  편차를 계산하여 검증 성능의 편향과 분산을 추

정할 수 있다. 결과 으로 10 fold 교차 검증은 DNN

과 PIDD에 구축된 모델의 성능을 하시킬 수 있다

는 것을 보여주었다. 이 연구에서는 DNN을 사용한 

당뇨병 측에 한 이  연구의 비교 분석을 제공하

여 10 k-fold 교차 검증과 DNN이 당뇨병 측 모델

의 성능을 어떻게 하시키는지 보여 다.

Ⅴ. 결론

본 연구에서는 당뇨병은 세계 으로 가속화되고 있

는 한 건강 험 요소로, 이로 인해 수명과 삶의 

질이 하되고 있다. 특히 기 단계에서의 진단은 생

명을 구하고, 장기 인 합병증을 방하는데 결정 인 

요성을 갖는다. 그러나 실에서는 많은 국가, 특히 

개발 이거나 후진국에서 이러한 기 단계 측의 

요성을 충분히 인식하지 못하고 있다.

기계 학습  딥 러닝은 이러한 문제의 해결 방안 

 하나로 떠오르고 있다. 본 보고서에서 소개된 연구

는 Pima Indian 데이터셋을 심으로 다양한 기계 학

습 모델을 활용한 당뇨병 측 시스템을 제안하고 평

가하 다. 특히, 데이터 불균형 문제를 해결하기 한 
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SMOTE와 ADASYN 처리 기법의 용, 그리고 여

러 머신러닝  앙상블 기법의 성능을 비교 분석하

다. 이 에서도 XGBoost 분류기는 81%의 높은 정확

도를 보 고, 이를 바탕으로 도메인 응 기법의 활용 

가능성을 제시하 다.

그러나 이러한 높은 성능에도 불구하고 k-fold 교

차 검증을 통한 결과는 모델의 효율성 감소를 시사하

다. 이는 향후 연구의 방향성을 제시하며, 더 큰 환

자 집단  추가 데이터 확보, 그리고 다양한 기술 결

합을 통한 최 화 방안을 탐색할 필요성을 강조한다.

기계 학습과 딥 러닝을 활용한 당뇨병 측은 매우 

유망한 분야로, 이를 통해 기 단계에서의 당뇨병 진

단  방이 가능하게 된다. 본 연구의 실질 인 효

용은 그것이 어떻게 실 세계의 문제, 특히 기 단

계에서의 당뇨병 진단에 어떻게 용될 수 있는지에 

한 근거에 크게 의존하게 된다. 이후의 연구는 다양

한 인구집단과 다양한 지역에서 얻은 데이터를 사용

하여 모델의 측 능력을 향상시키는 방향으로 진행

될 필요가 있으며 특히 각기 다른 생활 습 , 유  

특성, 그리고 환경  요인을 가진 인구집단에서 모델

의 일반화 능력을 검증하는 데에 요하게 작용할 것

으로 단된다.  최 의 성능을 발휘하는 모델을 개발

하는 것 외에도, 모델의 측과 결정 과정을 투명하고 

이해하기 쉽게 만드는 것이 필수 이다. 의료분야에서

의 결정은 생명과 직결되어 있기 때문에, 모델이 어떠

한 기반 에서 측을 수행하는지를 명확히 악하

고, 그 과정을 검증할 수 있어야 한다. 이해 가능한 

AI를 구 하는 다양한 기법들, 를 들어 SHAP, 

LIME과 같은 모델 해석 기법이 연구에 극 통합되

어야 한다. 추후 확장된 당뇨 측 모델 연구에서는 

모델 개발 과정에서의 편향성을 최소화하고, 데이터 

보안  라이버시를 보장하는 기술 인 방안을 탐

구하며, 윤리 인 기 과 법 인 규제를 반 한 실용

 모델 개발이 필요하다.

“본 연구는 과학기술정보통신부  정보통신

기획평가원의 지역지능화 신인재양성(Grand IC

T연구센터) 사업의 연구결과로 수행되었음” (IIT

P-2023-2020-0-01489)
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