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1. 서론

국내 씬파일러(Thin Filer)의 수가 1200만명을 

넘어서며, 신용등급에 따른 금융 양극화가 심각해

지고 있다(김나경, 김예지, 2023; 김정산, 2023). 
씬파일러는 주로 취업준비생, 사회초년생, 노년층, 

주부 등 금융거래 실적이 적은 ‘금융이력부족자’를 
의미한다(기획재정부, 2021). 이들은 대출, 신용

카드 등 상환능력을 평가할 수 있는 거래 이력의 

정보가 부족하기 때문에 일반적으로 신용점수가 

낮게 평가된다(권영탁, 2021). 실제로 2022년 말 
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국내 씬파일러(Thin Filer)의 수가 1200만명을 넘어서며, 금융 업계에서 씬파일러의 신용을 정확히 평가하여 우량고객

을 선별해 대출을 공급하는 시도가 많아지고 있다. 특히, 차주의 신용정보에 존재하는 비선형성을 반영하여 채무불이행을 

예측하기 위해서 다양한 머신러닝 알고리즘을 활용한 연구가 진행되고 있다. 그 중 그래프 신경망 구조(Graph Neural 
Network)는 일반적인 신용정보 외에 대출자 간의 네트워크 정보를 반영할 수 있다는 점에서 데이터가 부족한 씬파일러의 

채무 불이행 예측에서 주목할 만하다. 그러나, 그래프 신경망을 활용한 기존의 연구들은 신용정보에 존재하는 다양한 범

주형 변수를 적절히 처리하지 못했다는 한계가 있었다. 이에 본 연구는 범주형 변수의 맥락적 정보를 추출할 수 있는 트

랜스포머 메커니즘(Transformer mechanism)과 대출자 간 네트워크 정보를 반영할 수 있는 그래프 합성곱 신경망(Graph 
Convolutional Network)를 결합하여 효과적으로 씬파일러의 채무 불이행 예측이 가능한 TeGCN (Transformer embedded 
Graph Convolutional Network)를 제안한다. TeGCN는 일반 대출자 데이터셋과 씬파일러 데이터셋에 대하여 모두 베이스

라인 모델 대비 높은 성능을 보였으며, 특히 씬파일러 채무 불이행 예측에 우수한 성능을 달성했다. 본 연구는 범주형 변

수가 많은 신용정보와 데이터가 부족한 씬파일러의 특성에 적합한 모델 구조를 결합하여 높은 채무 불이행 예측 성능을 

달성했다는 시사점이 있다. 이는 씬파일러의 금융소외문제를 해결하고 금융업계에서 씬파일러를 대상으로 추가적인 수익

을 창출하는데 기여할 수 있을 것이다.
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의 신용평점에 따르면 씬파일러의 99.9%는 800점 

미만의 중･저신용자에 해당했다. 이들은 과소평가

된 신용점수로 인해 금융서비스에서 소외되고 있다. 
최근 들어 씬파일러의 채무 이행 능력을 정확히 

평가하여 신규 고객으로 확보하려는 기업들이 

많아지고 있다(김하영 등, 2022). 먼저, 이는 씬

파일러가 갖춘 경제적 성장가능성에 기인한다

(네이버 테크핀 리포트, 2021). 씬파일러의 46%는 
2030세대인 것(김연정, 2021)으로 나타났는데, 
이들은 향후 소득 수준이 증가할 것으로 예상된다

(통계청, 2021). 이에 씬파일러 고객을 미래 장기

고객으로 유치하고자 하는 것이다. 또한, 씬파일러 
대출상품에 대한 인센티브가 증가하는 점 역시 

씬파일러에 대한 관심이 높아지는 이유이다. 금융

당국은 2022년 가계대출 총량 규제에서 중금리 

대출을 제외했다(김유진, 2022). 이로 인해 은행

들은 빠르게 성장할 것으로 기대되는 씬파일러 

대출 시장을 잡기 위해 씬파일러 고객의 신용을 

정확히 측정할 수 있는 신용평가모형에 많은 투

자를 하고 있다.
이에 머신러닝, 딥러닝 알고리즘을 활용하여 

채무 불이행 예측모델을 개발하는 연구들이 활

발하게 진행되고 있다(엄하늘 등, 2020). 일례로, 
이군희 등(2017)은 합성곱 신경망(Convolutional 
Neural Network)를 활용한 딥러닝 신용평가모형을 
개발하였다. 또한 오윤설(2020)은 K-평균 군집화, 
XGBoost, Random Forest 등의 모델을 활용한 P2P 
대출상환 여부 예측모델을 개발하였다. 이우형

(2018)은 확률기반 부스팅을 활용하여 중･저신용

자에 특화된 신용평가모형을 제안하였으며, 로지

스틱 회귀를 활용하여 신용점수를 도출하는 모델 
역시 개발되기도 하였다(Woo and Sohn, 2022).

최근에는 대출 신청자 간의 관계를 반영한 네트

워크 정보를 활용하여 신용정보의 부족을 해소

하고, 정확하게 채무 불이행을 예측하는 연구들이 
주목받고 있다(Calabrese et al., 2017; Agosto et 
al., 2019). 대표적으로, 대출 신청자의 가상 공간 

관계를 활용하여 네트워크 구조를 생성한 연구

(Lee et al., 2021), 그래프 합성곱 신경망(Graph 
Convolutional Network, 이하 GCN)을 활용하여 

신용평가 시 발생하는 신용정보 결측치 문제를 

완화한 연구(Li et al., 2022; Lee et al., 2021)가 존

재한다. 그러나, 대출 신청자의 네트워크 정보를 

활용하는 기존 연구들은 신용평가 모델 학습을 

위해 효과적인 범주형 변수 처리를 고려하지 못

했다는 한계가 존재한다. 일반적으로 개인신용

정보는 연속형 변수와 범주형 변수가 혼합되어 

있는 형태를 띈다(유성준, 박나리, 2020). 하지만 

기존 연구는 주로 범주형 변수의 처리를 유클리드 
공간의 벡터로 처리하기 위해 원-핫 인코딩을 수행

하였다. 원-핫 인코딩은 매우 높은 차원의 벡터 

표현으로 인해 모델의 학습 성능이 떨어지고 컴퓨팅 

비용이 증가하는 문제를 야기할 수 있다(Vong et 
al., 2019; Seger, 2018). 따라서 다양한 범주형 변수

를 포함하고 있는 신용 데이터를 적절히 표현하고, 
신용 정보가 부족한 씬파일러의 특징을 반영할 수 

있는 차별화된 신용평가모델 구조가 필요하다.
이에 본 연구는 범주형 변수의 맥락을 반영한 

임베딩이 가능한 Tab Transformer 구조와 씬파일

러의 네트워크 정보를 반영한 TeGCN (Transformer-
embedded Graph Convolutional Network) 모델을 

제안한다. 기존의 머신러닝/딥러닝 기반 채무 불

이행 예측모델과 달리, TeGCN 모델은 신용정보에 

존재하는 다양한 범주형 변수를 효과적으로 처

리할 수 있으며, 씬파일러의 데이터 부족 문제를 

차주 네트워크를 통해 극복할 수 있다. 이를 통

해 씬파일러의 채무 불이행을 정확히 예측하고, 
금융 소외 문제 해결에 기여할 수 있다.
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2. 개념  배경

채무 불이행 예측은 대출자 또는 대출 예정자

가 앞으로 채무를 이행할 가능성을 예측하여, 그 

가능성이 높은 그룹과 낮은 그룹으로 분류하는 

작업을 의미한다(Zhou & Wang, 2012). 채무 불

이행 예측은 은행 등 금융사들의 가장 중요한 관

심사 중 하나이다(Abraham & Zhang, 2008). 채무 

불이행은 은행의 자본 적정성(capital adequacy)
에 문제를 야기하고, 심할 경우 뱅크런까지 이어

질 수 있기 때문이다(Li et al., 2022). 이에 은행

들은 다양한 방법론을 활용하여 채무 불이행을 

예측하고자 노력해왔다(Baesens et al. 2003). 그
러나 전통적인 통계기반 모델은 경제, 금융, 신
용 변수 간의 비선형적인 관계를 측정하는데 적

절하지 않은 것으로 드러났다(Zhang et al., 2023; 
김명종, 2012). 따라서, 최근에는 복잡한 비선형 

관계를 다루기 위한 머신러닝, 딥러닝 기반의 채무 
불이행 예측 연구가 주목을 받고 있다(Luo et al., 
2017; Zhou et al., 2020).

2.1 기계학습 기반 채무 불이행 측

머신러닝, 딥러닝 기반 모델은 우수한 결과를 도출

하기에 신용평가기관에서 고객 대출금액 산출이나 
위험예측 등에 활발하게 활용되고 있다(김성진, 
안현철, 2016). 먼저 He and Fan (2021)은 앙상블 

기법을 활용하여 채무 불이행을 예측하는 모델

을 개발했다. 이때, LightGBM과 합성곱 신경망을 

앙상블하여 변수 표현(feature representation)을 학습

한 뒤 Inner Product-based Neural Network(IPNN)을 
분류기로 활용했다. 이외에도 다양한 샘플링 기법과 
머신러닝 알고리즘을 결합하여 채무 불이행 예측

모델을 개발한 사례 역시 존재한다. Moscato et al. 

(2021)은 랜덤 언더 샘플링, 랜덤 오버 샘플링, 
SMOTE 샘플링 등 서로 다른 샘플링 기법을 활용

하여 로지스틱 회귀, 랜덤포레스트, MLP(multi-Layer 
Perception) 모델을 각각 학습시켰다. Fu et al. 
(2020)은 P2P 플랫폼 내의 리뷰에 주목하였다. 
이 연구는 P2P 플랫폼 이용자들이 작성하는 리

뷰에서 BiLSTM 모델을 활용하여 주요 키워드를 

추출하였다. 이후 추출한 키워드를 바탕으로 감

성점수 등 변수들을 생성하여 채무 불이행을 예

측했다. 위 연구에서 제안한 다양한 모델은 기존 

머신러닝 모델 대비 분류 성능 기준으로 더 나은 

성능을 달성했다.
이렇듯 딥러닝 및 머신러닝을 활용한 채무 불

이행 예측에 대한 연구가 지속적으로 진행되고 

있음에도 불구하고, 여전히 그 범위는 제한적이다. 
이는 과거 대출 데이터의 부족과 대출 신청자의 

불완전한 프로필 및 누락된 정보 처리의 어려움 

때문에 발생하는 정확성의 한계 때문이다(Li et 
al., 2022). 이러한 한계점을 극복하기 위해 채무

자 간 관계성을 추가적으로 활용하는 연구들이 

증가하고 있다(Lee and Sohn, 2021). 본 연구는 

데이터 간 관계성을 효과적으로 모델링할 수 있

는 그래프 신경망(Graph Neural Network)를 활용

하여 채무자 간 관계 네트워크를 형성하고, 이를 

바탕으로 데이터 누락문제를 해결하고자 한다.

2.2 그래  합성곱 신경망 기반 채무 불이행 

측

네트워크 데이터는 복잡하고 비구조적인 특성을 

갖기에 정형 데이터에서 사용되는 일반적인 모델 

구조로는 처리가 제한적이다. 이에 네트워크에서 

정보를 효과적으로 학습할 수 있는 모델 구조가 

필요하다(Muñoz-Cancino et al., 2023). 네트워크 
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데이터를 처리하기 위해 등장한 그래프 신경망

은 데이터 개체 간의 연결을 그래프 형태로 모델

링하여 이웃 정보의 특징을 효과적으로 포착할 

수 있으며, 네트워크 기반 변수에서 고차원적인

(higher-order) 이웃 관계 분석을 통해 숨겨진 패

턴을 반영할 수 있다는 장점이 있다(Lagasio et 
al., 2022). 그 중, 합성곱 연산을 활용하는 GCN
은 그래프 형태의 데이터에서 각 노드의 고유한 

특징과 노드 간의 관계를 이용해 분류 문제를 해

결하기 위해 제안된 딥러닝 기법이다(Kipf & 
Welling, 2016). GCN은 노드 간의 복잡한 관계를 

효과적으로 반영함으로써, 네트워크 내의 잠재

된 패턴을 파악하고 분석할 수 있다(Lee et al., 
2021; Li et al.,2022). 따라서, 해당 구조를 통해 

대출 신청자 간의 관계성 정보를 학습하고 채무 

불이행을 예측하는 연구들이 증가하고 있다(Li 
et al., 2022, Lee et al., 2021).

먼저, Shumovskaia et al. (2021)은 대출 신청자 

간의 연결 강도와 고객 간 이체의 규칙성 사이에 

밀접한 연관성이 있다는 점에 주목하였다. 이를 

바탕으로, 그들은 대출 고객 네트워크를 분석하

기 위한 GCN 기반의 노드 간 링크 예측 모델을 

제안하였다. 해당 모형은 채무 불이행 예측을 직

접으로 수행하는 방법론은 아니었으나, 그래프 

구조를 활용함으로써 신용 평가의 정확성을 향

상시킬 수 있는 가능성을 보여주었다. 
Lee et al. (2021)은 대출 신청자 간의 관계를 

중요한 정보 중 하나로 파악하고, GCN 기반의 

채무 불이행 예측 모델을 개발하였다. 이 연구에서는 

대출 신청자의 정보를 대출 정보, 신용 이력 정보, 
그리고 차주 간 관계성 정보 세 가지 카테고리로 

세분화하였다. 이를 위해, 해당 정보 유형을 효과

적으로 반영할 수 있는 세 개의 그래프 모델을 

독립적으로 구성하였으며, 이를 통합하는 방식

으로 대출 신청자의 복합적인 특성을 포착하였다.
Li et al. (2022)은 유사한 대출 신청 기록이 유사

한 채무 불이행 위험으로 연결될 가능성에 집중

하였다. 이에 무방향 그래프 기반의 GCN 모델을 

제시하였으며, 해당 모델은 유사한 이웃 노드 간의 

연결을 포착하여 채무 불이행 예측에 있어 누락된 

값을 보완하는 부가 정보로 활용하였다. GCN 등 

머신러닝/딥러닝 방법론을 활용하여 채무 불이행 

예측 모델을 개발한 선행연구들은 표 1과 같다.
그러나 기존 연구에서는 그래프 네트워크를 

이용하여 대출 신청자 간의 연결 정보를 계산하는 

과정에서 범주형 변수를 적절히 처리하지 못한 

자 방법론 활용 데이터

He & Fan (2021) LightGBM, CNN DefaultData dataset, PPDai dataset

Moscato et al. (2021) Logistic Regression, MLP, Random Forest Lending Club

Fu et al. (2020) BiLSTM Wangdaizhijia (중국 P2P 대출 플랫폼)

Lee and Sohn (2021) Spatial Probit Model Lending Club

Shumovskaia et al. (2021) GCN Fund Transfers Dataset

Lee et al. (2021) GCN Lending Club

Li et al. (2022) GCN Home Credit Default Risk dataset, Lending Club

<표 1> 머신러닝/딥러닝을 활용한 채무 불이행 예측 연구
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한계점이 있다(Lee et al., 2021). 수치형 변수 간

의 유사도는 유클리드 거리 등으로 비교적 쉽게 

계산할 수 있으나, 범주형 변수는 이러한 방식의 

유사도 계산이 불가능하다. 이로 인해, 대출자 

간의 관계를 정확하게 측정하는데 있어 어려움이 
존재하며, 대출자 정보의 범주형 변수를 효과적

으로 반영할 수 있는 새로운 접근 방식이 필요하다.

2.3 범주형 변수 임베딩

머신러닝 알고리즘들은 수치형 변수만을 입력

값으로 고려하기 때문에, 범주형 변수들을 수치형

으로 변환하는 것이 필수적이다(Dahouda & Joe, 
2021). 이에 많은 연구에서는 원-핫 인코딩(one-hot 
encoding)과 같은 방법을 통해 문자열 값을 수치형

으로 변환하여 범주형 변수를 다루려고 하였다. 
그러나 원-핫 인코딩된 변수는 필요 이상으로 고

차원적이며, 변수 간의 내재적 유사성을 적절히 

반영하지 못하는 어려움이 존재한다(Cerda et al., 
2018; Chollet, 2021).

이를 극복하기 위하여, 인공 신경망 구조를 활용

하여 범주형 변수의 표현력을 높이는 연구들이 

진행되고 있다. 먼저 Guo and Berkhahn (2016)은 

범주형 변수를 다차원 공간의 벡터 형태로 변환

하여 변수의 표현력을 높일 수 있는 엔티티 임베딩

(Entity Embedding) 방법론을 제안하였다. 원-핫 

인코딩된 독립변수와 종속변수를 활용하여 인공

신경망을 학습시키고, 학습과정에서 도출한 가중

치를 입력값을 의미하는 벡터값으로 활용했다. 
또한, Duarte et al. (2018)은 양방향 게이트 순환 

유닛(BiGRU)과 어텐션 메커니즘을 활용한 범주

형 변수 임베딩 방법론을 제시했다. 특히, Huang 
et al. (2020)은 각 범주형 변수의 각 범주(class)가 

독립적으로 표현되는 MLP 기반 임베딩의 한계에 

주목하여, 범주형 변수의 맥락 정보를 반영할 수 

있는 column embedding과 Transformer 메커니즘을 
활용한 TabTransformer를 제안했다. 해당 연구에서 
제안한 TabTransformer를 활용한 범주형 변수 임

베딩은 MLP 기반 임베딩 대비 뛰어난 성능을 보

였으며, 결측치나 이상치가 많은 데이터에 대해

서도 높은 성능을 달성했다.
개인신용정보는 연속형 변수와 범주형 변수가 

혼합되어 있는 형태를 띈다(유성준, 박나리, 2020). 
따라서 신용정보 데이터 내의 범주형 변수를 적

절히 표현하지 못할 경우 모델의 성능이 떨어질 

수 있다(Seger, 2018). 특히 씬파일러 신용정보 

데이터의 경우 결측치의 비율이 높기에 변수 내 

표현력을 높이는 것이 매우 중요하다. 이에 본 

연구는 범주형 변수 내의 맥락 정보의 반영이 가

능하며, 결측치가 많은 경우에도 강건한 성능을 

보이는 TabTransformer 구조를 활용하여 변수의 

표현력을 개선하고, 궁극적으로 씬파일러의 채

무 불이행 예측 성능을 높이고자 한다.

3. 연구 방법론

3.1 모델 설계

본 연구는 범주형 변수 및 결측치 비율이 높은 

변수 표현에 강점을 가진 TabTransformer 구조

(Huang et al., 2020)와 데이터 개체 간의 관계성

을 효과적으로 포착할 수 있는 GCN 구조(Zhang 
et al., 2019)를 결합하여 씬파일러의 채무 불이행

을 정확히 예측할 수 있는 TeGCN을 제안한다. 
이를 위하여, 먼저 신용정보의 범주형 변수와 연

속형 변수를 구분하여 TabTransformer에 텐서로 

입력한다. 이후 임베딩된 각 변수의 벡터를 결합
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(Concatenate)한 뒤 GCN레이어에 입력한다. 이때 

GCN 레이어의 각 노드(Node)는 개별 차주의 신

용정보를 뜻하며, 각 엣지(Edge)는 차주 간의 관

계 강도를 의미한다. 이를 통해 이웃 노드의 관

계정보가 반영된 GCN 레이어의 출력값은 최종

적으로 완전연결층(Fully Connected Layer)과 시

그모이드 함수를 거쳐 채무 불이행 예측값을 반

환하게 된다. 본 모델의 구조는 그림 1과 같다.

3.2 TabTransformer: 범주형 변수 임베딩

TabTransformer는 범주형 변수의 맥락적 정보를 
반영하도록 임베딩하여 예측 정확도를 높이기 위해 

제안된 딥러닝 기법이다. Column embedding 레이어, 
N개의 Transformer 레이어, 다층 퍼셉트론 레이

어로 구성되어 있으며, 각 Transformer 레이어는 

multi-head self-attention 레이어와 position-wise 
feed-forward 레이어로 구성되어 있다. 

TabTransformer는 범주형 변수와 연속형 변수에 
대하여 각각 다른 임베딩 방법론을 적용한다. 먼저 
범주형 변수는 column embedding 과 Transformer 
레이어를 통과하여 오차를 계산하기 위한 다층 퍼셉

트론 레이어로 입력된다. 이때 column embedding

이란 같은 범주형 변수 내의 범주끼리 일정 부분 

같은 parameter를 공유하도록 임베딩하는 것을 

의미한다. 이를 통해 모델은 각 범주형 변수가 

갖는 서로 다른 특성을 학습한다. 또한, 변수 내

의 각 범주 간 상관관계가 높은 경우 가까운 유

클리디안 거리를 갖도록 임베딩된다. 

이를 구체적으로 설명하자면, 변수의 범주

에 대한 의 길이를 갖는 임베딩 벡터 는 

아래의 식 1과 같이 표현되게 된다. 는 범주

형 변수의 각 범주끼리 공유하는 파라미터의 벡

터를 의미하며, 는 해당 값에 대하여 자체적

으로 학습하는 파라미터의 벡터를 의미한다. 

와 를 병합(concatenate)하여 도출된 

는 각 범주형 변수가 갖는 자체적인 특성을 유지

함으로써 타 범주형 변수와 구별되게 된다. 이때 

의 차원 은 변수 별 임베딩 시 어느 정도의 

비율로 파라미터를 공유할지 선정하는 하이퍼 

파라미터에 해당한다.

식 (1)

 

<그림 1> TeGCN 모델 구조
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이후 column embedding을 거친 임베딩 

은 N개의 Transformer 레이어에 순차적으로 투입

된다. 이 과정에서 각 임베딩은 다른 임베딩의 맥락

을 반영하여 맥락 임베딩(Contextual Embedding) 

으로 변환되어 출력된다. 마지막

으로, 맥락 임베딩은 연속형 변수 와 결합

되어 다층 퍼셉트론 레이어의 입력값으로 투입

되며, 경사하강법에 의해 오차를 줄여가며 각 파

라미터를 업데이트하게 된다.

3.3 그래  정보: 출 신청자 군집화

본 연구에서는 그래프 네트워크를 설계하기 

위해 Li et al. (2022)의 방식을 차용하여, 동질적

인 범주형 변수를 가진 대출 신청자들을 군집화

하였다. 이러한 접근은 여러 차원을 가진 범주형 

변수에서 대출 신청자 간의 관계를 보다 명확하

게 이해하기 위한 것이며, 그래프 구성 시 사용

되는 파라미터를 결정하는데 도움을 줄 수 있다.
전체 데이터셋에서 개의 대출 신청자를 갖고 

있을 때, 차주 의 데이터셋 는 여러 명의 차

주인 로 구성된다. 각 대출 

신청자 는 와 같은 신용 

정보를 포함하고 있다. 여기서, 는 번째 신청

자에 대한 번째 변수의 값이며, 각 변수는 수치

형 변수와 범주형 변수로 구성되어 있다. 범주형 

변수 군집화는 각 범주형 변수가 갖고 있는 고유한 
값의 수에 따라 1차적으로 필터링 후 진행된다. 
이는 특정 변수들이 너무 많은 차원을 갖고 있을 

경우, 대출 신청자 관계를 파악하기 위한 군집화

의 수행 목적을 달성하기 어렵기 때문이다. 본 

연구에서는 군집화의 기준이 되는 범주형 변수 

값의 차원 수를 선정하기 위해 5, 10, 15, 20으로 

설정하여 실험을 수행하였고, 차원의 수가 10일 

때 가장 높은 성능을 달성하였다.
이를 바탕으로 군집화는 개의 변수  

중 차원의 개수가 10이하인 범주형 변수에 대하

여 수행한다. 예를 들어, 의 범주형 변수 

중 번째 변수의 차원이 10 이하일 경우, 클
러스터링의 기준이 되는 변수 τ는 가 

된다. 이렇게 선정한 변수 τ를 기준으로 그룹화

하여 동일한 범주형 변수 값을 갖는 대출 신청자

를 하나의 그룹으로 묶는다. 이때, 전체 개의 

범주형 변수 중 동일한 값을 갖는 모든 경우의 

조합을 파악하여, 동일한 조합을 가진 그룹을 군집

으로 구성한다. 따라서, 각 대출 신청자  중 클

러스터링 변수 가 동일한 값을 갖는 는 번

째 군집 에 속하게 된다. 이 과정을 통해 전체 

대출 신청자 데이터셋 에 포함되어 있는 데이

터 포인트들은 고유한 ID를 갖는 여러 군집으로 

그룹화된다. 그 결과 개의 대출 신청자에서 

개의 클러스터가 구성될 수 있으며, 군집 집합 

이다.

3.4 GCN: 그래  형성

본 연구에서 GCN은 그래프 는 노드 

집합 와 엣지 집합 로 구성된다. 대출 신청자

를 노드로 간주하면, 관계에 따라 노드들 사이에 

가중치가 부여된 엣지를 생성하여 무방향 그래

프를 형성할 수 있다.
그림 2는 GCN의 각 레이어에서의 전파

(propagation) 규칙을 나타낸다. GCN 모델은 노

드의 특징을 표현하는 피처 행렬 와 그 노드들 

간의 관계를 나타내는 인접 행렬 가 존재한다. 
각 GCN 레이어에서는 피처 행렬 에 인접 행렬 

가 곱해진다. 이 과정을 통해 대출 신청자의 노

드 특징을 해당 노드의 이웃 노드 특징과 통합할 
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수 있다. 그 결과로 생성된 출력 행렬은 다음 레

이어의 노드 피처 행렬로 사용된다. 번째 GCN 
레이어에서의 노드 피처 행렬 는 다음의 식 2
와 같이 계산될 수 있다.

식 (2)

은 -번째 레이어의 노드 피처 행렬을, 
는 -번째 레이어의 학습 가중치 행렬을 나

타낸다. 또한 는 -번째 레이어의 편향(bias)을 

표현하며, 와 의 학습 가능한 파라미터

(learnable parameter)들은 공유된다. 는 비선형 

활성화 함수로써, ReLU와 Sigmoid와 같은 함수

들이 사용될 수 있다. 인접 행렬 와 의 

곱을 통해, 노드 정보가 이웃한 노드에 의해서만 

갱신(update)되는 GCN의 특성을 구현하게 된다.
본 연구에서는 대출 신청자 간의 관계를 무방향

(undirected) 그래프로 표현한다. 이러한 그래프

를 구축하기 위해 입력 벡터의 고유한 값들을 기

반으로 인접 행렬(adjacency matrix)과 차수 행렬

(degree matrix)을 생성한다. 구체적으로, 입력 벡

터 의 각 원소는 데이터 포인트가 속한 클러스

터의 인덱스를 나타낸다 본 연구에서는 대출 신

청자 간의 관계를 무방향(undirected) 그래프로 

표현한다. 이러한 그래프를 구축하기 위해 입력 

벡터의 고유한 값들을 기반으로 인접 행렬(adjacency 
matrix)과 차수 행렬(degree matrix)을 생성한다. 
이 과정에 대한 상세한 의사코드는 아래와 같다.

이 과정을 통해 군집 정보를 바탕으로 연결 행렬

과 차수 행렬을 도출한다. 이후 GCN 네트워크의 

<그림 2> GCN의 전파 규칙

Algorithm: Matrix Construction

Input:
Dataset: A complete dataset.
ClusterTensor: Tensor containing cluster IDs for each row in Dataset.

Output:
Constructed adjacency matrix and degree matrix.

Procedure: 
Initialize an empty dictionary IndexDict
for each unique value  in ClusterTensor do:

  Identify and store indices where the value is  in IndexDict
Initialize an adjacency and a degree matrix to zeros of ClusterTensor length
for each index IndexCol and value  in ClusterTensor do:

  Establish connections in the adjacency matrix based on IndexDict[ ]
  Update diagonal of degree matrix based on the size of cluster 

Calculate the inverse square root of degree matrix
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메커니즘을 참조하여, 인접 행렬과 차수 행렬의 

곱을 계산해 그래프의 연결 정보를 도출한다. 그
래프의 연결 정보와 피처 정보는 행렬 곱을 통해 

합쳐진다. 이 단계는 그래프의 구조를 노드의 특성에 
통합시키기 위한 과정으로, 이를 위해 행렬의 차원

을 일치시켜야 한다. 첫 번째 GNN레이어의 출력은 

그래프의 연결 정보와 함께 곱해져, 두 번째 GNN 
레이어의 입력으로 사용된다. 마지막으로, 두 번째 

GNN 레이어의 출력과 원래의 범주형 및 수치형 피

처 정보가 더해진다. 이 단계는 TabTransformer
의 출력과 너무 큰 차이를 발생시키지 않기 위함

이다. 최종적으로, MLP 구조의 Readout Layer를 

거쳐 모든 노드 정보를 종합하고, 대출 신청자의 

채무 불이행 가능성을 이진 분류로 예측한다.

4. 데이터 수집  처리

본 연구에서는 미국 최대 P2P 대출 플랫폼인 

Lending Club에서 제공하는 데이터를 활용하였다. 
Lending Club 대출 데이터는 2007년부터 2018년
까지 151개의 속성이 있는 2,260,688개의 대출 

이력이 포함되어 있다. 데이터 세트에는 대출 기간

(36개월 및 60개월)에 따른 대출 상태(전액 지불, 
상각, 유예 중, 연체 등)가 포함되어 있다. 본 연구

에서 사용하는 대출 이력 데이터 세트의 고객 ID는 

익명화 되었으며, 대출 신청자의 인구통계학적 

정보 등의 개인 식별 정보는 포함하고 있지 않다. 
다음 표 2는 연구에 활용한 주요 변수의 설명이다. 

변수 유형 변수 명 설명 속성

종속변수 Loan status 현재 대출 상태 범주형

독립변수

Address state 대출 신청서 상 차주의 거주 지역 범주형

Annual income 차주가 자체 보고한 연간 소득 수치형

Application type 개인 대출/공동 대출 여부 범주형

Dept to income 주택담보대출, LC대출을 제외한 총 채무에 대하여 차주의 월 
부채 상환액을 자진신고한 월 소득으로 나누어 계산한 비율

수치형

Earliest credit line 차주의 신용한도가 개설된 최초 월 범주형

Employment length 고용 기간 (0~10 사이의 수) 수치형

FICO range high 대출 개시 시 차주의 FICO 상위 경계범위 수치형

FICO range low 대출 개시 시 차주의 FICO 하위 경계범위 수치형

Home ownership 주택 소유 상태 (임대, 소유, 저당, 기타) 범주형

Initial list status 대출의 초기 상장 상태 범주형

Installment 대출 발생 시 차주가 지불해야 하는 월별 금액 수치형

Interest rate 대출 이자율 수치형

Issue date 대출 시행 월 범주형

Loan amount 차주에게 대출된 총 금액 수치형

Mortage account 모기지 계좌 수 수치형

Open account 차주의 신용보고서에 있는 개방된 신용계좌 수 수치형

Public records 부정적인 공공 기록의 수 수치형

Public record bankruptcies 공공 기록의 파산 횟수 수치형

Purpose 차주의 대출 신청에 따른 대출 구분 범주형

Revolving Balance 총 리볼빙에 대한 미지급 잔액 수치형

Revolving Utilization 총 리볼빙에 대한 사용자 이용률 수치형

<표 2> 변수 설명
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4.1 데이터 처리

데이터 세트는 대출 상태가 ‘Fully Paid(전액 

지불)’ 또는 ‘Charged Off(상각)’인 대출만 포함

하도록 필터링하였다. 데이터 전처리 과정에서 

무의미한 속성(예: URL, Member id 등)과 30% 
이상의 결측값을 포함하는 속성은 제거하였으

며, 특정 변수들에 대하여 아래의 표 3과 같은 데

이터 변환이 이루어졌다.
모든 수치형 변수는 최소-최대 정규화를 수행

하였으며, transformer 구조의 입력을 위하여, 고
유 값을 가진 범주형 변수의 값을 정수로 변환하

는 Label Encoding을 수행하였다. 데이터 전처리 

수행 후 샘플은 총7개의 범주형 속성과 18개의 

수치형 속성으로 구성되어 있다. 

5. 실험 설계

본 연구에서 제안한 모형은 금융 이력이 부족

한 씬파일러의 대출 상환 능력을 평가하기 위해 

설계되었다. 기획재정부 정의에 근거하여 씬파

일러를 명확히 정의하고, 해당 기준에 따라 실험

을 진행하였다. 구체적으로, 최근 2년간 신용카

드 실적과 최근 3년간 대출 경험이 없는 사람들

을 씬파일러로 분류하였다(기획재정부, 2021). 

샘플 추출을 위해, 신용카드 발급 이력과 최근 2
년의 신용카드 거래 기록을 통합하여 최근 신용

카드 실적을 파악하였다. 또한 대출 발생일 변수

를 활용하여 대출 이력을 확인하고, 대출 상태 

변수와 연계하여 최근 대출 경험을 파악하였다. 
이 두 조건을 모두 만족하는 데이터를 추출하여 

총 228,012건의 씬파일러 데이터를 확보하였다.

5.1 모델 구조

본 연구에서 제안한 TeGCN 모델은 Python과 

Pytorch 환경에서 구현되었고, 채무 불이행 예측

의 정확도를 향상을 위해 하이퍼파라미터를 실

험적으로 조정하여 최적값을 선정하였다. 활성

화 함수로는 GeLU(Gaussian Error Linear Unit)를 

선택하였다. GeLU는 GCN에서 널리 쓰이는 활

성화 함수인 RELU에 비해 빠른 수렴 속도와 낮

은 오차를 보이는 장점이 있어 사용하였다

(Hendrycks & Gimpel, 2016). 손실함수의 최적화

를 위해 학습률 0.001의 Adam 알고리즘을 사용

하였고, L2 Penalty를 통해 0.001의 가중치 감소

를 적용하였다. 또한 모델이 효율적으로 수렴하

도록 하기위해 Early Stop 기법을 적용하고, 최대 

Epoch를 200으로 설정하였다. 표 4는 TeGCN 모
델의 하이퍼파라미터를 제시한다.

변수 명 데이터 변환

Term 기간의 숫자 값을 추출한 후, 구간화 수행

Employee length ‘10+ years’는 ‘10 years’로, ‘< 1 year’는 ‘0 years’로 설정 후, 정수 변환

Home ownership ‘NONE’, ‘ANY’ 카테고리를 ‘OTHER’라는 단일 카테고리로 병합

Annual income Revolving Balance 데이터 왜곡을 줄이기 위한 로그 변환 적용

Fico score ‘FICO_RANGE_LOW’와 ‘ FICO_RANGE_HIGH’의 평균으로 계산

Loan label ’LOAN_STATUS’로부터 대출 상태 ‘Charged Off’ 여부 파악

<표 3> 데이터 전처리 내역
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하이퍼 라미터 값

활성화 함수 GeLU

학습률 0.001

최적화 함수 Adam

L2 Penalty 0.001

Early Stopping 20

최대 Epoch 200

<표 4> 모델 하이퍼파라미터 설명

5.2 베이스라인 모델

모델의 효과를 확인하기 위해, 채무 불이행 예

측에 있어 주로 활용되는 Logistic Regression, 
Random Forest, XGBoost와 같은 머신러닝 기반

의 분류 모델과 함께 성능을 비교하였다(Moscato 
et al., 2021). 더불어, 신용 평가에 자주 적용되는 

딥러닝 모델인 다층 퍼셉트론(MLP)과 합성곱 신

경망(CNN)과의 성능도 함께 비교하였다(원종관 

등 2021). 기준 모델의 자세한 설명과 실험을 위

해 설정한 하이퍼파라미터는 다음과 같다.

- Logistic Regression: 이진 분류를 위한 간단

하고 효율적인 선형 모델이며, 신용 평가에

서 가장 일반적으로 사용되는 전통적인 알

고리즘이다(Li et al., 2017).

- Random Forest: 다수의 결정 트리를 훈련하고, 
다수결을 통해 레이블을 결정하는 앙상블 

학습 방법이다(Breiman, 2001). 본 연구에서 

설정한 Random Forest의 트리 수는 100개, 
각 트리의 최대 깊이는 제한하지 않았으며, 
최대 기능 수는 전체 피처 수의 제곱근이다.

- XGBoost: 그래디언트 부스팅 프레임워크를 

사용하는 결정 트리 기반 앙상블 기계 학습 

알고리즘이다(Chen & Guestrin, 2016). 본 연구

에서 XGBoost의 트리 수는 1200개, 각 트리의 
최대 깊이는 6개, 학습률 0.3, 감마 0.098로 

설정하였다.

- MLP: 입력 레이어와 출력 레이어 사이에 여러 
개의 히든 레이어가 있는 신경망 구조이며, 
역전파(back) 알고리즘을 사용하여 손실을 

최소화하도록 수행된다. MLP는 학습 데이터

의 분포에 관한 가정이 필요하지 않기 때문

에, 실제 환경에서 높은 분류 성능을 보인다

(Benediktsson et al., 1990). 본 연구에서는 MLP
의 레이어 수는 6으로 설정하였으며, 활성화 함

수는 ReLU, 학습률은 0.01, 최적화 알고리즘

은 SGD(Stochastic Gradient Descent)를 사용

하였고, 에포크(epoch)는 200회로 설정하였다.

- CNN: 합성곱 레이어, 풀링 레이어, 완전 연결 
레이어로 이루어진 신경망 구조이며, 역전파 

알고리즘을 사용하여 학습 가능한 매개변수

를 갱신(update)함으로써 네트워크의 학습을 

수행한다. CNN은 가중치 공유를 통해 피쳐

를 추출하고 학습함으로써, 복잡한 작업에서 

높은 성능을 보인다(Yamashita et al., 2018). 
본 연구에서 CNN의 활성화 함수는 ReLU, 
학습율은 0.001, 최적화 알고리즘은 Adam, 
에포크(epoch)는 200회로 설정하였다.

- MLP+GCN: 입력 레이어와 그래프 합성곱 

레이어로 구성된 신경망 구조이며, 역전파 

알고리즘을 사용하여 손실을 최소화하도록 

학습한다. 본 연구에서는 Tab Transformer를 

활용한 범주형 변수 임베딩의 효과를 측정

하기 위해 TeGCN에서 Tab Transformer를 제외

하고, MLP 레이어를 추가하였다. 활성화 함수

는 ReLU, 학습율은 0.001, 최적화 알고리즘은 
Adam, 에포크(epoch)는 200회로 설정하였다.
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5.3 성능 평가 지표

기준 모형과 제안 모델의 성능을 비교하기 위해 

AUC(Area Under the Curve)와 K-S(Kolmogorov-
Smirnov) 통계량을 확인하였다. AUC는 ROC
(Receiver Operator Characteristic) 곡선 아래의 영역

으로 표현된다. 이진 분류 문제에서 ROC 곡선은 

X축이 1-특이도, Y축이 민감도인 그래프이며, AUC 
값은 1에 가까울수록 분류 모델의 성능이 좋다는 
것을 의미한다. K-S 통계량은 두 집단의 누적 분포

의 차이를 나타내는 지표로, 대상이 ‘채무 이행’과 
‘채무 불이행’으로 구분된 신용평가 모형의 성능 

평가 시 주로 활용된다(홍종선, 김지훈, 2009).

6. 실험 결과

본 장에서는 일반 대출 신청자 및 씬파일러 데

이터 세트에서 베이스라인 모델과 TeGCN 모델 

간 성능 비교를 수행했다. 이때, 모델의 일반화 

가능성을 검증하기 위해 K-Fold 교차검증을 수

행하였다. 교차검증은 총 5회 실시하였으며, 각 

Fold의 평균을 통해 도출한 실험 결과는 표 5와 

같다. TeGCN 모델은 일반 대출 신청자 데이터

에 대하여 5개의 머신러닝 및 딥러닝 기반 베이

스라인 모델보다 성능이 뛰어난 것으로 나타났

다. AUC 값과, K-S 통계량 두 평가 지표에서 모

두 TeGCN 모델이 우수한 것으로 나타났으며, 
이는 그래프 정보를 활용한 신용 평가 모형이 채

무 불이행 예측이 유의미한 것을 나타난다. 또한, 
금융 이력이 부족한 씬파일러 데이터 세트에서 

역시 베이스라인 모델 대비 높은 성능을 보였다. 
특히, 일부 베이스라인 모델들이 씬파일러 예측 

시 성능이 떨어진데 반해, 본 모델은 비교적 안

정적인 성능을 유지했다. 전체 데이터 세트와 마

찬가지로 씬파일러 데이터에서도 기준 모델보다 

TeGCN 모델의 성능이 뛰어난 것으로 나타났다. 
마지막으로, TeGCN은 Tab Transformer 대신 

MLP 레이어를 추가한 GCN 모델 대비 뛰어난 

성능을 기록했다. 이는 Tab Transformer를 활용

한 범주형 변수 임베딩이 채무 불이행 예측 성능 

향상에 유의미한 도움이 된다는 것을 의미한다.
추가적으로, 타겟 클래스 균형에 대한 모델의 

영향과 성능을 확인하기 위하여 소수 클래스와 

다수 클래스의 비율을 1:1로 맞춰 모델에 대한 

Sub-Sample 테스트를 아래 표 6과 같이 진행하

였다. 그 결과, 클래스 균형의 상황에서도 모델

은 기존 모델 대비 준수한 성능을 보였다.

체 데이터 씬 일러 데이터

Model AUC KS Score AUC KS Score

Logistic Regression 0.69928 0.28425 0.67597 0.26192

Random Forest 0.70607 0.29871 0.70903 0.30673

XGBoost 0.72107 0.32093 0.71563 0.31609

MLP 0.71180 0.30566 0.70798 0.27965

CNN 0.71245 0.34288 0.71637 0.35279

MLP+GCN 0.70110 0.29668 0.69108 0.27808

TeGCN (Our model) 0.77028 0.45842 0.77430 0.46701

<표 5> 모델 실험결과
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씬 일러 데이터 

(Down Sampling)

Model AUC KS Score

Logistic Regression 0.67051 0.25596

Random Forest 0.69998 0.29774

XGBoost 0.69766 0.28580

MLP 0.65130 0.27254

CNN 0.70094 0.31226

MLP+GCN 0.70109 0.30394

TeGCN (Our model) 0.75697 0.43239

<표 6> Sub-Sample 실험결과 본 연구는 모델 학습에 활용된 23개의 핵심 변

수들의 중요도를 분석하였다. 중요도 평가를 위

하여 Feature Permutation 방식을 적용하였다. 이 

방법은 특정 변수의 값을 임의로 섞어, 기존 출

력과 변경된 출력 사이의 차이로 해당 변수의 중

요도를 측정한다. 만약 해당 변수 값을 변경해도 

모델 출력에 크게 영향을 미치지 않는다면, 그 

변수는 상대적으로 중요하지 않다는 해석이 가능

하다. 그러나 큰 차이가 발생한다면, 해당 변수는 

모델에서 핵심적인 역할을 수행한다고 볼 수 있다. 
Feature Permutation방식을 통해 확인한 변수 중

요도는 그림 3과 같다. ‘분할 납부금(installment)’과 

<그림 3> 변수 중요도 그래프
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‘대출 금액(loan_amount)’등의 주요 대출 관련 변수

는 채무 불이행 예측에 결정적인 영향을 주는 것

으로 나타났다. 그 외에도 ‘리볼빙 서비스 이용률 
(revlo util)’과 ‘모기지 계좌 수(mort_acc)’ 그리고 

‘신용계좌 수(open_acc)’와 같은 변수들 또한 중

요도한 역할을 하는 것으로 평가되었다.

7. 결론

본 연구는 TabTransformer와 GCN을 결합한 TeGCN 
채무 불이행 예측모델을 제안하였다. TabTransformer
구조를 활용하여 신용평가 데이터에 존재하는 

다양한 범주형 변수의 영향력을 적절히 반영하였

으며, GCN 구조를 통해 씬파일러의 데이터 부족 

문제를 완화하였다. 실험 결과, 본 모델은 일반 

대출 신청자와 씬파일러 데이터셋 모두에 대하여 

채무 불이행에 활용되는 타 모델 대비 우수한 성능

을 보였다. 특히, 일부 베이스라인 모델들이 씬

파일러의 채무 불이행 예측 시 성능이 떨어진데 

반해, TeGCN 모델은 안정적인 성능을 유지했다.
채무 불이행 예측에 활용되는 기존 모델들에 

비해 높은 성능을 달성했음에도 불구하고, 본 연구

는 몇 가지 한계가 존재한다. 첫째, 학습에 활용한 
데이터의 일반화 가능성을 추가적으로 검증할 

필요가 있다. TeGCN 모델의 학습에는 미국의 

P2P 대출 플랫폼인 Lending Club의 대출이력 데

이터가 활용되었다. Lending Club 데이터의 경우 

미국의 대출 플랫폼이며, P2P라는 독특한 특성을 

갖기에 국내의 대규모 금융사에서 본 모델을 활용 

가능한지 추가적인 검증이 필요하다. 둘째, 본 연구

에서는 차주간의 네트워크 관계를 차주의 실제 

값의 유사도를 바탕으로 정의하였다. 해당 방식은 

계산 복잡도를 낮춘다는 장점을 가지고 있지만, 차

주간의 관계를 정의하기 위해 다양한 방식을 추가

적으로 고려할 수 있다. 예를 들어, 데이터 포인

트의 거리를 바탕으로 한 KNN-Graph, K-means와 

같은 방식과 함께 Transformer를 활용한 Relation 
Encoder 방식을 활용할 수 있다. 따라서, 새로운 

네트워크 관계 정의 방식에 대한 모델 성능 검증

을 추가적으로 진행할 필요가 있다. 마지막으로, 
현재 실무에서는 씬파일러 신용평가를 위해 이

커머스의 주문내역 등 비금융정보를 수집 및 활

용하고 있다(김종윤 등, 2019). 이러한 비금융정

보를 변수로 추가한다면 모델의 성능을 더 높일 

수 있을 것이다. 
본 연구의 학술적, 실무적 시사점은 다음과 같다. 

먼저, TeGCN 모델은 범주형 변수가 많은 신용

정보의 특성을 고려하여 Transformer 기반의 임

베딩 방법론을 적용하였으며, 이를 통해 채무 불

이행 예측에 활발히 사용되는 베이스라인 모델 

대비 높은 성능을 달성하였다. 범주형 변수를 원

핫 인코딩으로 표현하던 기존의 연구들과 달리, 
새로운 범주형 변수 임베딩 방법론을 발굴하고 

적용하였으며, 유의미한 성능 향상을 거두었다는 

점에서 학술적 의의를 갖는다. 또한, 금융 이력 

정보가 부족한 씬파일러의 채무 불이행을 예측

하기 위해 그래프 기반 모델을 적용하였다는 점

에서 신용평가 모델에 대한 기존 연구범위를 확

장하였다. 실무적 의의로는 씬파일러의 금융 소

외문제를 완화하고 금융사의 추가적인 수익 기

회를 창출했다는 점이 있다. 본 연구에서 제안한 

TeGCN 모델은 씬파일러의 채무 불이행을 정확히 

예측함으로써 금융사들이 씬파일러 대상 금융 

서비스를 확대하는데 도움을 줄 수 있을 것이다. 
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Abstract

TeGCN:Transformer-embedded Graph Neural 

Network for Thin-filer default prediction

1)

Seongsu Kim*ㆍJunho Bae*ㆍJuhyeon Lee*ㆍHeejoo Jung**ㆍHee-Woong Kim***

As the number of thin filers in Korea surpasses 12 million, there is a growing interest in enhancing 
the accuracy of assessing their credit default risk to generate additional revenue. Specifically, researchers 
are actively pursuing the development of default prediction models using machine learning and deep 
learning algorithms, in contrast to traditional statistical default prediction methods, which struggle to capture 
nonlinearity. Among these efforts, Graph Neural Network (GNN) architecture is noteworthy for predicting 
default in situations with limited data on thin filers. This is due to their ability to incorporate network 
information between borrowers alongside conventional credit-related data. However, prior research 
employing graph neural networks has faced limitations in effectively handling diverse categorical variables 
present in credit information. In this study, we introduce the Transformer embedded Graph Convolutional 
Network (TeGCN), which aims to address these limitations and enable effective default prediction for thin 
filers. TeGCN combines the TabTransformer, capable of extracting contextual information from categorical 
variables, with the Graph Convolutional Network, which captures network information between borrowers. 
Our TeGCN model surpasses the baseline model’s performance across both the general borrower dataset 
and the thin filer dataset. Specially, our model performs outstanding results in thin filer default prediction. 
This study achieves high default prediction accuracy by a model structure tailored to characteristics of credit 
information containing numerous categorical variables, especially in the context of thin filers with limited 
data. Our study can contribute to resolving the financial exclusion issues faced by thin filers and facilitate 
additional revenue within the financial industry.
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