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요 약

강우 데이터는 습지관리, 수문모의, 수자원 관리와 같은 다양한 분야에서 활용되는 필수 입력자료 중 하나이다. 강우 
데이터를 활용하여 효율적인 수자원관리를 위해서는 기본적으로 데이터의 결측률을 최소화 시킴으로써 최대한 많은 
데이터를 확보하는 것이 필수적이다. 또한 미계측 지역에 대한 강우 데이터를 확보한다면 보다 효율적인 수문모의가 
가능하다. 그러나 결측 강우 데이터는 주로 통계학적 기법에 의해 추정되어 왔다. 본 연구의 목적은 데이터 간의 상관
관계를 기반으로 새로운 데이터를 예측할 수 있는 머신러닝 알고리즘을 활용하여 결측 강우 데이터를 복원할 수 있는 
새로운 방법을 제안하고자 한다. 또한, 기존의 통계적 방법들과 비교하여 머신러닝 기법의 결측 강우 데이터 복원을 
위한 활용가치를 평가하고자 한다. 평가를 위해 대표적인 머신러닝 알고리즘인 Artificial Neural Network (ANN)과 
Random Forest (RF)을 적용하였다. 강우의 발생 유무를 분류하는 성능은 RF 알고리즘이 ANN 알고리즘보다 강우 
발생유무의 분류 정확도가 높은 것으로 나타났다. 분류 모형의 평가 지표인 F1-score나 Accuracy값이 RF는 0.80, 
0.77인 반면에, ANN은 0.76, 0.71로 계산되었다. 또한 강우량을 추정하는 성능 역시 RF가 ANN 알고리즘보다 보다 

높은 정확도를 보였다. RF과 ANN 알고리즘의 RMSE은 2.8mm/day과 2.9mm/day이고,  값은 0.73, 0.68으로 계
산되었다. 

핵심용어 : 강우추정, 머신러닝 알고리즘, Artificial Neural Network, Random Forest

Abstract

Precipitation data is one of the essential input datasets used in various fields such as wetland management, 
hydrological simulation, and water resource management. In order to efficiently manage water resources using 
precipitation data, it is essential to secure as much data as possible by minimizing the missing rate of data. In 
addition, more efficient hydrological simulation is possible if precipitation data for ungauged areas are secured. 
However, missing precipitation data have been estimated mainly by statistical equations. The purpose of this study is 
to propose a new method to restore missing precipitation data using machine learning algorithms that can predict 
new data based on correlations between data. Moreover, compared to existing statistical methods, the applicability 
of machine learning techniques for restoring missing precipitation data is evaluated. Representative machine learning 
algorithms, Artificial Neural Network (ANN) and Random Forest (RF), were applied. For the performance of 
classifying the occurrence of precipitation, the RF algorithm has higher accuracy in classifying the occurrence of 
precipitation than the ANN algorithm. The F1-score and Accuracy values, which are evaluation indicators of the 
classification model, were calculated as 0.80 and 0.77, while the ANN was calculated as 0.76 and 0.71. In addition, 
the performance of estimating precipitation also showed higher accuracy in RF than in ANN algorithm. The RMSE 
of the RF and ANN algorithms was 2.8 mm/day and 2.9 mm/day, and the values were calculated as 0.68 and 0.73.



머신러닝 기반의 강우추정 방법 개발

한국습지학회 제25권 제3호, 2023

168

1. 서 론

강우 데이터는 수문기상, 환경, 농업, 자연재해, 그리고 수

자원 시스템 분야에서 가장 필수적인 기본 요소 중 하나이다 

(New et al., 2001; Sadat-Noori et al., 2020; 오승철 외 5

인, 2022). 또한 강우 데이터는 수문학적 분석에서 활용되는 

필수 입력자료 중 하나로 관측 데이터의 품질에 따라 수문 

모형을 이용한 모의 결과물의 정확도가 결정된다고 할 수 있

다. 습지 관리 측면에서도 강우 데이터는 매우 중요한 역할

을 한다. 인공 및 자연습지 관리를 위한 수문 혹은 수질 모의

를 하는 경우 강우데이터는 모델링 과정의 기초 자료로 활용

되기 때문에 강우 데이터의 높은 정확성이 요구되는 바이다 

(박기수 외 2인, 2013). 따라서, 강우 관측소별로 강우 데이

터의 품질을 어떻게 관리하느냐에 따라 수문 모형을 활용한 

수자원, 습지 관리의 효율성이 결정될 수 있다 (Larson et 

al., 1974; 권태용 외 3인, 2022). 

강우의 시공간적 변동성은 수 많은 인자들과 직간접적으로 

연계되어 있기 때문에 미계측 강우자료에 대해 직접 관측이 

아닌 수치 모형을 이용하여 강우의 발생과 강우량을 산정하는 

것은 매우 복잡한 과제 중 하나이다 (Bellido-Jiménez et al., 

2021). 현재 국내에서 운용되고 있는 강우 관측소의 경우에도 

미계측 된 강우 데이터가 존재함으로써 강우 데이터의 활용에 

제한이 생기는 경우가 있다 (Teegavarapu et al., 2008; 장상

민 외 4인 2018). 따라서, 이러한 미계측 데이터의 추정 및 보

완은 보다 효과적인 수재해 방지, 수자원 관리를 위한 필수 과

제 중 하나이다. 일반적으로, 미계측 강우를 산정하기 위해서 

Kriging, Thiessen, 등우선법, 그리고 역거리관측법 등 다양한 

수문학적 방법들이 적용되고 있다. 이러한 방법들은 산악효과

나 강우 관측소의 분포 상태 등을 고려하지 못하기 때문에 측

정하는 지역에 따라 강우 추정 오차가 커질 수 있다는 한계가 

있다 (황석환 외 2인, 2022). 

이러한 한계를 보완하기 위해 격자형 강우 데이터를 개발

하는 사례가 증가하고 있다. 일반적으로 강우레이더나 인공위

성 기술을 활용하여 강우 데이터를 생성하고 있다 (김성준 외 

2인, 1999; 김병식 외 3인, 2007; 강나래 외 4인, 2013; 김경

탁 외 1인, 2013). 국내의 경우 현재 기상청 및 환경부에서 약 

20대 이상의 강우 레이더를 운용중이고, Climate Hazards 

Group InfraRed Precipitation with Station data (CHIRPS; 

Funk et al., 2015), Climate Prediction Center morphing 

method (CMORPH; Joyce et al., 2004), Tropical Rainfall 

Measuring Mission (TRMM; Huffman et al., 2007), 

Precipitation Estimation from Remotely Sensed Information 

using Artificial Neural Networks (PERSIANN; Sorooshian 

et al., 2000)와 같은 고해상도의 인공위성 기반의 강우 데이

터가 다양한 연구분야에서 활용되고 있다. 하지만, 격자형 강

우 데이터의 경우 지상 강우가 커버하지 못하는 복합 산악 지

형과 같은 지역의 강우 데이터를 수월하게 활용할 수 있다는 

장점이 있는 반면에 지상 강우에 비해 정확도가 다소 떨어진

다는 단점이 있다 (Kim and Han, 2021). 

최근에는 데이터 관측 시스템과 빅데이터 기술의 발전과 

활용 가능한 데이터의 양이 증가함에 따라 머신러닝을 활용

한 사례가 증가하고 있다 (Rosenblatt, 1958). 머신러닝은 데

이터 사이의 관계를 기반으로 분류, 회귀, 그리고 예측 문제

에 주로 사용되는 기법 중 하나이다. 대표적인 머신러닝 기

법으로는 인공신경망 (Aritificial Neural Network; ANN)이 

있는데, ANN은 인간의 뇌구조를 바탕으로 개발된 알고리즘

이다. 또한 Random Forest (RF), Support Vector Machine, 

K-means Clustering technique와 같은 알고리즘이 널리 활

용되고 있다. 

머신러닝을 이용해서 강우의 결측값을 한 연구는 다음과 

같다. Polishchuk et al. (2021)은 RF 알고리즘을 활용하여 

Australia 지역의 강수 유무를 사전에 예측할 수 있는 모형을 

개발하였다. 해당 모형은 강우 발생에 영향이 있는 기상 인

자들을 선별하여 모형의 입력자료로 활용하였다. 그 결과 예

측 결과는 약 85%의 정확도를 보여주었다. Sahoo & Ghose 

(2022)는 K-nearest neighbor, self-organizing maps, RF, 

feed-forward neural network 머신러닝 알고리즘을 활용하

여 India 지역의 결측 강우를 추정하는 연구를 수행하였다. 4

가지 알고리즘 중 feed- forward neural network 알고리즘

의 정확도가 가장 우수한 것을 확인하였다. 이러한 연구들은 

강우 예측 분야에서 머신러닝 알고리즘의 활용 가능성을 보

여주었다. 

따라서, 본 연구에서는 최근 주목받고 있는 AI 기술 중 하

나인 머신러닝 기술 중 ANN과 RF 알고리즘을 활용하여 광

주광역시의 주요 강우 관측소에서 발생하는 미계측 강우의 

추정 방법을 제안하고자 한다. 본 연구는 강우의 발생 유무

뿐만 아니라 강우량을 함께 추정할 수 있는 모형을 제안하였다. 

2. 방법론

2.1 머신러닝 알고리즘

본 연구에서는 광주광역시에 위치한 주요 강우 관측 지점

들을 대상으로 미계측 된 일강우 데이터를 추정하고자 한다. 

여기서, 데이터 추정 기술이란 미계측 강우의 양과 더불어 

강우의 발생 유무도 함께 추정할 수 있는 기술을 의미한다. 

이를 위해 인공신경망(ANN), 랜덤포레스트(RF) 머신러닝 

알고리즘을 적용하였다. 이 두 가지 알고리즘을 이용한 데이

터의 분류 및 예측 성능은 이전의 많은 연구에서 확인이 되

었기 때문에 본 연구의 방법론으로 채택하였다. 각 알고리즘

의 입력자료로는 강우와 연관성이 높은 것으로 알려진 기온, 

습도, 그리고 관측소의 고도 등 타기상 인자 및 지형 특성을 

활용하여 보다 효과적인 강우 추정 기술을 개발하고자 한다. 

Key words : Precipitation estimation, Machine learning algorithms, Artificial Neural Network, Random Forest
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또한, 기존의 통계적 기반의 방법들과 함께 비교를 통해 본 

연구에서 개발된 머신러닝 기반의 강우 추정 기술의 성능을 

평가하고자 한다. 

2.1.1 인공신경망 (Artificial Neural Networks; ANN)

인공신경망(ANN)은 머신러닝 기술 중 가장 널리 사용

되고 있는 기술 중 하나로 인간의 뇌의 구조를 바탕으로 개

발된 알고리즘이다 (Rosenblatt, 1958). 인공신경망은 크게 

세 가지 층 (입력층, 은닉층, 그리고 출력층)으로 구성되어 

있다. 입력층과 출력층은 각 1개의 층을 포함하고 있지만, 

은닉층의 경우는 주어진 데이터의 특성과 사용자에 따라 2

개 이상의 층으로 구성할 수 있다. 여기서 2개 이상 다수의 

은닉층으로 이루어져 있는 다층 퍼셉트론(multilayer 

perceptron)이라고 한다. 은닉층과 각 층이 포함하고 있는 

노드의 개수가 지나치게 증가함에 따라 계산과정이 복잡하

고, 과적합 문제가 발생할 수도 있기 때문에 최적의 매개변

수 값을 찾는 것이 인공신경망을 효과적으로 활용하기 위

한 중요한 과정이라고 할 수 있다. 인공신경망을 수학적 공

식으로 나타내면 Eq.(1)과 같다.

     ⋯

     ⋯

⋮
     ⋯

     ⋯

(1)

여기서 X는 입력 변수, f는 활성화 함수, w는 각 층 사이의 

가중치를 나타낸다. b는 입력층 및 은닉층에서 그리고 B는 

출력층에서 발생하는 바이어스(Bias)를 의미한다. 마지막으

로 Y는 인공신경망에서 최종적으로 출력되는 결과값을 의

미한다. Fig. 1은 인공신경망 알고리즘의 개념도를 나타내

고 있다. 

Fig. 1. Conceptual diagram of ANN algorithm

Fig. 2. Conceptual diagram of RF algorithm

2.1.2 랜덤포레스트 (Random Forest; RF)

랜덤포레스트 기법(RF)은 대표적인 머신러닝 알고리즘 

중 하나로 주로 의사결정을 위한 분류나 회귀를 수행하는

데 사용된다. 랜덤포레스트 알고리즘은 다수의 의사결정 나

무가 결합된 형태로 각 의사결정 나무를 통해 제시된 출력 

결과를 바탕으로 최종 출력값을 결정하는 구조로 이루어져 

있다 (Breiman, 2001). 또한, 방대한 양의 데이터를 다루는

데 빠른 처리 속도와 높은 정확도를 제시한다는 장점이 있

다 (Kim et al., 2019; Tyralis et al., 2019). 

랜덤포레스트 알고리즘은 학습과정에서 다수의 의사결

정 나무를 기반으로 다수의 원칙 (majority voting)을 바탕

으로 최종 출력값을 제시하며, 주요 매개변수는 max_depth, 

max_features, bootstrap의 적용 여부, 그리고 n_estimator 

등으로 볼 수 있다. 다른 머신러닝 알고리즘과 마찬가지로 

랜덤포레스트 알고리즘 역시 과접합 문제를 피하기 위해 

각 매개변수들의 최적값을 찾는 것이 중요하다. 이를 위해 

K-Fold CV, RandomizedSearchCV 등 다양한 cross 

validation 방법들이 활용 될 수 있다. 랜덤포레스트 알고리

즘의 개념도를 Fig. 2와 같이 나타내었다. 

2.2 강우 추정 모형 개발

본 연구에서 제안하는 강우 추정 과정은 총 4가지 단계

를 포함하고 있고 각 단계에 대한 설명은 다음과 같다 (Fig 

3). 

(1) 6개 강우 관측소(광주, 무등산, 광산, 조선대, 과기

원, 풍암)에서 관측된 12년(2010 – 2021)동안의 시강우 

데이터를 수집 및 전처리를 수행한다. 이와 더불어 대상지

점인 광주 관측소 및 나머지 지점들의 강우 데이터 간의 상

관관계를 분석한다.

(2) 두 가지 머신러닝 알고리즘 (ANN, RF)의 training

과 test를 위해 전체 강우 데이터의 70%, 30%를 활용하고, 

각 알고리즘의 매개변수 최적화를 수행한다. 여기서 데이터 
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training과 test는 강우 미발생 및 발생 데이터의 균형을 맞

추기 위해 전처리 과정을 수행하였다.

(3) 최적화된 두 모형을 이용하여 강우의 유무를 판단할 

수 있는 분류 모형과 강우의 양을 추정할 수 있는 예측 모

형을 개발하고, 통계학적 평가 지표들을 활용하여 모형으로

부터 추정된 강우의 특성을 평가한다. 

(4) 마지막으로, 성능이 검증된 최종 알고리즘을 통해 추

정된 강우량을 실제 미계측된 시점에 적용한다.

2.3 모형의 평가 지표

강우의 결측치를 보완하기 위해 인공신경망과 랜덤포레스

트 알고리즘의 성능을 평가하기 위해 본 연구는 2가지 성능 

분석 지표(Eqs. (2)-(3))를 이용하였다.

결정계수 (coefficient of determination;  )는 모형의 적

합성을 나타내는 척도로, 종속변수의 분산 중에서 독립변수

로 설명되는 비율을 의미한다. 

 






  



 
 



  



 



  



 
 









(2)

Root Mean Squared Error (RMSE)는 예측값과 관측값

의 차이를 다룰 때 사용되는 지표로 정밀도를 표현하는데 

주로 쓰인다. 평균제곱근오차로서 예측값과 관측값의 차에 

대한 제곱평균제곱근으로 나타낸다.

  






  



 
 (3)

여기서 와 는 강우의 모의값 및 관측값을 의미하고, 

와 는 모의된 강우량과 관측 강우량의 평균값을 의미한

다. 은 평가에 사용된 강우 데이터의 개수를 나타낸다. 

본 연구에서는 딥러닝 알고리즘의 강우 추정 성능을 평가

하기 위해 강우의 양 뿐만 아니라 강우의 발생을 추정할 수 

있는지에 대해서도 함께 고려하였다. Table 1은 오차행렬

(confusion matrix)를 나타내고 있다. 오차행렬은 관측소에

서의 강우 관측 여부와 알고리즘의 모의 결과간의 비교를 위

한 행렬이다. 즉, 관측소에서 강우가 실제로 관측되었을 때 

알고리즘 역시 강우의 발생을 올바르게 추정하였는지 여부를 

판단하는 기준을 제시한다. 오차행렬로부터 계산된 4가지 지

표 (TP, FP, FN, TN)을 이용하여 정확도(Accuracy; Eq. 

(4)), 정밀도 (Precision; Eq. (5)), 재현율 (Recall; Eq.(6)), 

그리고 F1-Score(Eq. (7))을 구할 수 있다. 

Table 1. Confusion matrix for evaluation of classification results

Detected Observation

Positive Negative

Positive TP FP

Negative FN TN  

Fig 3. Flowchart of this study
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Accuracy는 전체 데이터 중 올바르게 분류된 건의 비율을 

나타내고, Accuracy 값이 높을수록 해당 알고리즘의 정확도

가 높다는 것을 의미한다. 하지만, 데이터의 특성에 따라 다

소 신뢰성이 떨어지는 결과를 제시할 수 있다는 한계가 있다. 

이러한 한계점으로 인해 Precision과 Recall, F1-Score와 같

은 다른 지표들도 함께 고려하는 것이 일반적이다. 특히, 

F1-Score는 데이터의 왜곡성, 편향성 등에 영향이 적고, 

Precision, Recall을 모두 고려하여 분류 모델을 평가하는 매

우 적합한 지표이다. F1-Score는 0 – 1 사이의 값을 가지며 

1에 가까울수록 알고리즘의 성능이 좋다고 판단할 수 있다. 

3. 연구 대상 지역 및 자료

3.1 연구 대상 지역

본 연구에서는 대한민국 광주광역시를 대상으로 결측 강

우 데이터에 대한 보완 연구를 수행하였다. 대상지역의 경우 

약 501의 면적을 포함하고 있으며, 총 7개의 기상관측

소가 운용중이다. 대상 지역의 대표 기상관측소인 광주기상

관측소의 경우 관측이 시작된 1939년 이후 연 평균 강우량

은 약 1,314mm이며, 7-8월에 가장 많은 강우량이 관측되고 

있다. 연구 지역의 고도는 25 – 1,200m로 이루어져 있고, 

연구지역 내에 6개의 기상관측소가 위치하고 있다. 

Fig. 4. Study area of this study. Red dot is target station and green 
dots are sub stations

3.2 대상지점의 강우 자료 수집

본 연구에서는 기상청 기상자료개방포털 홈페이지(https://

data.kma.go.kr/)를 통해 제공하는 시간별 강수량 자료를 사

용하였다. 기상청에서 현재 운용중인 1곳(광주)의 종관기상

관측소(ASOS)와 5곳(무등산, 광산, 과기원, 조선대, 풍암)의 

방재기상관측소(AWS)에서 관측된 기상자료를 사용하였다 

(Fig 4). 연구지역에 설치된 총 7개의 관측소 중에서 광주남

구 관측소의 경우 2018년도부터 관측이 시작된 지점으로 본 

연구에 사용하기에 자료가 부족하여 사용하지 않고 충분한 

자료가 확보되어 있는 6개 지점의 기상자료만을 본 연구에 

사용하였다. 

각 관측소는 30m(광산)부터 912m(무등산)까지 다양한 고

도에 위치하고 있기 때문에 평야부터 산악지형까지 각기 다

른 고도별 기상자료를 활용할 수 있다는 장점이 있다. 본 연

구에서는 2010년부터 2021년까지 총 11년 동안의 1시간 단

위 강수량 데이터를 활용하였다.

Fig 5는 광주 관측소와 그 외 5개 관측소에서 관측된 강우 

데이터의 상관관계를 보여주고 있다. 연 강우량의 경우 상관

지수가 약 0.5 – 0.9 사이로 나타났고, 월 강우량의 경우 상

관지수가 0.1 – 0.9 사이로 대체로 넓은 범위를 보였다. 월 

강우량의 경우 5개 관측소 모두 건기보다는 우기 동안 강우

별 상관지수가 높은 것을 확인할 수 있었다. 

(a)

(b)

Fig. 5. Scatter plots illustrating the correlation coefficient 
of (a)annual and (b)monthly precipitation between 
the Gwangju station and five stations 
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4. 머신러닝 알고리즘을 이용한 강우 추정

4.1 ANN 및 RF 알고리즘 매개변수 추정

본 연구에서 사용된 2개의 머신러닝 알고리즘인 ANN과 RF

를 강우 추정에 적용하기 위해 각 알고리즘의 대표 매개변수를 

결정하였다. 먼저 ANN 알고리즘의 경우 batch size와 epoch 

개수를 결정하기 위해 batch size는 8 – 96 사이, 그리고 epoch 

개수는 10 – 1000 사이의 값을 무작위로 선정하여 최적의 매

개변수 조합을 찾는 과정을 수행하였다. 또한 RF 알고리즘의 

경우 RandomizedSearchCV 방법을 사용하여 RF 알고리즘의 

대표 매개변수인 n_estimators, mex_depth, max_features, 그

리고 min_samples_split의 최적값을 찾는 과정을 수행하였다. 

RandomizedSearchCV란 각 매개변수들 값의 구간을 정의한 

뒤, 범위 내의 매개변수 임의값들을 알고리즘에 적용하여 최적

의 조합을 찾아내는 방법이다. 가능한 매개변수의 모든 조합을 

적용하는 Gridsearch와 달리 RandomizedSearchCV 방법은 시

간소비를 최소화 시켜 효율성을 높일 수 있는 방법이다. 위의 

과정을 통해 추정 된 두 알고리즘의 매개변수는 Table 2와 같

다.

4.2 강우 발생 추정 성능 비교

본 연구에서는 먼저 ANN, RF 알고리즘이 강우의 발생을 

추정하기 위한 활용성을 확인하였다. 이를 위해 2010년 이후 

광주 관측소에서 강우의 발생이 관측된 6,811시간에 대해 머

신러닝 알고리즘의 강우 유무 추정 성능을 평가하였다. Fig 6

는 confusion matrix를 도식화한 그림이다. 그림에서 볼 수 

있듯이, RF 알고리즘의 FP, TP, FN, TN은 774, 1862, 174, 

1274로 나타났고, ANN 알고리즘은 1061, 1895, 141, 987

로 나타났다. 

Confusion matrix 결과값을 바탕으로 Accuracy, Recall, 

Precision, F1 score를 계산한 결과는 Table 3과 같다.

Table 3에 나타났듯이, RF 알고리즘이 ANN 알고리즘보

다 강우의 발생유무 분류 정확도가 다소 높은 것을 알 수 있

었다. Recall을 제외한 모든 지표에서 높은 성능이 나타났다. 

Table 2. Parameters of ANN and RF algorithms

ANN

number of layers 3

number of neurons 32

batch size 48

epochs 150

RF

n_estimators 200

min_samples_split 5

max_depth 23

max_features ‘auto’

Table 3. Confusion matrix of ANN and RF algorithms.

ANN

Accuracy 0.71

Recall 0.93

Precision 0.64

F1-score 0.76

RF

Accuracy 0.77

Recall 0.91

Precision 0.71

F1-score 0.80

Recall은 ANN이 0.93, RF가 0.91로 유사한 값으로 계산되

었다. 

4.3 강우량 추정 성능 비교

본 연구에서 구축한 ANN, RF 알고리즘을 이용하여 강우 

추정 성능을 확인하기 위해 기존의 수문학적 방법인 Inverse 

Distance Method (IDW)와 산술평균법(arithmetic mean; 

AVG)을 이용하여 산정한 강우 추정 결과와 함께 비교하였

다. IDW는 미지의 관측소와 인접한 관측소 사이의 거리의 

특성을 가중치로 고려하여 강우값을 추정하는 방법이고, 

AVG 방법은 인접한 관측소에서 관측된 강우의 평균값을 미

지의 관측소에서의 강우값으로 정의하는 방법이다. 

(a) (b)

Fig. 6. Classification results of two algorithms (a) RF and (b) ANN
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Fig. 7은 본 연구에서 4가지 방법을 통해 추정한 강우와 

실제 관측된 강우 데이터의 scatter plots을 나타내고 있다. 

강우량의 전체 범위가 0 – 60mm임을 감안하여 0-10mm 

범위와 전체 범위에 대해 구분하여 평가하였다. 전체 강우 

(0-60mm)의 경우  의 범위가 0.69 – 0.73으로나타났으

며, 0-10mm범위에서는 0.51 – 0.55로 나타났다. 특히, RF

의  는 0.73인 반면에 IDW와 AVG는 0.70으로 계산되었

다. 또한, 4가지 방법에 의해 추정된 강우량의 RMSE 값은 

RF가 2.8mm/day이고, ANN가 2.9mm/day인 반면에 IDW

와 AVG는 3.1mm/day로 계산되었다. 지표들의 값의 차이가 

크지는 않지만, RF의 성능이 기존 방법보다는 다소 우수함을 

확인할 수 있었다. 

5. 결 론

본 연구에서는 데이터 기반 기술 중 하나인 머신러닝 알고

리즘을 활용하여 강우를 추정하고 더 나아가 결측 데이터를 

보완할 수 있는 모형에 대한 연구를 수행하였다. Target 지

점과 그 주변 강우 데이터 간의 상관관계를 바탕으로 RF와 

ANN 알고리즘을 활용하여 비교적 간단하면서 정확도가 높

은 알고리즘을 개발하였다.

결측 강우를 산정하기 위해 사용되고 있는 기존의 수문학

적 방법 IDW 및 AVG 방법과 비교를 통해 머신러닝 알고리

즘의 강우 추정을 위한 활용성을 평가하였다. 이를 위해 강

우의 발생 유무뿐만 아니라 강우량을 함께 추정하는 모형을 

개발하였다. 강우의 발생 유무를 추정하는 결과는 정확도가 

약 0.76 – 0.8 정도로 나타났고, ANN보다는 RF 알고리즘

이 다소 높은 정확도를 보였다. 

강우량을 추정하는 결과는 기존의 방법의 정확도보다 높

거나 유사한 것으로 나타났다. 추정하고자 하는 강우의 양이 

작을수록 강우량의 추정 성능은 다소 낮은 것으로 평가되었

다. 하지만 기존 방법에 비해 추정 성능이 뒤처지지 않음을 

확인하였고, 머신러닝이 결측 강우 복원을 위한 대체 방법으

로 활용될 수 있음을 확인할 수 있었다. 본 연구의 결과를 바

탕으로 추가적인 데이터와 알고리즘 적용을 통해 강우의 복

원 및 예측 정확도를 향상 시킬 수 있는 개선 방법에 대한 

추가적인 연구가 요구되는 바이다. 
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