
김동현 외 4인: 지식 증류 기법을 사용한 트랜스포머 기반 초해상화 모델 경량화 연구 333
(Dong-hyun Kim et al.:  A Study on Lightweight Transformer Based Super Resolution Model Using Knowledge Distillation)

지식 증류 기법을 사용한 트랜스포머 기반 초해상화 모델 경량화 연구

김 동 현a), 이 동 훈a), 김 아 로a), Vani Priyanka Galia), 박 상 효a)‡ 

 A Study on Lightweight Transformer Based Super Resolution Model 
Using Knowledge Distillation

Dong-hyun Kima), Dong-hun Leea), Aro Kima), Vani Priyanka Galia), and Sang-hyo Parka)‡

요 약

최근 자연어 처리에서 사용되던 트랜스포머 모델이 이미지 초해상화 분야에서도 적용되면서 좋은 성능을 보여주고 있다. 그러나 이
러한 트랜스포머 기반 모델들은 복잡하고 많은 학습 파라미터를 가지고 있어 많은 하드웨어 자원을 요구하기 때문에 작은 모바일 기
기에서는 사용하기 어렵다는 단점을 가지고 있다. 따라서 본 논문에서는 트랜스포머 기반 초해상화 모델의 크기를 효과적으로 줄일 수
있는 지식 증류 기법을 제안한다. 실험 결과 트랜스포머 블록의 개수를 줄인 학생 모델에서 제안 기법을 적용해 교사 모델과 비슷한
성능을 내거나 더 높일 수 있음을 확인하였다.

Abstract

Recently, the transformer model used in natural language processing is also applied to the image super resolution field, showing 
good performance. However, these transformer based models have a disadvantage that they are difficult to use in small mobile 
devices because they are complex and have many learning parameters and require high hardware resources. Therefore, in this 
paper, we propose a knowledge distillation technique that can effectively reduce the size of a transformer based super resolution 
model. As a result of the experiment, it was confirmed that by applying the proposed technique to the student model with reduced 
number of transformer blocks, performance similar to or higher than that of the teacher model could be obtained.
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Ⅰ. 서 론

딥러닝모델의등장으로합성곱신경망기반의네트워크

를이용해실제이미지와시각적으로구별할수없는고해

상도 이미지를 생성할 수 있게 되면서, 초해상화(Super 
Resolution)는최근몇 년동안이미지 처리 분야에서활발
한 연구 분야가 되었다. 한편 트랜스포머는 자연어 처리에
서 우수한 성능을 보이고 있는데, 최근에는 이미지 처리
분야에도 적용돼 초해상화 분야에서도 좋은 성능을 보인

다. 그러나 트랜스포머 기반 모델은 기존의 합성곱 신경
망 기반 초해상화 모델보다 더 많은 학습 파라미터가 필

요하다. 이러한 이유로 하드웨어 자원이 제한되고 배터
리 수명이 우려되는 IoT 및 모바일 장치에서 사용하기 어
렵다. 트랜스포머 기반 초해상화 모델의 경량화를 위해
자체 보정 효율적인 트랜스포머와 물리적으로 제한된 트

랜스포머와 같은 다양한 방법[1][2]이 제안되고 있다. 본 논
문에서는 트랜스포머 기반의 초해상화 모델에서 학습 파

라미터 수를 줄이면서도 학생 모델이 교사 모델을 모방

하여 최대한 성능을 유지하도록 하는 효과적인 지식 증

류 기법을 제안한다.

Ⅱ. 제안 방법

본 논문에서는 트랜스포머 기반 초해상화 모델로

SwinIR[3]을 사용하였고 그림 1과 같이 학생, 교사 모델을
구성하였다. 교사와 학생 모델은 트랜스포머 블록 개수를
제외하고는동일한모델이며교사모델은트랜스포머블록

4개, 학생 모델은 트랜스포머 블록 1~3개로 구성된다.
  교사모델과 학생모델간의 지식증류를하는과정에서
교사 모델의 출력 결과와 트랜스포머 블록의 특징에 대한

지식을 학생 모델에게 전달해주기 위해 학생 모델의 전체

손실(total loss)을 학생 손실인 와 증류 손실인 

의 합으로 계산하여 아래의 수식 1과 같이 나타낸다.

      (1)

여기서 α는 모델 학습 도중 전체 손실에서 학생 손실과

증류 손실의 비율을 조절하는 역할로 α가 커질수록 증류

손실보다 학생 손실의 영향이 커진다. 본 논문에서는 α를
1/4, 2/4, 3/4으로실험해 본결과 α가 3/4일때 PSNR 결과
가 가장 좋아 해당 값을 α로 결정하였다.

그림 1. 교사, 학생 모델의 구조와 지식 증류 과정
Fig. 1. Structure of Teacher, Student Model and Knowledge Distillation process
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  는학생모델에서생성된이미지 
 와고해상도

원본이미지  사이에서차이 값의 절댓값합(L1 loss)으
로초해상화모델에서자주사용되는손실함수를사용하여

수식 (2)와 같이 표현되고, 증류 손실 는 아래의 수식

(3)처럼 2개 항의 합으로 정의된다.

    ‖  ‖ (2)

  ‖  
 ‖ ‖   ‖ (3)

  (4)

먼저 교사 모델에서 생성된 이미지 
 와 학생 모델에

서 생성된 이미지 
 사이에서 차이 값의 절댓값 합(L1 

loss)으로계산한 결과를 증류손실에 포함한다. 교사 모델
의 출력값과 학생 모델의 출력값 사이의 차이가 최소화되

게 학습하도록 손실함수를 구성해 학생 모델이 교사 모델

이 생성한 이미지를 모방할 수 있도록 한다. 그리고 교사
모델의첫번째트랜스포머블록의출력결과인 

와학생

모델의첫번째트랜스포머블록의출력의결과인 
의평

균제곱오차(MSE)를증류손실에포함한다. 수식 (4)는수
식 (3)의 교사, 학생 모델에서 첫 번째 트랜스포머 블록의
출력 결과인 

, 를 나타내는 수식으로 그림 1에서 첫

번째로있는 3x3 합성곱층의출력값 를첫번째트랜스

포머블록 에입력으로넣어결괏값 을얻는다. 교

사, 학생모델을구성하고있는여러트랜스포머블록중에
서첫 번째 트랜스포머 블록 결과만을이용하여학생모델

이 교사 모델의 깊은 정보는 모방하지 않고 얕은 정보만

모방하도록 손실함수를 구성한다. 그리고 미리 사전 학습
된 교사 모델의 가중치를 고정하고 학생 모델의 손실함수

를 수식 (1) 과같이 변경 후 학생 모델을 학습시킨다.

Ⅲ. 모델 실험

1. 실험 환경

실험을 위해 학습데이터로 DIV2K[4], Flickr2K 데이터
세트를 사용하였고 테스트 데이터로는 Set5[5], Set14[6], 
Manga109[7], Urban[8], BSD100[9]을사용하였다. 학습 데이
터 세트들은 고해상도 이미지인 원본이미지와 Bicubic 보
간법으로 1/2배다운샘플링된 저해상도 이미지쌍으로구
성되어 있다. 실험은 Window 10에서 RTX 3060Ti 1대를
사용해 학습률은 2e-4, 150000 이터레이션으로 진행하였
다.
  교사 모델은 기존 SwinIR 모델 중 트랜스포머 블록이 4
개인 Lightweight_sr 모델의 구조를 사용하였고 학생 모델
은 교사 모델에서 트랜스포머 블록을 줄여 트랜스포머 블

록이 1, 2, 3개인 구조를 사용하였다. 그 외 임베딩 차원이
나 Head의개수는동일하다. 교사모델의파라미터개수는
910K개, 학생의 파라미터 개수는각각 258K, 475K, 692K 
개로 교사 모델의 28%, 52%, 76% 크기로 경량화하였다. 

2. 실험 결과

모델 평가 방법으로는 PSNR과 SSIM 평가지표를 사용

Teacher(910K) Student1(258K) Student2(475K) Student3(692K)
PSNR SSIM PSNR(↓) SSIM(↓) PSNR(↓) SSIM(↓) PSNR(↑) SSIM(↑)

Set5 35.7226 0.9430 34.8933 0.9384 35.6556 0.9428 35.7301 0.9430
Set14 31.3508 0.8914 30.6187 0.8851 31.3103 0.8921 31.3909 0.8925

Manga109 36.5240 0.9694 35.0840 0.9633 36.4240 0.9695 36.5537 0.9698
Urban 29.8622 0.9231 28.0036 0.8992 29.6572 0.9205 29.8678 0.9230

BSD100 30.7345 0.8887 30.1377 0.8813 30.6932 0.8883 30.7436 0.8888
Average 32.8388 0.9231 31.7474 0.9134 32.7480 0.9226 32.8572 0.9234

표 1. 지식 증류 기법을 적용한 다양한 학생 모델과 교사 모델의 PSNR, SSIM 결과
Table. 1. PSNR and SSIM results of various student and teacher models using knowledge distillation
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하였다. 표 1은교사모델과지식증류기법을적용한학생
모델의 RGB 채널 PSNR, SSIM 결괏값과 교사 모델과의
성능차이를화살표르나타내고있다. Student1 모델의평균
PSNR과 SSIM은 Teacher에비해 1.0914dB, 0.0097만큼감
소하였고 Student2 모델은 0.0908dB, 0.0005만큼 감소함을
확인할수있다. Student1 모델은파라미터개수를 교사모
델의 28%로 줄여서 지식 증류를 기법을 적용했음에도 성
능이많이줄어들었음을알수있고, Student2 모델은파라
미터수를 52%로줄였지만 Teacher 모델보다성능이비슷
하거나 약간 줄어들었음을 확인할 수 있다. 여기서 주목할
점은 Student3 모델의평균 PSNR과 SSIM이 Teacher 모델
보다 0.0184dB, 0.0003만큼 증가하였다는 것이다. student 
3 모델은 파라미터수가 Teacher 모델의76%로 앞선 학생
모델들에 비해 조금 감소 되었고, 지식 증류 기법을 통해
Teacher 모델의얕은정보와출력값을학습에 이용하면서
Teacher 모델보다 더 좋은 성능을 낼 수 있었다.

Ⅳ. 결 론

본논문에서는트랜스포머기반초해상화모델에서의지

식 증류 기법을 제시하고 다양한 트랜스포머 블록 개수를

가진 학생 모델에 해당 기법을 적용해보면서 모델에 대한

성능을 평가하였다. 학생모델의 파라미터 수를 교사 모델
파라미터수의 28%, 52%로줄였을때는평균 PSNR, SSIM 
값이 약간 감소하였고, 76%로 줄였을 때는 오히려 평균
PSNR, SSIM 값이 향상되었다. 이를 통해 트랜스포머 내
에서 단순히 블록 수를 줄이는 것만으로도 교사 모델에

비해 유사한 성능을 내거나 더 높일 수 있는 모델을 만들

수 있다는 것을 확인하였다. 후속 연구로 SwinIR 모델 외
에 다양한 트랜스포머 기반 초해상화 모델에도 지식 증

류 기법을 적용해보면서 보다 발전된 기법을 찾고자 한

다.
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