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요 약

표준화되지 않은 의료 데이터 수집 및 관리는 여전히 수동으로 진행되고 있어, 이 문제를 해결하기 위해 딥 러닝을 사용해 CT 데
이터를 분류하는 연구들이 진행되고 있다. 하지만 대부분 연구에서는 기본적인 CT slice인 axial 평면만을 기반으로 모델을 개발하고
있다. CT 영상은 일반 이미지와 다르게 인체 구조만 묘사하기 때문에 CT scan을 재구성하는 것만으로도 더 풍부한 신체적 특징을 나
타낼 수 있다. 이 연구는 axial 평면뿐만 아니라 CT 데이터를 2D로 변환하는 여러가지 방법들을 통해 보다 높은 성능을 달성할 수 있
는 방법을 찾고자 한다. 훈련은 5가지 부위의 CT 스캔 1042개를 사용했고, 모델 평가를 위해 테스트셋 179개, 외부 데이터셋으로 448
개를 수집했다. 딥러닝 모델 개발을 위해 ImageNet으로 사전 학습된 InceptionResNetV2를 백본으로 사용하였으며, 모델의 전체 레이
어를 재 학습했다. 실험결과 신체 부위 분류에서는 재구성 데이터 모델이 99.33%를 달성하며 axial 모델보다 1.12% 더 높았고, 조영
제 분류에서는 brain과 neck에서만 axial모델이 높았다. 결론적으로 axial slice로만 훈련했을 때 보다 해부학적 특징이 잘 나타나는 데
이터로 학습했을 때 더 정확한 성능 달성이 가능했다.

Abstract

Unstandardized medical data collection and management are still being conducted manually, and studies are being conducted to 
classify CT data using deep learning to solve this problem. However, most studies are developing models based only on the axial 
plane, which is a basic CT slice. Because CT images depict only human structures unlike general images, reconstructing CT scans 
alone can provide richer physical features. This study seeks to find ways to achieve higher performance through various methods 
of converting CT scan to 2D as well as axial planes. The training used 1042 CT scans from five body parts and collected 179 
test sets and 448 with external datasets for model evaluation. To develop a deep learning model, we used InceptionResNetV2 
pre-trained with ImageNet as a backbone and re-trained the entire layer of the model. As a result of the experiment, the 
reconstruction data model achieved 99.33% in body part classification, 1.12% higher than the axial model, and the axial model 
was higher only in brain and neck in contrast classification. In conclusion, it was possible to achieve more accurate performance 
when learning with data that shows better anatomical features than when trained with axial slice alone.
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Ⅰ. 서 론

최근 Deep Neural Network은 컴퓨터 비전 분야에서 기
존 방법들보다 높은 성능을 달성하고 있다. 컴퓨터 비전
분야 중 하나인 분류 문제는 이미 인간보다 높은 정확도

를 달성하였다[1]. 이러한 DLM(Deep Learning Model)의
강력한 성능으로 인해 지난 몇 년간 AI기술을 도입하여
의료 영상 응용프로그램 및 자동 파이프 라인을 개발하

는 것에 대한 관심이 증가하였다[2]. 그러나 개발된 응용
프로그램의 적용은 병원 ecosystem, 방사선 플랫폼, 프로
세스 및 프로토콜의 이질성을 비롯한 여러 가지 이유로

어렵다[3]. 또한 데이터 획득 시 수동 개입이 포함될 수
있으며, 동일한 기관에서는 스캐너 제조업체, 모델 및 소
프트웨어 버전에 상당한 이질성이 있으며 이러한 변동성

으로 인해 획득한 파라미터와 관련 메타데이터들은 환자

마다 다를 수 있다[4]. 
이런 문제들로 인해 의료 데이터들은 표준화되기 어렵

고, 데이터관리및연구데이터수집을위해서는영상픽셀
의 특성에 의존하여 영상을 식별하는 방사선 전문가가 수

동으로 처리해야 하며 모든 데이터를 검수하는 것은 병원

측면에서 상당한 비용이 필요하다. 위와같은문제들을해
결하기 위해 이전 일부 연구에서는 딥러닝[5,6]을 사용하여

CT(Computed Tomography)영상을 분류했지만 일정한 CT 
slice 위치에서만 분류 정확도를 평가했다. 방사선 전문가
들은 일반적으로 slice 위치, 장기 구조 상태 및 종양 강화
존재를 참조하기 때문에, 종양진단을위해 조영제를 사용

하는 증강 정보의 필요성 또한 인식되고 있다[7,8]. 하지만
현재까지조영증강데이터를포함하여 CT 영상분류에관
한연구는많지않다. 이와관련된연구로조영제와신체부
위 분류를 수행한 논문[9]이 보고되었지만 모델의 정확성과

분류모델을만들기위한 CT 이미지의수에대해설명하였
다. 이 논문에서는 axial 영상을 0.1K에서 10K까지 사용하
면서 실험을 진행했지만 임상에서 사용할 수 있는 수준의

정확도 (accuracy, 72% ~ 86%)를달성하진못했다. 그리고
복부 slice의조영증강분류에만초점을맞춘연구[10]도있

었지만이논문은너무일부에만초점을맞췄음에도정확도

가높지않다. 대부분의 CT 데이터기반의분류과제논문들
은모두기본적인 CT slice(axial plane)를사용하여 AI모델
들을학습하였다. 하지만 CT 영상은일반이미지와다르게
인체이외의배경이없고인체구조만묘사하기때문에 3D
로구성하고신체해부학적으로판단하기쉽게 2D로재구성
한다면 axial 영상보다더풍부한신체적 특징을학습할수
있을것이다. 이논문에서는기존 axial 영상뿐만아니라 CT 
Scan을 3D로 재구성하고 2D 영상으로 변환하는 방법들을
사용하여각각의데이터셋을구축해 DLM을학습하고, 기
존방법보다신체부위와조영제사용분류성능을높일수

있는 방법들이 있는지 실험을 통해 분석해보고자 한다.

Ⅱ. 데이터 셋

1. Data source and Datasets

이 연구는 조영제 사용 및 신체 부위를 분류하기 위해

Brain, Neck, Chest, Abdomen, Pelvis 5가지 부위의 CT 스
캔을 사용하였다. 먼저 모델 훈련에 사용된 데이터는 1042
개로 Training Set의경우 861개, Validation Set은 181개로
구성되었으며 이는 무작위로 선택되었다. 모델의 성능을
정확하게측정하기위한 Test Set과 External Dataset은 179
개와 448개로각각 구성되었으며, Contrast와 Non-contrast
의 비율을 1:1로 맞추고자노력하였다. Test Set과 External 
Dataset은 개발된 모델의 독립적인 성능 테스트에만 사용
되고 훈련에는 사용되지 않았다. 표 1은 각 데이터 셋 별
데이터 수를 나타낸다.
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Ⅲ. CT Scan 3D 재구성 방법

1. CT Data

CT는 X-선을신체에투과, 그흡수차이를컴퓨터로재구
성하여인체의 단면 영상(Cross-sectional Image)을 얻거나
3차원적인입체영상을얻는영상진단법이다. CT 기기에
서나선형스캔을 통해 체적 데이터를획득가능하며이를

3D로재구성할수 있다. 그림 1은 CT slice의 단면과 단면
들을 결합하여 3D로 재구성한 예를 보여준다. 

2. CT Scan 재구성 방법

CT Scan는여러가지방법들로재구성할수있다. 3D CT 

데이터를 2D로변환시 X, Y, Z 축을기반으로 2D 평면에
투영할 수 있으며, 그림 2에서와 같이 X축으로 투영하면
시상면(Sagittal), Y축은 수평면(Axial), Z축이기반이면관
상면(Coronal)으로재구성할수있다. 이렇게변환된 2D 영
상은판독시 각각 이점이있기때문에영상의학에서 많이

사용되는전처리방법이다. 또한 2D 평면으로투영시픽셀
값 또한 3가지 방법으로 재구성할 수 있다. 그림 1의 MIP 
Processing에서와 같이 2D 평면으로 3D 데이터를 투영 시
해당 픽셀에서 가장 높은 값으로만 재구성하는 것을 MIP 
방법이라고 하며, 또 다른 방법으로는 AIP와 Mid-plane이
있다. AIP(Average Intensity Projection)는 2D평면으로 투
영 시 모든 slice들에서 해당 픽셀 값의 평균으로 2D 평면
픽셀 값을 재구성한다. Mid-plane은 각 축 별 CT slice 중

Dataset
Brain Neck Chest Abdomen Pelvis

CE NE CE NE CE NE CE NE CE NE

Training Set 72 72 72 72 74 73 196 76 77 77

Validation Set 15 15 15 15 16 15 42 16 16 16

Test Set 15 15 15 15 15 15 41 16 16 16

External Dataset 30 57 30 30 33 30 58 59 89 32

표 1. Training, Validation, Test set과 External Dataset에 대한 CT scan 수
Table 1. Number of CT scans for training, validation, test set and external dataset 

그림 1. CT Slice와 3D 재구성 방법. (a) CT 기기에서 획득된 CT slice 단면들, (b) CT slice 단면들을 결합하여 3D로 재구성한
예, (c) CT slice를 MIP(Maximum Intensity Projection) 방법으로 재구성한 예
Fig. 1. CT Slice and 3D reconstruction methods. (a) CT slice obtained from a CT device, (b) Example of 3D reconstruction 
by combine CT slice (c) Example of a MIP (Maximum Intensity Projection) reconstruction of a CT slice.
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가운데 slice를 선택한다.

Ⅳ. Deep Learning Model 개발

1. 재구성 데이터 별 DLM Training

이연구에서는조영제사용과신체부위분류를위한모델

을각각개발하였으며, 위에서설명한 CT Scan 데이터를재
구성하는 9가지방법들(AIP, Mid-plane, MIPaxial, coronal, sagittal)
을사용하여구성된각각의다른데이터셋들을통해각각의

개별 DLM(Deep Learning Model)들을 훈련하였다. DLM
은 ImageNet데이터로 사전 학습된 InceptionRexnetV2[11] 

Trainable layer All layer
Weight initialization ImageNet

Mini-batch size 6
Solver type Stochastic Gradient Descent

Early Stopping 5
Loss Function CrossEntropyLoss

Training epochs 200
Learning rate 0.001

표 2. DLM 학습 hyperparameter
Table 2. DLM training hyperparameter

를 백본으로 각각의 데이터 셋들을 사용하여 Transfer 
learning을 통해 개발하였다. 각각의 DLM은 표 2와 같은
Hyperparameter로 설정되어 학습되었다. 
그림 3은 DML 훈련개요를보여준다. 먼저 3D CT 데이

그림 2. 평면 별 재구성 예시
Fig. 2. Example of reconstruction by plane

그림 3. DLM Training 개요
Fig. 3. Overview of DLM Training
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터를 2D로재구성하는 방법들을 통해얻어진 각각의데이
터셋을사용하여개별모델들을훈련한다. 훈련데이터셋
은백본네트워크에입력전전처리단계를먼저통과한다. 
전처리 단계에서는 Augmentation, Rescale, Normalization
이 수행된다. Augmentation은 Random Flip, Rotate, 
Zooming, Gaussian noise, Wrapping의 기법들을사용하여
수행되었다. 그후영상의 width, height를 299로 Rescale하
고, 픽셀 값들을 0~1사이로 만들어 네트워크 입력값을 정
규화 해준다. 전처리 단계 이후에는 InceptionResnetV2 네
트워크에입력하여훈련을진행하며, 이때모든계층의가
중치를 업데이트 한다. 이러한선택은반복된실험 결과에
따라결정되었으며, 출력계층은 Flatten과 Softmax 계층으
로 구성되었다. 

2. 모델 평가

Test Set 및 External Dataset을 사용하여 기본 CT slice 
데이터인 axial평면 DLM과 (AIPaxial, Mid-planeaxial, 
MIPaxial)과 이 논문에서 제안하는 여러가지 재구성 데이터

를 통해 훈련된 DLM들(AIPcornal,sagittal, Mid-planecornal,sagittal, 
MIPcornal,sagittal)의 성능을 평가했다. 성능 정확도 평가를 위
해 Accuracy, precision, recall 가 사용되었다. Accuracy, 
precision, recall는 다음과 같이 정의된다.

(a)  


(b)  
  

(c)  


여기서 TP, TN, FP, FN은 각각 True Positive, True 
Negative, False Positive, False Negative를 나타낸다.

Ⅴ. 결과

1. 신체 부위 분류 성능

표 3은재구성데이터별 DLM의신체부위분류성능을
보여준다. Test Set에서는 표 3에서제시된 바와 같이 모든
DLM 성능(Accuracy, 100%)이 우수했다. External Dataset
에서는 Sagittal 평면이다른평면들의 DLM보다모든픽셀
재구성 방법(AIP, MIP, Mid-plane)에서 높은 성능

(Accuracy, 97.09%, 99.33%, 97.32%)을 보여준다. 그리고
모든 평면에서 MIP 방법의 픽셀 구성 DLM 성능은 다른
방법들에 비해 높은 성능을 보여준다.

External Dataset로 평가한 Axial 평면의 최고 성능

DLM(MIPaxial)과 재구성 데이터 별 DLM중 최고 성능 모

표 3. 재구성 데이터별 DLM의 신체 부위 분류 성능
Table 3. Performance of body part classification of DLM by reconstruction data 

ReconstructionMethod
Test set External Dataset

Precision Recall Accuracy Precision Recall Accuracy

Axial

AIP 100% 100% 100% 94.99% 94.15% 94.86%

MIP 100% 100% 100% 97.85% 97.69% 98.21%

Mid-plane 100% 100% 100% 96.24% 96.51% 96.2%

Sagittal

AIP 100% 100% 100% 97.52% 96.85% 97.09%

MIP 100% 100% 100% 99.34% 99.33% 99.33%

Mid-plane 100% 100% 100% 97.7% 96.32% 97.32%

Coronal

AIP 100% 100% 100% 95.24% 91.73% 93.75%

MIP 100% 100% 100% 98.85% 98.33% 98.66%

Mid-plane 100% 100% 100% 96.24% 96.51% 96.2%
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델(MIPsagittal)의 혼동 매트릭스는 그림 4와 같다. External 
Dataset에서 측정된 최고 성능 DLM(MIPsagittal)은 3개의
case에서 불일치하였으며, MIPaxial DLM의 경우는 8개의
case에서 불일치 결과를 보였다.

2. 조영제 사용 분류 성능

표 4는재구성데이터별 DLM의조영제사용분류성능

을 보여준다. Test Set에서 Mid-plane 기반의 DLM(accu-
racy, 94~100%)은모든신체부위에서 MIP 또는 AIP 기반
DLM(accuracy, <90%)에 비해 높은 성능을 보였다. 신체
부위 분류와는 다르게 Axial 평면 기반의 DLM은 Brain과
Neck 부위에서 조영제 사용 분류 성능이 다른 평면 기반
DLM들보다 높았다. 그 외 부위에서는 Sagittal과 Coronal 
평면에서 더 좋은 성능을 보여줬다.
그림 5는 각부위에서조영제사용분류성능이 가장 높

Body   Part Reconstruction
Test   set External   Dataset

Precision Recall Accuracy Precision Recall Accuracy

Brain
Neck
Chest

Abdomen
Pelvis

Mid-planeaxial

100% 100% 100% 100% 100% 100%

100% 100% 100% 98.38% 98.33% 98.33%

100% 100% 100% 98.38% 98.48% 98.41%

100% 100% 100% 100% 100% 100%

100% 100% 100% 97.78% 97.87% 98.34%

Brain
Neck
Chest

Abdomen
Pelvis

Mid-planesagittal

100% 100% 100% 99.13% 98.33% 98.85%

100% 100% 100% 84.09% 76.66% 76.66%

100% 100% 100% 100% 100% 100%

100% 100% 100% 100% 100% 100%

100% 100% 100% 100% 100% 100%

Brain
Neck
Chest

Abdomen
Pelvis

Mid-planecoronal

100% 100% 100% 99.13% 98.33% 98.85%

100% 100% 100% 91.17% 91.66% 91.66%

100% 100% 100% 100% 100% 100%

100% 100% 100% 100% 100% 100%

100% 100% 100% 100% 100% 100%

표 4. Mid-plane기반 DLM들의 신체 부위 별 조영제 사용 여부 분류 성능
Table 4. Performance of contrast enhancement classification of mid-plane based DLMs

그림 4. MIPsagittal, MIPaxial DLM 혼돈 행렬
Fig. 4. MIPsagittal, MIPaxial DLM confusion matrix
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은 DLM의 혼돈 행렬을 보여준다.

Ⅵ. 논의

이연구는기본 CT slice(axial) 영상을기반으로학습했던
DLM보다 CT Scan을 3D로 재구성하고, 재구성된 데이터
셋을기반으로학습한 DLM이더정확할수있음을보여주
었다. 신체 부위 분류에서 Axial 기반 DLM은 MIPaxial이 
External Dataset에서 98.21% 정확도를달성하며가장높은
성능을 보였지만, 최고 성능을 달성한 MIPsagittal DLM성능
(accuracy, 99.33%)보다 낮았다. 이러한 성능 차이는 선택
된 평면에 기인될 수 있으며, axial 평면에서는 Chest와
Neck 또는 Abdomen과 Pelvis가유사하게보일수있기 때
문에다른평면에서보다더 많은 불일치케이스가 발생한

다. 하지만 조영제 사용 분류에서는 Mid-planeaxial이 Brain
과 Neck에서 가장 높은 성능(accuracy, 100%, 98.33%)을
달성했다. 이는 sagittal과 coronal 평면에조영제증강분류
의 정확성을 저해하는 강력한 강화 기관이 포함되어 있을

수 있기 때문이다. 
지금까지 CT Scan을 여러가지 방법으로 재구성하여

DLM을 개발한 연구는 거의 없다. Philbrick et al.은 CT 

Scan에서복부위치의 axial slice에대해 조영제사용을예
측하는 CNN을개발했지만 복부 이외에는사용할 수 없기
때문에수동으로복부 Slice를선택해야되며, 좁은범위밖
에적용하지못한다. Sugimori et al.은다양한 CNN 아키텍
처를사용하여 조영제사용과신체부위분류를 동시에수

행하는 Deep Learning Network를개발했다. 하지만모델의
정확도가 우리 연구 정확도(accuracy, 99.3%) 보다 낮은
72~86%로 측정됐다. 

Ⅶ. 결론

이 논문에서는 기존 CT 분류 시 사용되었던 axial 평면
데이터 기반 DLM의 해부학적 단점을 보완하고자 3D CT 
Scan 데이터를 하나의 2D 이미지로 재구성하는 방법들
AIP, MIP, Mid-planeaxial,coronal,sagittal을사용하여 각각의데이

터 셋을 구성하고, 이를 기반으로 개별 DLM 들을 학습했
다. 각각의 DLM의 성능 평가를 위해 훈련에 사용되지 않
은 Test Set과타기관데이터인 External Dataset을구성하
여 일반화 성능도 같이 측정하였다. 결과적으로 신체 부위
분류에서는 axial 평면보다 sagittal 평면에서 더 정확한 성
능을 달성하였으며, 조영제 사용 분류에서는 axial 평면이

그림 5. 조영제 분류에서 신체 부위 별 최고 성능의 DLM 혼돈 행렬
Fig. 5. Best Performance DLM confusion matrix by Body Part in Contrast Classification
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brain과 neck에서 가장 높은 성능을 달성하였지만 chest, 
abdomen, pelvis에서는 sagittal과 coronal 평면에서가장높
은성능을달성하였다. 연구결과에서알수있듯 axial slice
로만 훈련한 DLM보다 신체 부위별로 해부학적 특징이 잘
나타나는재구성데이터로학습한 DLM들이더정확한성능
을 달성 가능하다는 것을 보여주었다. 추후 앙상블 방법을
적용한다면더높은성능을달성할수있을것으로생각된다.
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