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ATLAS V2.0 데이터에서 의료영상 분할 모델 성능 비교
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Comparison of Performance of Medical Image Semantic Segmentation 
Model in ATLASV2.0 Data
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요 약

의료영상 공개 데이터는 수집에 한계가 있어 데이터셋의 양이 부족하다는 문제점이 있다. 때문에 기존 연구들은 공개 데이터셋에
과적합 되었을 우려가 있다. 본 논문은 실험을 통해 8개의 (Unet, X-Net, HarDNet, SegNet, PSPNet, SwinUnet, 3D-ResU-Net, 
UNETR) 의료영상 분할 모델의 성능을 비교함으로써 기존 모델의 성능을 재검증하고자 한다. 뇌졸중 진단 공개 데이터 셋인

Anatomical Tracings of Lesions After Stroke(ATLAS) V1.2과 ATLAS V2.0에서 모델들의 성능 비교 실험을 진행한다. 실험결과 대
부분 모델은 V1.2과 V2.0에서 성능이 비슷한 결과를 보였다. 하지만 X-net과 3D-ResU-Net는 V1.2 데이터셋에서 더 높은 성능을 기
록했다. 이러한 결과는 해당 모델들이 V1.2에 과적합 되었을 것으로 해석할 수 있다.

Abstract

There is a problem that the size of the dataset is insufficient due to the limitation of the collection of the medical image public 
data, so there is a possibility that the existing studies are overfitted to the public dataset. In this paper, we compare the performance 
of eight (Unet, X-Net, HarDNet, SegNet, PSPNet, SwinUnet, 3D-ResU-Net, UNETR) medical image semantic segmentation models to 
revalidate the superiority of existing models. Anatomical Tracings of Lesions After Stroke (ATLAS) V1.2, a public dataset for stroke 
diagnosis, is used to compare the performance of the models and the performance of the models in ATLAS V2.0. Experimental 
results show that most models have similar performance in V1.2 and V2.0, but X-net and 3D-ResU-Net have higher performance in 
V1.2 datasets. These results can be interpreted that the models may be overfitted to V1.2.
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Ⅰ. 서 론

최근컴퓨터비전의발전으로인해의료영상분야에서도

많은비전기술이적용되고있다. 그중영상분할(semantic 
segmentation)은 영상을 분석하여 질병의 위치 및 형태를
픽셀 단위로 찾아내는 기술로 다양한 연구가 진행되고 있

다.
딥러닝 기반 의료 영상분할 모델 알고리즘과 모델 학습

에사용되는 데이터셋은최종성능에중요한 영향을주는

2가지 요소이다. 특히 데이터의 품질과 양은 모델 성능에
직접적인 영향을 준다. 하지만의료영상 데이터는 전문가
의 정밀한 어노테이션(Annotation)이 필요하며, 생명윤리
위원회(Institutional Review Board)의 승인 및 임상실험자
의동의를받아야 하기 때문에엄청난시간과 비용이소모

된다. 이러한 특징으로 인해의료 영상 데이터는 수집하기
어려워 데이터 셋의 양이 작다는 문제점이 있다.
본연구는의료영상데이터셋이 작아기존의모델들이

특정 데이터에 과적합(Overfitting) 되었을 가능성이 높을
것이라고추측한다. 또한데이터셋의양이작아성능이낮
다면데이터 셋의 양이 증가하였을 때성능또한비례하는

지 변화를 알아보고자 한다. 이러한가설들을검증하기위
해 본연구는 Anatomical Tracings of Lesions After Stroke 
(ATLAS) 데이터셋[2,15]

을 사용해 성능 비교 실험을 진행

하고자 한다. ATLAS 데이터셋은 영상 분할 알고리즘의
성능 비교를 위해 공개적으로 구축한 표준화된 뇌졸중 의

료 영상 데이터셋이다. 과거 의료영상분할 모델의 대부분
은 ATLAS를 사용해 모델의 성능 검증에 사용했다. 
ATLAS 데이터셋은 2018년에 ATLAS V1.2를 첫 공개했
으며, 2021년 하반기에 데이터 양이 약 2배가량 증가한
ATLAS V2.0를 공개했다. 또한 공개된 시점 이후 ATLAS 
V2.0 데이터 셋으로 아직 검증을 실험한 연구가 없는 것
이 특징이다. 
때문에 본 연구에서는 ATLAS V1.2을 사용한 기존 모
델로 성능을 측정하고 공개된 기존 성능과 비교함으로써

과적합이 존재하는지, 성능이 비례하게 증가하는지 가설
을 검증하고자 한다. 검증을 위해 ATLAS V1.2 데이터에
서 좋은 성능을 보인 8개(Unet, X-Net, HarDNet, SegNet, 
PSPNet, SwinUnet, 3D-ResU-Net, UNETR)의 기존모델을

선택하여 ATLAS V2.0에새로추가된데이터로성능을측
정하는 실험을 진행했다.
실험결과대부분의모델들은 ATLAS V2.0에서 V1.2 보
다 Dice 성능이약 10.0%에서 29.4%만큼증가했다. 이러한
결과는 데이터의 양이 증가할수록 모델 성능에 긍정적인

영향을 준다는 일반적인 가설에 부합하는 결과이다. 성능
지표는 성능지표 Dice와 IoU가 가장 높은 모델은 U-Net, 
가장 낮은 모델은 X-net으로 나타났다. 성능이 감소한

X-net과 3D-ResU-net은기존데이터에과적합된것이라고
추측할 수 있다.
본 연구는다음과같이구성한다. 2장에서는관련연구로
다양한의료영상진단모델을소개한다. 3장에서는실험에
서사용하는 ATLAS 데이터셋의구성과세부적인변수분
석을 설명한다. 4장에서는 본 연구의 실험 환경과 모델의
성능을비교하기위한실험방식에대해서술한다. 5장에서
는연구의실험결과를정리하며, 6장에서는본연구의결론
및 향후 연구에 대해 제시한다.

Ⅱ. 관련연구

1. 기존 ATLAS에 사용된 모델 소개

Liew et al[2]
은 ATLAS V1.2를 사용해영상분할(seman- 

tic segmentation)을 진행한 모델 DFENet, Enet, MSDF- 
Net, 3D U-Net, CPGAN, U-Net, D-UNet, X-net 등의성능
을 제시하였다. Ronneberger, O et al[3]

은 생물의학분야에

서 이미지 분할을 목적으로 제안된 End-to-End 방식의 완
전한 컨볼루션 네트워크(Fully-Convolutional Network) 기
반 모델 U-Net을개발했다. Zhou, Y et al[4]

은 인코딩단계

에서 2D와 3D 컨볼루션(Convolution)을결합한 구조를가
진 D-UNet과 Enhanced Mixing Loss(EML)라는새로운 손
실 함수를 제안했다. Qi, K et al[5]

은 Feature Similarity 
Module(FSM)을 추가한 컨볼루션 기반 X-net을 제안했다. 
FSM은 장거리 의존성을 포착하기 위한 Nonlocal 연산 부
분이며, 밀도가높은문맥상의정보를추출할수있는장점
이 있다. 본 연구에서는 코드를 공개하고 있는 U-Net, 
X-net을 베이스라인(baseline)으로 선정하여 실험에 사용
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했다.

2. 기본 segmentation 모델

영상 분할에서 우수한 성능으로 State-of-the-art(SOTA)
를 달성하여 기본적으로 사용되는 Model은 HarDNet, 
SegNet, PSPnet 등이있다. Badrinarayanan, V et al[6]

은길, 
건물, 차량, 보행자 등 자율주행과 관련된 구조들을 Pixel- 
wise 영상 분할하기 위해설계된 모델 SegNet을제안했다. 
SegNet은 Encode와 Decoder로 구조로 나뉘며, Encoder 
Network는 VGG16의 13개 Convolution Layers를동일하게
사용하고있다. Zhao, H et al[7]

은기존 Fully-Convolutional 
Network (FCN) 모델의단점을개선하기위해 PSPNet을제
안했다. PSPNet의 Pyramid Pooling Modules은 Global con-
text information과서로다른영역을기반으로하는 Context
를 탐색할 수 있다. Chao, P et al[8]

은 DenseNet에 기반한
새로운 Architecture를 구성하여 HarDNet을 제안했다. 기
존 DenseNet의 Concatenation Cost를 줄이기 위해 다수의
Layer Connection들을 줄여 개선되었다.

3. Transformer 기반 모델

Dosovitskiy et al[9]
는 이미지를 Patch화 하여 각 patch를

Linear Embeddings Sequence로 처리하는 Transformer 기
법을 제안했다. Linear로 임베딩한 후 위치 Embedding을
더하여 이미지의 위치 정보를 활용하는 특징이 있다. Liu, 
Z et al[10]

는 기존 Transformer 대비 계산량을 줄이면서도
다양한규모의이미지를처리할수있는 Swin Transformer
를 제안했다. 이미지 분류, 객체 인식, 영상 분할 등 여러
비전 분야에서 활발하게 사용되고 있다. Cao, H et al[11]

은

Transformer 기반의 Model 모델이며 의료 분야의 영상 분
할모델 Swin Unet을 제안했다. Swin Transformer 블록을
기본단위로사용하여 Skip연결이있는 U자형인코더-디코
더(Encode-Decoder)구조를 가진다.  

4. 3D 이미지 모델

Tomita et al[12]은 Encoder와 Decoder 구조안에서 ResNet 

블록을 결합하여 U형태로 생성한 3D-ResU-Net을 제안했
다. two-stage Zoom-in&out 전략을 사용하여 작은 볼륨에
서 학습한특징을토대로 큰볼륨에서모델을미세조정하

는 특징이 있다. Hatamizadeh et al[13]
는 1D Sequence- 

to-Sequence prediction으로 재구성한 새로운 Transformer 
기반 의료영상의 영상 분할 모델 UNETR을 제안한다. 
UNETR은 Volumetric 데이터를 그대로 입력하는 특징이
있으며, Encoder에 Transformer를 사용하고 CNN 기반의
Decoder에 Skip Connection으로 연결하는 구조를 가진다. 
UNETR은 BTCV, MSD 데이터셋에서좋은성능을얻었으
며 BTCV 데이터셋에서 SOTA를 달성했다.

Ⅲ. 데이터 셋

1. 데이터 셋 소개

ATLAS는 뇌졸중 영상 분할 (semantic segmentation)을
훈련 및 테스트하여 성능을 비교하기 위해 2018년도에 구
축한 공개 데이터셋이다. 가장 먼저 공개된 데이터는

ATLAS V1.2이다. ATLAS V1.2은 299명의환자로부터각
각 197*233 해상도의 MRI 스캔 영상을 구성한 데이터이
다. 
이후 2021.12에 ATLAS V2.0 이 발표되었다. 데이터의
혼동을줄이고자 V1.2와 V2.0으로 ATLAS의 Type을구분
하여 명명한다. V2.0은 655명의 환자정보로 구성된 훈련

그림 1. ATLAS V2.0 데이터 예시 이미지
Fig. 1. ATLAS V2.0 Data Image
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그림 2. 실험 데이터 셋 분류 예시
Fig. 2. Classification of Experimental Data 

데이터셋과 300명의환자정보로구성된테스트데이터셋
으로 이루어져 있다. 현재 훈련 데이터 셋은 Ground 
Truth(GT)가공개되었으나, 테스트 데이터 셋은 공개경진
대회진행으로인해 GT가미공개상태이다. 그림 1은 V2.0
의 이미지와 Mask의 예시이다. Mask로 표기된 부분이 병
변(Lesion)을 의미한다. 

2. 데이터 셋 구성

본 연구에서는 V2.0 데이터가 재 생성된 데이터가 아닌
실제 환자의 정보로 만들어진 데이터이기 때문에 훈련 데

이터셋의 양으로도 과적합이 발생하지 않을 수 있는 연구

를진행할수있다고판단했다. 따라서 655명의환자정보로
구성된훈련데이터셋을실험의전체데이터셋으로구성하

여 실험을진행한다. 그림 2와같이 실험에 사용하는 V2.0 
데이터셋안에는기존의 V1.2 데이터가포함되어있다. 베
이스라인과 같은 버전의 데이터로 모델을 학습하고, V2.0
에서 새롭게 추가된 데이터를 테스트 데이터 셋으로 사용

하기위해본연구는 V2.0에서 V1.2 데이터를분리하여훈
련과테스트데이터셋으로분류한다. 최종데이터셋은 248
명의 환자 정보가 포함된 훈련 데이터셋과 407명의 환자
정보가 포함된 테스트 데이터셋으로 이루어져 있다.

3. 데이터 구성 분석

ATLAS 실험을진행하는데이터셋의병변의분포를알

아보기위해단일병변과 다발성병변의빈도와 위치를분

석한다. V2.0에서는 환자의 59.9%가 단일 병변을, 38.1%
는다발성병변을가진다. 병변은다른병변과인접하지않
은 경우 별도로 추가하여 계산했다. 표 1은 Liew et al[2]

이

병변빈도에따라서 우반구및 좌반구로나누어 환자를집

계한 표이다. 병변은 좌반구와 우반구 사이에 거의균등하
게 분포되어 있었으며, 피험자의 57.1 %는 적어도 하나의
좌반구병변을, 58.8 %는하나의우반구병변을, 22.9 %는
소뇌 또는 뇌간에 하나의 병변을 보였다.

Subjects with One Lesion

Left Right Other

Training data 
(n=655) 173 (26.4%) 187 (28.5%) 46 (7.0%)

Subjects with Multiple Lesions

Unilateral Bilateral Other

Training data 
(n=655) 47 (7.2%) 121 (18.5%) 81 (12.4%) 

표 1. Lesion 빈도에 따른 환자 분류
Table 1. Patient classification by lesion frequency

표 2는 Liew et al[2]가 병변이 존재하는 위치에 따라서

환자 수를 분류한 표이다. 병변의 위치는 Cortical Lesions
에 25.5%, Subcortical Lesions에 43.0% 존재했다. 
Subcortical Lesions에 가장 많은 병변이 분포되어 있으며, 
그 다음 Cortical Lesions와기타 순서로나타난다. 또한병
변은 Subcortical Lesions과 Cortical Lesions의좌우에균등
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하게 분포한다.

Cortical Lesions
Other

Left Right

Training data 
(n=655)

132 
(12.0%)

149 
(13.5%) 163 (14.8%)

Subcortical Lesions

Left Right

Training data 
(n=655) 333 (30.2%) 324 (29.4%) 

Total Lesions 1,101

표 2. Lesion 위치에 따른 환자 분류
Table 2. Patient classification by Lesion location frequency

Ⅳ. 실험 설계

1. 실험 평가지표 및 환경

본 연구에서는 실험의 성능 평가 지표로 Dice와 Inter- 
section Over Union (IoU)를 사용한다. Dice는 의료 영상
분할의성능을측정하는정량적평가방법중하나로, 예측
한영역과실제 GT가얼마나일치하는지그비율을나타내
는지표이다. 예측한영역과 GT의겹쳐지는영역을 2로곱
한 후, 두 이미지의 총 픽셀 수로 나누어 정의할 수 있다. 
계산 공식은 (1)과 같다. IoU는 영상 분할 분야에서 가장
흔하게쓰이는메트릭이다. 예측된분할 map과 GT 사이에
교차 영역을 예측된 분할 map과 GT 사이의 결합 영역
(union)으로 나누어 산정한다. 계산 공식은 (2)와 같다. 

 


(1)

 


(2)

공식(1), (2)에서 TP, TN, FP, FN은 Confusion matrix의
True Positive(TP), True Negative(TN), False Positive(FP), 
False Negative(FN)를 의미한다. 표 3은 본 연구에서 사용
한 실험 환경이다.

Device Specifications

OS Window 10

GPU RTX3090 

CPU Intel(R) Core(TM) i9-9900KF CPU @ 
3.60GHz   3.60 GHz 

RAM RAM 64GB 

language Python 3.8 

IDE Pycharm

표 3. 실험 환경
Table 3. Experimental environments

2. 실험 설계

본 연구의 실험 목적은 V1.2를 학습하여 실험을 진행한
모델들이 데이터 양이 증가한 V2.0에서 성능 지표가 어떻
게 변화하는지, 기존 데이터에 과적합 되었는지 알아보기
위함이다. 실험 데이터로 사용하는 ATLAS는 인위적으로
생성된 데이터가 아닌 실제 환자의 MRI 영상에서 뇌출혈
위치를픽셀 단위로 표기한 데이터이다. 때문에 기존 모델
들이실제환자의뇌졸중 진단에여전히비슷한 성능을유

지하는지평가할수 있을 것이라고 판단한다. 다양한 모델
들의 성능평가를 위해 본 연구에서는 CNN기반과 Trans- 
former기반 등 8개의 영상 분할모델을베이스라인으로 선
정하여 실험을 진행했다.
실험에사용하는전체데이터셋은 655명의환자정보로
구성된다. 1명의 3D 환자정보는 189장의 2D 이미지 Slice
가 나열되어 있는 형태이다. 따라서 전체 데이터 셋을 2D 
이미지로 변경한 결과는총 123,795장이다. 표 4는 실험에
사용한데이터셋을나눈결과이다. 훈련데이터셋은 V1.2
의 198명 환자 데이터 37,422장 이미지를 사용한다. 검증

Data set
Number of 

patients
(3D Image)

2D Image Split (%)

Train 198 37,422 30

Validation 50 9,450 8

Test 407 76,923 62

표 4. 실험 데이터 셋 구성
Table 4. Experimental Data set
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데이터 셋은 V1.2의 50명 환자 데이터 9,450장 이미지를
사용한다. 테스트 데이터 셋은 V2.0에 새롭게 포함된 407
명의 환자 데이터 76,923장 이미지를 사용한다.

3. 모델 학습

본 연구에서는 2장 관련연구에서 소개한 의료영상분할
모델중코드를제공하고있거나, 우수한성능을달성한모
델 8개를 선택해 다시 학습하고 성능 비교 실험을 진행했
다. 표 5는모델학습에사용한파라미터설정을정리한결
과이다. 모델의입력데이터는입력이미지형태에따라 2D
와 3D로나뉜다. Optimizer는모두 Adam을적용했다. 학습
진행 중과적합을방지하기위해 10번의에포크안에서검
증 손실 값이 이전 검증 손실 값 보다 감소하지 않을 시
Early stopping으로 훈련의조기 종료를 진행했다. 손실 함
수는 Dice 손실함수와 DiceCE 두 개를 사용한다. Dice 손
실함수는 Dice score를 1로뺀값이다. DiceCE는교차엔트
로피함수(Cross entropy loss)와 Dice의손실함수를합산하
여 사용하는 손실 함수이다.

Model Input 
type Image size Batch

size Loss function

U-Net 2D 224x224x1 8 DiceCE

X-Net 2D 224x192x1 8 Dice loss

HarDNet 2D 224x224x1 8 DiceCE

SegNet 2D 224x224x1 8 DiceCE

PSPNet 2D 224x224x1 8 DiceCE

SwinUnet 2D 224x224x1 8 DiceCE

3D-ResU-Net 3D 128X128x128 1 Dice loss

UNETR 3D 128X128x128 1 Dice loss

표 5. 모델 학습 파라미터
Table 5. Learning Parameters

Ⅴ. 실험 결과

표 6은 성능 비교 실험을 진행한 결과이다. Origin Dice

와 Origin IoU V1.2 데이터로학습과테스트를진행한 Dice
와 IoU 성능 결과이다. Origin Dice와 Origin IoU는 기존
모델들의 문헌에서 참고하여 표 6에 기재했다. 

U-Net, HarDNet, SegNet, PSPNet, SwinUnet은 V2.0를
사용한실험에서더높은 Dice와 IoU 성능을보였다. V2.0
를사용한실험에서성능이증가한모델들은 V1.2 대비최
소 10.0%에서 최대 29.6% 성능이 증가했다. V1.2에서
Dice와 IoU 성능이가장높은 모델은 3D-ResU-Net이지만, 
본 연구에서 성능이가장높은 모델은 U-Net이다. 기존성
능 보다 Dice와 IoU가 가장 많이 상승한 모델은 SegNet으
로 Dice가 0.158, IoU가 0.095 상승했다. X-net은기존성능
보다 Dice가 -0.174로 가장 크게 하락했으며, 실험에서 가
장 낮은 Dice를얻었다. UNETR은 기존 성능이없으나 동
일한 3D 모델인 3D-ResU-Net에비해성능이낮게나왔다.

ATLAS V1.2 ATLAS V2.0

Model
Origin 
Dice

Origin 
IoU Dice IoU

U-Net 0.518 [2] 0.333 0.598 0.426

X-Net 0.487 [5] 0.367 0.313 0.226

HarDNet 0.507 [14] 0.377 0.591 0.419

SegNet 0.375 [14] 0.268 0.533 0.363

PSPNet 0.447 [14] 0.328 0.580 0.408

SwinUnet 0.403 [14] 0.288 0.448 0.298

3D-ResU-Net 0.640 [12] - 0.512 0.344

UNETR - - 0.347 0.210

표 6. 모델 성능 비교
Table 6. Model Performance Comparison

Ⅵ. 결론

본 연구는 의료영상 데이터의 양이 작은 고질적인 문제

점 때문에 V1.2기반 모델이 데이터에 과적합 되었을 가능
성이 있다고 가정했다. 가설검증과 함께 데이터가 증가했
을 경우 기존 모델들의 성능이 어떻게 변화할지 알아보고

자 실험을 진행했다.
실험 결과 X-net과 3D-ResU-net을 제외한 6가지 영상분
할모델의성능이증가한것을알수있다. 이것은데이터가
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증가할수록영상분할모델성능에긍정적인영향을준다는

일반적인 가설에 부합하는 결과이다. 하지만 성능이 감소
한 영상분할 모델 또한 존재했다. 성능이 감소한 X-net과
3D-ResU-net은 기존 데이터에과적합 된것이라고 추측할
수있다. 또한영상분할모델들의성능증가수치의차이를
통해 성능이 더 높게 증가했을수록 더욱 일반화된 영상분

할 모델이라고 평가할 수 있었다. 
데이터의양이나속성에변화가생길경우 모델성능또

한함께변화한다는결과를통해본연구는데이터의변동

성에도 능동적인 영상분할 모델을 만들기 위한 새로운 접

근법의 필요성을 제시한다.
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