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Abstract

Deep learning can solve various computer vision problems, but it requires a large dataset. Data augmentation 

technique based on image binarization for constructing large-scale datasets is proposed in this paper. By extracting

features using image binarization and randomly placing the remaining pixels, new images are generated. The 

generated images showed similar quality to the original images and demonstrated excellent performance in deep

learning models.

요  약

딥러닝은 다양한 컴퓨터 비전 문제를 해결할 수 있지만, 대량의 데이터셋이 필요하다. 본 논문에서는 대형 이미지 데이터셋을 구

축하기 위해 이미지 이진화 기반 데이터 증강 기법을 제안한다. 이미지 이진화를 사용하여 특성을 추출하고 추출된 나머지 픽셀을

랜덤하게 배치하여 새로운 이미지를 생성한다. 생성된 이미지는 원본 이미지와 유사한 품질을 보여주며, 딥러닝 모델에서도 뛰어난 

성능을 보였다.
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Ⅰ. 서론

딥러닝을 통해 컴퓨터 비전 분야에서 이미지 분류, 객

체 탐지, 세분화 등 다양한 문제를 해결할 수 있게 되었

다[1]. 이러한 기술들은 대량의 데이터셋을 필요로 하므

로, 데이터의 양이 많을수록 성능이 향상되는 경향을 보

인다. 하지만, 현실적으로 대량의 데이터를 수집하기 어

려울 때가 많기 때문에, 데이터 증강 기술이 주목받고 

있다.

최근 데이터 증강 기술에 관한 많은 연구가 진행되었

으며, 이러한 연구들은 크게 다음과 같은 방향으로 진행

되고 있다.
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Fig. 1. Image Binarization based on Thresholding.

그림 1. 임계값에 따른 이미지 이진화

첫째, 데이터 증강 기술의 성능 개선을 위한 기술적 연

구가 이루어지고 있다. 예를 들어, 데이터 증강 기술 중 

하나인 데이터 증강 기술은 기존의 이미지 데이터를 변

형시켜 새로운 데이터를 생성하는 기술로, 이를 통해 딥

러닝 모델의 성능을 향상하는 방법이 연구되고 있다.

둘째, 데이터 증강 기술의 다양한 활용 분야가 연구되

고 있다. 예를 들어, 의료 이미지에서 병변 영역을 자동

으로 검출하거나, 자율주행 자동차에서 주변 환경을 인

식하는 데에 활용될 수 있다.

셋째, 데이터 증강 기술을 활용한 다양한 응용 프로그

램이 개발되고 있다. 예를 들어, 스마트폰 카메라 어플리

케이션에서 얼굴 인식 기술과 함께 이모티콘을 삽입하는 

기술이 이미 상용화되어 있다[1].

데이터 증강 기술이 발전하면서, 학습 모델에 대한 데

이터의 양과 질이 중요한 역할을 한다. 특히 딥러닝 모델

의 경우, 수많은 이미지 데이터셋으로부터 다양한 특성

들을 학습하여 모델의 정확도를 향상한다.

데이터 증강 기술은 기존의 이미지 데이터셋에서 새로

운 이미지 데이터를 생성하거나, 기존 이미지를 변형하여 

새로운 데이터를 만들어내는 방식이다. 이를 통해 데이터

의 양을 증가시키고, 모델의 일반화(generalization) 성

능을 향상할 수 있다[2].

본 논문에서는 이미지 이진화를 통한 최대 빈도 축 기

반 랜덤 재배치 이미지 생성 알고리즘을 통해 컴퓨터 비

전 분야에서의 학습 모델 성능을 향상하는 방법을 제안

한다. 이를 통해 데이터 증강 기술이 학습 모델 성능에 

미치는 영향을 분석하고, 데이터 증강 기법에 대한 유효

성을 증명한다. 또한 데이터셋의 크기를 증가시켜 성능 

향상을 도모할 수 있다.

Ⅱ. 배경 지식

1. 이미지 증강 기술

이미지 증강 기술은 이미지를 수정 혹은 변형하여 원본 

이미지보다 더 많은 이미지를 생성하는 기술이며, 대형 

데이터셋이 필수적으로 필요한 딥러닝 분야에서 활발하

게 사용 중이다. 이미지 증강은 데이터의 크기, 색상, 밝

기, 대비, 회전 등으로 이미지를 수정하여 생성한다. 다른 

이미지 증강 기술들의 예시로는 랜덤 크롭(Random 

Crop), 랜덤 플립(Random Flip), 컬러 제로(Cutout), 

블러링(Blur), 색조 변경(Hue Shift) 등 기술들이 있다

[3]-[6].

각 이미지 증강 기술들은 서로 다른 방식으로 이미지 

데이터를 변형한다. 예를 들어, 랜덤 크롭은 이미지에서 

랜덤한 위치를 선택하여 해당 영역을 잘라내는 기술이다.

이미지 증강 기술은 이미 다양한 연구에서 다뤄졌다.. 

이전 연구에서는 회전, 크기 조정, 밝기 조절, 색감 변화 

등을 사용해 이미지 데이터를 증강하는 다양한 방법이 

연구되어왔다. 최근에는 GAN(Generative Adversarial 

Networks)과 같은 새로운 기술이 등장하면서, 더욱 다

양한 방법으로 이미지 증강이 가능해졌다[7].

2. 기존 기술

Pixel-Level Transform, PatchShuffle Regularization, 

Random Erasing Data Augmentation 등[8] 여러 이

미지 증강 기술이 있다.

Pixel 단위로 변환을 시키는 Pixel-Level Transform

은 대표적으로 Blur, Jitter, Noise 등을 이미지에 적용

하는 기법이다. Gaussian Blur, Motion Blur 등 다양한 

기법이 Pixel 단위에 사용해 이미지 데이터를 증강한다.

PatchShuffle Regularizationd은 feature 값들을 랜

덤하게 섞는 기법을 제안했으며, 임의의 크기를 지정하

여 그 크기만큼 랜덤하여 섞기 때문에 임의 크기에 따라 

성능이 달라진다.

Random Erasing Data Augmentation은 Patch- 

Shuffle과는 다르게 랜덤한 바운딩 박스를 만들어 그 안

을 임의 값으로 채우거나, 원본 이미지의 평균, 0 또는 

255 등으로 바운딩 박스를 채우는 채워서 이미지를 증강

하는 기법이다.

앞서 소개한 방법들처럼 본 논문에서 원본 이미지의 특

성을 이용해 새로운 이미지를 생성하는 기법을 제안한다. 

Ⅲ. 제안 증강 시스템

1. 이미지 이진화(Image binarization)

이미지 이진화는 임의 값인 임계값을 지정해 임계값보
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Fig. 3. Random rearrangement image data generation technique based on maximum frequency axis.

그림 3. 이미지 이진화를 통한 최대 빈도 축 기반 랜덤 재배치 이미지 데이터 생성 기법

Fig. 2. Example of Otsu’s algorithm histogram.

그림 2. 오츠 알고리즘 히스토그램 예시

다 밝은 픽셀들은 모두 흰색으로, 그렇지 않은 픽셀들은 

모두 검은색으로 바꾸는 기법이다[9]. Fig. 1는 임의의 

임계값을 기준으로 새로 생성된 이미지들의 예시이다.

이미지 이진화를 통해서 사물 혹은 물체의 특성을 추출 

및 검출에 사용이 될 수 있다. 이는 컴퓨터 비전, 의료 비

전, 자동차 번호판인식 등 영상처리에 기초가 되는 기법

의 하나다. 이진화를 통해서 이미지 내의 특성을 추출 및 

검출 할 수 있으므로, 추출된 나머지 이미지들을 랜덤 배

치함에 따라, 새로운 이미지를 만들어 낼 수 있다.

하지만 이 임계값은 Fig. 1.처럼 수작업으로 임의의 임

계값을 하나하나 정할 수 없다. 이를 해결하기 위해 오츠 

알고리즘(Otsu’s algorithm)[10]을 이용해 해결한다. 오

츠 알고리즘은 이미지 이진화 알고리즘 중 하나로 이미

지의 히스토그램 분석을 통해서 자동으로 이진화 임계값

을 계산하는 기법이다. Fig. 2의 오츠 알고리즘에 사용되

는 히스토그램의 예시이다.

본 논문은 이 아이디어를 바탕으로 새로운 기법을 제

시한다.

2. 제안 증강 시스템

Fig. 3은 제안하는 증강 시스템의 알고리즘이다. 크게 

6단계를 통해서 새로운 이미지를 생성한다.

1. 이미지를 입력받은 후 이미지 행렬인 M을 이진화

를 한다. 2. M의 크기를 계산한다. M의 크기를 계산하

는 이유는 최대 빈도 축에 따라서 정해진 이미지 내의 

특성을 고정하기 위해서 M의 크기를 계산하고, 계산된 

특성이 원본 이미지에 벗어나는지 판단하기 위해 M의 

크기를 계산한다. 3. M의 각행과 열에서 255의 개수가 

가장 많은 x축과 y축을 찾는다. 255를 기준으로 행렬에

서 빈도수를 체크하는 이유는 이진화를 통해서 255나 0

으로 구분되기 때문에 255를 통해서 이미지내의 특성을 

추출하기 위함이다. 3-1.M의 각 행과 열에서 255의 개
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Fig. 4. Example of proposed system.

그림 4. 제안 시스템 적용 예시

수를 계산 후, 3-2.255의 개수가 가장 많은 x축과 y축

을 계산하여 선택한다.

4. 선택된 x축과 y축을 기준으로 바운딩 박스를 정의

한다. 4-1. 축의 바운딩 박스의 좌표는 255값이 가장많

은 축의 최소인덱스와 최대인덱스를 비교한다. 4-2. 

4-1.에서 계산된 좌표를 바탕으로 바운딩 박스 R을 정의

한다. 5. 바운딩 박스 R을 제외한 M의 행렬값을 랜덤하

게 섞는다. 6. 랜덤하게 섞인 새로운 이미지 행렬인 R을 

반환한다.

Ⅳ. 실험 결과 및 분석

1. 이미지 증강

이미지 증강에 필요한 이미지 데이터셋은 ImageNet 

dataset[11] 중에서 강아지 데이터를 이용해 이미지 증

강을 진행했다. 이미지 데이터는 강아지 데이터 셋 중 

500장을 랜덤으로 선택했다.

이미지 생성은 Fig. 3의 과정을 거쳤으며, Fig.4-(a)가 

원본 이미지 Fig.4-(c)가 새로 생성된 이미지로 이미지 

특성을 추출하여 특성을 제외한 나머지 픽셀들을 랜덤 

배치했다. 500장과 이미지 증강을 거쳐 총 1,000장의 

이미지데이터 셋을 구축했다.

2. 이미지 품질평가

이미지 증강을 거친 이미지가 실질적으로 사용이 가능

한지 판단하기 위해서 이미지 품질평가를 실시한다. 이

미지 품질 평가는 SSIM, MS-SSIM, VIF[12]-[14]을 이

용해 품질평가를 진행한다.

SSIM, MS-SSIM, VIF로 비교하려는 이유는 Table. 1

처럼 원본이미지와의 구조적 유사성과 이미지의 해상도

가 어떻게 변했는지 확인하기 위해서다.

overview Calculation Method

SSIM
comparison of structural 

similarity
structural similarity

MS-SSIM

Improve the shortcomings 
of SSIM, calculate 

structural similarity for 
various scales

Adding a process of 
applying SSIM 

calculation to various 
scales

VIF

Compare image quality 
before and after applying 
image quality improvement 

and compression

Calculation of variance 
ratio between pixels

Table 1. SSIM, MS-SSIM, VIF Comparison.

표 1. SSIM, MS-SSIM, VIF비교

Fig. 5. image quality assessment results.

그림 5. 이미지 품질 평가 결과
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Fig. 5처럼 원본 이미지와 증강된 이미지에 대한 SSIM

과 MS-SSIM의 값은 유사한 결과를 보였다. 하지만 VIF 

값은 원본 이미지보다 품질이 떨어 진다고 판단하였고, 

원본 이미지가 증강 이미지 보다 더 세부 정보를 가지고 

있다는 의미이다. 하지만 SSIM,MS-SSIM,VIF 비교 결과 

원본 이미지와 품질 평가값이 유사하기 때문에 원본 이

미지와 차이가 존재는 하나, 이미지의 특성은 살려 이미

지 증강을 한 것을 알 수 있다.

3. 딥러닝 모델

이미지 품질평가를 통해 원본이미지와는 차이가 있지

만, 원본 이미지의 특성과 같은 특성이 증간된 이미지 데

이터에도 포함된 것을 파악했다. 이를 바탕으로 원본이

미지와 증강이미지로 데이터셋을 구축하여 딥러닝 모델

에 적용했다.

딥러닝은 대형 데이터셋이 필수적이다. 딥러닝 모델을 

통해 증강된 데이터를 포함시켜 실험을 진행하는 경우 

원본이미지 데이터만 사용했을 경우 모델의 성능을 비교

한다. 딥러닝 모델 중 이미지 분류 모델인 CNN과 객체 

탐지 모델인 YOLOv5[15]를 이용해 실험을 진행했다. 

CNN 모델은 RseNet-50[16]의 구조를 이용해 모델을 

설계 한 후 실험을 진행하였다. 실험 결과 Fig. 6처럼 원

본이미지와 증강된 이미지가 섞인 데이터셋으로 약 97%

의 정확도로 원본이미지만 사용했을 때보다 약 2% 상승

된 효과를 볼 수 있었다.

Fig. 6. Image classification result.

그림 6. 이미지 분류 결과

객체 탐지 결과 역시 이미지분류모델과 비슷하게 원본

이미지와 증강된 이미지가 합쳐진 데이터셋이 더 좋은 

결과를 보여준다.

Fig. 7. object detection result.

그림 7. 객체 탐지 결과

Ⅴ. 결론 및 향후 연구

본 논문에서는 대형 데이터 셋 구축을 위한 이미지 이

진화 기반 이미지 증강 기법을 제안 했다.

실험 결과 제안 기술을 통해 생성된 이미지는 원본이

미지와 품질평가에서 비슷한 결과를 보여줬고, 이미지 

분류 모델과 객체 탐지 모델 즉 딥러닝 모델에서도 좋은 

성능을 보였다.

향후 연구에서는 최대 빈도 축을 기반으로 바운딩 박

스를 생성하는데 바운딩 박스의 개수를 늘려 이미지 내

의 특성을 최대한 살리고, 바운딩 박스의 개수를 효율적

으로 찾는 방안으로 연구하고자 한다. 또한 컬러이미지

와 특정 이미지에 따라 본 논문 기법을 적용하지 못하는 

경우에 대한 방안을 연구하고자 한다.
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