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서   론

우리나라 수산업에서 양식어업이 차지하는 산업적 중요도는 
점점 증가하고 있다. Fig. 1에서 보는 바와 같이, 해면양식업 생
산량은 2006년을 기점으로 연근해어업 생산량을 뛰어넘어 지
속적인 상승세를 보이다 2021년에는 연근해어업 생산량의 약 
2.6배를 생산했다. 당해 해면양식업 생산량은 약 240만톤으로, 
전체 수산업 생산량의 약 63% 수준이다(KOSIS, 2022). 2021
년 기준 양식어업 전체 생산량 중 가장 큰 비중을 차지하는 것은 
해조류이며(약 77%), 어류는 약 3.7%에 불과하다. 하지만 생산
금액을 기준으로는 어류가 약 37%에 해당하는 1조 2천억원으
로 가장 큰 비중을 차지하고 있어 양식어업에서 어류가 차지하
는 산업적 중요도는 상당히 높다고 할 수 있다. 특히 넙치는 양
식어류 생산에서 가장 큰 비중을 차지하는 어종으로, 2021년 기
준 전체 양식어류 생산량의 약 47% 그리고 생산금액으로는 약 
55%를 차지하고 있다(KOSIS, 2022). 최근 넙치의 가격 변동 
문제가 대두되고 있다. 인천 지역 도매가격을 기준으로, 2010년

부터 2019년까지의 연간 월별 가격 변동율의 절댓값의 평균은 
약 13%에 수준이었으나, 2020년부터 2022년까지는 약 21%로 
수준으로 상승하였다. 특히, 2019년 5월부터 2021년 4월까지
의 가격 변동율은 무려 약 38% 수준으로, 이전에 비해 매우 높
은 현상이 발생하고 있다(KMI, 2022). 가격은 소비 결정에 중
요한 요소로 작용하기 때문에 물가의 변동은 소비자가 민감하
게 받아들일 수 있는 현상이다(Lee and Kim, 2010). 특히 수산
물과 같은 주요 소비 품목의 가격 폭등 및 폭락은 소비자의 부담
을 가중시킨다. 수산물 가격 변동은 소비자뿐만 아니라 수산업
계 종사자들에게 불확실성으로 인한 위험성을 증대시켜 소득을 
불안정하게 만들기도 한다(Ko, 2009). 이에 따라 수산물 가격
을 보다 정확히 예측 및 분석하는 것은 수산업 경영의 안정성과 
이를 통한 수산업의 산업적 발전을 도모하는 데 필수적이라 할 
수 있다. 본 연구에서는 현재 다양한 분야에서 가격 예측 기법으
로 주목받고 있는 딥러닝 모델을 수산물 가격 예측에 적용하고
자 한다. 예측을 위해 분석 대상 변수 자료를 수집하고, 가격 예
측에 영향을 줄 것으로 예상되는 독립변수들을 선정하여 다변
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량 모델을 구축하였다. 서론에서는 관련 선행연구를 검토하고, 
재료 및 방법에는 분석에 활용한 변수의 선정 근거와 특성, 그리
고 모델 구축 과정을 기술하였다. 예측 결과에 대한 내용은 결과
에 기술하고, 고찰에서는 연구의 요약 및 결론으로 본 연구의 시
사점 및 한계점 등을 제시하였다.
딥러닝 모델은 비지도 학습, 우수한 일반화 능력 및 빅데이
터 훈련 등의 특성 때문에 최근 다양한 분야에서 주목받고 있
다(Wang et al., 2019). 특히 딥러닝 모델을 활용하여 주가를 예
측하는 국내외의 연구가 다수 존재하며, 최근 국내에서는 농산
물 가격 예측을 위해 딥러닝 모델을 활용하고 있다. Shin et al. 
(2018)의 연구에서는 딥러닝 알고리즘을 이용하여 자연재해가 
농산물 가격에 미치는 영향을 고려한 학습 모델을 만들고 농산
물 가격을 예측하였다. Bae and Kim (2016)은 인공신경망의 은
닉층 최적화를 통해 농산물 가격에 최적화된 모델 구조를 도출
하는 연구를 수행하였다. Yun et al. (2016)는 국제곡물가격 예
측을 위해 인공신경망을 이용하였으며, Im et al. (2018)는 딥러
닝 기술을 활용하여 과일 가격을 예측하였다.
딥러닝 모델을 활용하여 수산물 가격을 예측한 선행연구
로 Hwang et al. (2012)은 인공신경망 기법을 활용하여 고등
어 위판가격을 예측하고, 위판량 및 위판가격이 위판단가에 미
치는 영향을 분석하였다. Song (2021)은 MLFN (multi-layer 
feedforward network)과 GRNN (generalized regression neu-
ral network) 모델 그리고 다중회귀모형을 사용하여 2019년과 
2020년의 양식산 넙치의 산지가격을 예측하였다. 모델 간 비
교 결과, GRNN 모델의 평균절대백분율오차(mean absolute 
percentage error, MAPE)가 2019년에는 5.26%, 2020년에
는 6.04%로, 가장 우수한 것으로 평가되었다. Woo and Shin 

(2022)은 LSTM (long short term memory)과 MLP (multi-
layer perceptron) 모델, 그리고 ARMA (autoregressive moving 
average) 모형을 활용하여 양식산 조피볼락의 도매가격을 예측
하였다. 모델 간 비교 결과, MLP 모델의 MAPE가 17%로 가장 
낮게 나타났다. Lee and Kim (2022)는 다변량으로 LSTM과 
GRU (gated recurrent unit)를 구축하여 양식산 조피볼락의 산
지가격을 예측하였고, 단변량 모델과의 예측력을 비교하였다. 
그 결과, LSTM 모델의 예측력이 더 우수한 것으로 나타났으며, 
단변량 LSTM의 MAPE는 13.05%, 다변량 LSTM의 MAPE
는 4.66%로 나타나 수산물 가격 예측 시 다변량 딥러닝 모델 활
용의 필요성이 제시되었다.
이 외의 수산물 가격 예측에 관한 연구는 대부분 전통적 시
계열 모형을 활용하였다. Guttormsen (1999)은 CAD (classi-
cal additive decomposition), HW (holt winters) 지수평활법, 
ARMA, VAR (vector auto regression) 모형 및 두 가지 Naive 
모델로 연어의 주간 산지가격을 예측하였다. MPE (mean per-
centage error), MAPE, RAF (ratio of accurate forecasts)를 이
용하여 예측 정확도를 평가한 결과, MPE와 RAF를 이용해 평
가한 예측력은 CAD 모델이, MAPE를 이용해 평가한 예측력
은 VAR 모형이 가장 높은 것으로 나타났다. Nam et al. (2014)
는 ARIMA (autoregressive integrated moving average) 모형
과 VECM (vector error correction model) 모형, 그리고 다중
회귀분석으로 김 위판가격의 단기 예측력을 검정하였다. 세 모
형의 예측력을 비교한 결과, RMSE (root mean squared error), 
MAE (mean absolute error), MAPE, Theil IC (theil inequality 
coefficient) 모두 다중회귀모형이 가장 낮은 것으로 평가되었
다. Gordon (2017)은 ARMAX (autoregressive moving aver-

Fig 1. Annual statistics of production be fishery type.
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age with exogenous variable) 모델과 EC (error-correction) 모
델로 캐나다 수산물의 산지가격에 영향을 미치는 요소를 분석
하고, 시뮬레이션을 통해 산지가격을 예측하였다. ARMAX 모
델의 외생 변수로 미국과 캐나다의 환율을 설정하여 분석한 결
과, 미국과 캐나다의 환율 하락은 수산물 산지가격 상승으로, 
미국과 캐나다의 환율 상승은 산지가격 하락으로 이어지는 것
으로 나타났다. EC 모델을 사용하여 생산자 가격과 공정 가격
(process price) 간의 연관성을 분석한 결과, 공정 가격과 산지
가격은 장기간에 걸친 균형 관계가 존재하며, 공정 가격이 산지
가격 결정을 선도하는 것으로 나타났다. 이처럼 수산물 가격에 
관련한 기존 연구들은 대부분 전통 시계열 모형을 활용한 것이
며, 수산 분야에서 딥러닝 모델을 활용하여 가격을 예측한 연구
는 아직 미흡한 실정이다. 

재료 및 방법

변수 선정

본 연구에서는 방대한 양의 데이터 활용이 이점인 딥러닝 모

델의 특성에 따라 투입되는 모든 변수를 고려하여 수집 가능한 
자료의 최대 기간인 2006년 10월부터 2022년 8월까지의 월별 
자료를 사용하였다(Najafabadi et al., 2015). 
분석에서 사용된 변수는 양식산 넙치의 지역별 도매가격(인
천, 하남, 부산), 지역별 산지가격(제주, 완도), 출하량 및 양성 
물량, 수출량 및 수입량, 경쟁어종인 양식산 조피볼락의 도매가
격, 산지가격, 출하량, 양성 물량, 연어 및 방어의 수입량, 양식
환경 변수로 제주지역 수온, 그리고 특수한 시장적 변수인 CO-
VID-19 더미 변수 등 총 17가지이며, 이들 변수들에 대한 기초
통계량 및 자료 출처는 Table 1에서 정리된 바와 같다.
종속변수는 인천 지역의 양식산 넙치 900 g–1.0 kg 품목 도매
가격으로 사용하였다. 양식산 넙치의 크기별 품목 중 생산 비중
이 가장 높은 것은 1 kg 품목이다(KMI, 2022). 그리고 우리나
라에서 양식산 넙치의 주요 산지는 제주와 완도로, 2021년 기준 
제주는 넙치 양식생산량의 50% 이상을 차지하고 있다(KOSIS, 
2022). 인천, 하남, 그리고 부산의 도매시장 중 제주산 넙치의 
유통 비중이 가장 큰 곳은 인천이며(Lee and Ma, 2020; MOF, 
2021), 특히 최근 인천 지역 양식산 넙치 도매가격의 변동성이 

Table 1. Basic statistics of analysis variables

Incheon wholesale price (won)1 Hanam wholesale price (won)1 Busan wholesale price (won)1 Jeju producer price (won)1

Average 13,453 13,875 14,265 11,355
Maximum 18,575 19,625 19,625 16,358
Minimum 9,750 9,750 9,250 7,526
Median 13,375 13,625 14,000 11,326

Wando producer price (won)1 Shipment volume (ton)1 Growing volume (ton)1 Export volume (ton)2

Average 12,614 1,128 1,759 260
Maximum 17,887 2,094 3,082 562
Minimum 8,274 499 746 82
Median 12,452 1,120 1,618 240

Import volume (ton)2 Wholesale price of 
Korean rockfish (won)1

Producer price of 
Korean rockfish (won)1

Shipment volume of 
Korean rockfish (ton)1

Average 18 11,619 8,971 1,932
Maximum 187 20,906 17,205 4,055
Minimum 0 7,229 5,638 663
Median 0 11,264 8,550 1,842

Growing volume of 
Korean rockfish (ton)1 Import volume of salmon (ton)2 Import volume of yellow tail 

(ton)2
Water temperature of Jeju 

(°C)3

Average 21,790 856 74 19
Maximum 44,985 2,896 1,164 27
Minimum 10,371 0 0 14
Median 18,227 483 7 19

COVID-19 Dummy Variable
0 COVID-19 (O)
1 COVID-19 (X)
1KMI (2022), Fisheries outlook statistics. 2KSC (2022), Trade statistics. 3KMA (2022).
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과거에 비해 커지고 있다. 지역별 900 g–1 kg 넙치 도매가격의 
연간 표준편차를 비교해 보면, Table 2에서 보이는 바와 같이, 
2019년 이전 연간 표준편차의 평균과 2020년 이후 연간 표준
편차의 평균의 차(a-b)가 가장 큰 곳은 인천이다. 이에 인천 도
매시장의 양식산 넙치 900 g–1.0 kg 품목을 분석 대상으로 하
였으며, 한국해양수산개발원 수산업관측센터의 관측통계 월별 
자료를 활용하였다.
종속변수인 양식산 넙치의 도매가격 변화를 구체적으로 살펴
보면, Fig. 2에서 보이는 바와 같이, 11월과 12월 등 겨울철에 하
락하고 5–8월 등 여름철에 상승하는 경향을 보이며 상당히 불
안정한 시계열임을 알 수 있다. 특히 2020년부터는 가격이 급증
하여 계절성에 관계없이 꾸준히 상승하는 추세를 보이고, 이전
보다 평균적으로 높은 수준에 머무는 모습을 보이고 있다. 본 연
구에서는 이러한 계절 및 연도별 특성을 반영하기 위해 종속변
수의 자기 시차 변수를 독립변수에 포함하여 분석하였다.
하남과 부산은 인천과 더불어 양식산 넙치의 주요 도매시장이
며, 하남과 부산의 넙치 도매가격은 Fig. 3에서 보는 바와 같이, 
인천의 도매가격과 비슷한 추세를 보인다. 또한, 세 도매가격 변

수는 Table 3에서 보는 바와 같이, 서로 매우 강한 상관관계를 
갖고 있다. 이에 본 연구에서는 인천 지역의 도매가격 예측에 유
의미한 영향을 줄 것으로 예측되는 하남 및 부산의 도매가격을 
독립변수로 사용하였다. 한국해양수산개발원 수산업관측센터
의 관측통계 월별 자료를 활용하였으며, 크기는 종속변수와 동
일한 900 g–1 kg 품목으로 한정하였다.
출하량 및 양성 물량은 Song (2021)을 참고하여 생산 관련 지
표로 사용하였다. 한국해양수산개발원 수산업관측센터의 관측
통계 월별 자료를 활용하였으며, 1 kg 이상 품목의 자료를 활용
하였다. 산지가격은 양식산 넙치가 산지가격에서 도매가격으
로의 인과관계를 가진다는 선행연구 결과에 따라 도매가격 예
측을 위한 변수로 포함하였다(Lee and Ma, 2020). 한국해양수
산개발원 수산업관측센터의 관측통계 월별 자료를 활용하였으
며 제주, 완도의 1 kg 산지가격을 기준으로 활용하였다. 조피볼
락은 넙치와 대체 관계에 있는 어종이다(Kang, 2015). 이에 본 
연구에서는 조피볼락의 수급 및 가격 관련 지표가 넙치 가격에 
영향을 미칠 것으로 판단하여 조피볼락의 도매가격, 산지가격, 
출하량, 그리고 양성 물량을 독립변수로 포함하였다. 한국해양

Table 2. Annual SD of Wholesale price of olive flounder Paralichthys olivaceus my region (900 g–1 kg)

‘06 ‘07 ‘08 ‘09 ‘10 ‘11 ‘12 ‘13 ‘14 ‘15 ‘16 ‘17 ‘18 ‘19 Average (a)
Incheon (won) 1,218 1,037 815 1,456 1,379 1,005 716 1,092 665 1,153 754 1,229 1,524 209 1,018
Hanam (won) 1,300 1,005 711 1,729 1,717 1,065 797 939 797 1,043 519 1,385 1,258 467 1,052
Busan (won) 1,768 1,038 832 2,253 1,686 975 965 1,124 600 1,448 1,000 1,464 1,132 741 1,216

‘20 ‘21 Average (b) a-b
Incheon (won) 2,111 1,473 1,792 774
Hanam (won) 2,123 1,487 1,805 753
Busan (won) 2,652 1,103 1,877 661

Fig 2. Changes in wholesale price of olive flounder Paralichthys olivaceus (Incheon, 900 g–1 kg).
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수산개발원 수산업관측센터의 관측통계 월별 자료를 활용하였
으며, 전체 크기 및 지역의 평균치로 이용하였다.
지형이나 해류의 특성으로 인한 수온의 변화는 양식 넙치의 
식욕부진, 성장불량, 대량폐사 등을 유발한다(Lee et al., 2002). 
이처럼 수온의 변화는 넙치 생산에 직접적으로 연관되며, 가격
에도 역시 영향을 미칠 것으로 판단된다. 이에 양식산 넙치 생
산량 비중이 가장 높고 인천에서 가장 큰 비중으로 유통되는 제
주 지역의 수온을 독립변수로 활용하였다. 기상청 기상자료개
방포털 기상관측 일별 해양자료 중 제주 지역 해양기상부이 2
곳, 등표기상관측 1곳, 파고부이 12곳의 일별 수온을 월별 평균 
자료로 변환하여 사용하였다.
수입량과 수출량은 식품의 수급 중 공급 및 수요 요소에 해당
한다(KREI, 2022). 수급과 가격은 상호 연관성을 갖기 때문에
(Wohlgenant, 1985), 넙치의 수입량 및 수출량은 도매가격 예
측에 필수적인 변수라 할 수 있다. 이에 본 연구에서는 관세청 
수출입무역통계의 넙치 수입 및 수출 통계량 자료를 활용하였
다. 우리나라에서 넙치는 활어회 선호 1위 어종이다(Kim and 
Kang, 2019). 한편, 연어와 방어는 최근 횟감 대체 어종으로 수
입량이 크게 늘고 있으며, 특히 연어는 선어회 선호 1위 어종이
다(Kim and Kang, 2019; Song, 2021). 이에 조피볼락과 더불
어 연어와 방어가 넙치의 경쟁 어종으로서 가격에 영향을 미칠 
것으로 예상된다. 이에 본 연구에서는 관세청 수출입무역통계

의 신선 냉장 연어 및 활어 방어 수입 통계량 자료를 활용하였
다. Fig. 2를 살펴보면, COVID-19 확산 시점인 2020년 이후
로 넙치의 도매가격이 높게 형성되어 팬데믹이 수산물 가격에
도 영향을 미치는 것으로 판단된다. Song (2021)에서도 이러한 
상황을 고려하여 COVID-19 발생 시점 전후로 시계열을 구분
하여 예측을 수행하였고, Lee and Kim (2022)에서는 조피볼락 
산지가격 예측을 위해 COVID-19 관련 더미 변수를 활용하였
다. 이에 본 연구에서도 COVID-19를 더미 변수화하여 분석에 
활용하였다.

분석 방법

분석 방법에 대한 설명은 Lee and Kim (2022)을 참고하여 작
성하였다.
딥러닝 모델 (Deep Learning Model)

인공신경망은 인간의 뇌를 모방한 머신러닝 기법이다. 정보를 
처리하는 노드가 계층적으로 구성되어 네트워크를 형성한다. 
인공신경망의 기본 모델은 독립변수에 해당하는 입력층과 종
속변수에 해당하는 출력층으로 구성되어 있다. 모델의 작동 원
리는 입력층에 가중치를 부여하고 이를 합산하여 최종 출력으
로 변환하는 것이다(Cooper, 1999).
인공신경망은 계층 구조에 따라 다양한 모델로 세분화된다. 
초기 모델인 단층퍼셉트론(single-layer perceptron, SLP)부터 
딥러닝 기술이 적용된 다층퍼셉트론(multi-layer perceptron, 
MLP), 합성곱신경망(convolutional neural network, CNN), 순
환신경망(recurrent neural network, RNN), 그리고 생성적 적
대 신경망(generative adversarial network, GAN) 등이 있다. 
본 연구에서는 시계열 예측에 특화된 RNN의 일종인 LSTM 과 
GRU로 예측 모델을 사용하였다. 

RNN은 입력층-은닉층-출력층으로 이루어진 각 시퀀스의 출
력값의 일부가 입력값에 수평적으로 포함되어 뒤로 갈수록 가

Table 3. Correlation of IWP, HWP and BWP

IWP HWP BWP
IWP 1
HWP 0.940 1
BWP 0.922 0.926 1
IWP, Incheon wholesale price; HWP, Hanam wholesale price; 
BWP, Busan wholesale price.

Fig 3. Comparison of wholesale price changes of olive flounder Paralichthys olivaceus by region (900 g–1 kg).
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중치가 업데이트되는 모델이다(Mun et al., 2016). 하지만 시
퀀스가 길어질수록 이전 데이터와의 연관성이 떨어져 예측력
이 저하되는 장기의존성 문제가 나타기도 하는데, 이러한 문제
점을 해결한 모델이 LSTM이다. LSTM은 1997년 Hochreiter
와 Schmidhuber에 의해 제안된 모델로, 기존의 RNN 은닉층을 
memory cell이라 불리는 은닉층 유닛으로 대체하여 RNN의 한
계를 보완하였다(Hochreiter and Schmidhuber, 1997).

LSTM의 memory cell은 Fig. 4에서 보는 바와 같이, input 
gate, output gate, 그리고 forget gate로 불리는 세 게이트와 
sigmoid layer와 tanh layer로 구성되어 있다(Hochreiter and 
Schmidhuber, 1997). Input gate로 입력된 정보는 forget gate
를 거치며 출력 정보 망각 여부 및 시기가 결정된다. 활성화 결
과가 높은 정보가 셀 상태에 저장되어 가중치 이외의 추가적인 
정보를 반영하도록 하는 것이다(Fu et al., 2016; Shahid et al., 
2020). Sigmoid layer는 0–1의 값을 생성하여 정보가 어느 정
도로 저장될지 결정한다. Tanh layer는 새로운 벡터를 생성하
고, 이는 memory cell에 추가된다. 이러한 과정을 거친 정보는 
output gate로 출력되고, 다음 memory cell에 전달되는 과정이 
반복된다(Selvin et al., 2017). 각 셀은 식 (1)-(5)과 같은 수학적 
방정식을 사용해 나타낼 수 있다.

식 (1)-(5)에서 W와 b는 각 게이트와 memory cell에 적용되는 
가중치와 편향을, Xt는 투입 시계열 변수를, ht-1는 각 게이트마
다 가중치가 부여되는 이전 단계의 은닉층 값을 의미한다. Input 
gate 및 forget gate에서는 식 (1)-(2)과 같이 Xt와 ht-1에 가중치 
및 편향을 적용하고 sigmoid 활성화 함수를 통해 비선형성을 부
여한다. Input gate와 forget gate의 연산 결과는 식 (3)의 과정을 
거쳐 memory cell인 Ct로 변환되고, tanh 활성화 함수가 적용되
어 식 (4)에 해당하는 output gate 연산 결과와 곱해져 현시점의 
은닉층 값 ht로 반환된다. 이와 같은 과정이 반복되어 최종적으
로 Yt로 산출된다(Fu et al., 2016; Shahid et al., 2020).

inputgate=sigmoid(WigXt+Whight-1+big)……… (1)

forgetgate= sigmoid(WfgXt+Whfght-1+bfg)……… (2)

(C)t=(C)t-1×(forgetgate)t+(inputgate)t×(tanh(WcXt+Whcht-1+bc))…(3)

outputgate=sigmoid(WogXt+Whoght-1+bog)……… (4)

ht=outputgate×tanh((C)t)……………… (5)

GRU 모델은 LSTM의 구조를 보다 간소화한 모델로, 구조는 
Fig. 5에서 보는 바와 같다. r은 Reset Gate로 이전 노드의 정보
를 보존하거나 버리는 선택을 하며, 이는 LSTM의 forget gate
와 유사한 기능을 한다. z는 update gate로 다음 노드로 전송
할 출력값을 결정한다. h ̃는 이전 노드의 상태이다(Cho et al., 
2014; Fu et al., 2016).

LSTM 및 GRU 모델은 계층 구조, 노드 수, 최적화 알고리즘, 
epochs 등의 초매개변수 설정 등에 따라 예측력이 결정된다. 그
리고 최적화 설정값은 별도로 정의된 것이 없고, 분석 데이터 및 
여건 등에 따라 수동으로 조정해야 한다(Le et al., 2011). 따라
서 딥러닝 모델 구축 시 일반적으로 사용되는 전략은 다양한 구
조의 시나리오 분석을 통해 도출된 결과를 비교하여 최적의 모
델을 선택하는 것이다. 본 연구에서는 LSTM과 GRU 모델에 
Table 4의 초매개변수를 동일하게 적용하고 두 모델의 예측력
을 비교하였다.
모델 구조 중 입력층은 총 17가지의 독립변수를 사용하기 때
문에 총 17개의 노드로 구성하였다. 은닉층은 모두 3개의 층으
로 구성하였으며, 각 층은 256개, 10개, 그리고 4개의 노드로 구
성하였다. 최종적으로는 하나의 노드로 구성된 출력층으로 예

Table 4. Settings of hyper parameter

Layer Structure
Input layer Hidden layer Output layer

17 256-10-4 1
Optimizer algorithm Adam
epochs 1,000

Fig 4. Structure of LSTM. LSTM, Long-short term memory. 

Fig 5. Structure of GRU. GRU, Gated recurrent units.
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측된 도매가격 값이 반환된다.
최적화 알고리즘으로 사용한 Adam (adaptive moment esti-

mation)은 경사 하강법(gradient descent)을 발전시킨 것으로, 
Kingma에 의해 제안되었다. AdaGrad와 RMSProp의 결합으
로 형성되었으며 대규모의 고차원 머신러닝 학습에 맞게 확장
이 가능한 다목적 알고리즘이다(Kingma and Ba, 2015). Epoch
은 학습 알고리즘이 실행되는 횟수를 정의하는 초매개변수이
다(Brownlee, 2018). Epochs은 구체적으로 딥러닝 모델의 학
습 반복 횟수를 의미한다. 본 연구에서는 모델의 오차가 최소화
될 때까지 학습하기 위해 epoch의 수를 1,000회로 설정하였다.
학습 데이터(training data)와 테스트 데이터(test data) 비율은 

97:3으로 설정하였다. 총 191기의 자료 중 앞의 185기 변수를 
학습 데이터로 그리고 뒤의 6기 변수를 테스트 데이터로 활용하
였다. 학습, 테스트 데이터의 비율을 7:3 혹은 8:2 등으로 설정하
는 것이 일반적이나, 본 연구에서는 분석 대상이 되는 시계열 자
료의 수가 다소 부족하여 충분한 모델 학습을 위해 학습 데이터
의 비중을 상대적으로 높게 설정하였다. 그리고 독립변수의 시
차는 t-12기 자료부터 t-1기 자료를 이용하여 t기의 종속변수를 
예측하도록 모델을 구성하였다.
예측력 평가 지표

분석 결과에 대한 예측력 평가 지표로는 식 (6)과 같이, MAPE
를 사용하였다.

MAPE=  1 ∑i=1
n |

Yi-Xi |×100(%)…………… (6)n Yi 

여기서, Yi는 실제값 그리고 Xi는 예측값을 각각 의미한다. 
MAPE는 오차의 상대적인 지표로, MAE, MSE 등의 지표와
는 달리 직관적인 해석이 가능하여 서로 다른 데이터를 이용
하는 예측 모델의 성능 비교 시 자주 사용된다(Goodwin and 
Lawton, 1999; de Myttenaere et al., 2016). 하지만 Yi와 Xi가 0
에 가까울수록 불안정해지며, 실제값이 0이면 계산이 불가능하
다는 단점 등이 있다(Voyant et al., 2017). 본 연구의 분석 대상 
변수들은 이러한 단점에 구애받지 않을 만큼 값의 단위가 크기 

때문에 직관적인 예측력 파악 및 선행연구들과의 비교를 위해 
MAPE를 사용하였다.

결   과

본 연구에서는 선정한 17가지 변수를 모두 사용하여 모델별 
예측력 비교를 수행하였다. 다양한 변수 조합으로 예측해 보았
지만 17가지 변수를 모두 사용한 예측 결과가 가장 우수하였기
에 최종적으로 모든 변수를 모델에 투입하였다. LSTM과 GRU
로 훈련한 모델로 예측한 결과 및 MAPE는 Table 5와 Fig. 6에
서 보는 바와 같다. 우선, LSTM 모델의 최대 오차는 2022년 3
월의 954.02원, 최소 오차는 2022년 7월의 24.24원으로 나타
났으며, 이에 대한 MAPE는 각각 6.32%와 0.15%로 계산되었
다. GRU 모델의 경우, 최대 오차는 2022년 3월의 950.41원, 최
소 오차는 2022년 5월의 93.48원으로 나타났으며, 이에 대한 
MAPE는 각각 6.29%와 0.60%로 계산되었다. LSTM과 GRU
의 6개월 평균 MAPE는 각각 2.19%와 2.68%로 나타나 결과적
으로 LSTM을 이용한 예측의 정확도가 상대적으로 높은 것으
로 평가되었다.
각각의 예측치를 구체적으로 살펴보면, 예측력이 상대적으로 

Table 5. Forecast results and MAPE of LSTM and GRU

Actual
value (won)

LSTM GRU
Forecasted value (won) Error (won) APE (%) Forecasted value (won) Error (won) APE (%)

2022.03 15,100 16,054.02 954.02 6.32 16,050.41 950.41 6.29
2022.04 15,406 15,866.92 460.92 2.99 15,726.84 320.84 2.08
2022.05 15,719 15,966.10 247.10 1.57 15,625.52 93.48 0.60
2022.06 16,000 15,966.42 33.58 0.21 15,616.33 383.67 2.40
2022.07 16,438 16,413.76 24.24 0.15 16,310.83 127.17 0.78
2022.08 16,250 16,561.18 311.18 1.91 16,891.13 641.13 3.95
MAPE 2.19 2.68
MAPE, Mean average percent error; LSTM, Long-short term memory; GRU, Gated recurrent units.

Fig 6. MAPE comparison of LSTM and GRU. MAPE, Mean aver-
age percent error; LSTM, Long-short term memory; GRU, Gated 
recurrent units.
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떨어지는 시점인 2022년 3월의 경우, 이전의 3월 도매가격들과 
달리 높은 수준의 가격이 형성되어 있으며 전월 대비 상승하지 
않고 하락한 시점이다. 2022년 8월도 이전의 여름철과 달리 가
격이 크게 하락하지 않고 높은 상태로 유지된 시점이다. 이처럼 
예측력이 떨어지는 시점은 이례적인 가격 변화 추이를 보인다
는 특성이 있다. 하지만 전체적인 추세가 비교적 정확히 예측되
었고 두 모델의 오차율이 모두 3% 이하로 평가되었다(Fig. 7). 

고   찰

수산물 도매가격의 중요성이 대두되는 가운데 넙치는 우리나
라의 대표적인 양식어종임에도 불구하고 도매가격 예측에 대한 
연구가 상대적으로 부족한 실정이다. 특히 최근 농·축산물 식품 
가격 예측 등 다양한 분야에 활발히 이용되고 있는 딥러닝 기법 
기반의 시계열 예측은 넙치의 도매가격 예측뿐만 아니라 수산
분야 전반적으로 활용도가 낮다. 
본 연구에서는 17가지 변수를 포함한 LSTM과 GRU 모델을 
구축하여 양식산 넙치의 도매가격을 예측하고, 모델별 예측력
을 평가·비교해 보았다. 2006년 10월부터 2022년 8월까지 총 
191기의 월별 자료 중 185기의 자료로 모델을 학습하고 나머
지 6기의 자료로 학습된 모델을 테스트해 본 결과, 모델별 평
균 MAPE가 LSTM은 2.19%, 그리고 GRU는 2.68%로 나타
나 LSTM의 예측력이 상대적으로 우수한 것으로 평가되었다.
본 연구에서는 특히 수산물 가격 예측을 위해 다변량 딥러닝 
모델을 구축 및 활용하여 단변량 딥러닝 모델 혹은 전통적 시계
열 모형 등을 이용한 선행연구들의 한계점을 보완하였다. Nam 
and Jeong (2017)의 연구에서는 전통적 시계열 모형을 이용하
여 넙치의 산지가격을 예측하고 MSE와 MAE로 정확도를 평
가하였는데, 각 모델의 예측치로 다시 MAPE를 계산해 본 결과 
가장 예측력이 좋은 ARMA (1,1) 모형의 MAPE는 7.48%로 계
산되었다. Woo and Shin (2022)에서 LSTM과 MLP 모델을 단
변량으로 구축하여 조피볼락 도매가격을 예측한 결과, 두 모델
의 MAPE는 각각 32%와 17%로 평가되었다. 반면, 본 연구에
서는 다양한 투입 변수를 활용하여 모델을 구축하여 약 2% 수

준의 MAPE를 도출하였기에 예측 오차율이 큰 선행연구의 한
계점을 다소 보완하였다고 볼 수 있다. 또한 향후 수산물 가격 
예측 분야에서 전통적 시계열 모형의 한계점을 보완하는 다변
량 LSTM 및 GRU 모델의 충분한 활용 가능성을 보였으며, 특
히 다양한 딥러닝을 더욱 활발히 활용할 필요가 있을 것이다.

 양식산 수산물의 도매가격은 매우 중요한 정보임에도 불구하
고 아직 정확한 예측이 이루어지지 않고 있다. 양식산 수산물의 
도매가격에는 산지가격, 생산량, 환경적 요인 그리고 대체 어종
의 수급 상황 등이 복합적으로 영향을 미친다. 따라서 도매가
격 예측 시 이들 요인에 대한 고려가 수반되어야 하며, 변수의 
종류나 양적인 제한 없이 사용 가능한 딥러닝 모델을 활용한다
면 보다 다양한 요인을 고려한 상대적으로 정확한 예측이 가능
할 수 있을 것으로 기대된다. 이러한 예측의 결과는 생산자 소
비자, 정부를 포함한 모든 시장 및 산업 구성원에게 유용한 정보
로 활용될 수 있다. 예를 들어, 생산자는 연구에서 활용된 변수
에 해당하는 다양한 요소들이 수산물 가격에 직접적인 영향을 
미침을 고려하여 계획 경영을 수행하고, 유통업자 및 소비자는 
예측된 가격을 기반으로 합리적인 소비를 행할 수 있다. 또한, 
정부 및 지자체에서는 수산물 수급 조절이나 지원 정책과 같은 
정책 수립 시 예측된 가격을 기반으로 보다 타당한 정책을 수립
할 수 있을 것이다.
본 연구의 한계점으로는 우선 활용 가능한 자료가 월별 자료
로 한정되어 있어 모델 학습이 충분하지 못한 점이다. 그리고 
2020년 이후와 같이 가격 변화 추이가 이례적이었던 시기에 대
한 정확한 원인을 규명하지 못했다. 이에 대해 본 연구에서는 
COVID-19 상황을 더미 변수화하여 활용하였지만, 이를 더욱 
세분화된 시계열 자료로 보완하거나 양식경영 여건 변화 및 국
내외 정세 변화를 종합적으로 고려하여 모델에 반영할 수 있을 
것이다. 따라서 향후 보다 발전된 수산물 가격 예측을 위해서는 
다량의 시계열 데이터를 확보하여 예측 모델을 고도화하고, 보
다 다양한 변수들을 포함시켜야 할 것이다.
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