
Ⅰ. 서론

자율주행 자동차는 카메라, LiDAR, RADAR 등 다양한 

센서 및 전장부품을 통해 주변 환경을 인식하여 운전자의 

개입 없이 스스로 주행 상황을 인지하고 자동차를 제어한

다. 미국의 국제자동차기술자협회(Society of Automotive 

Engineers, SAE)는 이러한 자율주행을 자동화 수준에 

따라 표 1.1과 같이 6단계로 분류하고 있다[1]. 완전 자

율주행 수준인 레벨 4는 운전자의 개입 없이 서비스를 

지원해야 하며, 자동차의 전장 부품만으로 해당 서비스

를 지원하기에는 한계가 있다. 이러한 한계를 극복하기 

위해 차세대 지능형 교통 시스템 (Cooperative-Intelligent 

Transport Systems, C-ITS)와의 통합이 중요하다. C-ITS

는 주행 중 차량이 운전자에게 주변의 교통상황, 전방의 

실시간 차량 밀도에 대응하는 심층강화학습 
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장애물 등 사고 위험 정보를 실시간으로 제공한다. 이와 

같은 C-ITS를 구축하기 위한 필수 기술로는 V2X 

(Vehicle-to-Everything)가 있다. 해당 기술은 차량과 

차량(Vehicle to Vehicle, V2V), 차량과 보행자(Vehicle 

to Pedestrian, V2P), 차량과 인프라(Vehicle to In- 

frastructure, V2I) 등 유ㆍ무선망을 통해 다른 차량 및 

도로 등 인프라가 구축된 사물과 정보를 교환하는 기술

을 총칭한다.

C-V2X(Cellular-V2X)는 이동 통신 표준화 기관인 

3GPP(3rd Generation Partnership Project)의 LTE 

(Long-Term Evolution) 통신 프로토콜 기반의 기술로 

C-V2X의 V2V 시나리오는 CAM(Cooperative Awareness 

Message)를 통해 차량의 위치, 속도 그리고 방향 등의 

정보를 주기적으로 주변 차량과 정보를 교환한다.

3GPP에서 [1]의 자동화 수준에 따라 군집 주행, 첨단 

주행, 센서 확장, 원격 주행 4가지 서비스에 대한 서로 

다른 QoS(Quality of Service) 요구사항을 정의한다

[2], [3]. C-V2X의 CAM은 4가지 서비스를 지원하기 위

해 필수적이다.

차량 밀도의 증가는 한정된 무선 자원을 다수의 차량이 

점유하기 때문에 패킷 충돌을 야기해 성능 저하를 일으킨

다. 분산 혼잡 제어(Distributed Congestion Control, 

DCC)는 이러한 고밀도 환경의 통신 성능 개선을 위한 

대표적인 기술이다. DCC는 메시지 전송 주기, 전송 전

력, modulation and coding scheme(MCS) 등을 조

절하여 채널 혼잡도를 낮추고, 통신 성능을 개선한다. 하

지만 기존 차량 통신 관련 표준화 기관에서 제안하는 

DCC 기술은 채널 혼잡도를 감소시키는 것에 초점을 맞

추어 통신 성능을 개선하기 때문에 서비스의 QoS 요구

사항을 만족할 수 있는 환경이 제한적이다.

따라서, 본 논문에서는 심층강화학습 기반의 QoS 요

구사항에 적응적인 DCC 알고리즘을 제안한다. 심층강화

학습은 강화학습과 딥러닝을 결합한 기계 학습의 하위 

분야로 V2X 분야에도 다양하게 연구되고 있다[4], [5]. 

또한 C-V2X V2V 시나리오에서 동작 가능한 심층강화

학습 모델을 제안하고, 이를 준 실환경 시뮬레이터를 활

용하여 동적 차량 밀도를 모델링하여 이 알고리즘을 적

용한다. 이를 통해 실제 C-V2X 시스템 구축을 위한 알

고리즘의 가능성을 검증한다.

Ⅱ. 시스템 모델

C-V2X는 single-carrier frequency-division multiple 

access(SC-FDMA)을 활용하며, 10 MHz 및 20 MHz의 

채널 대역폭에서 운영된다. 채널은 시간 및 주파수 영역

에서 각각 서브프레임과 서브채널로 구분된다. 서브프레

임의 길이는 1ms이고, 서브채널은 사용자에게 할당되는 

가장 작은 자원의 단위인 resource block(RB)로 구성된

다. RB는 시간 영역에서 0.5 ms, 주파수 영역에서 180 

kHz를 차지한다, 패킷은 1 ms의 서브프레임 내에서 1

개 혹은 다수의 서브채널을 통해 브로드캐스트된다. V

대의 차량 사용자 단말(vehicle user equipment, 

VUE)은 주어진 메시지 전송 주기 내의 번째 서브프레

임의 주파수 영역에서 번째 서브채널을 통해 CAM 

(cooperative awareness message)를 전송한다. 여기

서 은 N nn  N로 정의되는 서브프레임

의 인덱스이며, 는 Z zz   Z로 정의되는 

번째 서브프레임에서 사용 가능한 서브채널의 집합이

다. 그리고 V 대의 VUE는 V vv   V로 정

의되며, 독립적으로 sensing based semi-persistent 

scheduling(SB-SPS)를 통해 무선 자원을 할당한다[6].

전송된 CAM의 수신 여부는 signal-to-interference- 

plus-noise ratio (SINR)에 의해 결정된다. 번째 VUE

가 번째 서브프레임의 번째 서브채널을 통해 패킷을 

브로드캐스트하는 경우 번째 VUE가 수신하는 SINR은 

다음과 같이 계산된다.

    
     

   
(1)

여기서 는 잡음 전력이며, 번째 VUE가 번째 

VUE로부터 수신하는 전력은 다음과 같이 계산된다.

       (2)

여기서 는 송신 전력, 와 는 각각 수신 안

테나 이득, 송신 안테나 이득을 의미한다.  은 경로 손

실과 음영을 고려한 대규모 페이딩이다. 번째 VUE와 

번째 VUE가 동일 서브채널에 무선 자원을 점유한 경우 

누적 간섭 전력은 다음과 같이 계산된다.

     
∈Q q ≠ v

PtxGtxGrxv l (3)

Q 는 번째 VUE와 동일한 무선 자원을 점유하는 

VUE의 집합이다. 식 (1)을 통해 측정된    가 메

시지의 크기와 MCS에 의해 결정되는 요구되는 최소 

SINR min보다 클 경우 패킷을 올바르게 수신하고, 그
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렇지 않으면 수신되지 않는다.

QoS 요구사항 중 신뢰도를 의미하는 packet delivery 

ratio (PDR)은 총 브로드캐스트된 패킷의 수와 수신된 

패킷 수의 비율로써 정의된다. CAM은 통신 범위   내 

모든 VUE에 브로드캐스트되며, 번째 서브프레임에서 

번째 VUE가 브로드캐스트한 패킷의 PDR은 다음과 같

이 계산된다.

   

 
(4)

여기서  는 통신 범위   내에서 올바르게 수

신된 패킷의 수를 의미하며,  는 총 브로드캐스

트된 패킷의 수를 의미한다.

Ⅲ. 심층강화학습 기반 QoS 적응형 전송 주기 

제어 알고리즘

1. 최적화 문제 정의

VUE는 메시지 전송 주기 제어를 통해 통신 범위 내 

PDR을 조절할 수 있다. 또한 전송 주기 제어의 동작을 

통해 차량 네트워크의 혼잡도를 낮추어 PDR을 향상시킬 

수 있다. 하지만 혼잡 수준에 대한 과도한 전송 주기 제

어의 동작은 inter packet gap(IPG)를 증가시킬 수 있

다. 따라서 혼잡한 상황에서 적절한 수준의 메시지 전송 

주기 제어 동작은 필수적이다. 따라서 본 논문에서 VUE

는 목표 통신 범위 내에서 목표 PDR을 만족하는 수준까

지만 전송 주기 제어를 동작시킨다. 최적화 문제는 다음

과 같이 정의된다.

  minU 
avg


 

∈V

z∈Z


n∈N

nc


v∈V


z∈Z


n∈N

nc



  U 

∈

(5)

식 (5)에서 
 는 차량 밀도 에 대해 목표 통신 범

위 에서의 차량 네트워크 목표 PDR이며, 
는 차량 

네트워크 평균 PDR이다. 은 패킷 생성 시간 간격의 

상한값을 의미하며, 이는 집합의 원소이다. 패킷 생성 

시간은 최소 100 ms와  사이의 무작위 정수로 결정된

다. U 는 시나리오 내 모든 차량의 패킷 생성 시간 간격

의 집합이다. 결과적으로 은 차량 네트워크 상 모든 

VUE의 패킷 생성 시간을 분산적으로 조절하여 통신 범

위  내 평균 PDR과 목표 PDR의 차이를 최소화하는 

문제로 정의된다.

2. Deep Q-Network(DQN)

강화학습은 학습하는 주체인 에이전트가 환경과 상호

작용하여 보상을 최대화하는 최적의 행동 또는 전략을 

학습하는 과정이다[7]. 심층강화학습은 딥러닝의 신경망

을 도입하여 정책 혹은 행동 가치 함수를 추정할 수 있다. 

DQN은 심층강화학습 기반의 value-based 알고리즘 중 

가장 대표적인 알고리즘이다[8]. DQN의 핵심 아이디어는 

experience replay와 두 개의 신경망을 사용하는 학습 

방법이다. experience replay는 각 시간 단계에서의 경

험   을   용량의 replay memory에 저장

한다. 학습 과정에서 이 memory에서 무작위의 샘플을 

추출하여 학습한다. 이와 같은 학습 방법은 데이터 간의 

상관 관계를 줄이고 학습의 안정성을 향상시킨다. 또한 

두 개의 신경망 로컬 네트워크  와 타겟 네트워

크  는 값의 발산 문제를 완화시킬 수 있다

는 장점이 있다. 로컬 네트워크는    정책에 따

라   의 확률로 행동을 무작위로 선택하고, 의 확률

로 다음과 같이 행동을 선택한다.

  arg max  (6)

식 (6)에서 로컬 네트워크는 현재 상태 에서 가장 큰 

값을 가질 수 있는 행동 를 선택한다. 행동에 따라 

환경은 에이전트에게 행동에 따른 보상 와 다음 상태 

  에 대한 정보를 제공한다. 환경으로부터 제공받은 

transition   은 replay memory에 저장

된다. transition이 사전 구성된 미니 배치 사이즈 보

다 큰 경우 에이전트는  × 개의 무작위 transition 샘

플을 추출하여 로컬 네트워크를 업데이트한다. 로컬 네

트워크의 신경망 를 업데이트 하기 위한 손실함수는 다

음과 같이 정의된다.

        (7)

여기서 는 목표 값으로 다음과 같이 정의된다.

     

 max′∈′  ≠
(8)
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에이전트는 위와 같은 과정을 통해 네트워크를 학습시

켜 설계된 보상을 최대화할 수 있는 행동을 선택한다.

3. 심층강화학습 모델

다수의 VUE가 공존하는 V2V 시나리오에서 멀티 에이

전트 심층강화학습은 효과적인 학습 프레임워크 중 하나

로 간주된다. 해당 학습 프레임워크는 동시에 학습하는 

환경이기 때문에 각 에이전트의 행동이 환경에 영향을 

주어 다른 에이전트의 학습에도 영향을 줄 수 있다. 이러

한 MARL 학습 환경은 비정상성으로 인하여 markov 

property를 붕괴시킨다. 비정상성 문제를 해결하기 위

한 MARL 학습 프레임워크로는 fully centralized, 
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Fig. 1. Vehicle density over time.

그림 1. 시간 경과에 따른 차량 수

Fig. 2. Message rate control policies.

그림 2. 메시지 전송 주기 정책

(a) =200 m, 
 =85% (b) =200 m, 

 =90%

(c) =300 m, 
 =85% (d) =300 m, 

 =90%

Fig. 3. Vehicle network instantaneous PDR over time.

그림 3. 시간 경과에 따른 차량 네트워크 순시적 PDR
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centralized training with decentralized execution 

(CTDE), networked agents 등이 있다. 그중 CTDE는 

훈련과 실행 단계로 구분되며, 훈련 단계에서 중앙 집중

식 컨트롤러는 모든 에이전트의 정보를 수집하여 각 에

이전트를 위한 단일 정책을 학습한다. 학습된 단일 정책

은 실행 단계에서 모든 에이전트에게 공유된다. 따라서 

실행 단계에서 에이전트는 중앙 집중식 컨트롤러로부터 

전역 정보를 제공받지 않아도 된다. 따라서 본 논문에서

는 V2V mode 4 시나리오에서 전역 정보를 활용하지 

않고 지역 정보만을 활용할 수 있는 CTDE 학습 방식을 

채택했다. CTDE의 학습 단계에서 중앙 집중식 컨트롤러

는 roadside unit(RSU)로 대체할 수 있으며, 학습을 위

한 상태는 다음과 같다.

 



∈


  (9)

여기서 
 는 시간 에서 번째 차량의 100 m 이

내의 차량 수를 의미한다. 즉, 각 차량마다 측정된 100 

m 이내의 차량수의 평균이다. 이와같이 차량 수를 활용

하여 채널의 혼잡을 추정할 수 있는 지표는 SAE 

J2945/1 전송 주기 제어 알고리즘에서도 활용된다. 컨

트롤러는 상태 정보를 기반으로 목표 QoS에 근접하도록 

전송 주기를 조절해야 한다. 컨트롤러의 행동 공간은 다

음과 같다.

   ∈ (10)

여기서 =5이며,   으로 

설정된다. 학습의 목표인 
 와 

  사이를 최소화하

기 위한 학습을 진행한다. 각 차량은 전역 정보인 


를 알 수 없지만, 중앙 컨트롤러는 전역 정보를 안다고 

가정한다. 학습의 보상 설계는 다음과 같다.

  
 -

 (11)

학습이 종료된 뒤, 각 차량은 학습된 정책을 컨트롤러

로부터 공유받으며 실행 단계에서 컨트롤러의 개입은 요

구되지 않는다. 실행 단계에서의 각 차량은 로컬 정보 


 만을 이용하여 독립적으로 동작한다.

4. 성능 평가

가. 벤치마크 알고리즘

제안하는 알고리즘을 평가하기 위해 ETSI의 DCC 알

고리즘과 SAE J2945/1 DCC 알고리즘을 벤치마크 알고

리즘으로 채택한다.

(1) ETSI DCC 프레임워크

ETSI는 채널의 혼잡을 제어하기 위해 channel busy 

ratio(CBR)과 channel occupancy ratio(CR) 두 가지 

지표를 활용한다[9]. 각 VUE는 측정된 CBR을 기반으로 

CR limit를 결정하며, CR이 CR limit보다 높은 경우 

메시지의 전송 주기를 조절하여 CR을 CR limit 아래로 

줄일 수 있다. 표 1은 시뮬레이션에 사용된 측정된 CBR 

기반 CR limit 값을 보여준다.

(2) SAE J2945/1

SAE는 DSRC 기반의 DCC 알고리즘을 제안한다 

[10]. 해당 알고리즘은 메시지의 전송 주기와 전송 전력

을 동시 제어한다. 전송 주기는 100 m 이내의 노드 수 

(vehicle density, VD)에 따라 inter-transmission 

time(ITT)를 조정하며 다음과 같이 계산된다.

 










  ≦ 




    

  ≦ 

(12)

전송 전력은 측정된 CBR을 기반으로 제어되며 다음과 

같이 계산된다.

 










  ≦ 




      

  ≦ 

(13)

각 제어 변수는 차량 네트워크상 고밀도 환경에서 채

널 혼잡도를 감소시키는 방향으로 동작한다.

나. 시뮬레이션 결과

제안하는 알고리즘을 평가하기 위한 시뮬레이션 파라

미터는 표 1과 같다. 알고리즘에서 목표 QoS는 통신 범

위 와 PDR로 채택했으며, 각각 =200, 300 m 와 


 =85, 90%이다. 실행 단계의 도로 환경 및 차량의 

이동성은 microscopic 시뮬레이터 PTV VISSIM을 통

해 모델링하였으며, 그림 1과 같이 시간에 따라 시스템 

상 차량의 수가 동적으로 변한다. 이를 통해 C-V2X 시

스템의 실제 환경에서의 적용 가능성을 확인한다.

그림 2는 학습된 에이전트의 행동 정책을 보여준다. 

학습된 행동 정책에서 입력 상태가 클수록 에이전트는 

높은 행동을 취한다. 또한 높은 수준의 목표 QoS가 요
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구될수록 낮은 상태 입력 값에서 더 큰 행동을 선택한다.

그림 3은 시간 경과에 따른 차량 네트워크의 순시적 

PDR을 나타낸다. 이 결과에서 Lower Bound와 Upper 

Bound는 행동 공간의 하한과 상한을 대변한다. (a) 섹

션의 Target QoS Region에서 SAE J2945/1의 평균 

PDR은 87.61%로 나타나 하한 대비 약 6%의 성능 향상

을 보였다. 반면, ETSI는 82.21%의 PDR을 보여 단지 

0.5%의 미약한 향상을 나타냈다. 제안된 알고리즘은 약 

84.98%의 평균 PDR을 보이며 목표 QOS(
 =85%)에 

가장 근접한 성능을 보였다. (b) 섹션에서는 SAE J2945/1, 

ETSI, 그리고 제안된 알고리즘의 평균 PDR이 각각 

88.04%, 83.26%, 89.29%로 측정되었다. ETSI는 (a)의 

결과와 유사한 경향을 보이는 반면, 제안된 알고리즘은 

목표 QoS(
 =90%)에 가장 근접한 결과를 나타냈다.

Table 1. Simulation parameter.

표 1. 시뮬레이션 파라미터

Parameters Value

Simulation time 200 s

Message size 300 Bytes

Channel bandwidth 10 MHz

MCS index 3

Channel model WINNER + B1

Antenna gain ( ,  ) 3 dB

Noise figure 9 dB

Target comm. range () 200, 300 m

Target PDR (
 ) 85, 90%

Memory capacity ( ) 100000

Mini-batch size ( ) 1024

(c) 및 (d) 섹션에서도 (b)와 유사한 경향이 관찰된다. 

목표 QoS가 85% 인 경우 제안된 알고리즘은 상한 및 

하한 내에서 평균 84.93%의 평균 PDR을 보이며, ETSI

와 SAE J2945/1은 각각 73.30%, 79.79%의 평균 PDR

을 기록했다. 90%의 목표 QoS에서는 제안된 알고리즘

이 89.22%의 평균 PDR을 나타내며, ETSI와 SAE 

J2945/1은 각각 81.76%, 83.94%로 측정되었다.

결론적으로 벤치마크로 활용된 두 알고리즘은 향상된 

평균 PDR을 보이나 주어진 목표 QOS를 만족시키지 못

했다. 반면, 제안된 알고리즘은 더 효과적인 결과를 보여

줌으로써 차량 네트워크에서의 성능 향상에 기여할 수 

있음을 시사한다.

Ⅳ. 결론

본 연구는 심층강화학습 기반의 QoS 요구사항 적응형 

DCC 알고리즘을 제안한다. 제안하는 알고리즘은 기존 

DCC에서 고려하지 않았던 QoS 요구사항을 활용함으로

써 목표 QoS 수준을 효과적으로 만족시켰다. 준 실환경 

시뮬레이터의 동적 차량 밀도를 모델링한 시뮬레이션 결

과를 통해 제안하는 알고리즘이 기존 DCC보다 QoS를 

더 잘 만족하는 것을 입증하였다. 이러한 과정을 통하여 

C-ITS를 구축하기 위한 C-V2X 시스템의 실제 적용 가

능성을 확인하였다. 향후 연구에서는 제안하는 알고리즘 

및 학습 모델을 도심과 같이 다양한 토폴로지 및 전파 

환경 특성을 고려한 보다 일반화된 심층강화학습 모델로 

확장하는 것을 고려한다.
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