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1. 서  론

자연어 처리의 한 분야인 기계독해는 딥러닝 알고

리즘의 등장으로 더욱 발전했다. 따라서 초기에 이용

했던 BoW(Bag of Words), TF-IDF(Term Fre-

quency-Inverse Document Frequency) 등의 통계 
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ABSTRACT

Most of the existing machine reading research has used Recurrent Neural Network (RNN) and
Convolutional Neural Network (CNN) algorithms as networks. Among them, RNN was slow in training,
and Question Answering Network (QANet) was announced to improve training speed. QANet is a
model composed of CNN and self-attention. CNN extracts semantic and syntactic information well from
the local corpus, but there is a limit to extracting the corresponding information from the global corpus.
Graph Convolutional Networks (GCN) extracts semantic and syntactic information relatively well from
the global corpus. In this paper, to take advantage of this strength of GCN, we propose I-QANet, which
changed the CNN of QANet to GCN. The proposed model performed 1.2 times faster than the baseline
in the Stanford Question Answering Dataset (SQuAD) dataset and showed 0.2% higher performance
in Exact Match (EM) and 0.7% higher in F1. Furthermore, in the Korean Question Answering Dataset
(KorQuAD) dataset consisting only of Korean, the learning time was 1.1 times faster than the baseline,
and the EM and F1 performance were also 0.9% and 0.7% higher, respectively.
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기반 알고리즘도 RNN(Recurrent Neural Network)

이나 CNN(Convolutional Neural Network)같은 심

층 신경망 알고리즘으로 대체됐다[1,2,3]. 그런데 코

퍼스의 지역성과 순차성을 중점으로 학습하는 RNN

은 병렬 학습이 불가능해 학습 속도가 느리다. CNN

은 병렬 학습이 가능해 학습 속도를 개선할 수 있지

만 전체 코퍼스의 의미론적 정보와 구문론적 정보를 

추출하기 어렵다. 전체 코퍼스는 단락의 전체 문장 

문맥을 의미하고, 지역 코퍼스는 단락의 한 문장 문

맥을 의미한다. 의미론적 정보는 하나의 문장이 내포

하는 의사전달을 의미하고, 구문론적 정보는 하나의 

문장이 정확한 문법을 의미한다. 전체 코퍼스의 의미

론적 정보와 구문론적 정보를 추출하기 위해 CNN과 

셀프 어텐션으로 구성한 QANet(Question Answer-

ing Network)[4]이 발표됐지만 아직 완벽한 성능은 

내지 못한 실정이다. 최근 GNN(Graph Neural Net-

works) 기반의 자연어 처리 연구 성과가 좋아 주목

받고 있다[5,6]. 그 중 컨볼루션 연산을 사용하는 

GCN(Graph Convolutional Networks)은 그래프 형

식으로 구성된다. 그래프 형식은 노드와 노드가 연결

된 관계인 엣지로 구성된다. GCN은 근접 노드의 개

수로 연산한다는 점에서 CNN과 다르다. 자연어 처

리에서 노드는 단어와 문서를 의미한다. 엣지의 경우 

단어-단어는 단어 출현 빈도, 문서-단어는 문서 내 

단어 출현 빈도를 의미한다. 이런 구성 요소와 개념

으로 그래프 컨볼루션은 전체 코퍼스의 의미론적 정

보 및 구문론적 정보를 추출하는데 효율적이다.

본 논문에서는 위와 같은 GCN의 강점을 활용하고

자 하며 QANet의 CNN을 GCN으로 변경한 I-QA

Net을 제안한다. GCN의 강점을 입증하기 위해 컨볼

루션 레이어와 그래프 컨볼루션 레이어에 대한 

Ablation Study를 진행했으며 학습 및 추론 속도도 

비교했다. 실험을 위한 데이터셋으로는 SQuAD(Stan-

ford Question Answering Dataset)1.1과 KorQuAD

(Korean Question Answering Dataset)1.0을 이용했

다.

본 논문의 2장에서는 연구된 기계독해 알고리즘

들에 대한 설명을 기술했고, 3장에서는 제안하는 기

계독해 모델에 대해 기술했다. 4장에서는 실험 및 결

과에 대한 설명을 기술했고, 마지막 5장에서는 결론 

및 향후 연구 과제에 대하여 기술했다.

2. 관련 연구 

딥러닝 기계독해는 RNN, CNN, 어텐션 메커니즘

을 기반으로 많은 연구가 진행됐다. Match-LSTM

(Match-Long Short-Term Memory)[7,8]은 전제와 

가설을 나눠 LSTM으로 문맥을 추출한 후 전제와 

가설이 수반하는지 여부를 확인하기 위해 가설의 단

어를 순차적으로 진행한다. 가설의 각 단어 위치에 

어텐션 메커니즘을 사용하여 전제 단어에 가중치를 

부여하고, 가설의 현재 단어와 결합하여 정답을 예측

한다. AOA(Attention Over Attention) Reader[9]는 

임베딩, 양방향 GRU(Gated Recurrent Units), Indi-

vidual Attention, AOA와 Sum Attention으로 구성

된다. 양방향 GRU를 사용하여 구절과 질문의 문맥

을 추출하고, Individual Attention은 한번의 어텐션 

메커니즘으로 전체 질문을 하나의 벡터로 만들어 문

서의 각 단어에 가중치를 부여한다. AOA는 어텐션 

메커니즘을 한 번 더 쌓아 질문 단어에 대해 모든 

문서의 단어에 가중치를 부여해서 정답을 찾는다.

R-Net(Recurrent-Network)[10]은 질문과 구절 인

코딩, 질문 구절 매칭과 셀프 매칭 어텐션으로 구성

된다. 질문과 구절 인코딩은 양방향 GRU로 단어와 

문자 단위 임베딩으로 질문과 구절 문맥을 생성한다.

질문 구절 매칭은 질문과 구절의 관계를 연결하기 

위해 질문과 구절 벡터로 매핑을 진행한다. 셀프 매

칭 어텐션은 구절 전체 문맥을 획득하기 위해 질문과 

구절을 매칭한 후 포인터 네트워크로 정답의 시작 

위치와 끝 위치를 예측한다. S-Net(Synthesis-Net-

works)[11]은 Evidence Extraction과 Answer Syn-

thesis로 구성된다. Evidence Extraction은 단어 및 

단어 단위 임베딩을 진행하여 문맥을 생성한다. 이후 

어텐션 메커니즘으로 질문과 구절의 문맥을 추출하

고, Match-LSTM과 포인터 네트워크로 정답 시작 

위치와 끝 위치를 찾는다. Answer Synthesis는 질문

과 구절의 문맥으로 양방향 GRU를 통과한 후 정답

을 생성한다. BiDAF(Bidirectional Attention Flow)

[12]는 문맥 임베딩 양방향 LSTM, 구절-질문, 질문-

구절과 모델링 양방향 LSTM으로 구성된다. 문맥 임

베딩 양방향 LSTM은 Char-CNN(Character-Level

Convolutional Neural Network)을 사용한 문자 단위 

임베딩과 GloVe(Global Vectors)를 사용한 단어 임

베딩으로 문맥 정보를 추출한다. 구절-질문과 질문-

구절은 문맥 정보에서 질문 인식 정보를 추출한다.
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모델링 양방향 LSTM은 질문 인식까지 추출한 정보

에서 정답 문맥을 탐색하고, 정답을 생성한다. DCN

(Dynamic Coattention Networks)[13]은 양방향 

LSTM, 코어텐션과 동적 포인팅으로 구성된다. 질문

과 구절을 양방향 LSTM에서 임베딩을 진행하고, 코

어텐션은 독립된 질문과 구절에서 문맥 정보를 추출

한다. 동적 포인팅은 시작과 끝 정답을 예측한다.

RNN 기반 기계독해는 다양한 모델이 등장했지만 기

울기 소실 문제, 텍스트가 길어질수록 생기는 장기의

존성 문제와 느린 학습 속도를 보여준다. RNN 문제

를 해결하기 위해 CNN 기반의 기계독해가 등장했다.

QANet[4]은 스택 임베딩 인코더 블록과 구절-질

문 어텐션으로 구성한다. 스택 임베딩 인코더 블록은 

포지션 임베딩, CNN, 셀프 어텐션과 피드포워드로 

구성된다. 구절-질문 어텐션으로 구절과 질문의 가

중치를 공유하고, 3개의 레이어로 분배하여 정답을 

예측한다. CNN-QA[14]는 CNN, 어텐션과 스코어 

연산으로 구성된다. Word2vec으로 단어 임베딩을 

진행한 후 3가지 윈도우 크기로 CNN에서 특징 맵을 

추출한다. 특징 맵은 질문과 가장 높은 구절의 관계

성을 높여준다. 어텐션 메커니즘으로 관련성이 높은 

구절의 각 단어에 가중치를 부여한다. 스코어 연산은 

질문 옵션에 점수를 연산한 후 정답을 예측한다.

CSA(Convolutional Spatial Attention)[15]는 양방

향 LSTM과 어텐션 메커니즘으로 구성된다. 단어 임

베딩은 후보, 구절과 질문을 각각 단어와 문자로 특

징 임베딩을 진행한 후 Highway 네트워크로 가중치

를 공유한다. 양방향 LSTM을 사용하여 후보, 구절

과 질문의 문맥을 추출한다. 어텐션 메커니즘으로 어

텐션 가중치를 부여한다. 공간 어텐션 내부에서 특징 

추출을 위해 3개 병렬 CNN을 진행한 후 정답을 예측

한다. CNN의 활용으로 병렬 처리와 이전보다 빠른 

학습 속도를 보여준다.

전체 코퍼스의 정보를 탐색하기 위한 GNN 기반 

연구가 발표되고 있다[16,17,18]. NumNet(Numeri-

cal Networks)[19]은 인코딩, 수치 인식 그래프 신경

망으로 구성된다. 인코딩은 CNN, 셀프 어텐션, 피드

포워드와 구절-질문 어텐션으로 질문과 구절의 문맥

을 추출한다. 수치 인식 그래프 신경망은 질문과 구

절의 노드 관련성, 노드가 가지고 있는 숫자 관계와 

노드 유형, 마지막 노드 표현으로 진행한 후 구절 범

위, 질문 범위, 답 개수, 산술식 4가지 예측 모듈로 

정답을 예측한다. Graph-BERT[20]는 링크가 없는 

서브 그래프, 노드 입력 임베딩, 그래프 트랜스포머 

기반 인코더와 표현 융합으로 기존 BERT(Bidirec-

tional Encoder Representations from Transfor-

mers)와 차이가 있다. Graph-BERT는 GNN의 깊이

가 깊어질수록 이웃 노드의 경계가 희미해지는 평활

화 문제와 그래프 링크의 과도한 의존 문제를 순수 

어텐션 메커니즘으로 해결했다.

3. 제안하는 기계독해 모델

3.1 I-QANet

본 논문에서는 지역 코퍼스의 의미론적 정보와 구

문론적 정보가 아닌 전체 코퍼스의 의미론적 정보와 

구문론적 정보를 추출하기 위해 I-QANet을 제안한

다. I-QANet은 전체 코퍼스의 의미론적 정보와 구문

론적 정보를 추출하기 위해 QANet 모델 내부의 인

코더 블록에 있는 CNN을 제거한 후 GCN을 추가한

다. Fig. 1은 제안한 모델의 전체 구성도다. I-QANet

은 Fig. 1과 같이 입력 레이어(Input Layer), 임베딩 

인코더 블록 레이어(Embedding Encoder Block

Layer), 구절-질문 어텐션 레이어(Passage-Ques-

tion Attention Layer), 인코더 블록 레이어(Encoder

Block Layer), 출력 레이어(Output Layer)로 구성된

다. 질문과 구절을 서로 다른 임베딩 레이어에서 문

자 임베딩과 단어 임베딩을 진행한다. 임베딩 인코더 

블록 레이어는 변경된 그래프 컨볼루션 레이어, 셀프 

어텐션과 피드포워드 레이어로 전체 코퍼스의 의미

론적 정보와 구문론적 정보를 추출한다. 구절-질문 

어텐션 레이어는 임베딩 인코더 블록 레이어에서 추

출된 정보를 통해 구절과 질문 쌍에 유사성을 계산한

다. 유사성을 계산한 정보 쌍을 각각 구절 문맥, 질문 

문맥이라고 한다. 인코더 블록 레이어는 구절 문맥과 

질문 문맥 두 개의 정답을 찾기 위해 3개의 레이어로 

구성한 후 가중치를 갱신한다. 마지막 출력 레이어는 

인코더 블록 레이어에서 받은 2개의 가중치를 연결

하고, 펼친 후 소프트맥스를 적용하여 시작 정답과 

끝 정답을 예측한다.

3.2 입력 레이어

입력 레이어는 사전훈련된 GloVe 단어 임베딩과 

Char-CNN 문자 임베딩을 진행한 후 연결한다. 일반
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적으로 대규모 데이터로 사전훈련을 하고, 소규모 데

이터로 파라미터 조정만 한다[21]. 입력에 사용할 구

절은 , 질문은 로 정의하며, 각각 단어 임베딩과 

문자 임베딩을 진행한다.  , 는 구절과 질문의 

단어 단위 표현이다. 는 차원 크기의 하이퍼파라

미터(Hyperparameters)다. 식 (1)의  , 은 완료

된 구절과 질문의 단어 임베딩을 의미한다.


 , 

 (1)

식 (2)는 CNN으로 문자 임베딩을 하는 과정이다.

, 는 구절과 질문의 문자다. , 은 각각 구절과 

질문의 단어 임베딩을 의미한다.

 ,   (2)

식 (3)은 하나의 임베딩으로 사용하기 위해 단어 

임베딩과 문자 임베딩을 연결(Concatenate)한다.

 , 는 각각 구절 정보, 질문 정보를 의미한다.

 
,  

 (3)

Highway 네트워크[22]의 단어 임베딩이 완료된 

구절과 질문에서 문맥 정보를 추출한다. 식 (4)의 

는 임베딩된 구절의 와 질문 를 연결하여 획득

한다. 는 Sigmoid, 는 ReLU(Rectified Linear

Unit)를 의미하며 ⊙는 요소별 곱셈(Element Wise

Multiplication), 즉 아다마르 곱(Hadamard Product)

을 의미한다. 종합하면 의 첫 번째 항은 구절과 질

문의 문맥 정보를 의미하고, 두 번째 항은 모델이 취

할 정보량을 의미한다.

Fig. 2. Embedding layer structure.

  

   (4)
 ⊙

3.3 임베딩 인코더 블록 레이어

Highway 네트워크에서 획득한 임베딩에서 추가 

정보를 획득하기 위해 임베딩 인코더 블록 레이어를 

사용한다. 인코더 블록은 트랜스포머[23]의 인코더 

레이어과 유사하고, 구조는 포지션 인코딩, 변경된 

그래프 컨볼루션 레이어, 셀프 어텐션 레이어와 피드

포워드 레이어로 구성된다. 포지션 인코딩은 단어의 

위치가 모호해지는 것을 방지하기 위해 코사인과 사

인 함수를 사용해 홀수 및 짝수 위치를 결정한다. 그

래프 컨볼루션 레이어는 다양한 개수로 쌓을 수 있는 

특징이 있다. 셀프 어텐션 레이어는 멀티 헤드 어텐

Fig. 1. Proposed I-QANet model.
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션 메커니즘으로 입력의 각 위치에 대해 내적으로 

계산된 쿼리와 키를 유사성 기반으로 두 가지 입력인 

질문과 구절의 어텐션 가중치를 갱신한 후 피드포워

드 레이어를 사용한다. 그래프 컨볼루션 레이어, 셀

프 어텐션 레이어, 피드포워드 레이어를 진행하기 전

에 정규화한다.

3.4 구절-질문 어텐션 레이어

인코딩이 완료된 구절과 질문은 , 로 정의한다.

식 (5)는 구절과 질문의 단어 쌍 유사성을 계산한다.
는 구절 번째 단어의 정보를 의미하고,는 질문 

번째 단어의 정보라고 할 때 두 정보 쌍( , )의 

유사도가 포함된 행렬 를 계산한다. 행렬 에는 

각 구절 단어, 각 질문 단어에 대한 유사도 정보가 

있다.

 

⊙

 (5)

식 (6)과 식 (7)은 유사도 계산 후 구절-질문 어텐

션과 질문-구절 어텐션을 계산한다. 먼저, 식 (6)은 

행렬 에 소프트맥스로 을 계산한다. 다음으로 임

베딩된 질문 를 곱하여 구절-질문 어텐션 을 구

한다. 식 (7)은 식 (6)의 과 전치한 

를 행렬곱으

로 을 획득하고, 과 임베딩 구절 와 곱하여 질문

-구절 어텐션 를 구한다.

  ,  (6)

 
 ,   (7)

이후 구절-질문 어텐션과 질문-구절 어텐션이 결

합한 문맥을 획득하기 위해 삼선형 함수[12]를 사용

한다. 식 (9)는 질문 임베딩 , 구절-질문 어텐션 ,

질문 임베딩 와 구절-질문 어텐션 의 요소곱인 

⊙, 질문 임베딩 와 질문-구절 어텐션 의 요소

곱인 ⊙로 계산한다.

    ⊙ ⊙ (8)

3.5 인코더 블록 레이어

구절-질문 어텐션 레이어는 를 은닉층 크기에 맞

춰 학습한다. 인코더 블록 레이어는 3.2의 임베딩 블

록 레이어와 같은 구조다. 단, 인코더 레이어의 인코

더 블록은 7개다. 인코더 블록 레이어는 , , 

로 구성한 후 과  인코더 블록 레이어는 시작 

정답으로 진행하고, 과  인코더 블록 레이어는 

끝 정답으로 진행한다.

3.6 출력 레이어

출력 레이어는 , , 와 3개 레이어 구성으로 

정답을 예측한다. 식 (9)에서 시작 정답의 예측은  ,

끝 정답의 예측은 로 정의한다. 는 과 를 연

결하고, 소프트맥스를 적용한다. 는 과 를 연

결하고, 소프트맥스를 적용한다. 는 시작 정답의 

하이퍼파라미터고, 는 끝 정답의 하이퍼파라미터다.

   , (9)

  

정답의 범위를 예측하는 시작 정답 

과 끝 정답 



 의 손실 함수 은 식 (10)과 같다. 

과 
는 각각 

실제 시작 정답 및 끝 정답의 위치를 의미한다.

Fig. 3. Removed CNN of encoder block and added as GCN.



1648 멀티미디어학회 논문지 제25권 제11호(2022. 11)









log

 log


 (10)

4. 실험 및 결과

4.1 실험 환경

운영체제(Operating System)는 우분투 18.04.5 LTS

(Long Term Support), CPU(Central Processing

Unit)는 인텔 제온 프로세서 2.20GHz, RAM(Ran-

dom Access Memory)는 16GB, GPU(Graphics

Processing Unit)는 엔비디아 테슬라 P100, 프로그래

밍 언어는 파이썬 3.7.13, 딥러닝 라이브러리는 파이

토치 1.12.0으로 진행한다.

4.2 데이터셋

본 실험은 영어로 구성된 SQuAD1.1[24]과 한국어

로 구성된 KorQuAD1.0[25]으로 진행한다. SQuAD1.1

은 위키피디아 기사에서 추출한 지문, 질문, 정답 3가

지 데이터로 구성된다. 536개의 기사를 수집하고, 관

련 질문 및 정답 쌍 107,785개를 포함한다. JSON

(JavaScript Object Notation) 형식이고, 최상위 카테

고리는 기사 주제가 포함된 Title, Paragraph, 기사가 

포함된 Context, 시작 정답 정보가 포함된 Answer

Start, 정답 텍스트가 포함된 Text, 질문 텍스트가 

포함된 Question으로 구성한다. KorQuAD1.0은 한

국어 위키피디아 기사에서 추출한 지문, 질문, 정답 

3가지 데이터로 구성된다. 1,560개의 위키피디아 기

사를 수집하고, 10,645개 문단과 66,181개 질문 및 정

답 쌍을 포함한다. 데이터는 SQuAD1.1과 같은 

JSON 형식이고, 유니코드(Unicode)다.

4.3 데이터 전처리

SQuAD1.1은 NLTK(Natural Language ToolKit)

토크나이저를 사용한다. 텍스트 최대 길이는 400으

로 설정하고, 400을 초과할 경우 제외한다. 텍스트 

길이가 400이하인 경우 나머지 길이는 패딩(Padd-

ing)으로 채워 진행한다. 단어 임베딩의 경우 사전훈

련된 300차원 벡터인 GloVe를 사용하고, 사전훈련 

이외의 단어가 출현한 경우 UNK(Unknown pad-

ding)로 대체한다. 문자 임베딩의 경우 64차원 벡터

인 Char-CNN으로 전처리한다. 사용된 질문-정답 

쌍 학습 데이터는 87,599개며, 질문-정답 쌍 검증 데

이터는 10,570개다.

KorQuAD1.0은 Mecab 토크나이저를 사용한다.

텍스트 최대 길이는 300으로 설정하고, 300을 초과할 

경우 해당 지문은 제외한다. 텍스트 길이가 300보다 

작은 경우 패딩으로 채워 진행한다. 단어 임베딩의 

경우 한국어로 사전훈련된 FastText에서 300차원으

로 사용하고, 문자 임베딩의 경우 64차원 벡터인 

Char-CNN으로 전처리한다. 사용된 질문-정답 쌍 

학습 데이터는 60,407개이며, 질문-정답 쌍 검증 데

이터는 5,774개다.

4.4 하이퍼파라미터

단어 및 문자 임베딩 드롭아웃(Dropout)은 각각 

0.1%, 0.05%고, 레이어 간 드롭아웃은 0.1%다. 은닉

층 크기와 그래프 컨볼루션 레이어의 차원은 128이

고, 배치 크기는 32로 설정한다. 옵티마이저는 Adam

(Adaptive moment estimation)을 사용하고, 처음 

1,000 Step까지는 0.0%부터 0.001%로 학습률 워밍업 

방식을 사용한다. 1,000 Step 이후는 일정한 학습률

을 유지하도록 설정한다. 셀프 어텐션의 헤드는 1개

로 설정한다.

4.5 성능 평가

EM(Exact Match)과 F1으로 제안한 모델의 정확

도를 측정한다. EM은 기계독해에서 예측된 정답이 

실제 정답과 완벽한지 아닌지를 측정한다. 예를 들

어, 하나의 단어만 달라도 점수를 부여하지 않는다.

F1은 기계독해에서 예측된 정답이 실제 정답과 얼마

나 일치하는지를 측정한다.

Fig. 4는 SQuAD1.1로 이전 모델과 비교한 기계독

해 성능 평가 결과다. GCN을 사용한 I-QANet은 베

이스라인보다 EM 0.2%, F1 0.7% 성능 향상을 보여

줬다.

Table 1은 SQuAD1.1과 동일한 실험 환경으로 베

이스라인 QANet과 그래프 컨볼루션 레이어가 사용

된 I-QANet의 학습 시간과 학습 속도, 추론 속도를 

비교한다. 학습 시간은 임베딩부터 설정된 횟수만큼 

학습 후 종료된 시간을 의미한다. 학습 속도는 학습 

중에 초당 처리하는 샘플 개수를 의미한다. 추론은 

시작 정답과 끝 정답의 예측을 의미하고, 추론 속도

는 추론 중에 초당 처리하는 샘플 개수를 의미한다.

학습 시간은 베이스라인인 QANet이 15시간 소요되
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고, I-QANet이 12시간 소요돼 1.25배의 시간 차이를 

보여준다. 학습 속도는 QANet의 경우 초당 104개 

질문-정답 쌍을 처리하고, I-QANet은 초당 192개 

질문-정답 쌍을 처리하여 1.8배의 차이를 보인다. 추

론 속도는 QANet이 초당 261개 질문-정답 쌍을 처

리하고, I-QANet은 초당 531개 질문-정답 쌍을 처

리하여 2.0배의 속도 차이를 보인다.

Table 2는 SQuAD1.1에서 인코더 블록에 사용된 

그래프 컨볼루션 레이어와 셀프 어텐션을 제거한 후 

기계독해 성능을 측정한다. 본 실험은 전체 코퍼스의 

의미론적 정보와 구문론적 정보를 추출하는 것이 목

적이다. 셀프 어텐션을 제거한 경우 베이스라인과 비

교하면 EM 0.7%, F1 0.7%로 낮은 성능을 보인다.

그래프 컨볼루션 레이어를 제거한 경우 베이스라인

과 비교하면 EM 2.4%, F1 2.0%로 셀프 어텐션 보다 

낮은 성능을 보인다. 그래프 컨볼루션 레이어는 셀프 

어텐션보다 성능 하락의 정도가 높기 때문에 전체 

코퍼스의 의미론적 정보와 구문론적 정보 추출이 더 

중요하다고 판단된다.

Table 3은 KorQuAD1.0에서 이전 모델과 비교한 

기계독해 성능 평가 결과다. 비교를 위해 실험에 사

용한 QANet은 Table 1과 동일한 실험 환경으로 진

행한다. BiDAF는 출판된 KorQuAD1.0 기준으로 성

능을 표기한다. 한국어가 사용된 KorQuAD1.0에서

도 그래프 컨볼루션 레이어를 사용한 I-QANet이 베

이스라인보다 EM 0.9%, F1 0.8% 높은 성능을 보여

준다.

Table 4는 KorQuAD1.0과 동일한 실험 환경에서 

베이스라인 QANet과 그래프 컨볼루션 레이어가 사

용된 I-QANet의 학습 시간, 학습 속도, 추론 속도를 

비교한다. 학습 시간은 QANet이 12시간 소요됐고,

I-QANet이 11시간 소요돼 1.1배 차이를 보인다. 학

습 속도는 QANet의 경우 초당 88개 질문-정답 쌍을 

처리하고, I-QANet은 초당 102개 질문-정답 쌍을 

처리하여 차이는 1.1배 차이를 보인다. 추론 속도는 

QANet이 초당 152개 질문-정답 쌍을 처리하고, I-

QANet은 초당 293개 질문-정답 쌍을 처리하여 1.9

배 차이를 보인다. KorQuAD1.0은 SQuAD1.1보다 

데이터셋이 작아 학습이 빠르게 종료됐다는 차이가 

있고, 학습 속도와 샘플 속도는 한국어의 복잡성으로 

인해 영어보다 느리다고 판단된다.

5. 결  론

기계독해는 RNN과 CNN으로 진행된 다수의 연

Fig. 4. SQuAD1.1 performance evaluation results.

Table 1. SQuAD1.1 Comparison of train time, training 

and inference sample speed.

Train
time [h]

Train speed
[sample/s]

Inference
speed

[sample/s]

QANet
(Baseline)

15 104 261

I-QANet 12 192 531

Table 2. SQuAD1.1 ablation study.

EM[%] F1[%]

w/o Graph convolutional
in encoders

68.1 78.1

w/o Self-Attention in encoders 69.8 79.4

I-QANet (Baseline) 70.5 80.1

Table 3. KorQuAD1.0 performance evaluation results.

EM[%] F1[%]

QANet (Baseline) 71.2 82.5

BiDAF 71.8 83.0

I-QANet 72.1 83.3

Table 4. KorQuAD1.0 Comparison of train time, training 

and inference sample speed.

Train
time [h]

Train speed
[sample/s]

Inference
speed

[sample/s]

QANet
(Baseline)

12 88 152

I-QANet 11 102 293
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구가 있다. RNN으로 진행된 기계독해는 느린 학습 

속도를 보였고, CNN으로 느린 학습 속도를 일부 해

결했다. CNN은 지역 코퍼스에서 의미론적 정보와 

구문론적 정보를 잘 추출하지만, 전체 코퍼스에서 의

미론적 정보와 구문론적 정보를 추출하기 어렵다.

GCN은 문서-단어 노드, 단어-단어 노드의 구성으로 

전체 코퍼스의 의미론적 정보와 구문론적 정보 추출

에 효율적이다.

본 논문에서는 전체 코퍼스의 의미론적 정보와 구

문론적 정보 추출에 효율적인 GCN 기반 I-QANet

기계독해 모델을 제안한다. 제안한 모델에서는 전체 

코퍼스의 의미론적 정보와 구문론적 정보를 사용하

기 위해 임베딩 인코더 블록 레이어와 인코딩 블록 

레이어에서 그래프 컨볼루션 레이어, 셀프 어텐션 레

이어, 피드포워드 레이어로 진행한다. 제안한 모델이 

베이스라인보다 EM 0.2%, F1 0.7% 성능 향상과 학

습은 1.2배 빠른 속도를 보인다. 한국어도 베이스라

인보다 EM 0.9%, F1 0.7% 성능 향상과 학습은 1.1배 

빠른 속도를 보인다. 전체 코퍼스의 의미론적 정보와 

구문론적 정보 추출에 효율적임을 확인하기 위해 

GCN과 셀프 어텐션을 서로 제거하여 진행했다. 결

과는 GCN은 EM 2.4%, F1 2.0% 낮은 성능을 보였고,

셀프 어텐션은 EM 0.7%, F1 0.7%로 GCN보다 낮은 

성능을 보였다. 이런 이유로 GCN의 전체 코퍼스 영

향이 더 크다는 결론을 지었다.

한국어 기반인 KorQuAD1.0의 베이스라인은 BiDAF

보다 낮은 성능을 보여준다. 한국어 전처리는 매우 

복잡하고, 형태소 분석기가 여럿 존재하기 때문이다.

사전훈련된 FastText도 그 원인 중 하나라고 판단된

다. 향후, 형태소 분석기에 따른 실험 결과와 한국어 

기반으로 사전훈련된 GloVe의 개발이 필요하다.
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