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1. 서  론

농업에서는 작물 종을 식별하고 작물 질병을 감지

하는 것이 중요하며 정확한 결과를 얻기 위해서는 

농업에 대한 지식과 경험이 필요하다. 때로는 이러한 

일들이 경험이 부족한 농부에게 어려운 작업이 될 

수 있다. 넓은 농장에서 작물의 질병을 감지하는 것

은 시간과 인적 자원을 포함하여 큰 노력이 필요하
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며, 질병에 대해 시기적절한 대처를 못 할 경우, 큰 

경제적 손실을 초래할 수 있다.

데이터 기반 의사결정이 중요해지면서, 작물 데이

터와 알고리즘 학습은 그동안 농부의 경험이 중요했

던 농업 분야에서도 농사에 유용한 정보를 제공할 

수 있게 되었다. 최근 딥러닝 기술의(Deep Learning,

DL) 발전은 작물 질병을 감지하고 식별하기 위한 새

로운 솔루션을 제공할 수 있게 되었다. 빠르게 발전

하는 딥러닝 기술은 실생활의 문제를 해결하는데 기

존의 접근 방식을 능가한 효율적인 해결 방법으로 

사용되었으며, 딥러닝은 다양한 비즈니스에서 의사 

결정을 내리기 위한 광범위한 범주에서 사용된 바 

있다[1,2]. 최근에는 이미지와 영상 데이터를 기반으

로 비즈니스를 분석하는 컴퓨터 비전에서 딥러닝 기

술이 중요한 역할을 했다. 이러한 관점에서 딥러닝은 

농업 분야에서 작물의 종을 인식하여 분류하고, 작물

의 질병 유무에 대해 신속하게 진단하는 데 사용될 

수 있다[3-5].

작물의 분류 및 작물의 질병 식별 분야는 식물 병

원체들에 의해 발생하는 증상이나 병변이 시각적으

로 발견되기 때문에, 병원체에 감염된 작물의 잎에 

나타나는 질병의 특징들은 질병을 식별하는데 중요

한 정보가 되기 때문에, 딥러닝을 활용할 수 있는 흥

미로운 연구 분야이며, 농업 분야에서 심층 신경망

(Deep Neural Network, DNN)을 이용하여 작물 종

을 식별하고 작물 질병을 진단하는 선행 연구가 수행

된 바 있다[4,6-8]. 하지만, 선행 연구에서 분류에 사

용된 작물의 샘플 이미지는 여러 잎, 가지 및 복잡한 

배경을 포함하지 않는 전처리 된 작물의 잎 이미지이

며[9,10], 추출되지 않은 작물 이미지를 대상으로 분

류하는 것은 기존에 수행되었던 딥러닝을 이용한 작

물 분류 연구에서 수행되지 않은 새로운 영역이다.

작물 이미지를 대상으로 하는 분류는 크게 작물 

종 분류, 작물 질병 여부 감지 및 작물 질병 분류의 

세 가지 측면으로 나눌 수 있으며, 이 논문을 통해 

작물의 종 분류, 질병 유무 감지 및 질병 분류를 위해 

계층적 구조로 설계된 딥러닝 기반의 Deep Convo-

lutional Neural Network(DCNN)을 제안한다. 아키

텍처에서 최상위 노드는 작물 종의 인스턴스 잎 개체

를 분류하고. Mask R-CNN을 기반으로 하는 작물 

종을 분류한다. 중간 노드에서는 인스턴스 개체를 입

력 받아 CNN 모델로 건강한 작물과 질병에 감염된 

작물 종으로 분류하고, 마지막 노드에서는 질병에 감

염된 작물 이미지만 대상으로 CNN 모델로 질병의 

유형에 따라 분류한다. 본 연구에서는 제안한 모델을 

이용하여, 작물 종 분류를 위해 촬영된 작물 종의 이

미지를 분할하고 잎사귀 이미지만을 선택하여 옥수

수, 오이, 고추, 딸기 4가지 작물 종으로 분류하였고,

질병 감염 여부를 판별하기 위해 네 가지 작물 종으

로 분류된 잎 이미지의 이상 유무를 검사하였고, 질

병 감지 될 경우, 질병의 유형에 따라 분류하였다.

선행 연구에서는 작물 분류에 추출된 잎 이미지를 

사용했지만 본 연구에서는 하나의 이미지에 복수의 

잎이나, 가지, 복잡한 배경이 포함된 작물 이미지를 

사용하였다. 또한, 선행 연구에서는 이미지의 특성에 

대한 손실 없이, 작물 이미지의 샘플 데이터를 늘리

기 위해 이미지의 방향을 변경하거나, 각도 회전, 해

상도를 높이거나 낮추는 이미지 증강 방식을(Image

augmentation approach) 사용하거나[6,11,12], 딥러

닝 기반으로 샘플 이미지를 늘리는 GAN(Generative

Adversarial Network)으로 알려진 방식을 사용하였

다[13,14]. 본 논문에서는 두 가지 이미지 증강 방식

을 작물 분류 과정의 효율성 측면에서 비교하면서,

연구 수행 과정에서 발생한 부족한 샘플 데이터와 

열악한 상태의 이미지 문제를 해결하였다.

본 논문의 구성은 다음과 같다. 2장에서는 작물의 

종 분류, 질병 유무 감지 및 질병 분류 기법에 대한 

관련 연구를 살펴보고, 3장에서는 딥러닝을 이용한 

작물의 종 분류, 질병 유무 감지 및 질병 분류의 문제

점과 문제 해결을 위해 제안하는 과정에 관해 기술하

고, 4장에서는 작물의 종 분류, 질병 유무 감지 및 

질병 분류에 대한 모델별 실험 결과에 관해 기술하고 

고찰한다. 5장에서는 본 연구를 통한 최종 결론과 향

후 연구 방향을 논한다.

2. 이  론  

2장에서는 기존의 작물의 종 분류, 질병 유무 감지 

관련 선행 연구, 제안한 분류 방법과 이를 위한 시스

템 설계 방식을 다루고자 한다.

2.1 관련 연구

작물의 질병은 작물 생산을 저해하는 중요한 문제

로, 작물 잎 이미지를 대상으로 딥러닝 방식으로 작
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물을 분류하고 질병을 진단하기 위한 선행 연구들이 

수행되었다[15,16,17,18,19]. 그러나 선행 연구에서 

딥러닝 알고리즘에 적용하기 위해 사용된 작물 잎 

이미지는 본 연구에서 사용한 이미지와 다르며, 작물 

이미지를 대상으로 질병 유무를 파악하기 위해 이 

과정을 작물 분류, 질병 유무, 질병 감지라는 세 가지 

단계로 구분하였다.

최근 이미지 분류에 관한 연구에서 루트 노드가 

우도 값을 기반으로 결과를 자식 노드로 분류하는 

트리 패션 아키텍처를 설계한 딥러닝 아키텍처가 제

안된 바 있다[15]. Roy 등[15]이 제안한 Tree CNN

(Convolutional Neural Network) 모델은 일반적으

로 새로운 데이터를 추가할 때, 전체 네트워크를 재

교육해야 하는 치명적인 망각 문제없이 새 클래스를 

점진적으로 학습할 수 있는 장점에도 불구하고, Tree

CNN 모델의 잘못된 예측은 아직 해결되지 않은 문

제로, 모델 성능에 부정적인 영향을 줄 수 있다.

기존에 작물의 종 분류, 질병 유무 감지 분야에 

인공지능 알고리즘을 이용한 연구에서 Mohanty 등

[16]은 작물 잎의 질병을 감지하는 딥러닝 방법을 제

안하였으며, 이 연구에서 전체 프로세스를 입력 전처

리 및 분류의 두 단계로 제안하였다. 입력 전처리를 

위해서 필수적인 특성들을 gray-scale(RGB 이미지

를 Grayscale 형태로 변환)과 분할 과정을 통해 추출

하였다. 이렇게 사전 처리된 이미지는 AlexNet 및 

GoogLeNet 같은 딥 러닝 알고리즘을 이용하여 분류

되었으며, ImageNet 가중치에서 전이 학습을 적용하

였다. 질병 유무 감지에 사용된 데이터 세트는 38개

의 클래스가 있는 54,305개의 이미지가 사용되었다.

적절한 모델 훈련을 위해 데이터 세트를 훈련 및 검

증 데이터의 비율을 각각 20%-80%, 40%-60%, 60%-

40%, 80%-20%의 비율로 나뉘었다. 실험 결과, 컬러 

이미지, GoogLeNet, 전이 학습 및 80%-20% 데이터 

세트로 조합한 학습 방법에서 99.35%의 정확도를 가

진 모델을 개발하였다.

작물의 잎 이미지로부터 심층 합성곱 신경망(Deep

convolutional neural network, DCNN) 기반의 알고

리즘을 이용하여 작물의 질병의 감별하기 위해 Gee-

tharamani 등[17]은 옥수수, 고추, 딸기를 포함한 13

개 작물의 이미지를 대상으로 질병을 감별하는 딥러

닝 모델을 제안하였다. 모델 학습에 많은 데이터가 

필요한 DCNN 모델을 위해 저자들은 작물 이미지 

database에서 내려받은 이미지를 대상으로 뒤집기

(flip), 감마 보정(gamma correction) 등의 방법을 통

한 이미지 증강을 통해 데이터 수를 늘렸고, 평균 식

별 정확도 96.46%의 질병 감별 능력을 갖추는 모델

을 개발하여, 기존의 기계학습 기반의 모델보다 우수

한 질병 분별 능력을 제시하였다.

농사 현장 조건에서 소량의 샘플 데이터와 DCNN

알고리즘을 기반으로 Zhang 등[18]은 오이 잎의 질

병 유무를 식별하는 딥러닝 방법을 제안하였다. 뒤이

어 오이 잎에서 병반을 추출하여 병변 이미지를 획득

하는 2단계 분할 방법을 제시하고자, 이미지의 회전

(rotation) 및 변환(translation)을 구현한 후, 데이터 

증강을 통해 새로운 훈련 샘플 데이터를 생성하고자 

오이 잎의 병변 이미지를 생성적 적대 신경망(Gen-

erative Adversarial Networks, GAN)에 공급하였

다. 마지막으로 오이 잎 질병의 식별 정확도를 향상

하고자 생성된 훈련 샘플을 사용하여 Inception Con-

volutional Neural Network을 사용하였다. 실험 결과

는 탄저병, 오이 노균병, 오이 흰가루병의 3가지 질병

이 있는 질병에 감염된 야외 작물의 이미지 데이터 

세트에 대해 제안한 알고리즘을 구현했을 때 기존의 

분류 알고리즘의 성능을 크게 능가하는 평균 식별 

정확도 96.11% 및 90.67%를 달성했음을 보여주면서,

농업 분야에서 사물 인터넷이 적용될 분야에서 현장 

적용할 수 있는 기술을 제공하였다.

Nazki 등[19]은 식물의 질병을 판별하는 딥러닝 

모델 훈련을 위해 필요한 작물 이미지 수집을 위해,

Activation Reconstruction loss(ARL)에 최적화된 

이미지 생성기인 AR-GAN을 사용하여 샘플 데이터

를 합성하였다. AR-GAN을 사용하여 합성한 이미

지로 모델을 학습시킨 결과, 분류 정확도가 5.2% 증

가했지만, 전통적인 데이터 증강 방법의 경우 정확도

가 0.8%만 증가하였다[19].

충분한 양의 이미지 자료는 예측 데이터의 광범위

한 조건에 적응하는 네트워크 모델을 일반화할 수 있

다. 농업 외 분야의 사례이지만, 이미지 대상의 분류 

모델 개발에서 이미지 양이 충분하지 않을 경우, 훈

련 데이터에서 모델의 예측력은 높지만, 검증 데이터

에서는 모델의 성능이 저하되는 과적합에 대한 우려

가 제기된 바 있다[11,20,21]. Goceri 등[11]은 이미지 

증강을 위한 솔루션으로 랜덤 크롭(random crop), 스

케일(scale), 미러(mirror), 색상 지터링(color jitter-
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ing), 회전(rotation), 시프트(shift), 전단(shear), 뒤

집기(flip) 및 변환(translation) 등 다양한 기술을 제

시하였다[21].

2.2 제안된 분류 방법

앞에서 언급된 선행 연구에서[15,16,17,18,19] 작물

을 인식하고 질병을 진단하기 위해 딥러닝 방식으로 

작물 잎 이미지를 사용했으나, 복잡한 배경을 포함하

지 않는 추출된 잎 이미지가 활용되었다. 전처리 되

지 않은 대규모의 작물 이미지를 대상으로 분류하기 

위해 작물 이미지를 분류 과정을 다음과 같이 작물 

분류, 질병 감지, 질병 분류 과정으로 분류하며, 이를 

위해 본 연구에서는 트리 구조의 계층적 아키텍처인 

DCNN 알고리즘 기반의 분류 방법을 제안한다:

- 작물 분류: 옥수수, 오이, 고추와 딸기와 같이 

작물별로 분류하기 위한 최상위 분류

- 질병 감지: 정상 상태와 질병 감염 상태 사이의 

작물을 감지하기 위한 중간 분류

- 질병 분류: 작물의 감염된 질병을 진단하기 위한 

최하위 분류

제안하는 작물 종 분류의 개념적 방법론은 분류 

작업을 분리하고 질병 증상과 관련된 클래스 수를 

최소화하는 것이다. 질병이 발생한 잎사귀 부분에 작

은 점들이 나타나거나, 좀 더 큰 크기의 검은색 구멍

이 발생한다. 샘플 데이터에서 질병이 발생한 작물에

서 관찰되는 증상은 색의 변화, 검은색 구멍, 점 혹은 

가루를 포함하며, 이런 변수들은 작물을 분류하는 데 

고려하는 변수들이다. 작물의 잎으로 작물 종을 분류

하는 특성과 질병의 증상을 분류하는 특성 간에는 

큰 차이가 존재한다. Fig. 1은 아키텍처 설계가 위에

서 아래 방향으로 계층적으로 구성되었음을 나타내

며, 아키텍처는 최상위 노드가 있고 하위 노드로 아

래 분기가 있는 트리 형식으로 간주한다. 점선으로 

표시된 상자는 상단 노드에서 작물 종을 기능적으로 

분류하는 노드와 중간에서 질병 감지 노드와 마지막

으로 작물의 질병을 분류하는 노드이다.

Fig. 1. Proposed architecture of crop species and disease classifications.
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분류 과정은 Mask R-CNN 모델이 아키텍처 전반

에 걸쳐 작물 종 레이블 및 인스턴스 분할을 출력하

는 최상위 노드에 이미지 유형 피드를 입력하는 것에

서 시작한다[22]. 작물 종 레이블은 중간 분류를 위한 

하위 노드로 옥수수, 오이, 고추와 딸기로 나뉜다. 인

스턴스 분할은 bbox와 마스크 조정으로 정의된 입력 

이미지에서 Mask R-CNN의 제안 객체를 감지하고 

bbox 및 마스크 조정 정보를 기반으로 잘라낸다. 감

지된 인스턴스 분할은 질병 유무를 레이블(정상, 질

병)로 감지하기 위해 각 노드에 CNN 모델 분류기가 

있는 질병 감지 노드로 중간 노드에 해당한다. 다음

의 작물 병해 분류 노드는 작물의 질병을 분류하는 

마지막 노드로, 중간 노드와 마지막 노드는 각 노드

의 CNN 모델인 학습된 모델로 구성된다. 자세한 분

류 방법은 3.3 분류 방법에서 기술하였다.

2.3 시스템 설계 흐름

전처리하지 않은 작물의 이미지를 대상으로 작물 

분류 및 질병 유무를 분류하기 위해 작물 종류, 질병 

유무 감지, 감염된 질병의 분류 등을 간단하게 파악

할 수 있는 인터랙티브 환경을 제안했다. Fig. 2는 

문제 해결의 흐름을 요약한다. 휴대전화의 카메라 캡

처나 기존에 저장한 이미지를 직접 입력할 수 있으

며, 입력된 작물 이미지는 모바일 웹 응용 프로그램 

인터페이스를 통해 전송된다. 작물 분류 애플리케이

션을 실행하는 딥러닝 서버에게 이미지가 전달되면,

작물 분류, 작물 질병 감지 및 작물 질병 분류의 세 

가지 프로세스가 수행되고, 작업이 완료되면 분석 결

과가 애플리케이션 인터페이스로 전달된다.

3. 방  법 

3장에서는 분류 훈련에 사용된 데이터 세트, 데이

터 전처리 및 분류방법을 기술하였다.

3.1 사용한 데이터 세트

이 장에서는 전처리 되지 않은 이미지를 대상으로 

Fig. 2. Application flow for crop classification.
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작물 분류, 질병 감지 및 질병 분류를 위해 제안한 

계층적 아키텍처인 DCNN 알고리즘 기반의 분류에 

사용된 데이터 세트에 대한 설명으로 사용한 데이터 

세트는 작물 분류, 질병 감지 및 질병 분류의 세 가지 

수준으로 나뉜다(Fig. 3). 첫 번째 단계는 작물 분류

를 위해 마스킹 된 분류 데이터 세트(옥수수, 오이,

고추와 딸기)이고, 두 번째와 세 번째 단계는 질병 

감지(질병의 있고 없음) 및 질병 분류(옥수수 - 옥수

수 녹병[Common rust], 잿빛무늬병[Gray leaf], 세균

성 줄무늬병[Leaf streak], 시들음병[Goss bacterial

wilt]; 오이-오이 탄저병[Anthracnose], 오이 노균병

[Downy mildew]; 고추–괴저 바이러스 증상[Gan-

grene], 모자이크병[Mosaic], 고추 세균점무늬병

[Bacterial spot]; 딸기-딸기 흰가루병[Powdery mil-

dew], 딸기 꽃곰팡이병[Green blight], 점박이응애

[Spotted mite])를 위한 네 개의 데이터 세트로 구성

된다.

작물 분류 데이터 세트는 작물 이미지에 주석을 

다는 과정과 주석 인코딩 과정의 두 가지 단계를 거

친다. 먼저 GUI 웹 애플리케이션을 사용하여 작물 

이미지에 주석을 달기 위해 주석 정보를 처리하고,

생성된 주석 정보는 학습, 검증 및 테스트를 위해 나

눈다. 주석 인코딩 과정은 이미지와 주석 정보를 

Tensorflow 레코드 형식으로 인코딩하며, 자세한 과

정은 Fig. 4로 요약하였다.

이미지에 주석을 달기 위해, 샘플 이미지의 잎에 

해당하는 후보 리프 인스턴스 개체를 분할하고 주석 

프로세스에서 COCO 주석 도구를 사용하여 인스턴

스 분할에 해당하는 레이블을 할당한다. 그 후, 주석

의 정보를 JSON 형태의 파일로 내보내고 학습, 검증 

및 테스트 데이터로 나누어 학습시킨다. Tensorflow

Object API를 사용하여 Mask R-CNN을 학습시키

기 위해서 인코딩된 이미지와 주석 정보를 포함한 

Tensorflow 레코드 형식(TFRecord)으로 정보를 입

력한다. 연구에서 4개의 작물 종을 대상으로 하는 작

물 종 분류에 사용된 작물 종별, 이미지와 주석 개수

는 Table 1과 같다.

질병 유무에 따른 작물 분류 데이터는 인스턴스 

분할 이미지인 작물 이미지를 정상과 병에 걸린 두 

그룹으로 분류한 작물 분류의 출력으로, 작물별 질병 

유무에 대한 이미지는 Fig. 5와 같다. 데이터 세트는 

작물 종에 해당하는 4개의 하위 데이터 세트로 구성

되며, 정상 및 질병으로 나뉜 두 개의 레이블이 있고,

현장에서 캡처한 작물의 원본 이미지와 이미지 회전

을 통해 이미지 개수를 늘렸다(Table 2).

작물 질병 분류 데이터 세트에서 작물 이미지를 

질병이 있는 경우, 4가지 작물의 질병으로 나누고,

작물별로 2가지에서 4가지의 질병에 따라 분류한다

Fig. 3. Dataset scheme of crop classifications. Fig. 4. Image annotation and annotation encoding of crop 

leaf.

Table 1. Dataset for crop classification. 

Label Image Annotation

Corn 210 353

Cucumber 344 340

Pepper 180 408

Strawberry 250 381
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(Fig. 6). Table 3은 각 작물 종에 대한 실제 작물 

질병 이미지 수와 이미지 개수를 늘리기 위해 이미지 

회전을 통해 개수를 늘린 이미지 수를 제시한다.

3.2 데이터 전처리 

모델 훈련을 제공할 이미지 데이터가 부족한 경우,

이미지 증강 같은 전처리 접근 방식을 통해 학습할 

데이터의 양을 늘릴 수 있다. 우리 연구에서는 이미

지 증강을 위한 전처리 과정으로 회전 기반의 이미지 

증강과 cGAN을 사용한 이미지 합성을 사용하였다.

회전 기반의 이미지 증강은 입력 데이터가 부족할 

때 데이터 세트 크기를 늘리는 방법의 하나다. 이 방

법의 장점으로는 모델의 과적합을 줄이고 모델의 일

반화 능력을 높이며 클래스 불균형 문제를 해결하는 

데 도움이 되는 것을 들 수 있으며, 회전(rotation),

뒤집기(flipping), 확대/축소(zoom in/out) 등의 방법

이 있다. 회전 기반의 이미지 증강의 사례는 아래의 

Fig. 7을 들 수 있다.

Isola 등[23]은 샘플 이미지를 합성하기 위해 대립

쌍 생성망 모델(Conditional Generative Adversarial

Network, cGAN)을 기반으로 하는 딥러닝 접근 방식

Fig. 5. Dataset for crop disease detection.

Table 2. Original and augmented dataset for crop disease 

detection.

Dataset
Label

Category Normal Diseased

Corn
Original 875 238

Augmented 1,500 1,500

Cucumber
Original 466 425

Augmented 1,500 1,500

Pepper
Original 404 1,218

Augmented 1,500 1,500

Strawberry
Original 402 176

Augmented 1,500 1,500

Fig. 6. Dataset for crop disease classification.

Table 3. Dataset for crop classification. 

Species Label Category Amount

Corn

Common rust
Original 41

Augmented 1,500

Gray leaf
Original 144

Augmented 1,500

Leaf streak
Original 20

Augmented 1,500

Bacterial wilt
Original 33

Augmented 1,500

Cucumber

Anthracnose
Original 202

Augmented 1,500

Downy mildew
Original 223

Augmented 1,500

Pepper

Gangrene
Original 838

Augmented 1,500

Mosaic
Original 125

Augmented 1,500

Bacterial Spot
Original 255

Augmented 1,500

Strawberry

Powdery mildew
Original 31

Augmented 1,500

Green blight
Original 33

Augmented 1,500

Spotted mite
Original 112

Augmented 1,500
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을 제안했다[24]. 이 방법은 생성 모듈(generator)과 

판별 모듈(discriminator) 두 가지 역할의 CNN 아키

텍처로 구성된 딥러닝 알고리즘의 하나이다. cGAN

을 사용하여 생성된 작물 이미지의 사례를 Fig. 8에 

제시하였다. 오이, 고추, 딸기 작물의 경우, 생성된 

이미지가 ("Predicted" 열)은 원본 이미지("Input"

열)와 유사한 모습을 보여주었지만, 옥수수의 경우 

원본 이미지와 다소 다른 이미지가 생성되었다.

3.3 분류 방법

작물 종을 분류하기 위해 사용한 Mask R-CNN

아키텍처는[25] 전환 레이어(Conv layer), Region-

Based Convolutional Neural Network(R-CNN)[26],

Faster Region-Based Convolutional Neural Net-

work(R-CNN)로 구성되며, Faster R-CNN 아키텍

처를 기반으로 분할 작업을 수행한다. Faster R-

CNN 및 RPN 모듈은 bbox-classification 및 bbox-

regression의 두 가지 공유 계산 레이어로 구성되었

고, bbox-classification는 객체성 점수(RPN)와 클래

스(Faster R-CNN)를 분류하기 위해 연결된 신경망

이며, bbox-regression은 예측된 bounding-box와 

ground truth bounding box를 계산한다(Fig. 9).

작물 이미지를 질병 유무 및 발생한 질병에 따라 

분류하고자 딥러닝 알고리즘에는 Residual Neural

Network(ResNet)와 GoolgleNet(InceptionNet)이라

는 컨볼류션 신경망 모델을 연구에 사용하였다[27,

28]. ResNet의 신경망 층은 최대 1,000개 층까지 많아

질 수 있기에, 과적합이 발생하고 학습 오류를 최적

화하지 못하는 심화 학습의 어려움은 ResNet을 통해 

해결할 수 있다. ResNet 모델이 많은 층을 갖고 학습

할 수 있도록 하는 중요한 경로는 "지름길 연결

(shortcut connection, skip connection)"이라 한다.

지름길 연결은 잔차 블록으로 식별되며, 잔차 개념은 

H(X)를 쌓인 층에 맞게 기본 매핑으로 고려하게 된

Fig. 7. Examples of rotation-based data augmentation 

of crop images.

Fig. 8. Examples of image synthesis using cGAN of crop 

images under the column of “Predicted”. Fig. 9. Mask R-CNN architecture used in the study.
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다. X는 여러 층 가운데 첫 번째 층의 입력을 나타내

고 F(X)=H(X)-X로 계산된다. 만약 H(X)와 X가 서

로 거의 같다면, 잔차 블록에 변경 사항이 없음을 의

미하고 F(X)는 0에 가까워진다(Fig. 10).

GoogleNet은 2014년 이미지 인식 대회인 Imag

Net에서 처음 소개되었고[27], 모델의 성능은 VGG

Net 같은 실증 사례 중 top-1을 달성하였다[29].

Inception 모듈은 더 깊은 층을 갖되, 연산 과정은 절

약할 수 있는 신경망 모델로, 지금까지 Inception에는 

Inception-v1에서 Inception-v4까지 4가지 버전이 

개발되었다. 인셉션 모듈은 중간 필터로 1×1 con-

volution을 가지고 있는데, 이것은 1×1 convolution

이 없을 때와 비교하여 연산과정을 약 10배 줄일 수 

있다. 모듈의 마지막에 있는 Concatenatoin 층은 중

간 층을 연결하는 역할을 한다(Fig. 11).

분류 모델의 평가 지표로는 실제값과 예측값 간의 

평균 제곱 오차(Mean Square Error, MSE), 혼동행

렬(Confusion matrix)에 기반한, Receiver operation

characteristic(ROC) 곡선 면적에 기반한 Area

Under Curve(AUC) 값 등이 연구에 사용되었다.

4. 실험 결과 및 고찰

4장에서는 작물 종 분류, 작물 질병 감지 및 작물 

질병 분류에 대한 구현 및 실험 결과에 관해 기술하

였다. 먼저 딥러닝 접근 방식인 딥러닝 컨볼루션 신

경망(DCNN)을 구축했고, 모델 훈련에서는 학습 매

개변수를 조정하고, 데이터 집합 부족을 늘리기 위해 

이미지 회전 및 합성을 사용하여 데이터 증강을 적용

하고, 다양한 훈련 알고리즘을 적용했다. 작물 종 분

류에서 Mask R-CNN 모델은 옥수수, 오이, 고추와 

딸기의 4가지 작물 종의 레이블을 분류하도록 학습

하였다.

모델 평가를 위해 각 알고리즘에 대한 모델 성능

을 평가지표에 따라 표로 비교했다.

4.1 학습 환경

작물 품종 분류 모델(Mask R-CNN)과 질병 감지 

및 분류 모델(Inception 및 ResNet)의 학습을 위한 

환경 설정 과정을 요약하였다. 작물 품종 분류를 위

한 Mask R-CNN 모델의 학습을 위해서는 모델 학습

의 높은 계산 프로세스를 처리하기 높은 컴퓨터 사양

이 필요하다. 모델 학습을 CPU만으로 감당하기에는 

리소스가 부족하므로 학습 과정에서 많은 계산을 감

당할 GPU가 필요하기에, Mask R-CNN 학습 과정

에서 CPU와 GPU(x4)를 모두 사용하여 Tensorflow

Framework 및 CUDA-GPUs를 따른 계산을 수행하

였다. GPU에서 학습하려면 Nvidia 드라이버, CUDA

toolkit 및 Cudnn 라이브러리의 세 가지 구성 요소가 

필요하며, 이들 구성 요소가 원활하게 작동해야 한

다. Tensorflow Framework(TF 버전 2.4.1)는 Mask

R-CNN 모델 API로 구성된 딥러닝 Framework이

며, Tensorflow Framework가 GPU에서 상호 작용

할 수 있도록 코드로 연결해야 한다. 마지막으로 주

석이 달린 데이터세트는 Tensorflow 모델에 적용하

Fig. 10. Resnet architecture used in the study.

Fig. 11. Inception module used in the study.
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기 위해 Tensorflow 레코드(.record 확장자)로 인코

딩하며, Fig. 12에 관련 내용을 요약하였다.

작물 질병 감지 및 분류를 위한 Inception 및 

ResNet 모델의 중간 및 마지막 노드 학습을 위한 환

경 설정은 Mask RCNN 모델에 비해 간단하며, 데이

터 세트와 아키텍처 네트워크가 필요하다.

작물 질병 감지 데이터 세트에서 이미지는 폴더에 

저장되고 정상 및 질병 유형으로 구분되고, 마찬가지

로 이미지는 작물 질병 분류 데이터 세트의 폴더에 

저장되고 질병 종 유형별로 구분된다. 각 데이터 세트

에서 데이터는 훈련용 데이터와 검증용 데이터로 나

뉘었으며, Tensorflow Framework(TF 버전 2.4.1)의 

딥러닝 프레임워크는 모델 학습을 위한 InceptionV3

및 ResNet101-V2 API로 구성하였고, 관련 내용을 

Fig. 13에 요약하였다.

Fig. 13. Training environment of crop disease detection 

and classification by using Inception and Res 

Net models.

Fig. 12. Training environment of crop species classification by using Mask R-CNN model.
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4.2 작물 품종 분류 및 세분화

이 실험에서 작물 품종 분류에 전이 학습(Trans-

fer learning)을 적용하였다. 학습 작물 품종 데이터 

세트에 사용되는 사전 훈련된 모델은 COCO 데이터 

세트를 사용하였다(300K 이미지 중, >200K 이미지

에 대해 레이블 지정, 150만 개체 인스턴스, 80개 개

체 범주, 91개 항목 범주, 이미지 당 5개의 캡션). 모델 

학습 과정에 사용된 환경은 이미지의 크기 = 1024

×1024, 배치 크기 = 4, 학습률 범위(0.0-0.008)로 설정

했고, 전이 학습과 함께 데이터 증강(50% 확률로 무

작위 수평 및 수직 뒤집기 적용)을 적용하였다. 모델 

학습을 위한 구성은 표로 정리하였다(Table 4).

전이 학습 유무에 따라 Mask R-CNN 모델의 

training loss를 비교하였다. 전이 학습 파라미터를 

제외한 나머지 파라미터는 Table 4와 같은 구성으로 

학습하였다. 비교 결과(Table 5), 전이 학습과 데이터 

증강을 사용한 Mask R-CNN의 학습에서 training

loss가 가장 적어(0.72) 전반적으로 학습이 더 잘 수

행된 것으로 나타났다.

4.3 작물 질병 감지

질병 감지 분류에서 상위 노드 출력의 분할된 작

물 잎 이미지에 대해 두 개의 네트워크 모델을 개별

적으로 학습하였다. 학습 과정에서 분류 모델로 

Inception-NetV3 및 ResNet101-V2를 사용하였고,

분할된 인스턴스 잎 이미지는 학습에 적용하기 전에 

증강 및 합성 과정을 거쳤다. 학습을 거친 모델은 모델

성능을 측정하기 위해 혼동행렬, 정확도(Accuracy),

ROC-AUC를 사용하여 평가하였다.

InceptionV3 및 ResNet101-V2 모델 학습의 데이

터 증강으로 수평 뒤집기, 수직 뒤집기 및 임의 뒤집

기를 적용하여 입력 이미지를 변경하였다. 작물 질병 

감지 데이터 세트에서 레이블당 1,500개의 이미지를 

증강하였다. 옥수수, 오이, 고추, 딸기 작물의 이미지

를 대상으로 InceptionV3 모델과 ResNet101-V2 모

델을 이용한 작물 질병 감지 분류에 관한 결과를 

Table 6 및 Table 7에 제시하였다.

작물 질병 감지에 대해 4가지 작물 대상 모델별 

분류 평가 결과를 혼동행렬에 기반한 평가 지표로 

비교하였다. 농작물 질병 유무를 "정상" 및 "질병"

클래스의 두 가지 클래스를 측정 후, InceptionV3 및 

ResNet101-V2의 모델 성능을 실제 값과 비교하여,

분류 모델이 질병 있는 것으로 판정한 이미지 가운데 

실제 질병이 있는 이미지의 비율을 정밀도(Preci-

Table 4. Configuration of the model. 

Training Variable Value

Input size 1024x1024

Learning rate (lr) Lr_cosine_decay= 0.0-0.008

Batch size 4

Feature extractor
faster_rcnn_inception_resnet_

v2_keras

Transfer learning on COCO pre-trained model

Data augmentation

andom_horizontal_flip {
keypoint_flip_permutation: 1
keypoint_flip_permutation: 0
keypoint_flip_permutation: 2
keypoint_flip_permutation: 3
keypoint_flip_permutation: 5
keypoint_flip_permutation: 4

probability: 0.5
}

random_vertical_flip {
keypoint_flip_permutation: 1
keypoint_flip_permutation: 0
keypoint_flip_permutation: 2
keypoint_flip_permutation: 3
keypoint_flip_permutation: 5
keypoint_flip_permutation: 4

probability: 0.5
}

Transfer learning Yes

Epochs 1000 epochs

Evaluation model
every

100 epochs

Training time 13h51mn

Table 5. Total training loss of Mask R-CNN on transfer learning and from scratch.

Transfer Learning
Total loss of Mask R-CNN
on transfer learning

Total loss of Mask R-CNN
from scratch

None-Augmentation 1.37 1.03

Augmentation 0.72 3.69
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sion)로, 실제 질병이 있는 작물 중에서 분류 모델이 

질병 있는 것으로 판정한 것의 비율을 재현율(Recall)

로, 높은 정밀도와 재현율을 갖는 더 나은 모델을 나

타내는 지표로 F1 측도(F1-Score)를 추정하였고

(Table 6), 정확도(Accuracy), Area under curve

(AUC) 값을 추정하였다(Table 7). 정확도 및 AUC

값에 따르면 InceptionV3 모델이 ResNet101-V2에 

비해 성능이 더 좋은 것으로 나타났다.

질병 감지 분류 과정에서 레이블당 1,500개의 이

미지를 추가하고 수평 뒤집기, 수직 뒤집기 및 임의 

뒤집기를 적용하여 데이터 증강하여 사용한 것 외에,

증강 데이터를 Pix2Pix cGAN을 사용하여 합성한 이

미지를 비교 목적으로 사용하였다. 증강 데이터를 사

용한 경우와 동일하게, InceptionV3 및 ResNet101-

V2의 모델로 분류한 결과를 실제 값과 비교하였고,

이를 정밀도, 재현율, F1 측도, 정확도, AUC로 추정

하였다(Table 8, 9). 정확도 및 AUC 결과에 따르면 

InceptionV3 모델이 ResNet101-V2에 비해 성능이 

더 좋은 것으로 나타났다. 딥러닝 네트워크 Inception

V3 및 ResNet101-V2 모델에 증강 데이터 및 합성 

데이터를 적용한 결과, ROC-AUC 그래프를 기반으

로 InceptionV3와 증강 데이터 조합이 작물 질병 감

지에서 가장 우수한 성능을 보였다(Fig. 14).

4.4 작물 질병 분류

질병 분류에서 상위 노드 출력의 분할된 작물 잎 

이미지에 대해 두 개의 네트워크 모델을 개별적으로 

학습하였다. 학습 과정에서 분류 모델로 Inception-

Table 6. Evaluation results of crop disease detection of augmented data by precision, recall and F1-score. 

Architecture Model Class Precision Recall F1-Score

InceptionV3

Corn
Diseased 0.46 0.46 0.45

Normal 0.55 0.53 0.54

Cucumber
Diseased 0.98 0.89 0.94

Normal 0.89 0.98 0.94

Pepper
Diseased 0.93 0.97 0.94

Normal 0.98 0.94 0.96

Strawberry
Diseased 0.91 1.00 0.95

Normal 1.00 0.92 0.96

ResNet10-V2

Corn
Diseased 0.98 0.83 0.90

Normal 0.83 0.98 0.90

Cucumber
Diseased 0.99 0.89 0.93

Normal 0.90 0.99 0.94

Pepper
Diseased 0.10 0.66 0.17

Normal 0.53 0.85 1.04

Strawberry
Diseased 0.89 0.98 0.94

Normal 0.52 0.91 0.66

Table 7. Evaluation results of crop disease detection of augmented data by accuracy and area under curve (AUC). 

Architecture Model Accuracy AUC

InceptionV3

Corn 0.984 1.000

Cucumber 0.969 0.970

Pepper 0.956 0.970

Strawberry 0.962 0.970

ResNet10-V2

Corn 0.978 1.000

Cucumber 0.964 0.820

Pepper 0.730 0.650

Strawberry 0.967 1.000



Table 8. Evaluation results of crop disease detection of augmented and synthesized data by precision, recall and 

F1-score. 

Architecture Model Class Precision Recall F1-Score

InceptionV3

Corn
Diseased 0.89 0.63 0.74

Normal 0.55 0.85 0.67

Cucumber
Diseased 0.37 0.89 0.52

Normal 0.96 0.63 0.76

Pepper
Diseased 0.38 0.90 0.69

Normal 0.96 0.63 1.21

Strawberry
Diseased 0.74 0.68 0.71

Normal 0.68 0.74 0.74

ResNet10-V2

Corn
Diseased 0.67 0.68 0.67

Normal 0.28 0.71 0.40

Cucumber
Diseased 0.78 0.88 0.83

Normal 0.89 0.81 0.85

Pepper
Diseased 0.91 0.97 0.94

Normal 1.00 0.54 0.70

Strawberry
Diseased 0.78 0.55 0.65

Normal 0.69 0.69 0.69

Table 9. Evaluation results of crop disease detection of augmented and synthesized data by accuracy and area 

under curve (AUC). 

Architecture Model Accuracy AUC

InceptionV3

Corn 0.730 0.850

Cucumber 0.849 0.790

Pepper 0.670 0.770

Strawberry 0.693 0.930

ResNet10-V2

Corn 0.604 0.750

Cucumber 0.893 0.920

Pepper 0.645 0.670

Strawberry 0.606 0.660

Fig. 14. Comparison of ROC-AUC re-

sults of crop disease detec-

tion for InceptionV3 and Res 

Net101-V2 models with auge-

mented data and synthesized 

data (pix2pix) following auge-

mentation.
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NetV3 및 ResNet101-V2를 사용하였고, 분할된 인

스턴스 잎 이미지는 학습에 적용하기 전에 증강 및 

합성 과정을 거쳤다. 학습을 거친 모델은 모델 성능

을 측정하기 위해 혼동행렬, 정확도(Accuracy), ROC-

AUC를 사용하여 평가하였다.

작물 질병 감지와 동일하게, 수평 뒤집기, 수직 뒤

집기 및 임의 뒤집기를 적용하여 작물 질병 분류 데

이터 세트에서 질병 이미지를 레이블당 1,500개의 이

미지로 증강 후 모델을 학습시켰다. 옥수수, 오이, 고

추, 딸기 작물의 이미지를 대상으로 InceptionV3 모

델과 ResNet101-V2 모델을 이용한 작물 질병 분류

에 대한 결과를 Table 10 및 Table 11에 제시하였다.

비교한 모델 성능 지표 가운데, 모델의 성능을 평가

할 때 선호되는 AUC 및 정확도 결과에 따르면, 옥수

Table 10. Evaluation results of crop disease classification of augmented data by precision, recall and F1-score. 

Architecture Model Class Precision Recall F1-Score

InceptionV3

Corn

Common rust 0.97 0.89 0.93

Bacterial spot 0.91 0.96 0.93

Gray leaf 0.91 0.94 0.93

Leaf streak 0.99 0.98 0.99

Cucumber
Anthracnose 0.63 0.00 0.00

Downy mildew 1.00 0.73 0.84

Pepper

Bacterial spot 0.80 0.96 0.87

Gangrene 1.00 0.90 0.94

Mosaic 0.88 0.83 0.81

Strawberry

Green blight 0.51 0.68 0.58

Powdery mildew 0.65 0.57 0.53

Spotted mite 0.71 0.66 0.68

ResNet10-V2

Corn

Common rust 0.25 0.25 0.25

Bacterial spot 0.25 0.25 0.25

Gray leaf 0.27 0.28 0.28

Leaf streak 0.24 0.24 0.24

Cucumber
Anthracnose 1.00 0.51 0.67

Downy mildew 0.04 0.83 0.07

Pepper

Bacterial spot 0.34 0.32 0.33

Gangrene 0.56 0.34 0.42

Mosaic 0.07 0.27 0.42

Strawberry

Green blight 0.97 0.45 0.62

Powdery mildew 0.54 0.90 0.68

Spotted mite 0.36 1.00 0.53

Table 11. Evaluation results of crop disease classification of augmented data by accuracy and area under curve (AUC). 

Architecture Model Accuracy AUC

InceptionV3

Corn 0.953 0.942

Cucumber 0.801 0.813

Pepper 0.940 0.905

Strawberry 0.988 0.920

ResNet10-V2

Corn 0.995 0.988

Cucumber 0.992 0.982

Pepper 0.939 0.658

Strawberry 0.630 0.611
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수와 오이에서는 ResNet101-V2 모델이, 고추와 딸

기에서는 InceptionV3 모델의 성능이 더 좋은 것으

로 나타났다.

질병 분류 과정에서도 레이블당 1,500개의 이미지

를 추가하고 수평 뒤집기, 수직 뒤집기 및 임의 뒤집

기를 적용하여 데이터 증강하여 사용한 경우와 증강 

데이터를 Pix2Pix cGAN을 사용하여 합성한 이미지

를 비교하였다. 증강 데이터를 사용한 경우와 같이,

InceptionV3 및 ResNet101-V2의 모델로 분류한 결

과를 실제 값과 비교하였고, 이를 정밀도, 재현율, F1

측도, 정확도, AUC로 추정하였다(Table 12, 13). 정

확도 결과에 따르면 InceptionV3 모델 성능이 더 좋

은 것으로 나타났으나, AUC　결과에 따르면, ResNet

101-V2 모델 성능이 더 우수했다. 딥러닝 네트워크 

InceptionV3 및 ResNet101-V2 모델에 증강 데이터 

및 합성 데이터를 적용한 결과, ROC-AUC 그래프를 

기반으로 옥수수에서는 ResNet101-V2 모델과 증강 

데이터 조합, 오이에서는 InceptionV3모델 및 Res

Net101-V2 모델과 합성 데이터 조합, 고추와 딸기에

서는 InceptionV3 모델과 증강 데이터 조합이 작물 

질병 감지에서 가장 우수한 성능을 보였다(Fig. 15).

5. 결  론

이 논문에서 우리는 기존에 수행되지 않았던 전처

리 하지 않은 대규모의 작물 이미지를 딥러닝 방식으

로 작물을 분류하고 질병을 진단하기 위해 작물 분

류, 질병 감지 및 질병 분류를 위한 딥러닝 접근 방식

을 제안하였다. 이를 위해 하나의 이미지에 복잡한 

배경이 포함된 작물 이미지를 분류하고 클래스 수를 

최소화하기 위해 3개의 하위 순차 레벨로 구성된 계

층적 구조의 DCNN 기반 모델은 알고리즘을 사용하

였으며, 첫 번째 수준은 Mask R-CNN 딥러닝 접근 

방식을 사용하여 옥수수, 오이, 고추, 딸기 4가지 작

Table 12. Evaluation results of crop disease classification of augmented and synthesized data by precision, recall 

and F1-score. 

Architecture Model Class Precision Recall F1-Score

InceptionV3

Corn

Common rust 0.42 0.34 0.37

Bacterial spot 0.22 0.42 0.29

Gray leaf 0.71 0.37 0.48

Leaf streak 0.13 0.50 0.20

Cucumber
Anthracnose 0.96 0.98 0.97

Downy mildew 0.98 0.96 0.97

Pepper

Bacterial spot 0.50 0.68 0.58

Gangrene 0.63 0.55 0.59

Mosaic 0.71 0.66 0.68

Strawberry

Green blight 0.38 0.34 0.36

Powdery mildew 0.26 0.34 0.29

Spotted mite 0.36 0.33 0.33

ResNet10-V2

Corn

Common rust 0.40 0.31 0.35

Bacterial spot 0.36 0.45 0.40

Gray leaf 0.62 0.40 0.48

Leaf streak 0.13 0.50 0.20

Cucumber
Anthracnose 0.82 0.76 0.79

Downy mildew 0.73 0.80 0.77

Pepper

Bacterial spot 0.55 0.76 0.79

Gangrene 0.23 0.34 0.27

Mosaic 0.21 0.42 0.28

Strawberry

Green blight 0.33 0.30 0.32

Powdery mildew 0.34 0.37 0.35

Spotted mite 0.35 0.35 0.35
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물 종의 잎사귀를 감지하여 분류하고, 두 번째 및 세 

번째 수준은 InceptionV3 및 ResNet101-V2 모델을 

사용하여 질병을 감지하고, 분류하였다. 또한, 본 논

문에서는 연구 수행 과정에서 발생한 부족한 샘플 

데이터와 열악한 상태의 이미지 문제를 해결하기 위

해 데이터 증강 및 Pix2Pix cGAN를 이용한 합성 과

정을 통해 이미지 데이터 수를 늘렸고, 두 가지 이미

지 증강 방식을 작물 분류 과정의 효율성 측면에서 

비교하였다.

질병 감지를 위해 정상 및 질병 레이블의 1,500개 

이미지에서 작물 종의 노드에 대해 InceptionV3 및 

ResNet101-V2 모델을 훈련하여 옥수수, 오이, 고추,

딸기에 대해 실험한 결과, InceptionV3 모델의 경우,

0.984, 0.969, 0.956 및 0.962의 정확도(Accuracy)와 

1.000, 0.970, 0.970, 0.970의 AUC를 얻었고, ResNet

101-V2 모델의 경우, 0.978, 0.964, 0.730, 0.967의 정

확도와 1.000, 0.820, 0.650, 1.000의 AUC를 얻어,

InceptionV3 모델이 ResNet101-V2에 비해 성능이 

더 좋은 것으로 나타났다. 또한, 증강한 이미지를 사

용한 경우와 Pix2Pix cGAN을 사용하여 합성한 이미

지를 사용한 경우를 비교한 결과, 정확도와 AUC 기

준, InceptionV3 모델과 증강 이미지 조합에서 작물 

질병 감지에 대해 가장 우수한 성능을 보였다.

질병 분류를 위해 질병 감지와 같이 InceptionV3

및 ResNet101-V2 모델을 훈련하여 옥수수, 오이, 고

추, 딸기에 대해 실험한 결과, InceptionV3 모델의 경

우, 0.953, 0.801, 0.940 및 0.988의 정확도(Accuracy)

와 0.942, 0.813, 0.905, 0.920의 AUC를 얻었고,

ResNet101-V2 모델의 경우, 0.995, 0.992, 0.938, 0.630

의 정확도와 0.988, 0.982, 0.658, 0.611의 AUC를 얻

어, 옥수수와 오이에서는 ResNet101-V2 모델이, 고

추와 딸기에서는 InceptionV3 모델의 성능이 더 좋

은 것으로 나타났다. 증강한 이미지를 사용한 경우와 

합성한 이미지를 사용한 경우를 비교한 결과, 증강 

이미지를 사용했을 때 작물 질병 감지에 대한 정확도

와 AUC가 더 우수했다.

Table 13. Evaluation results of crop disease classification of augmented and synthesized data by accuracy and 

area under curve (AUC). 

Architecture Model Accuracy AUC

InceptionV3

Corn 0.373 0.600

Cucumber 0.973 1.000

Pepper 0.549 0.650

Strawberry 0.619 0.840

ResNet10-V2

Corn 0.370 0.750

Cucumber 0.789 1.000

Pepper 0.535 0.890

Strawberry 0.545 0.630

Fig. 15. Comparison of ROC-AUC re-

sults of crop disease classi-

fication for InceptionV3 and 

ResNet101-V2 models with 

augmented data and synthe-

sized data (pix2pix) following 

augmentation.
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본 연구를 통해 DCNN 기반 작물 분류 알고리즘

을 통해 전처리 되지 않은 대규모의 작물 이미지를 

대상으로 적용할 수 있는 작물 분류, 질병 감지, 질병 

분류를 위한 딥러닝 기반 분류 방법을 제안하였으며,

모델 학습을 위한 샘플 데이터의 수나 품질이 낮을 

때 이를 위한 해결 방안도 비교하였다. 본 연구에서 

복수의 모델을 사용하면서, 복수의 모델 구현, 훈련 

리소스 및 유지에 큰 노력이 필요했고 모델 성능을 

최적화하기 위한 복수의 모델 튜닝 과정이 복잡한 

것이 드러났기에, 향후 연구에서는 이를 개선하여 이

미지 기반의 작물 분류 모델의 정확도를 효율적으로 

향상하는 연구가 필요하다.
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