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1. 서  론

기계 설비가 점차 복잡해지고 관련된 여러 장치들

의 연결성(connectivity)이 확대됨에 따라 한 개의 장

치라도 고장이 발생하면 전체 시스템에 막대한 피해

로 이어지게 된다. 이러한 피해를 최소화하기 위해서

는 신속한 고장 검출 및 진단이 필수적이다. 클라우

드 컴퓨팅, 빅 데이터, IoT, 인공지능 기술 등이 산업

계 전반으로 확대됨에 따라 기계 설비의 이상(ano-

maly)을 실시간으로 검출하기 위한 연구들이 폭넓게 

이루어지고 있다[1-4].

이상 검출(anomaly detection)은 정상적인 상태를 

벗어나는 예기치 않은 이벤트의 발생을 찾아내는 것

으로, 이상 유무만을 식별하는 단일 클래스 분류

(one-class classification)와 이상의 유형을 진단하

는 다중 클래스 분류(multi-class classification)로 

나누어 볼 수 있다. 단일 클래스 분류 방식은 이상 

상태에 대한 데이터의 수집이 곤란한 경우 정상 상태

의 데이터가 나타내는 특징을 추출하고 이러한 특징

을 벗어나는 데이터를 이상 상태로 분류한다. 이러한 
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비지도(unsupervised) 또는 반지도(semi-supervis-

ed) 학습에 기반한 이상 검출 방법으로 오토인코더

(autoencoder)가 널리 이용되고 있다[5-7]. 이상 검

출뿐만 아니라 이상의 유형을 진단하는 다중 클래스 

분류는 데이터에 정상(normal)과 이상(anomaly)의 

유형에 대한 레이블이 주어진 지도 학습(supervised

learning)으로 구현할 수 있다. 지도 학습에 의한 이

상 검출 및 진단은 레이블된 데이터로부터 이상 또는 

이상의 유형을 분리할 수 있는 경계를 학습하기 때문

에 비지도나 반지도 학습 방식에 비하여 우수한 성능

을 얻을 수 있는 장점이 있다[8].

딥 러닝 기술을 이용한 이상 검출 및 진단에 관한 

연구를 살펴보면 다층퍼셉트론(MLP), 오토인코더,

합성곱 신경망(CNN), LSTM(Long Short Term

Memory) 등 다양한 인공신경망 모델이 사용되고 있

음을 알 수 있다. Pandya 외[9]는 베어링 이상 유형을 

진단하기 위하여 상관에 기반한 특징 선택 알고리즘

으로 시간-주파수 도메인 데이터에서 특징을 선택하

여 MLP를 학습시켰고, Kumar 외[10]는 광발전 시스

템의 6가지 이상 유형을 식별하기 위하여 트리 분류

기로 특징을 선택하고 이를 MLP에 적용하였다.

Samanta & Al-Balushi[2]는 기계의 이상을 검출하

기 위하여 가속도계로 측정한 20,480 길이의 진동 신

호를 1,024 길이의 세그먼트로 분할한 후 각 세그먼

트에서 RMS(Root Mean Square), 분산(variance),

기울기(skewness), 첨도(kurtosis), 정규화된 6차 중

심모멘트를 구한 후 이를 입력으로 하고 2개의 은닉

층을 갖는 다층퍼셉트론(MLP)을 학습시켜 이상을 

검출하였다. He & Zhao[11]는 시계열 데이터(time-

series data)로부터 다음 n개의 값들을 예측하는 

TCN (Temporal Convolutional Network)을 이용하

여 예측한 값과 실제 값의 차이인 예측 에러를 최소

화하도록 비지도 학습을 수행한 후 가우시안 분포에 

기반하여 이상을 탐지하는 임계값을 설정하였다.

Lee 외[5]는 합성곱 신경망(CNN)에 기반한 오토인

코더(auto-encoder)를 이용하여 가스 터빈의 이상 

여부를 검출하였다. VMS(Vibration Monitoring Sys-

tem)를 통해 가스 터빈에서 획득한 센서 데이터를 

CNN을 통해 특징을 추출하고 인코딩한 후 다시 이

것을 디코딩하여 원래 신호를 복원할 수 있도록 학습

시켰다. 이후 특정 데이터가 입력되었을 때 오토인코

드를 통해 복원된 데이터와의 차이를 통해 이상 유무

를 판단하였다. Shen 외[12]는 시계열 데이터로부터 

시간적 계층구조를 이루는 다중스케일 특징을 추출

하는 순환신경망(RNN)을 제안하였고, 이를 통해 정

상 상태의 특징 공간을 초구(hypersphere)로 정의한 

후 이를 벗어난 상태를 이상으로 판단하였다. Mal-

hotra 외[13]과 Yu 외[14]는 RNN에서 나타나는 장기 

의존(long-term dependency)에 의한 기울기 소실 

문제를 해결하기 위하여 LSTM을 여러 단으로 쌓아 

이상 검출을 수행하였다. Huang & Kuo[15]는 도시

의 미세먼지 상태를 예측하기 위하여 CNN과 LSTM

을 결합한 모델을 제시하였다. 지난 24시간의 미세먼

지 농도, 풍속, 강우량 데이터를 CNN을 통해 특징을 

추출한 후 이것을 LSTM에 입력시켜 다음 1시간의 

미세먼지 농도를 예측하는데 CNN이나 LSTM에 비

해 향상된 성능을 보였다.

본 연구는 송풍 및 환기를 담당하는 회전체 기계 

설비의 모터에서 수집한 데이터를 이용하여 상태가 

정상인지, 이상인지, 만약 이상이 있다면 어떠한 고

장 범주에 속하는지를 예측하기 위한 것으로, 이에 

적합한 딥 러닝 모델을 제안하고자 한다. 모터에 부

착된 센서에서 수집된 데이터는 시계열 데이터로 

LSTM이 이러한 데이터의 분류에 효과적인 것으로 

알려져 있다. CNN만으로는 신호의 순차적 특징을 효

과적으로 학습하기 어렵고, LSTM만으로는 입력 신

호에 내포된 특징을 효과적으로 추출하는데 한계가 

있다. LSTM은 입력 데이터의 길이가 늘어남에 따라 

파라미터의 개수와 학습 시간이 증가하며, LSTM의 

분류 성능에도 적지 않은 영향을 미친다. 그러나 신

경망을 이용하여 기계 설비의 고장 예측을 수행한 

기존 연구들은 최적의 성능을 내는 적합한 신경망 

모델과 구조에 중점을 두고 있고 신경망 모델에 입력

되는 시계열 신호의 길이에 대하여는 상대적으로 소

홀히 다루어 왔다. 본 연구에서는 입력 신호의 특징

을 CNN으로 추출하고 이것을 LSTM에 적용하는 

CNN-LSTM 모델을 기반으로 실험을 통해 적합한 

입력 신호(segment)의 길이를 탐색하였다. 시계열 

특성을 추출하는데 필요한 충분한 세그먼트 길이를 

확보하면서도 파라미터 개수와 학습시간의 증가를 

억제하기 위하여 세그먼트 신호를 CNN-LSTM에 

바로 적용하는 기존의 방식과는 달리 세그먼트를 다

수의 서브-세그먼트(sub-segment)로 분할한 후 순

차적으로 적용하는 시분할 CNN-LSTM 모델과 최
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적의 신호 분할을 제안한다.

본 논문의 구성은 다음과 같다. 2장에서는 본 연구

에서 사용한 데이터세트와 전처리 방법에 대하여 설

명한다. 3장에서는 회전체 기계 설비의 이상 유형을 

효과적으로 진단할 수 있는 시분할 CNN-LSTM 모

델에 대하여 설명한다. 4장에서는 공개 데이터를 이

용한 실험 결과를 제시하고, 이릍 통해 기존의 한 개

의 긴 세그먼트 신호를 이용하는 방식에 비하여 적정

한 길이의 더 짧은 다수의 서브-세그먼트 신호를 이

용함으로써 CNN-LSTM 모델의 성능을 개선할 수 

있음을 제시한다. 마지막으로 5장에서 결론과 향후 

연구 계획에 대하여 기술한다.

2. 데이터세트

대전 도시철도 역사에 설치된 기계 장치의 종류는 

환기 설비, 펌프 설비, 승강 설비로 이중 환기 및 펌프 

설비가 약 90%를 차지하고 있다. 환기 설비는 공조

기와 송풍기로 나누어볼 수 있다. 공조기는 도시철도 

역사의 실내 공기를 정확하고 일정한 온도와 습도를 

유지 시켜주는 장치이고, 송풍기는 공기를 이용하여 

실내 압력을 높이거나 외부의 공기를 내부에 보내는 

장치이다. 본 연구에서 사용한 데이터세트는 대전역,

시청역, 갑천역에 설치된 환기 설비용 전동기에 IoT

센서를 설치하여 수집한 진동 데이터이다[16]. 데이

터는 기계 시설물의 상태에 따라 정상(Normal), 베어

링 불량(Bad Bearing), 회전체 불평형(Rotational

Imbalance), 축정렬 불량(Shaft Misalignment), 벨트 

느슨함(Belt Slack) 총 5가지 유형으로 구성되어 있

다. 데이터를 전동기 모터 용량별로 구분하면 총 12

가지인데, 본 연구에서는 정상과 4가지의 고장유형

이 모두 나타난 2.2kW 용량의 전동기 모터에서 수집

한 데이터를 사용하였다. 2.2kW 전동기 모터에서 수

집된 데이터의 고장유형에 대한 사항은 Table 1에 

제시되어 있다.

전동기 모터에 부착된 가속도 센서에서 수집된 진

동 데이터는 A/D(Analog/Digital) 변환기를 통해 

PCM(Pulse Code Modulation) 신호로 변환된다. 가

속도 센서는 대상체의 동적 가속도를 전압으로 측정

하여 가속도 값으로 저장되며, 샘플링 비율은 4kHz

이다. 센싱된 데이터는 3초 간격으로 수집 서버에 

csv 파일 형태로 저장된다. Fig. 1은 유형별로 1,000

개의 csv 파일에서 0.25초 분량의 진동 데이터의 값

의 분포를 나타낸 것이다. Table 2는 정상 및 고장 

유형별 데이터의 특성을 파악하기 위하여 회전체의 

베어링 고장 분류 연구[17]에서 제시한 7개의 통계적 

특징을 제시한 것이다. 회전체 불평형(RI)는 다른 유

형에 비하여 절대값 평균(absolute mean), 최대값

(max), 제곱근 평균(root mean square), 표준편차가 

가장 크게 나타났다. 식 (1)에 의한 첨도(kurtosis)는 

정상 상태에서 가장 큰데 이것은 정상(N) 데이터가 

다른 고장 유형들에 비하여 평균 값에 가까이 집중되

어 분포되어 있음을 의미한다. 파고율(crest factor)

은 Max를 RMS로 나눈 값으로, 고장이 발생할 때 

조기에 경고를 제공할 수 있는 요소로 SM, N, RI에

서 BB, BS에 비하여 큰 값을 나타내고 있다. 클리어

런스 인자는 식 (2)로 표현되는데, 축정렬 불량(SM)

과 정상 상태에서 RI, BB, BS에 비하여 상대적으로 

큰 값을 나타내고 있다.

  



  








(1)

Table 1. Data sensed from 2.2kW motors.

Station Equipment N BB RI SM BS

Gabcheon

L-EF-04 ○

L-SF-04 ○ ○

R-DEF-01 ○

R-EF-03 ○

R-SF-03 ○ ○

Daejeon
L-EF-04 ○ ○

R-EF-05 ○ ○

City hall
L-DEF-01 ○

L-DSF-01 ○ ○

Fig. 1. Distribution of vibration data for each anomaly 

class.
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 




  



 


max min (2)

Fig. 2는 정상 및 고장이 발생한 전동기 모터의 

진동 데이터 중 임의로 한 개를 골라 0.25초 분량을 

샘플로 제시한 것으로, 위에서부터 정상(N), 베어링

불량(BB), 회전체 불평형(RI), 축정렬 불량(SM), 벨

트 느슨함(BS)에 해당한다.

3. 제안하는 방법

3.1 전처리

센서를 통해 수집된 데이터에는 노이즈(noise)가 

포함되어 있다. 노이즈는 데이터 분석과정에서 의미

가 없는 그렇지만 데이터 분석에 방해가 되는 현상으

로 정의할 수 있다. 즉 노이즈 제거는 데이터를 보다 

정확하게 분석하기 위해 수반되는 과정 중 하나이다.

시계열 데이터에서 메모리 효과를 이용한 노이즈 제

거 방법[18]은 진동 데이터에서 발생하는 이상을 검

출할 수 있는 특징을 제거할 수 있고, 구간별 평균을 

이용하여 스무딩하는 방식[19]은 신호의 특성을 변

화시킬 수 있다. 본 연구에서는 전반적인 신호의 특

성을 유지하면서 미세하게 변하는 고주파 성분을 제

거하기 위하여 버터워스(Butterworth) 핕터를 이용

하였다. 버터워스 필터는 통과대역에서 가능한 평탄

한 주파수 응답 특성을 갖도록 설계된 신호처리 필터

로 통과대역 밖의 원하지 않는 주파수는 감쇠시킨다.

정규화된 버터워스 필터의 주파수 응답은 식 (3)으로 

표현된다.

 


(3)

여기서 는 초당 라디안을 나타내는 각주파수

(angular frequency), n은 필터의 차수를 나타낸다.

필터의 차수가 커질수록 천이가 급격해지며 이상적

인 필터에 가까워진다. 본 연구에서는 n=4로 설정한 

버터워스 필터를 적용하여 전처리를 수행하였다.

Fig. 3(b)는 버터워스 필터를 적용하여 Fig. 3(a) 신

호에 나타난 750Hz를 초과하는 고주파 성분을 제거

Table 2. Statistical characteristics of each graph.

Equiment N BB RI SM BS

Absolute Mean ( ) 0.006 0.005 0.008 0.004 0.004

Max 0.063 0.027 0.071 0.037 0.023

RMS 0.009 0.006 0.010 0.005 0.005

Standard Deviation () 0.010 0.008 0.013 0.006 0.006

Kurtosis 4.023 2.774 2.877 3.291 2.604

Crest Factor 7.371 4.438 6.823 7.717 4.668

Clearance Factor 29.74 15.90 20.77 31.65 13.16

(a)

(b)

(c)

(d)

(e)

Fig. 2. Vibration sample data sensed from normal and 

four fault states. (a) Normal, (b) Bad bearing, (c) 

Rotational imbalance, (d) Shaft misalignment, 

and (e) Belt slack.
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한 것이다.

3.2 세그먼트 분할

3초 간격으로 수집된 진동 데이터는 4kHz로 샘플

링되었으므로 12,000개의 시계열 값으로 구성되어 

있다. 시계열 값들에 내재된 특징을 추출하기 위하여 

CNN을 사용하였고, 추출한 특징을 LSTM에 적용하

는 하이브리드 방식을 도입하였다. LSTM이 전통적

인 RNN이 갖는 장기 의존에 따른 기울기 소실 문제

를 완화하였기만 입력 시계열 데이터의 길이가 너무 

길면 여전히 기울기 소실의 문제가 발생할 수 있고,

신경망 모델을 학습시키는데 소요되는 시간도 비례

하여 늘어나게 된다. 반면에 세그먼트의 길이가 너무 

짧으면 세그먼트 신호에서 정상 또는 이상 유형을 

식별하는데 필요한 충분한 정보를 확보할 수 없다.

그러므로 시계열 데이터를 적당한 길이의 세그먼트

로 분할하는 것이 필요하다. 그러나 LSTM을 이용하

여 기계 설비의 고장 예측을 수행한 기존 연구들은 

최적의 성능을 얻을 수 있는 신경망 모델과 구조에 

연구의 초점을 두고 있으며 신경망 모델에 입력되는 

시계열 신호의 길이에 대한 연구는 충실히 이루어지

지 않았다. 최적의 세그먼트 길이는 데이터의 특성과 

딥 러닝 모델의 구조에 따라 달라지므로, 본 연구에

서는 먼저 회전체 기계의 고장유형을 효과적으로 탐

지할 수 있는 딥 러닝 모델을 설계한 후 실험을 통해 

최적의 세그먼트의 길이를 탐색하는 접근 방식을 사

용하였다.

3.3 시분할 CNN-LSTM 모델

전통적인 RNN 셀은 Fig. 4(a)에 제시된 바와 같이 

t시점에서 입력된 xt와 이전 시점의 상태 ht-1에 대하

여 활성화 함수를 거쳐 현재 시점의 상태 ht와 출력 

zt를 생성하기 때문에 먼 과거 상태에 대한 학습 능력

이 저하되는 기울기 소실 문제가 발생한다. LSTM은 

2개의 상태와 3개의 게이트를 갖는 LSTM 메모리 

셀 구조로 이러한 문제를 해결하였다[20]. Fig. 4(b)

에서 ht는 단기 상태, Ct는 장기 상태를 나타낸다. 는 

시그모이드 함수를 나타내는 것으로 좌측에서부터 

차례대로 망각(forget) 게이트, 입력 게이트, 출력 게

이트를 나타낸다. 망각 게이트는 어떤 정보를 버릴 

것인지를 조절하고, 입력 게이트는 어떤 것을 셀 상

태에 반영할 것인지를 조절하여 각각 와 를 생성

한다. 출력 게이트는 어떤 정보를 출력에 반영할 것

인지를 조절한다. 출력 게이트에 의하여 생성된 는 

하이퍼볼릭 탄젠트 활성화 함수에 의해 출력값의 범

위를 -1부터 1사이로 조절하여 셀 상태 값이 시간이 

지남에 따라 계속 커지는 것을 방지한다.

제안하는 시분할 CNN-LSTM 모델의 구조는 Fig.

5와 같다. 시계열 데이터를 기반으로 CNN, LSTM,

CNN-LSTM 등의 신경망을 이용하여 고장을 진단

(a)

(b)

Fig. 3. Noise removal by low pass filtering. (a) Input 

signal and (b) Noise filtered signal.

(a)

(b)

Fig. 4. Diagram of a basic RNN cell and an LSTM memo-

ry cell [20]. (a) Basic RNN cell and (b) LSTM 

memory cell.
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할 때 대부분 세그먼트 신호를 입력으로 사용하지만,

본 연구에서는 한 개의 세그먼트 신호를 더 작은 여

러 개의 서브-세그먼트 신호로 분할하여 CNN의 입

력으로 사용한다. 이 방식은 서브-세그먼트를 CNN

에 순차적으로 입력시켜 특징을 추출하고 LSTM을 

학습시킴으로써 진동 데이터에 내포된 특징을 추출

하는데 필요한 충분한 길이의 세그먼트를 확보하면

서 동시에 LSTM에 입력되는 데이터의 길이를 줄이

는 효과를 얻을 수 있다. CNN을 구성하는 합성곱 

연산은 2개 층으로 구성하였다, 각각 64개의 1×3크기

의 커널을 사용하였으며, 활성화 함수는 Relu를 사용

하였다. 두 번째 합성곱 연산은 적용 범위를 확대하

기 위하여 확장된 합성곱(dilated convolution) 커널

[11]을 사용하였다. LSTM은 Fig. 4(b)에 제시된 메

모리 셀 128개로 구성하였으며, LSTM의 출력을 두 

개의 층으로 이루어진 완전연결망에 연결하여 이상 

진단을 수행하였다. 그리고 과적합 문제를 해소하는 

방안으로 CNN과 LSTM에서 각각 드롭아웃을 0.5로 

설정하였다.

4. 실험 결과 및 분석

4.1 실험 데이터세트

시계열 데이터의 특징을 분석하여 이상을 검출하

기 위해서는 신호를 일정 길이의 세그먼트로 분할하

는 작업이 필요하다. LSTM을 학습시킬 때 신호의 

길이에 비례하여 학습시켜야 할 파라미터의 개수가 

증가하므로 더 많은 학습 데이터가 요구된다. 일반적

으로 기계 설비의 이상 진단에 필요한 다양한 이상 

상태에 대한 학습 데이터를 충분하게 확보하는 것이 

어려운 현실을 고려하여 각 신호를 중첩되지 않도록 

일정 길이를 갖는 세그먼트로 분할하여 데이터세트

를 구성하였다. Table 1에 제시된 데이터세트에서 학

습 데이터와 평가 데이터가 분리되어 구축되어 있다.

정상(N), 베어링불량(BB), 회전체 불평형(RI), 축정

렬 불량(SM), 벨트 느슨함(BS) 데이터는 각각 L-

EF-04, L-SF-04, L-EF-04, L-DSF-01, R-EF-05

장비에서 추출한 것을 사용하였다. 학습 데이터와 평

가 데이터에서 고장 유형별로 각각 1,000개의 파일을 

무작위로 선택한 후 각 파일의 신호를 3개의 세그먼

트로 분할하여 데이터세트를 구성하였다. 따라서 데

이터세트의 규모는 학습 데이터와 평가 데이터 각각 

15,000개, 총 30,000개가 된다. 학습 데이터와 평가 

데이터는 완전하게 분리되어 있으며, 학습 데이터 중 

20%를 검증 데이터로 사용하였다. Fig. 6은 정상 및 

고장 유형별로 한 개의 샘플을 골라서 세그먼트 길이

를 각각 100, 400, 1600인 신호로 재구성하여 제시한 

것이다.

4.2 세그먼트 길이

실시간으로 고장을 진단하기 위해서는 고장진단

에 대한 충분한 성능을 확보하면서 신속한 처리를 

위하여 신경망에 입력되는 최적의 세그먼트 길이를 

파악하는 것이 필요하다. CNN-LSTM 모델에 적합

한 세그먼트의 길이를 탐색하기 위하여 세그먼트 신

호 길이를 100, 200, 400, 800, 1600, 3200으로 두 배씩 

증가시키면서 세그먼트 신호를 CNN-LSTM 모델에 

입력시켜서 이상 유형 진단에 대한 모델의 정확도를 

측정하였다. 학습 과정에서 셔플링과 드롭아웃에 의

해 발생하는 모델의 내부 파라미터의 차이로 인하여 

성능이 약간씩 다르게 나타난다. 이러한 문제를 최소

화하기 위하여 5번의 반복 실험을 통해 얻은 고장유

형 진단에 대한 정확도의 평균과 표준편차를 Table

3에 제시하였다. 고장 유형 진단에 대한 성능은 식 

(4)에 의해 계산된 정확도(accuracy)로 측정하였다.

식 (4)에서 TP(true positive)는 참 긍정, TN(True

Negative)는 참 부정을 의미하고, FP(false positive)

는 거짓 긍정, FN(False Negative)는 거짓 부정을 

Fig. 5. Architecture of the time distributed CNN-LSTM 

model.



1553시분할 CNN-LSTM 기반의 시계열 진동 데이터를 이용한 회전체 기계 설비의 이상 진단

의미한다. Table 3를 보면 세그먼트의 길이가 늘어날

수록 정확도가 대체로 향상되는 것으로 나타났는데,

이러한 결과는 Yu 외[14]의 연구와도 일치하는 결과

이다. [14]의 연구에서는 세그먼트 길이가 256을 넘

어서면서 정확도 향상이 크게 둔화하는 것으로 나타

났으나, 본 실험에서는 세그먼트 길이가 800이상인 

경우 정확도 향상이 미미하였다.

   


× (4)

4.3 시분할 CNN-LSTM의 성능

입력 세그먼트를 여러 개의 서브-세그먼트로 분

할하고 이를 제안된 시분할 CNN-LSTM 모델에 적

용하여 순차적으로 서브-세그먼트를 CNN-LSTM

에 입력하여 고장진단 성능을 측정하였다. 서브-세

그먼트의 길이를 입력 세그먼트 길이의 1/2, 1/4, 1/8

로 줄여가면서 실험을 수행하였으며, 5번의 반복 실

험을 통해 Table 4의 결과를 얻었다. Table 3에 제시

(a)

(b)

(c)

(d)

(e)

Fig. 6. Segmented signal with different lengths (left to right: 100, 400, 1600). (a) Normal, (b) Bad bearing, (c) Rotational 

imbalance, (d) Shaft misalignment, and (e) Belt slack.

Table 3. Accuracy over different segment length.

Acc
Segment Length

Avg. (%) Std.

100 93.515 0.819

200 96.108 1.037

400 96.609 0.728

800 98.229 0.594

1,600 98.613 0.592

3,200 98.543 1.266
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된 결과는 제안된 CNN-LSTM 모델에서 시분할을 

적용하지 않고 세그먼트 신호를 그대로 CNN에 입력

하여 추출된 특징을 LSTM에 적용한 것이고, Table

4는 세그먼트 신호를 더 잘게 분할하여 순차적으로 

입력시킨 시분할 CNN-LSTM 모델에 대한 성능을 

나타낸 것이다. 입력 세그먼트 신호를 그대로 CNN-

LSTM 모델에 사용하는 것보다는 세그먼트를 더 작

은 서브-세그먼트로 분할하여 시분할 방식으로 CNN-

LSTM 모델에 적용한 것이 성능 향상에 기여한 것으

로 나타났으며, 서브-세그먼트의 길이가 세그먼트 

길이의 1/8일 때 최적의 성능을 보였다.

회전체 기계 설비의 이상 진단을 위해 제안한 모

델의 성능을 기존의 관련 연구 결과와 비교하기 위하

여 Table 5에 정확도 성능을 정리하여 제시하였다.

LSTM을 3단으로 누적한 모델을 사용한 연구[14]는 

시계열 진동 데이터인 CWRU 데이터세트[21]를 이

용하여 정상과 12가지 유형의 고장을 진단한 것으로 

98.4%의 매우 우수한 성능을 나타내었다. [22, 23]은 

본 연구에서 사용한 기계 시설물 고장 예지 데이터세

트[16]를 이용하였다. 이후에는 이 데이터세트를 MFPD

(Machinery Fault Prediction Dataset)로 명명한다.

LSTM과 가변 오토인코더(variational AE) 모델을 

제안한 연구[22]는 MFPD의 서브세트를 사용하여 

기계의 이상 여부만을 식별하였다. 서브세트 A는 정

상과 회전불평형 데이터를 대상으로 하였고, 서브세

트 B는 정상과 축정렬불량 데이터를 대상으로 하였

다. Seo[23]는 랜덤 포레스트 기법을 적용하여 정상

과 4가지의 고장유형을 식별하였다. 데이터세트가 

다르거나 같은 데이터세트를 사용하였더라도 실험 

조건의 차이가 있으므로 엄격한 의미에서 성능을 객

관적으로 비교하기는 어렵다. 그러나 Table 5에 정리

된 결과로 판단할 때 기존 연구 결과들에 견주어 보

아 제안된 모델이 의미 있는 우수한 성능을 나타냄을 

확인할 수 있다.

5. 결  론

공장은 물론 빌딩, 철도 역사 등 일상생활 전반에 

다양한 기계 설비가 설치되어 운용되고 있다. 기계 

설비의 기능이 고도화, 지능화되고 다른 설비들 간에 

상호 유기적으로 연동되어 작동하고 있다. 따라서 일

부 설비의 고장이 전체 시스템에 영향을 줄 수 있어 

기계 설비 고장에 대한 신속한 검출 및 진단이 필요

하다. 전동기 모터는 회전체 기계 설비의 핵심 부품

으로 환기 설비, 펌프 설비, 승강 설비 등에 폭넓게 

이용되고 있다. 본 연구에서는 도시철도 역사에 설치

된 환기 설비용 전동기에 IoT 센서를 설치하여 수집

한 진동 데이터를 이용하여 기계 설비의 고장을 자동

으로 진단할 수 있는 시분할 CNN-LSTM 모델을 제

안하였다. 센서에서 수집된 데이터는 노이즈가 포함

되어 있으므로 전반적인 신호의 특성을 유지하면서 

미세하게 변하는 고주파 성분을 제거하기 위해 버터

워스 필터를 사용하였다. 시계열 데이터는 무한한 길

이를 갖기 때문에 이것을 신경망 모델의 입력으로 

사용하기 위하여 적당한 길이의 세그먼트 신호로 분

할하였다. 세그먼트 길이가 길어질수록 대체로 정확

도 성능은 향상되는 것으로 나타났으며, 길이가 800

이상이 되면 성능 향상은 미미하였다. 세그먼트 신호

를 CNN에 입력시켜 진동 데이터에서 특징을 추출하

고, 이것을 LSTM에 적용함으로써 신호의 시간적 순

서에서 나타나는 특징을 학습할 수 있다. CNN에서 

추출한 특징 전체를 한꺼번에 LSTM에 입력시키는 

것보다 세그먼트 신호를 더 짧은 서브-세그먼트 신

호로 시분할하여 입력하는 방식이 정확도 향상에 기

Table 4. Accuracy of the time-distributed CNN-LSTM 

model.

Acc
Segment Length

Avg. (%) Std.

800

400 97.915 0.848

200 98.079 0.546

100 98.292 0.826

1,600

800 98.965 0.425

400 99.207 0.208

200 99.460 0.288

3,200

1,600 99.179 0.718

800 99.232 0.449

400 99.784 0.124

Table 5. Performance comparison with some related 

studies.

Method Dataset Acc.

[14] CWRU 98.40%

[22]
MFPD(Subset A) 97.00%

MFPD(Subset B) 98.98%

[23] MFPD 98.81%

Proposed MFPD 99.78%
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여하는 것을 확인하였다. 본 연구에서 사용한 데이터

는 회전체 기계 설비에서 추출한 시계열 진동 데이터

로 향후 연구에서는 네트워크 트래픽, 트랜잭션 데이

터 등 다양한 도메인에서 추출한 시계열 데이터에 

대하여 제안된 방식이 효과적인지 확인할 계획이다.
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