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서  론

현재 농업 현장의 큰 문제점으로 지적되는 고령화와 농업 생

산 인력 부족 현상은 안정적인 원예작물 생산의 큰 걸림돌이 

되고 있다. 이를 해결하기 위한 다양한 형태의 실증 연구들이 

진행 중이며, 그 가운데 디지털 영상기술과 딥러닝 기법을 활

용한 자동화 연구가 세계 각국에서 활발히 진행 중이다. 이러

한 스마트 농업은 빅데이터의 축적과 더불어 RGB 영상, 다분

광 영상, 초분광 영상에 대한 다양한 영상처리 기술의 적용과 

함께 기계학습, 딥러닝 기반의 무인화, 자동화를 위한 시설 및 

노지 작형의 재배관리, 로봇을 활용한 수확, 저장 기간 중 손실

을 최소화하기 위한 지능형 저장관리 등 농업 전반에 적용 중

이다(Saleem 등, 2021; Gong 등, 2022; Stasenko 등, 2021; 

Wang 등, 2022).

합성곱 신경망(Convolutional neural network, CNN)의 기

본적인 구조는 컨볼루션 레이어(convolution layer)와 풀링 레

이어(pooling layer), 풀리 커넥티드 레이어(fully connected 

layer)로 구성되어 있다(LeCun 등, 1989). 컨볼루션 레이어와 

풀링 레이어는 입력된 이미지 데이터에서 특징을 추출하는 레

이어고, 풀리 커넥티드 레이어는 추출된 특징들을 이용하여 

분류하는 레이어이다. 컨볼루션 레이어는 정의된 커널사이즈

의 필터를 cross-correlation 연산을 입력 이미지에 적용해서 

이미지의 특징들을 추출하고, 풀링 레이어는 입력 이미지의 

크기를 줄여줌과 동시에 특징값을 추출한다. 이러한 역할을 
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the deep learning models. In this study, among the fruit quality attributes, firmness, Hue value, and a* value were 

adapted to the index with maturity classification, such as immature, mature, and over mature fruit. This study used the 

CNN (Convolutional Neural Networks) models for image classification; VGG16 and InceptionV3 of GoogLeNet. The 

performance results show 87.1% and 83.6% with Hue left value in VGG16 and InceptionV3, respectively. In contrast, 

the performance results show 72.2% and 76.9% with firmness in VGG16 and InceptionV3, respectively. The loss rate 
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가진 컨볼루션과 풀링 레이어들이 반복된 형태로 네트워크는 

구성되며, 입력 이미지는 레이어를 지나면서 컨볼루션과 풀

링 연산이 적용되며 강한 특징들로 구성된 특징 맵(feature 

Map)을 추출해낸다. 각각의 특징맵의 사이즈는 전 단계의 레

이어에서 적용된 커널사이즈에 따라 결정된다. 분류 단계인 

풀리 커넥티드 레이어는 MLP라고 불리우며, 각각 레이어에 

속한 노드들은 서로 연결되어 있으며, 가장 많은 파라미터와 

연산량을 가진다. 이와 같은 형태로 구성되는 CNN은 마지막 

레이어부터 초기 레이어까지 역전파(back propagation)하며 

학습률에 따라 오차를 줄여주기 위해 각 레이어의 파라미터를 

학습시킨다(Lim 등, 2017).

최근 국내에서는 합성곱 신경망을 이용하여 장미 잎, 토마

토 잎, 사과 잎 병충해 분류(Ham과 Cho, 2020; Park 등, 2020; 

Kim과 Choi, 2020), 파프리카 생체중 예측(Moon 등, 2020), 

사과, 오이의 품질 분류(Jeong 등, 2018; Kim 등, 2019), 토마

토, 사과 생육단계 판별(Seo 등, 2021; Bang 등, 2022)에 대한 

연구 결과가 보고되었다. 합성곱 신경망 분류기술은 기존의 

머신러닝 기술과 비교하여 우수한 성능과 편리함으로 다양한 

이미지 분류모델 개발에 활용되고 있다(Park 등, 2020). 

노지 재배과수에 대한 딥러닝 기술과 영상처리 기술은 시작 

단계에 있으며 로봇을 활용한 기계 수확과 숙기 판단에 대한 

연구는 미미한 실정이다. 국내의 기계 수확을 위한 연구 단계

는 과실 인식 등 기초 기술 개발 단계이며, 국내 과원에 적합한 

수확 로봇 개발을 위해서는 수확기에 도달한 과실의 숙기 판

정에 대한 연구가 선행 되어야 한다. 해외의 경우 RGB, 

Thermal, Depth, Vis/NIR 초분광영상 등을 이용해 오일추출

용 팜 과실(Silalahi 등, 2016), 블루베리(Tan 등, 2018), 바나

나(Mazen과 Nashat, 2019), 망고(Bhole과 Kumar, 2020), 파

파야(Behera 등, 2021), 딸기(Li 등, 2022)의 숙도 판정에 효

과적인 분석 기법들을 연구하고 있지만, 국내에서 노지 과수 

작목에 대한 연구는 거의 없는 실정이다. 

따라서, 본 연구의 목적은 노지 재배 복숭아 과실의 칼러 영

상을 이용하여 복숭아 과실의 숙도를 분류하고자 ‘미황’ 과실

의 성숙도에 대한 기준을 제안하고 이를 토대로 과실의 숙도 

판정용 알고리즘 개발을 위한 기초 자료로 활용하고자 수행하

였다. 

재료 및 방법

1. 시험재료 및 영상 데이터 취득 

본 연구의 시험재료는 경상남도 진주시 문산면 소재 과원에

서 재배 중인 무봉지 재배 복숭아 ‘미황’을 이용하였다. 복숭

아 과실의 수확은 2021년 6월 14, 16, 21, 23, 28일에 각각 36

개의 건전 과실을 수확하였다. 딥러닝 알고리즘에 사용될 이

미지 취득은 180개의 수확 과실을 대상으로 5가지 서로 다른 

방향에서 복숭아 과실의 영상을 취득하였다. 이미지 취득은 

디지털카메라(Canon IXY Digital 220 IS, Kyoto, Canon Inc., 

Japan)를 이용하여 총 900개의 칼러 영상을 취득하였고(Fig. 

1), 숙도 판정용 알고리즘 개발을 위하여 730개는 training 

data와 validation data로 사용하였고(8:2), 170개는 test data

로 사용하였다. 

2. 복숭아 과실 품질 조사

복숭아 과실의 적숙기 판정을 위한 품질조사는 5회에 걸쳐 

과중, 가용성 고형물 함량, 산함량, 색도, 경도를 측정하였다. 

복숭아 과실의 과중은 전자저울(PB-30, Korea, CAS)을 이용

하여 측정하였다. 가용성 고형물 함량은 과실의 즙을 낸 후 휴

대용 당도계(Pocket Refractometer PAL-1, Atago, Japan)를 

이용하여 측정하였고, 산함량은 과즙 1mL을 취하여 증류수 

75mL과 섞은 뒤 pH 8.3이 될 때까지 0.1N NaOH로 적정하여 

말릭산으로 환산하였다. 복숭아 과피의 색도는 과실의 봉합

선을 기준으로 적도면 좌우를 색차계(Minolta CR-200, 

Osaka, Japan)를 이용하여 L*, a*, b*, Hue 값을 측정하였다. 

복숭아 과실의 경도는 8mm probe를 장착한 RHED TEX 

SD-700(Sun Scientific Inc., Tokyo, Japan)를 사용하여 깊이 

5mm로 측정 후 침투압 경도를 N으로 표기하였다.

Fig. 1. The sample image of ‘Mihwang’ peach using the CNN model 

development.
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3. 데이터 전처리 및 데이터 증강

모델 개발을 위한 training 단계에서는 모든 매개 변수를 학

습시키기 위해 training 이미지의 큰 데이터 집합이 필요하며, 

그렇지 않으면 CNN이 적절하게 training되지 않고 오버 피팅

의 위험을 가질 수 있어 데이터 증강을 실시하였다. 본 연구에

서는 training 데이터 세트를 회전, 줌, 수평-flip을 사용하여 

37,056개의 이미지를 생성하여 학습에 이용하였다. 

4. 테스트 CNN 모델

본 연구에서는 사전 학습(pre-trained model) CNN 모델들 

중에서 image 분류 및 탐지에서 우수한 성능을 보이고 있는 

VGG16, GoogLeNet의 InceptionV3 두 종류의 모델을 사용

하는 전이 학습(transfer learning)으로 복숭아 숙도 판정용 지

표를 이용하여 이미지의 숙도 분류에 대한 성능을 측정하였다.

5. 시험환경 및 모델 성능평가

본 실험은 i7-11700K 3.60GHz, GPU RTX 3070, 16GByte 

메모리로 구성된 데스크탑에서 진행하였으며 사용된 운영체

제는 Windows 10을 사용하였다. 사용된 프로그램 언어, 라이

브러리는 Pyton 3.8.11, Tensorflow 2.6.0, Keras 2.6.0 등을 

사용하였다.

위의 신경망들을 학습시키기 위해 사용자가 변경해야 하는 

하이퍼 파라미터를 설정해 주는데 완벽한 최적값이 없기 때문

에 사용자가 실험에 의해 최적값을 찾아내어야 한다. 보통 배

치 크기(batch size)와 학습률(learning rate)을 조정하는데, 

배치 크기는 한 학습할 때 한 번에 처리하는 이미지의 개수를 

말하며 학습률은 보폭이라고도 불리며 적절한 학습 속도를 선

택해야 하는데 본 연구에서는 ‘1e-6’를 선택하였다. 미성숙

(immature), 성숙(mature), 과성숙(over mature) 3가지로 분

류하기 위해 오차 함수로는 categorical cross entropy 오차 

함수를 사용하였으며 최적화 기법으로 아담최적화(Adam 

Optimizer)를 사용하였다(Kingma와 Ba, 2015).

각 클래스의 평가 결과는 softmax 함수를 이용해 나타내었

다. 구성된 네트워크 모델의 학습은 각 클래스별 training와  

validation data로 분리된 이미지를 사용하였고 하이퍼 파라

미터는 batch size는 32, epoch은 1000으로 조정하였다.

6. 복숭아 숙도 판별용 지표에 대한 모델 성능 평가 

최종적으로 두 가지 모델을 학습시킨 후 test data에 대해 예

측한 성능 결과이다. 성능 지표로는 일반적으로 분류모델에

서 사용하는 accuracy(정확도), precision(정밀도), recall(재

현율), F1(정밀도와 재현율을 결합한 지표)로 측정하였다. 정

확도는 실제 데이터에 예측 데이터가 얼마나 같은지를 판단하

는 지표이다(Euqation (1)－(4); Li 등, 2022). 

 

Accuracy =
TP + TN

(1)
TP + TN + FP + FN

(TP; true positive, TN; true negative, FP; false positive, 

FN; false negative)

정확도라는 것이 모델의 예측 성능을 나타내는 매우 직관적

인 평가 지표이긴 하지만, 본 연구처럼 분류한 데이터 불균형

이 심한 경우 이 지표에 대한 신뢰성이 낮아지게 된다. 따라서 

정확도만 사용하기보다 아래의 분류 성능 지표와 함께 사용하

였다.

정밀도는 예측 값을 positive로 한 것 중에 예측 값과 실제 값

이 positive로 일치한 데이터의 비율을 의미한다.

재현율은 실제 값이 positive인 것 중에 예측과 실제 값이 

positive로 일치한 데이터의 비율을 의미한다. 

Precision =
TP

(2)
TP + FP

Recall =
TP

(3)
FN + TP

F1은 정밀도와 재현율을 결합한 지표로, 정밀도와 재현율

이 어느 한쪽으로 치우치지 않을 때 상대적으로 높은 값을 가

진다. 

F1 = 2 ×
Precision × Recall

(4)
Precision + Recall

결과 및 고찰

1. 복숭아 ‘미황’ 과실의 성숙기간 중 숙도 판별용 지표의 

변화

본 연구에서는 복숭아 과원에서 수확용 로봇에 적용될 수확 

판정용 알고리즘 개발을 위해 무봉지 재배 복숭아를 대상으로 

실험을 진행하였다. 복숭아 ‘미황’ 과실을 대상으로 만개 후 

75일부터 89까지의 과실 성숙 기간 중 과중, 가용성 고형물 함

량, 산함량, 경도, 색도 L*, a*, b*, Hue 값을 분석하여 과실의 

내·외적인 성숙도 변화를 조사하였다(Fig. 2). 

과중과 색도 a*값은 생육기간이 지날수록 지속적으로 증가

하는 경향을 보였으며, 산함량, 과육 경도, Hue값은 지속적으

로 감소하는 경향을 보였다. 색도 L*값, 색도 b*값은 서서히 

증가 후 감소하는 경향을 보여 숙도 판정용 지표로 적합하지 

않는 것으로 조사되었다. 가용성 고형물 함량은 과실 성숙과 
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Fig. 2. Change of fruit maturity index; fruit weight (A), soluble solids content (B), titratable acidity (C), firmness (D), L* value (E), a* value (F), b* 

value (G), Hue value (H) of ‘Mihwang’ peach development. 
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함께 축적되는 것으로 알려져있지만, 기상조건 특히, 강우일 

후의 토양 내 수분 증대에 따른 과실의 고형물 함량 저하 현상

을 보여 숙도 판정용 지표로 사용하기에 부적합한 것으로 조

사되었다. 황도 품종인 ‘장호원황도’ 과실에서도 성숙 개시기

에서 과숙단계로 이행되는 과정에서 일관성 있는 품질 지표의 

변화는 색도 a*값의 지속적인 증가와 산함량의 감소로 보고되

었다(Chun과 Kim, 2013). 

따라서 본 연구에서는 복숭아 ‘미황’ 과실의 숙도 판별용 지

표 8가지 중 과육 경도, 색도 Hue값, 색도 a*값을 기준으로 취

득 영상에 대한 미숙, 성숙, 과숙 과실을 판별할 수 있는 합성곱 

신경망 모델을 탐색하였다. 과실의 숙도 분류기준은 Table 1

의 기준을 적용하여 딥러닝 모델의 학습과 모델 검증을 실시

하였다. 

2. 수확지표 경도를 이용한 합성곱 신경망 적용 결과 분석

복숭아 ‘미황’의 과육 경도를 숙도 지표로 활용하여 VGG16 

모델과 InceptionV3 모델에 대한 성능 평가를 실시하였다

(Fig. 3과 Table 2). VGG16 모델에 대한 training 결과는 정확

도(accuracy) 81.2%, 손실률(loss) 44.1%, 정밀도(precision) 

81.9%, 재현율(recall) 80.3%, F1 score(정밀도와 재현율을 

결합한 지표) 81.1%를 보였다. InceptionV3 모델에 대한 

training 결과는 정확도 83.9%, 손실률 36.0%, 정밀도 87.7%, 

재현율 78.9%, F1 score 83.0%를 보였다. validation 결과는 

두 모델 모두 약간 낮은 성능을 보였다. 

현재까지 과원에서 취득된 영상 이미지에 대한 숙도 예측 모

델 검정에 대한 연구는 미미한 실정이다. 수확한 과실에 대하

여 랩에서 촬영한 영상에 대한 과실의 경도 예측 모델의 성능

을 살펴보면, ‘거봉’ 포도 과실을 대상으로 Vis/NIR 초분광 영

상을 이용하여 딥러닝 기술을 기반으로한 누적오토인코더

(stacked auto-encoders, SAE)를 활용한 경우 RPredicition
2 = 

0.932, RMSEP = 0.442 N, RPD = 3.26의 높은 예측성능을 보

였다(Xu 등, 2022). Yu 등(2018)은 Vis/NIR 초분광영상을 

이용하여 SAE와 완전계층연결신경망(fully-connected neural 

network, FNN) 모델을 이용하여 서양배 ‘Korla Fragrant 

Pear’ 품종의 경도 예측을 실시한 결과, RPredicition
2 = 0.890, 

RMSEP = 1.81 N, RPD = 3.05의 예측성능을 보고하였다. 본 

연구에서는 RGB 이미지에 대한 예측 성능 평가를 하였으나, 

초분광 영상과 다분광 영상처럼 이미지에 보다 많은 정보를 

담을 수 있는 영상 활용도 검토되어야 할 것으로 판단되었다. 

더불어 새롭게 개발된 다양한 딥러닝 기법을 활용한 모델 성

능 평가도 함께 추진 되어야겠다.

3. 수확지표 색도 Hue와 a*값을 이용한 합성곱 신경망 

적용 결과 분석

복숭아 ‘미황’의 과피 색도를 봉합선 기준으로 좌측과 우측

의 값을 측정하여 VGG16 모델과 InceptionV3 모델에 대한 

성능 평가를 실시하였다(Table 3과 4). 복숭아 과실의 착색 정

도는 과면에 도달하는 햇빛의 강도와 누적된 시간에 의해 착

색도의 차이가 발생한다. 현재까지 일반적인 복숭아 재배 수

형은 개심자연형 수형으로 착과 위치에 따른 과피 착색도의 

불균일성이 발생하게 된다. 색도 Hue값과 a*값을 숙도 지표

로 설정하여 딥러닝 모델을 구현한 결과 성능 차이에 큰 영향

을 미치지는 않는 것으로 조사되었다. 

과피 색도 Hue값을 지표로 모델 성능을 측정한 결과, 

InceptionV3 모델의 training 결과가 정확도 89.2%, 손실률 

32.9%, 정밀도 90.8%, 재현율 84.5%, F1 score 87.5%로 가

장 좋은 결과를 보였다. 색도 a*값을 이용한 모델 평가 결과, 

InceptionV3 모델에 대한 training 결과가 정확도 95.0%, 손

Table. 1. Fruit maturity index of immature, mature, and over mature ‘Mihwang’ peach using CNN model development. 

Maturity index Immature Mature Over mature

Firmness 20.1 > 17.0－20.0 < 16.9 

Hue 85.1 > 80.0－86.0 < 79.9 

a* < 1.9 2.0－6.0 6.1 >

Table 2. Preliminary trainning and validation results of CNN models with firmness data for a ‘Miwhang’ peach maturity prediction. 

Model Accuracy Loss Precision Recall F1-score

VGG-16 Training 81.2% 44.1% 81.9% 80.3% 81.1%

Validation 73.8% 54.3% 74.0% 70.5% 72.2%

InceptionV3 Training 83.9% 36.0% 87.7% 78.9% 83.0%

Validation 77.2% 62.1% 79.2% 74.7% 76.9%
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Fig. 3. The results of accuracy (A), loss (B), precision (C), recall (D), and F1 score (E) of training and validation with firmness data set.
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실률 20.0%, 정밀도 96.7%, 재현율 91.9%, F1 score 94.2%

의 우수한 결과를 보였다. validation 결과는 두 모델 모두 약

간 낮은 성능을 보였다. 

이미지를 활용한 과실의 숙도 분류 자동화 연구는 RGB, 

HSV(Hue, Saturation, Value), L*a*b* 색체계 값을 활용하

고 있다. 딥러닝을 활용한 블루베리 숙도 판정에 a*값과 b*

값의 이미지 내 비율을 계산하여 K-최근접이웃 알고리즘

(K-nearest Neighbour, KNN)을 활용하여 미숙과(young 

fruit), 성숙전 과실(intermediate fruit), 성숙과실(mature fruit)

을 86.0%, 94.2%, 96.0%로 각각 분류할 수 있었다(Tan 등, 

2018). Mazen과 Nashat(2019)는 바나나 과실의 숙도를 과피 

전체의 면적당 갈색 스팟(Hue 값 = 30°)의 비율로 계산하여 

과실의 숙도를 95.5% 신뢰수준으로 판단할 수 있었다.

4. VGG16과 InceptionV3 모델의 성능비교

본 연구에서는 전이 학습을 이용해 CNN을 통한 학습을 진

행하였으며, 복숭아 과일 이미지에 대해 복숭아 숙도 판정 지

표 값을 기준으로 분류한 데이터로 숙성 분류를 할 수 있는 방

법을 제안하였다. 전이 학습을 할 때에 사전 학습된 VGG16, 

InceptionV3 구조의 CNN 모델을 비교 실험하였다(Table 5

와 6).

VGG16 모델 기준으로는 F1 성능에서 Hue left > Hue right 

> a* right > a* left > Firmness 순으로 Hue left 가 87.1%로 

가장 높은 성능을 보였고, Firmness가 72.2로 가장 낮은 성능

을 보였다. Loss율은 Firmness가 54.3%로 가장 높았고 Hue 

left가 38.5%로 가장 낮았다. IncptionV3 기준으로 F1 성능에

서 Hue left가 83.6%로 가장 높은 성능을 보여주었고, 

Firmness가 76.9%로 가장 낮은 성능을 보였다. Loss율은 

Firmness가 62.1%로 가장 높았고 Hue left가 44.9%로 가장 

낮았다.

최종적으로 VGG16과 InceptionV3 모델에서 Hue left 특

성이 각각 87.1%, 83.6의 성능(F1 기준)을 나타냈고, 그에 비

Table 3. Preliminary trainning and validation results of CNN models with Hue value data for a ‘Miwhang’ peach maturity prediction.

Model Accuracy Loss Precision Recall F1-score

Hue value of left position on fruit

VGG-16 Training 84.3% 40.0% 87.5% 82.1% 84.6%

Validation 86.2% 38.5% 88.6% 85.8% 87.1%

InceptionV3 Training 89.2% 32.9% 90.8% 84.5% 87.5%

Validation 84.8% 44.9% 85.7% 81.6% 83.6%

Hue value of right position on fruit

VGG-16 Training 82.0% 46.5% 85.4% 77.8% 81.4%

Validation 84.8% 39.7% 91.1% 82.0% 86.1%

InceptionV3 Training 85.3% 37.7% 90.5% 77.7% 83.4%

Validation 80.0% 48.3% 82.6% 73.5% 77.8%

Table 4. Preliminary trainning and validation results of CNN models with color a* value data for a ‘Miwhang’ peach maturity prediction.

Model Accuracy Loss Precision Recall F1-score

a* value of left position on fruit

VGG-16 Training 89.4% 34.7% 90.2% 86.3% 88.2%

Validation 80.7% 53.7% 81.2% 77.1% 79.1%

InceptionV3 Training 95.0% 20.0% 96.7% 91.9% 94.2%

Validation 78.6% 47.9% 84.4% 73.5% 78.5%

a* value of right position on fruit

VGG-16 Training 86.9% 38.9% 89.4% 85.0% 87.1%

Validation 84.8% 41.7% 87.7% 83.8% 85.7%

InceptionV3 Training 86.9% 34.7% 93.0% 83.8% 88.0%

Validation 81.4% 51.4% 83.6% 79.1% 81.3%
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해 Firmness 특성이 각각 72.2%, 76.9%를 나타냈고, Loss율

이 각각 54.3%, 62.1%로 조사되었다. Firmness를 숙도 지표

로 활용한 숙도 분류 모델은 실증 적용이 어려운 것으로 판단

되었다. 추후 보다 많은 칼러 이미지 데이터의 취득과 다양한 

최신 딥러닝 기법을 활용하여 학습이 진행된다면 본 연구보

다 향상된 정확도와 세밀한 숙도 판별이 가능할 것으로 판단

되었다.

적  요

본 연구는 무대재배 복숭아 ‘미황’을 대상으로 성숙기간 중 

RGB 영상을 취득한 후 다양한 품질 지표를 측정하고 이를 딥

러닝 기술에 적용하여 복숭아 과실 숙도 분류의 가능성을 탐

색하고자 실시하였다. 취득 영상 730개의 데이터를 training

과 validation에 사용하였고, 170개는 최종 테스트 이미지로 

사용하였다. 본 연구에서는 딥러닝을 활용한 성숙도 자동 분

류를 위하여 조사된 품질 지표 중 경도, Hue 값, a*값을 최종 선

발하여 이미지를 수동으로 미성숙(immature), 성숙(mature), 

과숙(over mature)으로 분류하였다. 이미지 자동 분류는 CNN 

(Convolutional Neural Networks, 컨볼루션 신경망) 모델 중

에서 이미지 분류 및 탐지에서 우수한 성능을 보이고 있는 

VGG16, GoogLeNet의 InceptionV3 두 종류의 모델을 사용

하여 복숭아 품질 지표 값의 분류 이미지별 성능을 측정하였

다. 딥러닝을 통한 성숙도 이미지 분석 결과, VGG16과 

InceptionV3 모델에서 Hue_left 특성이 각각 87.1%, 83.6%

의 성능(F1 기준)을 나타냈고, 그에 비해 Firmness 특성이 각

각 72.2%, 76.9%를 나타냈고, Loss율이 각각 54.3%, 62.1%

로 Firmness를 기준으로 한 성숙도 분류는 적용성이 낮음을 

확인하였다. 추후에 더 많은 종류의 이미지와 다양한 품질 지

표를 가지고 학습이 진행된다면 이전 연구보다 향상된 정확도

와 세밀한 성숙도 판별이 가능할 것으로 판단되었다.
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