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AI(Artificial Intelligence)를 다양한 산업에서 접목하기 위해 알고리즘 선택에 대한 관심이 증가하고 있다. 알고리즘 선

택은 대부분 데이터 과학자의 경험에 의해 결정되는 경우가 많다. 하지만 경험이 부족한 데이터 과학자의 경우 데이터셋 

특성 기반의 메타학습(meta learning) 을 통해 알고리즘을 선택한다. 기존의 알고리즘 추천은 선정 과정이 블랙박스이기 

때문에 어떠한 근거에 의해 도출되는지 알 수 없었다. 이에 따라 본 연구에서는 k-평균 군집분석을 활용하여 데이터셋 특

성에 따라 유형을 나누고 적합한 분류 알고리즘과 클래스 불균형 해소 방법을 탐색한다. 본 연구 결과 네 가지 유형을 도

출하였으며 데이터셋 유형에 따라 적합한 클래스 불균형 해소 방법과 분류 알고리즘을 추천하였다.
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1. 서론

인터넷의 사용 기록, 모바일 거래 기록, 소셜

미디어, 센서, 네트워크 데이터의 급증과 함께 

기존의 문서, 미디어 등의 디지털화가 가능해지

면서 기업의 내외부에 축적되는 데이터가 증가

하고 있다(George et al., 2014). 이러한 데이터는 

바이오, 소셜, 생산, 금융, 통신 등 많은 분야에서 

활발하게 활용되고 있다. 이에 따라 데이터 활용 

능력은 기업뿐만 아니라 국가의 경쟁력을 결정

하는 중요한 요소가 되었다. 많은 조직들은 데이

터를 활용하여 새로운 가치를 창출할 수 있는 능

력을 갖추기 위하여 많은 노력을 하고 있다. 하

지만 데이터셋이 생성되는 과정에서 클래스의 

불균형, 이상치, 결측값 문제 등이 흔히 발생한

다. 따라서 이러한 문제들을 해결하기 위해 데이

터셋의 특성에 따라 보정하는 다양한 방법이 연

구되고 있다(Krawczyk, 2016). 첫째, 데이터셋 차

원에서 데이터셋을 재추출(resampling)하거나, 특

징공학(feature engineering)을 통해 데이터셋의 

성격을 바꾸는 노력을 할 수 있다(Kim and Hong, 

2015). 예를 들어 특징공학에서는 요인분석을 사

용하여 성능을 높이려는 노력이 있었다(Dogan 

and Tanrikulu, 2013). 그러나 과도한 차원의 축소

는 오히려 정확도를 떨어뜨리는 결과를 낳기도 

한다(Blagus and Lusa, 2013). 둘째, 알고리즘의 

하이퍼 패러미터(hyper parameter)를 조절하여 분

류의 성능을 높이거나, 클러스터링의 정확도를 
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높이는 노력을 하고 있다. 하지만 알고리즘의 패

러미터(parameter)를 조정하는 방법은 한계가 있

다는 점을 고려할 때 데이터셋 차원에서의 보정

이 보다 효과적인 것으로 알려져 있다(Japkowicz 

and Stephen, 2002; Weiss and Provost, 2003; Sun 

et al., 2009). 특히 클래스가 불균형을 이루고 있

는 경우 샘플링 방법을 통한 성능의 향상이 더 

효과적이다(Zhang et al., 2019; Khoshgoftaar et 

al., 2010). 클래스 불균형은 분류를 어렵게 하는 

주요 원인 중 하나이다(Jo and Japkowicz, 2004). 

따라서 클래스 불균형을 해소할 수 있는 방법들

이 연구되고 있었다. 하지만 모든 상황에서 효과

적인 성능을 내는 클래스 불균형 해소 방법은 없

었다. 이에 따라 López, et al. (2013)은 데이터셋

이 갖고 있는 특성들이 다르다는 점에 착안하여 

분류 알고리즘과 다양한 클래스 불균형 해소 방

법을 조합하여 분류 알고리즘별로 적합한 샘플

링 방법이 존재할 수 있다는 것을 보여주었다. 

하지만 적합한 데이터셋 보정 방법이나 분류 알

고리즘을 선정하는 일은 데이터 과학자의 노하

우와 지식에 근거하여 결정되기 때문에 비교적 

경험이 적은 데이터 과학자들은 데이터셋 특성 

기반 메타학습(meta learning)에 의존하는 경향이 

있다. 그러나 기존의 메타학습은 머신러닝을 통

해 추천되기 때문에 블랙박스라는 한계점이 존

재한다(Muñoz et al., 2015). 따라서 명확한 선정 

기준을 알 수 없기 때문에 분류 알고리즘이나 클

래스 불균형 해소 방법을 선정하는 가이드라인

을 설정하기 어렵다. 따라서 본 연구에서는 k-평

균 군집분석을 통해 데이터셋 유형을 나누고 유

형에 따라 적합한 클래스 불균형 해소 방법과 분

류 알고리즘을 선정할 수 있는 가이드라인을 제

시하고자 한다. 

2. 련연구

최적의 알고리즘을 선정하는 문제는 통계, 머

신러닝, 공학 등의 전문 지식이 필요한 영역일뿐

만 아니라, 데이터셋이 생성된 도메인에대한 지

식과 경험이 요구된다 (Pfahringer et al., 2000, 

June; Blum et al., 2011). 특히 경험은 단시간에 

얻을 수 없기 때문에 경험이 적은 데이터 과학자

들은 어려움을 겪을 수 밖에 없다. 이를 보완하

기 위하여 알고리즘 선정 문제에 메타학습을 적

용하고 있다. 메타학습은 머신러닝 및 데이터마

이닝 프로세스에 적용하여 자기개선 학습시스템

을 구축하기 위해 메타지식을 사용하는방법으로 

정의할 수 있다(Lee and Shin, 2018;Khan et al., 

2020). 메타학습을 활용하여 다양한 알고리즘 선

택이 연구되었다. 알고리즘 선택 문제는 판별분

석(Kim and Kwon, 2021), 군집분석(Pimentel and 

De Carvalho, 2019), 인스턴스 선택(Leyva et al, 

2014), 회귀분석(Lorena et al., 2018), 최적화

(Muñoz et al., 2015), 시계열 분석(Rossi, 2014) 등

이 있었다. 메타학습이 다양한 알고리즘 선정에 

이용되고 있는 이유는 기본적으로 데이터셋의 

성격이 다르고 데이터셋의 성격은 데이터셋이 

갖고 있는 특성에 의해 결정되기 때문이다. 데이

터의 특성은 일반적으로 생성되는 데이터셋의 

원천에 의해 결정된다. 예를 들어, 의학 진단의 

경우를 보면 어떠한 질병의 양성보다 음성의 경

우가 많아 자연스럽게 클래스의 불균형이라는 

특성이 생기게 된다. 센서에 의해 데이터가 생성

되는 IoT(Internet of Things) 영역에서는 실시간

으로 데이터가 생성되기 때문에 인스턴스의 개

수가 많아진다. 이와 같이 데이터셋은 생성되는 

원리와 주변의 환경에 의해 특성을 갖게 되며 이

러한 데이터셋의 특성에 따라 분류성능에 있어
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서도 차이가 발생한다(Van der Walt and Barnard, 

2007). 상이한 특성을 갖고 있는 데이터셋의 경

우 서로 다른 알고리즘이나 방법의 적용이 필요

하겠지만 유사한 특성을 갖고 있을 때는 동일한 

방법에 적용하여 유사한 결과를 얻을 수 있을 것

으로 기대할 수 있다. 예를 들어, IoT 영역에서 

생성되는 데이터셋과 공장에서 생성되는 데이터

셋은 실시간성이라는 공통점을 갖고 있기 때문

에 동일한 알고리즘이나 방법을 적용하였을 유

사한 결과를 낼 것이라고 기대할 수 있다. 이와 

같이 데이터셋은 생성 방식과 도메인에 따라 특

성의 차이와 유사성이 존재한다(Kitchin and 

McArdle, 2016). 따라서 성능향상을 위해서는 데

이터셋의 특성을 잘 이해하여 그에 적합한 분류 

알고리즘을 적용하는 것을 고려할 필요가 있다

(Oreski et al., 2017). 이에 따라 기존의 연구자들

은 다양한 데이터셋 특성과 분류 알고리즘 성능 

간의 관계를 밝히는 데 주목하였다. 예를 들어, 

Kiang(2003)은 로지스틱 회귀분석이 단봉분포

(unimodal distribution)에서 성능이 우수하고, 

LDA(Latent Dirichlet Allocation)는 정규분포에서 

성능이 우수함을 보여주었다. Marron et 

al.,(2007)은 거리기반의 분류 전략이 높은 차원

의 데이터셋에서 적합하였으나, 인스턴스가 충

분하지 않을 경우 문제가 발생함을 발견하였다. 

이처럼 모든 데이터셋에는 다른 데이터셋과 차

별화되고 분류를 용이하게 하거나 방해하는 특성

들이 존재한다(Das et al., 2018; Pascual-Triana et 

al.,2021). Jo and Japkowicz(2004)는 데이터 분석

에 가장 어려움을 주는 문제로 데이터 분리성과 

클래스 불균형을 언급하였다. 특히 클래스 불균

형 문제를 해결하기 위하여 다양한 방법들이 제

시되었다. 대표적인 예로, 비용 민감 학습 방법

(cost sensitive learning), 특징공학(feature engineering), 

데이터 샘플링 방법(data sampling)이 있다. 본 연

구에서는 그 가운데 데이터 샘플링 방법에 초점

을 맞추어 연구를 진행하였다. 

데이터셋 특성은 분류 알고리즘과 클래스 불

균형 해소방법을 선택하는 데 있어 중요한 근거

가 될 수 있다(Morán-Fernández et al., 2017; Kim 

and Kwon, 2021). 본 연구에서는 우선 데이터 복

잡성 중 변수겹침과 클래스 불균형을 이용하여 

특성에 따라 데이터셋의 그룹을 나눈다. 그리고 

각 개별 그룹에 실험을 통해 적합한 샘플링 방법

과 분류 알고리즘을 제안하고 비교한다. 전체적

인 연구의 흐름은 <Figure 1>과 같다.

Feature 
overlap

Dataset type
Class 

imbalance

Dataset characteristics

Algorithm 
selection

<Figure 1> 연구모형

3. 실험

3.1. 데이터셋 특성

클래스 불균형 문제는 소프트웨어 결함 진단

(Feng et al., 2021), 오염 탐지(Lu and Wang, 

2008), 위험 관리(Huang et al., 2006), 고객이탈 

예측(Amin et al., 2016), 의학 진단(Pasupa et al., 

2020) 등의 분야에서 중요하게 다루어지고 있다. 

클래스 불균형 같은 데이터셋 특성은 대부분 도

메인 특성에 따라 자연스럽게 결정된다(Kim and 

Kwon, 2021). 클래스 불균형은 분류 문제에서 분
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류 성능을 매우 저하시키는 것으로 알려져 있다

(Jo and Japkowicz, 2004; Krawczyk, 2016). Kim 

and Kwon(2021)은 클래스 불균형을 나타내는 지

표로 HHI(Herfindahl–Hirschman index)를 이용

하였다. HHI는 원래 엔트로피 지수(entropy 

index)와 같이 산업 집중도를 나타내는 지표이다

(Matsumoto et al., 2012). HHI는 시장 내 모든 사

업자의 각 시장점유율을 제곱한 후 합하여 산출

한다. 기존의 IR(imbalance ratio)은 다수 클래스

(majority class)와 소수 클래스(minority class)의 

차이를 비율로 나타낸다. 이 방법은 전체적인 클

래스의 균형 상태를 한눈에 알기 어렵다는 단점

이 있다(Kim et al, 2020). 반면, HHI는 모든 클래

스의 균형상태를 한번에 파악할 수 있다는 장점

이 있다. 하지만 Kim and Kwon(2021)의 HHI는 

클래스의 개수에 따라 균형을 나타내는 정도가 

달라질 가능성이 존재하기 때문에 HHI에 클래스

의 개수를 곱하여 1 이상인 경우 클래스 불균형

이 있다고 판단한다. 식(1)은 클래스의 HHI를 산

출하는 방법이다. 

여기서 N은 클래스의 개수, i 는 클래스의 인덱스, 

cj 는 i 번째 클래스의 비율

Ho and Basu(2002)는 변수겹침(feature overlap), 

선형 분리성(linear separability), 기하학적 배치, 

위상 배치와 밀도(geometry, topology and density)

에 대해 측정방법을 제안하였으며, 데이터셋 특

성을 정량적으로 나타낼 수 있는 기준을 제시하

였다. 변수겹침 현상은 클래스 경계에 모호함을 

발생시켜 분류를 어렵게 만든다(Ho, 2002; Anwar 

et al.,2014; Pascual-Triana et al., 2021). 변수겹침을 

측정하는 방법에는 Maximum Fisher’s Discriminant 

Ratio(F1), The Directional-vector Maximum Fisher’s 

Discriminant Ratio(F1v), Volume of Overlapping 

Region(F2), Maximum Individual Feature Efficiency(F3), 

Collective Feature Efficiency(F4)등이 있다. 변수

겹침 측정 방법 중 일부 연구에서 F1이 분류 성

능과 밀접한 연관이 있는 것으로 나타났다(Cano, 

2013; Kraiem et al.,2021). Kraiem et al.(2021)은 

F1이 0에 가까워질수록 F1-score와 G-mean의 

성능이 향상되는 것을 증명하였다. 또한 메타학

습 분야에서도 F1이 머신러닝 알고리즘 선택, 

샘플링 방법 선택에 중요한 요인으로 나타났다

(Mollineda et al., 2005; Kraiem et al., 2021). 

F2~F4는 클래스를 고려하지 않고, 특히 F2와 

F3은 다수계급의 편향성을 갖고 있기 때문에 변

수겹침 측정으로 적절하지 않다(Barella et al., 

2018). 게다가 F2는 이산화 문제가 존재하고 적

절한 이산화에 따라 값이 달라질 수 있기 때문에 

적절하지 않다(Kotsiantis and Kanellopoulos, 

2006). F1의 경우 겹침 정도가 가장 심한 값을 찾

는 것이 효율적이다(Ho, 2002). 식(2)와 식(3)은 

F1의 산출 산식이다.

여기서, 는 각각 두 클래스의 

평균 및 분산, i는 변수의 인덱스

측정 결과의 범위는 0~+∞이고, F1 값이 작을 

수록 강한 중첩을 나타낸다. 본 연구에서는 F1값

이 0.6 미만 값을 가질 때 강한 겹침, 0.6 이상 0.9 
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Number of Classes Number of Features Number of Instances HHI

28 9 4,177 2.008941

6 13 329 1.817699

4 7 1,845 1.115005

6 5 797 1.006726

8 41 1,000 1.129193

8 41 750 1.161894

6 30 1,742 1.00303

6 11 420 1.310855

2 8 169 1.166695

6 12 105 1.471489

11 4 5,052 1.871953

5 6 200 1.530000

7 17 13,611 1.210083

5 20 736 1.085209

3 22 2,126 1.896309

4 28 198 1.027518

8 9 1,000 1.907152

4 9 155 1.092107

3 7 44,819 1.275685

<Table 1> Characteristics of Dataset Used

미만의 값은 조금 겹침, 0.9 이상의 값은 겹침 거

의 없음으로 정의 한다. HHI는 1보다 커질수록 

클래스 간 불균형이 크다는 것을 나타낸다. HHI

의 경우 1.2 이하는 클래스 불균형 거의 없음, 1.2 

초과 1.5 이하는 클래스 불균형 있음, 1.5 초과는 

클래스 불균형이 심함으로 정의한다.

3.2. 메타데이터 수집

본 연구는 OpenML, Kaggle, UCI Machine 

learning repository에서 제공하는 데이터셋을 대

상으로 실험을 수행하였다. OpenML, Kaggle, 

UCI Machine learning repository는 데이터 과학자

들이 머신러닝 데이터셋, 실험 결과 또는 논문을 

공유하는 온라인 플랫폼이다. 세 가지 플랫폼에

서 제공하는 데이터셋 중 분류문제에 해당하는 

데이터셋을 대상으로 하였다. 또한 클래스 불균

형 문제가 존재하는 데이터셋을 선별하여 사용

하였다. 클래스 불균형의 기준은 본 연구에서 고

려한 클래스 HHI를 사용하였으며, 클래스 HHI

가 1보다 큰 경우 클래스 불균형이 있다고 판단

하였다. 수집된 데이터셋은 총 33개이다. 수집된 

데이터셋의 정보는 <Table 1>과 같다.

메타데이터의 수집 방법은 <Figure 2>와 같이 
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Number of Classes Number of Features Number of Instances HHI

18 7 28,056 1.878369

10 25 3,200 1.001699

3 8 1,059 1.041801

11 15 17,335 1.60464

3 7 310 1.126951

3 11 478 1.168442

6 10 214 1.579695

4 3 1,024 1.189205

3 17 10,000 1.288248

7 28 1,941 1.554572

4 12 1,000 1.010011

5 27 2,800 2.13155

3 7 310 1.126951

4 33 1,891 1.068333

Bechmark Datasets

Machine Learning

Evaluation
Class Imbalance 
Resolve Method

Meta Data

Data Imputation
Extract 

Data Set 
Characteristics

Training set Test set

Web Site
- Kaggle
- OpenML
- UCI ML 

<Figure 2> Meta Dataset Collection Process

수행하였다(Kim and Kwon, 2021). 먼저 웹에서 수집한 데이터셋을 10 폴드 교차검증(10-folds 
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cross validation) 방법을 사용하여 훈련 데이터셋

과 검증 데이터셋으로 분할한다. 다음으로 훈련 

데이터셋의 데이터셋 특성을 추출한다. 이때 추

출되는 데이터셋 특성은 F1과 클래스 HHI이다. 

데이터셋에 결측값이 있는 경우 결측값을 대체

한다. 결측값은 수치형 데이터인 경우 평균값으

로 대체하고, 명목형 변수인 경우 최빈값을 사용

한다. 다음으로 클래스 불균형 해소방법을 적용

한 후 분류 알고리즘을 수행한다. 클래스 불균형 

해소방법의 비율은 과대표집방법은 식(4)와 같

이 10~99%까지 10%단위로 다수 클래스를 증가

시켰다. 또한 과소표집방법의 경우에는 식(5)와 

같이 10%~99%까지 10%씩 소수 클래스를 감소

시켰다.

여기서, Minority Class는 다수 클래스의 개수, 

Minority Class는 소수 클래스의 개수, 

ratio는 비율, c는 클래스의 인덱스

여기서, Minority Class는 다수 클래스의 개수, 

ratio는 비율

본 연구에서 고려된 분류 알고리즘에는 SVM 

(Support Vector Machine), 로지스틱 회귀분석, 랜덤

포레스트, 나이브베이즈, knn(k-nearest neighbors), 

ANN(Artificial Neural Network)을 고려하였다. 

이때, ANN의 경우 은닉층(hidden layer)을 3, 5, 7

개로 설정하였다. 또한 클래스 불균형 해소 방법

에는 과소표집방법(under sampling)과 과대표집

방법(over sampling)을 사용하였다. 과대표집방법

에는 Adasyn(Adaptive Synthetic Sampling), SMOTE

(Synthetic Minority Over-sampling Technique), 

ROS(Random Over Sampling) 등이 있으며, 과소

표집방법에는 NCR(Neighborhood Cleaning Rule), 

Tomek (Tomek Link), RUS(Random Under Sampling), 

CNN(Condensed Nearest Neighbor), ENN(Edited 

Nearest Neighbor) 등을 고려하였다.

3.3. 차

본 연구의 실험은 크게 세 가지 단계를 거친

다. 첫째, 메타데이터셋을 벤치마크 데이터셋 별

로 요약한다. <Figure 3>는 메타데이셋 예시이며 

메타데이터셋의 구성은 분류성능, 수행시간, 수

행한 분류 알고리즘, 벤치마크 데이터셋의 이름, 

샘플링 방법, 폴드, 클래스 HHI, F1, F1-score, 샘

플링 비율로 이루어져 있다. 벤치마크 데이터셋 

별로 요약하기 위하여 각 클래스 HHI, F1, 

F1-score를 평균으로 요약한다. <Figure4>는 평균 

요약된 결과이다. 둘째, 평균 요약된 메타데이터

셋 중 가장 좋은 분류 성능(F1-score)을 보여준 

데이터만 선별하는 과정을 거친다. F1-score가 동

률인 경우 G-mean이 높은 케이스를 선택하였고, 

G-mean이 동률인 경우 정확도(accuracy)가 더 높

은 케이스를 선택하였다. 그럼에도 불구하고 동

률인 경우 샘플링 비율이 최소값을 같는 경우를 

선택하였다. 최종 요약된 데이터셋의 예시는 

<Figure 5>와 같다. 최종적으로 도출된 메타데이

터셋에는 데이터 이름, 클래스 불균형 해소 방법, 

분류알고리즘, 샘플링 비율, F1-score, G-mean, 

정확도, F1, 클래스 HHI, 인스턴스의 개수, 변수

의 개수, 클래스의 개수가 포함되어 있다. 마지

막으로 k-평균 군집분석을 실시한다. 이때, k는 4
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<Figure 4> Example of Summarized Meta Dataset

<Figure 3> Example of Meta Dataset
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<Figure 6> Frequency of Best Class Imbalance Resolution Methods

Abbreviations: RF = Random Forest, LR = Logistic Regression, knn = k-Nearest Neighbor, SVM = Support Vector Machine, 
ANN = Artificial Neural Network, NB = Naïve Bayes, Adasyn = Adaptive Synthetic Sampling, CNN = Condensed
Nearest Neighbor, ENN = Edited Nearest Neighbor, SMOTE = Synthetic Minority Over-sampling Technique, NCR
=Neighborhood Cleaning Rule, Tomek = Tomek Link, ROS = Random Over Sampling, RUS = Random Under
Sampling, origin = None sampling method

<Figure 5> Final Summarized Meta Dataset
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<Figure 7> Frequency of Best Classification Algorithms

로 설정하였다. 최종적으로 도출된 군집별로 클

래스 HHI와 F1을 비교하여 군집의 특징을 정의

하고, 마지막으로 정의된 특성에 따라 우수한 알

고리즘을 추천한다. 

4. 결과

본 연구는 데이터셋 성격을 나누기 위하여 k-

평균 군집분석을 사용하였으며, 이외에 분류 알

고리즘과 샘플링 방법의 우수성을 평가하기 위

해 정량적인 분석을 실시하였다.

4.1. 통계 분석

<Figure 6>와 <Figure 7>은 각 데이터셋에서 

최고의 성능을 나타낸 클래스 불균형 해소 방법

과 분류 알고리즘의 빈도를 그래프로 나타낸 결

과이다. 먼저, 클래스 불균형 해소 방법의 빈도 

그래프를 보면, Adasyn(adaptive synthetic 

sampling)방법이 가장 많이 선택된 것을 볼 수 있

다. 다음으로 많이 선택된 방법은 RUS(Random 

Under Sampling)이다. <Figure 7>에서 가장 많이 

선택된 분류 알고리즘은 랜덤포레스트이다. 그 

밖에 로지스틱 회귀분석, SVM이 선택되었다. 

<Figure 8>은 샘플링 방법과 분류 알고리즘의 조

합에 따른 성능을 상자도표로 나타낸 것이다. 

Adasyn과 랜덤포레스트의 조합이 가장 좋았으

며, CNN과 분류 알고리즘의 조합은 샘플링 방법

을 적용하지 않은 것(origin)보다 성능이 저조한 

모습을 보였다. 이러한 이유는 CNN의 원리 때문

이다. CNN방법은 최소한의 부분 집합을 찾고 클
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<Figure 8> Boxplot of Classification Performance

래스 경계를 구하는데 소요되는 비용을 줄이는 

것이 목적이지만 오히려 경계값이 겹쳐 분류가 

쉽지 않은 상황을 만들기 때문이다(박근우와 정

인경, 2019). 

4.2. 데이터셋 유형 분류

군집에 의해 설명되는 분산을 확인한 엘보우 

도표(elbow plot) 결과는 <Figure 9>과 같다. 군집

에 의해 설명되는 분산을 통해 최적의 k가 4임을 

확인할 수 있다. <Figure 10>은 실루엣 점수를 표

현한 그래프이다. 그래프를 살펴보면 군집별로 

확실한 차이가 있는 것을 볼 수 있다. <Table 2>

와 <Table 3>는 군집 간의 평균 차이를 확인하기 

위하여 ANOVA를 수행한 결과이다. <Table 2>

와 <Table 3>를 살펴보면 유의수준 0.01에서 군

집간의 F1과 HHI 평균차이가 있는 것을 알 수 

있다. 추가로 사후분석을 통해 개별 군집 간의 

F1과 HHI의 평균차이를 살펴보았다. F1의 평균

차이에서 군집1과 군집3이 유사한 경향을 보였

으며, 군집2와 군집4의 평균 차이가 거의 없는 

것으로 나타났다. 또한 HHI는 군집1과 군집2가 

유사하였으며, 군집3과 군집4가 유사한 것으로 

나타났다. 따라서 군집은 대체로 잘 식별되었다

고 볼 수 있다.

<Table 4>는 k-평균 군집분석을 수행하여 도

출된 군집의 특성이다. <Table 4>에 나타난 값들

은 각 군집의 평균값을 의미하며, 괄호안의 값은 

각 군집의 표준편차를 의미한다. 군집의 특성을 

토대로 다양한 분류 알고리즘과 클래스 불균형 

방법이 제안되었다. 데이터셋의 특성에 따라 적

합한 분류 알고리즘과 클래스 불균형 해소 방법

이 다른 것으로 나타났다. 먼저 군집1을 살펴보
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<Figure 9> Optimal Number of Clusters

<Figure 10> Silhouette Score Plot
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N = 33

F1

n Mean
Standard 
Deviation

F p Games- Howell

Cluster

Cluster 1a 6 0.529 0.188

22.14 0.000*** b<c, a<d
Cluster 2b 15 0.921 0.068

Cluster 3c 7 0.704 0.131

Cluster 4d 5 0.930 0.043

*p<.05, **p<.01, ***p<.001

<Table 2> Result of ANOVA(F1)

N = 33

HHI

n Mean
Standard 
Deviation

F p
Games- 
Howell

Cluster

Cluster 1a 6 1.15 0.097

70.1 0.000*** a, b<c, d
Cluster 2b 15 1.11 0.95

Cluster 3c 7 1.66 0.2

Cluster 4d 5 1.93 0.12

*p<.05, **p<.01, ***p<.001

<Table 3> Results of ANOVA(HHI)

면 F1이 0.529로 변수겹침이 심하고 HHI가1.153

으로 클래스 불균형이 거의 없는 상태이다. 군집 

1은 클래스 불균형이 심하지 않고 변수겹침이 

심해 클래스의 분류가 어려운 상태이다. 군집1에 

적절한 분류 알고리즘으로는 knn, ANN7, LR, 

SVM, RF 등이 있었으며 클래스 불균형 해소 방

법으로는 RUS, Adasyn, SMOTE등이 적합한 것

으로 나타났다. 다음으로 군집2는 F1이 0.921로 

변수겹침이 거의 없고 HHI가 1.113으로 클래스 

불균형이 거의 없는 상태이다. 따라서 군집2는 

가장 이상적인 데이터셋이 모여 있는 군집이다. 

군집2에서는 SVM, RF, ANN3, LR 등의 분류 알

고리즘과 SMOTE, Adasyn, RUS, CNN, ROS 등

의 클래스 불균형 해소 방법이 우수하였다. 군집

3은 변수겹침이 0.704로 변수겹침이 약간 존재하

고, 클래스의 불균형이 HHI 1.66으로 심한 상태

이다. 군집3은 클래스 불균형이 심하고 변수겹침

도 강한 상태이기 때문에 분류가 가장 어려운 조

건을 갖고 있다. 이러한 조건에서는 NB, knn, 

RF, LR 등의 분류 알고리즘과 CNN, Adasyn, 

RUS, ENN 등의 클래스 불균형 해소 방법이 가

장 효과적이었다. 군집4의 경우 F1이 0.930으로 
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Cluster 1 Cluster 2 Cluster 3 Cluster 4

Mean of F1
0.529

(0.026)
0.921

(0.235)
0.704

(0.184)
0.93

(0.199)

Mean of HHI
1.153

(0.026)
1.113

(0.235)
1.66

(0.184)
1.926

(0.199)

Mean of Number of 
Features

12.833
(8.4)

18.000
(12.989)

12.000
(7.937)

15.600
(8.591)

Mean of Number of 
Instance

2782.333
(5340.840)

4588
(11389.336)

4146.286
(6150.810)

6862.2
(11886.529)

Mean of Number of 
Classes

4.5
(1.643)

4.867
(2.295)

10.571
(8.059)

8
(5.874)

Suggested 
Classification 
Algorithms

knn, ANN7, LR, 
SVM, RF

SVM, RF, ANN3, 
LR

NB, knn, RF, LR RF, NB

Suggested Class 
Imbalance Resolution 

Method

RUS, Adasyn, 
SMOTE

SMOTE, Adasyn, 
RUS, CNN, ROS

CNN, Adasyn, RUS, 
ENN

ROS, Adasyn

<Table 4> Cluster Characteristics

(N=33)

기술통계량
t(p)

N 평균 표 편차

F1-Score

클래스 불균형 해소방법 
적용 전

33 0.615 0.307

-5.977(0.000)***

클래스 불균형 해소방법 
적용 후

33 0.772 0.219

*p<.05, **p<.01, ***p<.001

<Table 5> Paired t-test(F1-Score)

거의 없는 상태이고 클래스 불균형은 HHI 1.926

으로 매우 높아 소수 클래스를 분류하기 어려운 

군집이다. 군집4에 최적인 방법은 RF와 NB 분류 

알고리즘과 ROS와 Adasyn 클래스 불균형 해소 

방법이었다. <Figure 11>은 군집분석 결과를 도

식화한 것이다. <Table 5>는 클래스 불균형 해소 

방법을 적용한 결과와 적용하기 전의 대응 표본 

t-검정을 수행한 결과이다. 그 결과 유의수준 

0.001에서 유의하게 차이가 있다. 따라서 본 연

구에서 고려한 클래스 불균형 해소 방법이 유의

하게 효과가 있는 것으로 나타났다.
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<Figure 11> Results of Dataset Personality Segmentation

  

5. 결론

5.1. 기여

본 연구는 몇 가지 의의를 갖는다. 첫째, 데이

터셋 특성별로 적합한 클래스 불균형 해소 방법

과 분류 알고리즘이 존재함을 발견하였다. 변수

겹침이 강하고 클래스 불균형이 거의 없는 경우

는 knn, ANN, LR, SVM, RF와 같은 분류 알고리

즘을 사용해야 하며, 클래스 불균형 해소 방법으

로는 RUS, Adasyn, SMOTE 방법 등이 우수하다. 

변수겹침이 거의 없고 클래스 불균형이 심한 경

우에는 RF, NB와 ROS, Adasyn의 조합이 가장 

이상적이다. 그리고 클래스 불균형이 심하고 변

수겹침이 조금 있는 경우에는 NB, knn, RF, LR

과 CNN, Adasyn, RUS, ENN 조합이 가장 적합한 

것으로 나타났다. 또한 변수겹침이 없고 클래스 

불균형이 거의 없는 경우는 SVM, RF, ANN, LR 

등과 같은 분류 알고리즘이 적합하고 SMOTE, 

Adasyn, RUS, CNN, ROS 등과 같은 클래스 불균

형 해소 방법이 적합하다. 둘째, 기존의 메타학

습 방법은 머신러닝을 통해 추천되기 때문에 블

랙박스라는 한계점이 있어 알고리즘 선정에 대

한 이론적 이해가 부족하였다(Muñoz et al., 

2015; Merz, 2004). 하지만 본 연구에서는 군집분
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석 방법을 사용하여 데이터셋의 유형을 분류하

고, 군집의 특성을 분석함으로써 해석 가능성을 

높였다. 그 결과 네 가지 특성을 도출하였다. 군

집의 특성을 파악할 수 있다면 보다 심층적인 분

석을 하여 알고리즘을 선정할 수 있을 것으로 기

대된다. 셋째, 성능에 긍정적인 영향을 미치는 

분류 알고리즘과 클래스 불균형 해소 방법의 조

합을 실험을 통해 보여주었다. 그 결과 Adasyn과 

RF의 조합이 가장 우수한 성능을 나타냈다. 경

험이 부족하거나 데이터셋에 대한 사전 조사가 

부족한 경우 우선적으로 사용이 가능한 조합일 

것이다. 

5.2. 한계 과 향후 연구

본 연구는 몇 가지 기여점이 존재하지만 한계

점 또한 존재한다. 첫째, 이미지, 텍스트와 같은 

비정형 데이터셋에 대한 비교를 하지 못하였다. 

비정형 데이터셋은 전처리 방식에 따라 분류성

능의 차이가 많이 나기 때문에 본 연구에서는 제

외하였다. 하지만 존재하는 데이터셋의 약 

80%~90%가 비정형 데이터임을 감안할 때 추후 

연구에서 꼭 고려해야한다(Qureshi and Gupta, 

2014). 둘째, 최근 활발하게 연구가 진행중인 딥

러닝 알고리즘을 다양하게 고려하지 못하였다. 

본 연구에서 딥러닝 알고리즘을 다양하게 고려

하지 못한 이유는 딥러닝 알고리즘들은 고려해

야할 패러미터가 많고, 패러미터에 따라 성능의 

차이가 존재하기 때문이다. 추후 연구에서는 딥

러닝의 패러미터를 고려한 연구가 진행되어야 

할 것이다. 셋째, 분류 알고리즘의 패러미터를 

거의 조정하지 않았다. 패러미터를 조정하는 것 

역시 데이터 과학자의 경험과 지식이 매우 필요

한 영역이다. 하지만 본 연구에서는 디폴트 값을 

사용하여 연구를 진행하였기 때문에 실제 실험

에서는 패러미터에 의해 성능차이가 나타날 것

으로 예상된다. 추후 연구에서는 패러미터를 고

려한 메타학습 방법이 필요할 것이다. 넷째, 본 

연구는 지도학습기반 추천에서 벗어나 비지도학

습을 통해 이론적 가이드를 제시하였다는 점에

서 기여점이 있다. 하지만 비지도학습방법은 성

능의 측정이나 우수성을 객관적으로 증명하는 

것이 어렵기 때문에 본 연구의 결과가 사용자의 

경험에 따라 주관적으로 판단될 수 있다. 따라서 

추후 연구에서는 관련 연구자들의 의견을 확보

하여 제시하거나 준지도학습방법이 사용되어야 

할 것이다.

5.3. 결론

본 연구는 기존의 메타학습 방법의 한계점인 

블랙박스 모형을 벗어나 군집분석 방법을 채택

하여 데이터셋 성격을 유형화하고 해석 가능하

도록 하였다. 그 결과 네 가지 유형의 데이터셋 

성격을 제시하였고 성격에 따라 어떠한 특성을 

갖는지 파악하였다. 기존의 메타학습 방법들은 

머신러닝 알고리즘을 활용하여 추천하는 것이 

대부분이었다. 따라서 어떠한 유형의 데이터셋

이 어떠한 기법에 적절한지 이론적인 근거를 제

시하기 어려웠다. 

이러한 결과는 실제 데이터 분석이나 인공지

능 개발에 소요되는 비용과 시간을 줄여 줄 수 

있을 것으로 예상된다. 사실 인공지능 개발에서 

예측 정확도는 매우 중요한 요소이다. 많은 데이

터 과학자들은 예측 정확도를 높이기 위해 많은 

반복적 실험을 시도하고 있다. 그 이유는 데이터

셋이 갖고 있는 특성이 서로 상이하고 데이터셋 

생성의 원천이 다르기 때문이다. 이에 따라 적합
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한 예측 알고리즘과 문제 해결방법을 찾기 위해 

다양한 알고리즘을 적용한다. 이때 많은 자원들

이 소모되고 있다. 특히 알고리즘의 수행속도를 

높이기 위해 GPU(Graphics Processing Unit)와 

TPU(Tensor Processing Unit)와 같은 하드웨어를 

통해 학습 속도를 높이고 있다. 데이터 과학자들

은 반복 실험을 하면서 많은 양의 탄소가 발생되

고 있다(Strubell et al., 2019). 탄소 중립 시대를 

맞이한 현재, 본 연구의 결과는 그린 AI(Green 

AI)를 실천할 수 있는 좋은 근거가 될 것이다. 

현재의 연구에서는 일부 머신러닝 기법만을 

사용하여 연구를 진행하였으며 분류 알고리즘의 

패러미터에 대한 연구는 진행하지 않았다. 분류 

알고리즘을 선정하는 일도 사용자의 경험과 전

문적 지식을 필요로 한다. 따라서 추후 연구에서

는 데이터셋의 특성에 따라 분류 알고리즘의 패

러미터를 조절할 수 있는 메타학습이 필요할 것

이다. 또한 정형 데이터셋 이외에 이미지 또는 

텍스트와 같은 비정형 데이터셋에 대한 연구도 

진행되어야 할 것이다.
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Abstract

Class Imbalance Resolution Method and 

Classification Algorithm Suggesting Based on 

Dataset Type Segmentation
1)

Jeonghun Kim*ㆍKee-Young Kwahk**

In order to apply AI (Artificial Intelligence) in various industries, interest in algorithm selection is 

increasing. Algorithm selection is largely determined by the experience of a data scientist. However, in the 

case of an inexperienced data scientist, an algorithm is selected through meta-learning based on dataset 

characteristics. However, since the selection process is a black box, it was not possible to know on what 

basis the existing algorithm recommendation was derived. Accordingly, this study uses k-means cluster 

analysis to classify types according to data set characteristics, and to explore suitable classification 

algorithms and methods for resolving class imbalance. As a result of this study, four types were derived, 

and an appropriate class imbalance resolution method and classification algorithm were recommended 

according to the data set type.
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김정훈

현재 국민대학교 비즈니스IT전문대학원에서 연구원으로 재직 중이다. 목원대학교에서 
경제학사, 경희대학교에서 경영학 석사 및 박사를 취득하였다. 주요 연구 분야는 텍스트 
마이닝, 머신러닝, 빅데이터 분석, HRI(Human Robot Interaction) 등이다.

곽기영

현재 국민대학교 경영대학과 비즈니스IT전문대학원 교수로 재직 중이다. 서울대학교 경
영대학을 졸업하고 KAIST 경영과학과와 테크노경영대학원에서 석사 및 박사학위를 취
득하였다. 주요 연구관심분야는 Social network analysis and its application, Data analytics, 
Users’ behavior in social media, Social communication ecology, Knowledge management 등
이다.


