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최근 자연어 처리 분야에서 대규모 사전학습 언어모델(Large-scale pretrained language model, LPLM)이 발전함에 따라 

이를 미세조정(Fine-tuning)한 의도 분류 모델의 성능도 개선되었다. 하지만 실시간 응답을 요하는 대화 시스템에서 대규

모 모델을 미세조정하는 방법은 많은 운영 비용을 필요로 한다. 이를 해결하기 위해 본 연구는 저성능 자원에서도 멀티 

에이전트 운영이 가능한 의도 분류 모델 경량화 방법을 제안한다. 제안 방법은 경량화된 문장 인코더를 학습하는 과제 독

립적(Task-agnostic) 단계와 경량화된 문장 인코더에 어답터(Adapter)를 부착하여 의도 분류 모델을 학습하는 과제 특화적

(Task-specific) 단계로 구성된다. 다양한 도메인의 의도 분류 데이터셋으로 진행한 실험을 통해 제안 방법의 효과성을 입

증하였다.
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1. 서론

의도 분류(Intent classification)는 목적 지향 대

화 시스템(Task-oriented dialog system)의 주요 단

계 중 하나로, 사용자 발화의 의도를 예측하는 

작업이다(Zhang et al., 2020A). 부정확한 의도 분

류는 사용자가 원하지 않는 대화 흐름으로 이어

질 수 있기 때문에 정확한 의도 분류 모델을 개

발하는 것이 중요하다.

최근 딥러닝을 활용한 자연어 처리 분야는 대

규모 사전학습 언어모델(Large-scale pretrained 

language model, LPLM)을 중심으로 빠르게 발전

하고 있다. BERT, RoBERTa, GPT-3와 같은 트랜

스포머(Transformer) 기반의 모델들은 대규모 코

퍼스를 학습하여 다양한 언어 처리 문제에서 높

은 성능을 보였다(Devlin et al., 2018; Liu et al., 

2019; Brown et al., 2020). 최근에는 이러한 

LPLM을 가짜뉴스 탐지, 추천 시스템, 도메인 특

화 분류 등 다양한 산업 분야에서 활용한 연구들

이 제안되었다(Jeong, I., & Ahn, H., 2022; Park, 

H.-y., & Kim, K.-j., 2021; Kim et al., 2022).

의도 분류 분야에서도 많은 연구들이 LPLM을 

미세조정(Fine-tuning)하여 문제를 해결하고자 했

다. 특히 의도 분류 문제는 데이터가 적고 클래

스가 많은 특징(few-shot, highly-multiclass) 때문

에 좋은 사전학습 모델을 사용하는 것이 중요하

다(Wei et al., 2021). Mehri, Eric, and Hakkani-Tur 

(2020)은 오픈 도메인 대화 데이터를 학습한 
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BERT를 의도 분류 문제에 적용했고, Zhang et al. 

(2020A)은 자연어 추론 데이터(Natural language 

inference)를 학습한 RoBERTa 모델을 사용해 성

능을 개선했다.

LPLM을 미세조정하는 방법이 의도 분류 문제

에서 좋은 성능을 보이지만, 많은 운영 비용을 

필요로 한다는 단점이 있다. 빠른 응답을 요하는 

대화 시스템에서 대규모 모델을 사용할 경우 

GPU와 같은 고성능 자원을 사용해야 한다. 고성

능 자원에 대한 필요성은 다량의 대화 시스템을 

동시에 운영하는 멀티 에이전트 상황에서 비용

을 더욱 가중시킨다. 미세조정은 모델의 모든 파

라미터를 업데이트하기 때문에 운영하는 에이전

트 수가 증가할수록 필요한 자원도 비례해서 증

가하기 때문이다.

본 연구는 이러한 문제를 해결하고, 저성능 자

원에서도 다량의 에이전트를 운영할 수 있는 의

도 분류 모델 경량화 방법을 제안한다. 제안 방

법은 세 단계로 구성된다: 1) 문장 인코더 학습, 

2) 문장 인코더 경량화, 3) 어답터 기반의 의도 

분류 모델 학습. 단계 1)과 2)는 의도 분류 학습 

전에 한번만 진행하는 과제 독립적(Task-agnostic) 

단계이며, 3)은 의도 분류 데이터마다 진행하는 

과제 특화적(Task-specific) 단계이다. 제안 방법

의 유효성을 검증하기 위해 3개 도메인의 의도 

분류 데이터셋으로 실험을 진행했고, LPLM의 

21%의 크기만으로 98%의 정확도를 보임을 확인

하였다.

2. 련 연구

2.1. 의도 분류

목적 지향 대화 시스템은 주어진 도메인에서 

사용자가 원하는 업무를 수행하는 것을 돕는 시

스템으로 다양한 분야의 산업에서 활용하고 있

다(Zhang et al., 2020A). 목적 지향 대화 시스템

은 주로 의도 분류, 개체명 인식, 대화 관리, 응답 

생성 등의 모듈로 구성된다. 그 중 의도 분류는 

사용자 발화가 담고 있는 사용자의 목적을 예측

하는 기능을 한다.

의도 분류는 일반적으로 텍스트 분류 문제에 

속하지만 다음과 같은 특징이 있다. 1) 입력 텍스

트의 길이가 짧다. 의도 분류에서 다루는 텍스트

는 30자 내외로 이루어지기 때문에, 모델은 제한

된 정보량만으로 문장 간의 의미 차이를 파악해

야 한다. 2) 분류해야 할 클래스 수가 많다. 한 개

의 대화 시스템에서 분류해야 할 의도의 수는 적

게는 수십 개에서 많게는 100개가 넘는다. 성능 

비교를 위한 벤치마크 데이터셋들도 이러한 특

징을 반영해 60~150개의 클래스로 이루어졌다

(Casanueva et al., 2020; Larson et al., 2019; Liu 

et al., 2021). 3) 클래스 당 학습할 수 있는 데이

터 수가 적다. 클래스가 많은 데이터셋의 학습 

데이터 수를 늘리는 일은 많은 비용을 초래하기 

때문에 많은 연구들이 데이터가 적은 상황

(Few-shot)을 가정해 성능을 평가하고 비교한다

(Zhang et al., 2020A; Zhang et al., 2021). 

위와 같은 의도 분류의 특징들로 인해 사전학

습된 언어 모델을 미세조정하는 방법들이 제안

되었다. Casanueva et al. (2020)은 사전학습된 문

장 인코더인 USE와 ConvRT에 다층 퍼셉트론

(Multi-layer perceptron)을 쌓은 모델을 제안했다. 

Mehri, Eric, and Hakkani-Tur (2020)은 BERT를 

오픈 도메인 대화 코퍼스(Open-domain dialogue 

corpus)로 추가 학습한 ConvBERT를 제안했고, 

ConvBERT를 의도 분류 데이터로 미세조정하여 

높은 성능을 보였다. Zhang et al. (2020A)은 
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<Figure 1> 의도 분류 모델 경량화 구조

RoBERTa를 NLI 데이터셋과 의도 분류 데이터

셋으로 대조 학습(Contrastive learning)시킨 모델

을 제안했다. Zhang et al. (2021)은 더 나아가 영

어 의도 분류 데이터셋을 종합한 뒤 RoBERTa를 

대조 학습시켰고, 지도 기반 미세조정 단계를 추

가하여 성능을 개선하였다.

2.2. 어답터 (Adapter)

LPLM을 미세조정하는 방법은 다양한 자연어 

처리 문제를 해결하는 기본적인 전략이 되었다. 

하지만 미세조정은 모델의 모든 파라미터를 업

데이트 하기 때문에 두 가지의 단점을 지닌다. 1) 

미세조정 과정에서 많은 양의 자원이 필요하다. 

BERT-base 모델은 약 1억개의 파라미터로 구성

되며, 순전파와 역전파 과정에서 모델 크기의 두 

배의 메모리를 차지한다. 2) 과제가 증가할수록 

학습과 운영에 요구되는 자원이 많아진다. 예를 

들어 BERT-base 모델을 사용해 10개의 의도 분

류 시스템을 운영할 경우, 미세조정된 모델의 파

라미터가 모두 달라지기 때문에 총 10억개의 파

라미터에 해당하는 자원을 사용해야 한다.

이러한 미세조정의 비효율성을 해결하기 위해 

Houlsby et al. (2019)은 어답터 모듈을 제안했다. 

어답터는 모델의 파라미터를 고정한 뒤, 레이어 

사이에 작은 어답터 모듈을 추가하여 어답터 모

듈만을 업데이트해 과제에 특화된 지식을 학습

하는 방법이다. 어답터의 파라미터 수는 전체 모

델의 3% 수준이기 때문에 적은 자원으로도 빠르

게 학습할 수 있고, 에이전트가 늘어남에 따라 

증가하는 파라미터 수가 적다는 장점이 있다.

3. 제안 방법

본 연구에서 제안하는 방법의 구조는 <Figure 

1>과 같다. 먼저 LPLM을 대조 학습으로 미세조

정해 대규모 문장 인코더로 만든다. 다음으로 대

규모 문장 인코더를 지식 증류 기법(Knowledge 

distillation)을 사용해 경량화 한다. 마지막으로 

경량화된 문장 인코더에 어답터와 메트릭 학습

(Metric learning)을 적용해 의도 분류 모델을 학

습한다. 문장 인코더 학습과 경량화 단계는 초기 

한 번만 진행하는 과제 독립적 단계이고, 어답터

를 적용한 의도 분류 학습은 의도 분류 데이터셋

마다 진행하는 과제 특화적 단계이다.
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3.1. 문장 인코더

의도 분류 데이터는 클래스는 많지만 클래스 

당 학습 가능한 데이터 수가 적다는 특징이 있

다. 따라서 적은 데이터로도 문장 간의 의미를 

잘 구분할 수 있는 문장 인코더 모델(Sentence 

encoder)이 좋은 성능을 보인다(Mehri, S., Eric, 

M., & Hakkani-Tur, D., 2020; Zhang et al., 2020). 

문장 인코더는 문장을 정해진 크기의 벡터로 변

환하는 모델로, 유사한 의미의 문장을 가깝게, 

다른 의미의 문장을 멀리 배치하는 것을 목표로 

한다. 본 연구에서는 문장 인코더 학습에서 주로 

사용하는 대조 학습을 사용하여 LPLM을 문장 

인코더로 만들었다(Gao, T., Yao, X., & Chen, D., 

2021).

hi, hj는 각각 i, j번째 문장의 임베딩 벡터를 의

미하며, 문장의 모든 토큰의 은닉 상태(Hidden 

state)를 평균하여 계산한다. 는 i번째 문장과 

같은 의미를 지닌 긍정 샘플(Positive sample)의 

임베딩 벡터이다. 

3.2. 문장 인코더 경량화

대규모 문장 인코더는 문장 간의 의미 차이를 

잘 구분할 수 있지만, 모델의 파라미터 수가많기 

때문에 많은 운영 자원을 필요로 한다. 이를 해

결하고자 지식 증류 기법을 사용해 문장 인코더

를 경량화했다.

3.2.1. 조 경량 오차(Contrastive distillation 

loss)

문장 인코더를 경량화 하기 위해 대조 학습 기

법을 지식 증류에 응용한 대조 경량 오차를 사용

했다. 이때 학습가능한 가중치 행렬 

를 학생 모델의 은닉 상태에 곱해 

학생 모델과 교사 모델의 차원 차이를 해소했다.

는 교사 모델이 만든 i 번째 문장의 임베딩 

벡터를 의미하며, 는 학생 모델이 만든 i 번

째 긍정 샘플의 임베딩 벡터이다.

3.2.2. MiniLMv2 오차

MiniLMv2은 교사 모델의 크기에 관계없이 학

생 모델의 크기를 정할 수 있는 트랜스포머 지식 

증류 방법이다(Wang et al., 2020). 릴레이션 헤드

(Relation head)로 나눈 쿼리, 키, 벨류 벡터의 어

텐션 분포 산출한 뒤, 학생 모델과 교사 모델의 

어텐션 분포 차이를 줄이면서 지식 증류가 진행

된다. 본 연구에서는 더욱 빠른 지식 증류를 위

해 MiniLMv2 오차를 추가하였다.

는 교사 모델의 쿼리 벡터이며, 는 교사 
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모델의 은닉 차원 수를 뜻한다. 학생 모델의 어

텐션인 도 같은 방법으로 계산된다. 학생 모

델과 교사 모델의 어텐션 분포 차이를 계산하기 

위해 쿨백-라이블러 발산(Kullback-Leibler divergence) 

를 사용했다.

본 연구에서 문장 인코더 경량화를 위해 사용

한 최종 오차는 두 오차를 가중합하여 계산한다.

3.3. 의도 분류 모델 학습

본 연구는 경량화된 문장 인코더에 에이전트 

특화 어답터(Agent-specific adapter)를 적용함으

로써 다량의 에이전트를 효율적으로 운영할 수 

있는 의도 분류 모델을 제안한다. 어답터는 딥러

닝 분류 문제에서 주로 사용되는 교차 엔트로피 

오차(Cross entropy loss)를 통해 학습된다. 이때 

적은 학습 데이터로 인한 과적합을 방지하기 위

해 메트릭 학습을 추가한다. 여러 메트릭 학습 

기법 중 학습 정도에 따라 유연한 오차를 적용

할 수 있는 Circle 오차를 사용했다(Sun et al., 

2020).

는 j 번째 부정 샘플과의 유사도, 는 i 번

째 긍정 샘플과의 유사도, m은 마진(Margin), 

는 학습의 정도를 조절하는 스케일 팩터(Scale 

factor)을 뜻한다.

에이전트 특화 어답터가 학습하는 최종 오차

는 교차 엔트로피 오차와 Circle 오차를 가중합

하여 계산한다.

4. 실험  결과

4.1. 실험 환경

문장 인코더 학습을 위해 한국어 문장쌍 데이

터셋을 구축했다. 문장쌍 데이터는 (질문, 문단), 

(본문, 요약), (이전 문장, 다음 문장) 등 같은 의

미를 공유하는 두 개의 문장들로 구성된다. 쌍이 

되는 문장을 긍정 샘플, 같은 배치(Batch)에 속한 

다른 문장들을 부정 샘플로 활용했다. 본 연구에

서는 LPLM으로 Park et al. (2021)에서 공개한 한

국어 RoBERTa-base 모델을 사용했고, 총 5만 스

텝 학습했다.

문장 인코더 경량화 단계에서도 문장 인코더 

학습에서 사용한 문장쌍 데이터를 사용했다. 경

량 모델의 크기는 hidden layer 6, hidden size 384, 

feed-forward size 1536로 정했으며 대규모 문장 

인코더를 교사 모델로 사용하여 경량 모델을 총 

10만 스텝 학습하였다.

의도 분류 성능을 검증하기 위해 세 개의 데이

터셋을 구축했다. 다양한 도메인에서의 검증을 

위해 의료 도메인과 공공기관 도메인의 데이터

를 자체 구축했고, Cho et al. (2020)이 공개한 데

이터를 변형해 IT 도메인의 데이터셋을 구축했

다. 클래스 당 학습 데이터를 2개만 사용함으로

써 데이터가 적은 상황에서의 성능을 확인하였

다. 더욱 엄밀한 검증을 위해 10번의 실험을 반

복해 평균값을 산출했다. 자세한 데이터셋 정보

는 <Table 1>과 같다.
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도메인 클래스 수 학습 데이터 검증 데이터

의료 149 2 30

공공 500 2 10

IT 998 2 80

<Table 1> 데이터셋 정보

모델 의료 공공 IT

Large SE - finetune 94.36 98.92 96.79

Large SE - adapter 96.53 99.06 97.86

Distilled SE - finetune 93.07 97.88 94.02

Distilled SE - adapter 94.16 98.10 94.46

<Table 3> 미세조정 – 어답터 비교

모델 의료 공공 IT

 Large PLM 94.97 98.88 96.85

Large PLM + metric 96.26 98.70 97.65

Large SE 95.15 98.98 97.10

Large SE + metric 96.53 99.06 97.86

Distilled PLM 78.70 86.98 88.79

Distilled PLM + metric 83.56 91.42 89.57

Distilled SE 91.37 97.48 92.21

Distilled SE + metric 94.16 98.10 94.46

<Table 2> 의도 분류 정확도

4.2. 의도 분류 정확도

데이터셋에 따른 실험 결과를 <Table 2>에 기

재했다. 먼저 문장 인코더 사용은 규모에 관계없

이 좋은 효과를 보였다. 특히 경량화된 모델에서 

그 차이가 뚜렷한데, 문장 인코더를 경량화할 경

우 PLM을 경량화 했을 때보다 정확도가 8.48% 

높았다. 

의도 분류 모델 학습에 사용한 메트릭 학습 또

한 긍정적인 영향을 주었다. PLM – IT의 경우

를 제외한 모든 경우에서 메트릭 학습은 더 좋은 

성능을 기록했다. 경량화된 문장 인코더의 경우 

메트릭 학습을 적용했을 때 2.04% 향상된 정확

도를 보였다. 

<Table 3>은 미세조정과 어답터에 따른 성능 

차이를 기록한 결과다. 대규모 문장 인코더와 경

량화된 문장 인코더 모두 어답터가 미세조정보

다 더 높은 성능을 보였다. 이는 에이전트 특화 

어답터가 효율적인 운영 뿐만 아니라 모델 성능

에도 장점이 있다는 사실을 보여준다.

4.3. 필요 자원 비교

<Figure 2>는 모델 크기에 따른 필요 자원의 

차이를 비교한 결과다. 경량 모델은 대규모 모델

에 비해 21% 수준의 파라미터 수와 체크포인트 
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<Figure 2> 모델 크기에 따른 필요 자원

N=1 N=50 N=100

Large - finetune 423 21150 42300

Distilled - finetune 90 4500 9000

Distilled - adapter 102 690 1290

<Table 4> 운영 개수에 따른 필요 모델 용량

용량만을 차지한다. 또한 CPU 환경(Intel(R) 

Xeon(R) CPU @ 2.20GHz)에서 실험한 결과, 한 

문장의 의도를 예측하는데 약 0.04초만을 소요해 

대규모 모델 보다 68% 더 빠른 응답속도를 보였

다. 이를 통해 제안 방법이 저성능 자원에서도 

활용 가능하다는 사실을 알 수 있다.

추가로 <Table 4>에서 운영하는 에이전트 수

에 따른 모델의 총 체크포인트를 비교하였다. 

100개의 에이전트를 운영할 경우, 경량 모델을 

미세조정하는 방법은 9000MB의 체크포인트 용

량을 차지한 반면, 경량 모델에 어답터를 적용할 

경우 1290MB만을 차지한다. 어답터 기반의 방

법이 미세조정 방법보다 다량의 에이전트를 더 

효율적으로 운영할 수 있다는 점을 확인할 수 

있다.

5. 결론

본 연구는 저성능 자원에서 다량의 에이전트 

운영을 위한 의도 분류 모델 경량화 방법을 제안

하였다. 먼저 대조 학습 기법으로 대규모 사전학

습 언어모델을 문장 인코더로 만들었고, 이를 지

식 증류 기법을 통해 경량화 하였다. 경량화된 

문장 인코더에 어답터와 메트릭 학습을 적용하

여 효과적이고 효율적인 의도 분류 모델을 학습

했다.

의료, 공공, IT 도메인의 데이터셋으로 실험한 

결과 대규모 모델의 21% 크기만으로 98% 수준

의 성능을 보임을 확인했다. 또한 어답터를 사용

했기 때문에 에이전트 수가 늘어남에 따라 필요

한 자원의 양이 상대적으로 적다는 장점을 확인

했다. 본 연구의 제안 방법을 통해 더욱 효율적
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인 목적 지향 대화 시스템 운영이 가능할 것으로 

기대한다.

본 연구에서는 목적 지향 대화 시스템의 구성

요소 중 의도 분류에서만 효과성을 검증했다는 

한계점이 있다. 이를 보완하기 위해 후속 연구에

서 개체명 인식, 대화 상태 추적 등 목적 지향 대

화 시스템을 구성하는 다른 과제들에서 제안 방

법의 성능을 검증할 것이다. 또한 본 연구에서 

보인 문장 인코더의 효과성을 기반으로 대화 시

스템에 특화된 문장 인코더를 연구할 계획이다.
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Abstract

Compressing intent classification model for 

multi-agent in low-resource devices
1)

Yongsun Yoon*ㆍJinbeom Kang**

Recently, large-scale language models (LPLM) have been shown state-of-the-art performances in 

various tasks of natural language processing including intent classification. However, fine-tuning LPLM 

requires much computational cost for training and inference which is not appropriate for dialog system. 

In this paper, we propose compressed intent classification model for multi-agent in low-resource like CPU. 

Our method consists of two stages. First, we trained sentence encoder from LPLM then compressed it 

through knowledge distillation. Second, we trained agent-specific adapter for intent classification. The 

results of three intent classification datasets show that our method achieved 98% of the accuracy of LPLM 

with only 21% size of it.
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