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Ⅰ. 서 론

고추는 우리나라에서 가장 많이 소비되는 부재료로

대부분 건조 후 가루의 형태로 보관 및 소비하고 있다.

고춧가루는 식품첨가용 향신료뿐만 아니라 조미료로서

1인당 연평균 소비량이 4kg에 달할 정도로 한국인의

식생활에 중요한 역할을 담당하고 있다. 그러나 최근

농촌 노동력 감소와 인건비 증가에 따른 생산 비용 상승

과 수입산 고추의 도입으로 인해 지속적으로 국내 고추

재배 면적이 감소하는 추세이다. 이에 필요한 소비량
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머신러닝 기반 고춧가루 원산지 판별기법

Detection of Red Pepper Powders Origin based on Machine Learning

유성민*, 박민서**

Sungmin Ryu*, Minseo Park**

요 약 최근 국내산 고추의 생산 비용 상승과 수입산 고추의 도입으로 고춧가루 원산지 허위표기 등의 피해사례가 속

출하고 있다. 이에 따라 원산지를 신속하고 정확하게 판별하는 문제가 대두되었다. 기존의 고춧가루 원산지 판별법의

경우 무기 및 유기성분을 실험적으로 대조 및 분석하여 비용과 시간이 많이 든다는 한계가 있다. 이를 보완하기 위

해, 본 연구는 머신러닝을 도입하여 국내산, 수입산 고춧가루 분류를 제안한다. 고춧가루에 포함된 53가지 성분에 대

하여 머신러닝 모델을 설계하고 검증하였다. 본 연구를 통해 어떠한 성분이 원산지 판별 시 중요하게 활용되는지 파

악 할 수 있었다. 추후 고춧가루뿐만 아니라 다양한 식품으로 확장하여 원산지 판별에 드는 비용을 보다 줄일 수 있

을 것으로 기대된다.

주요어 : 고춧가루, 원산지, 머신러닝, 인공지능, 의사결정나무

Abstract As the increase cost of domestic red pepper and the increase of imported red pepper, damage cases 
such as false labeling of the origin of red pepper powder are issued. Accordingly we need to determine quickly 
and accurately for the origin of red pepper powder. The used method for presently determining the origin has 
the limitation in that it requires a lot of cost and time by experimentally comparing and analyzing the 
components of red pepper powder. To resolve the issues, this study proposes machine learning algorithm to 
classifiy domestic and imported red pepper powder. We have built machine learning model with 53 components 
contained in red pepper powder and validated. Through the proposed model, it was possible to identify which 
ingredients are importantly used in determining the origin. In the near future, it is expected that the cost of 
determining the origin can be further reduced by expanding to various foods as well as red pepper powder.
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조달을 위해 수입산 고추의 수입량이 2000년 1,032톤에

서 2010년 이후 36,000톤으로 급증하였다. 수입산 고추

는 국내산 고추 가격 대비 평균 86%로 가격경쟁력이

높다[1].

수입산 고추 및 고춧가루 시장의 규모가 증가함에

따라 혼합 고춧가루 원산지 허위표기 사례, 원산지 허

위표기 고춧가루 수출, 보따리상인 불법유통 등 피해사

례가 빈발하고 있다. 특히 중국산 고춧가루의 경우 가

격이 국내산 고춧가루에 비해 2배 이상 저렴하며, 고추

씨를 함께 분쇄하여 단가를 낮추는 사례도 있다[2]. 또

한 고춧가루의 높은 관세율로 인해 불법유통으로 통관

검사 및 안정성 검사를 거치지 않아 위생상 문제도 발

생하고 있다[3]. 저렴한 가격을 위해 고춧가루를 혼합하

여 유통하는 경우도 빈번히 일어남에 따라 고춧가루의

원산지를 빠르고 신뢰성 있게 판별하는 것이 중요한 문

제로 대두되어 왔다[4].

동일 품종의 고추라도 재배지역과 환경, 가공 조건에

따라 고춧가루의 품질과 맛이 크게 좌우된다[5]. 국립농

산물품질관리원 원산지식별정보에 따르면 국내산 고춧

가루는 붉은빛이 돌고 냄새가 약하며 부드러운 반면,

수입산 고춧가루는 붉은빛이 돌고 냄새가 강하며 거칠

다. 그러나 사람의 감각만으로 고춧가루의 원산지를 판별

하는 데에한계가있다. 현재원산지판별을위해서는시

료의 성분을 분석하여 통계적 방식으로 판별하는 방식

을 사용한다[6][7][8]. 또한 보다 간편한 판별을 위하여

외적 요소인 색도 차이 분석 연구[9] 등이 수행되었다.

구체적으로 살펴보면, 고춧가루에 포함된 유기성분

및 무기성분을 분석하여 원산지 판별에 활용하는데 일

반적인 경우 통계기법으로 성분을 대조 및 비교한다.

이 방법은 많은 시간과 노동력이 든다[10]. 특히 시료의

양이나 성분의 종류가 많으면 분석의 정확도가 떨어질

가능성이 있다. 또 다른 방법으로는 고춧가루의 색도를

비교하는 방법이다. 시간이 단축된다는 장점이 있지만

정확도가 떨어진다는 한계가 있다[11]. 따라서 본 연구에

서는 고춧가루에 포함된 53가지[12]의 분을 기반으로 원

산지를 분류하기 위해 인공지능의 한 분야인 머신러닝

알고리즘[13]을 제안한다. 머신러닝의 대표적인 분류 알

고리즘인 Logistic Regression(로지스틱 회귀), Decision

Tree(의사결정나무), Random Forest(랜덤 포레스트),

Support Vector Machine(서포트 벡터 머신)을 적용하

여, 실험 및 검증하였다. 이를 통해, 고춧가루 원산지

분류에 가장 효과적인 모델과 중요 성분을 제안한다.

본 논문의 구성은 다음과 같다. 2장에서는 기존의

원산지 판별 방법을 설명하고, 3장에서는 분류에 효과

적인 머신러닝 알고리즘을 설명한다. 4장에서는 본 연

구에서 제안하는 국내산 및 수입산 고춧가루 선별법을

기술한다. 5장에서는 제안하는 방법론의 검증 및 결과,

6장에서는 토의 및 결과를 요약한다.

Ⅱ. 원산지 판별 방법에 관한 선행 연구

기존의 식품 원산지 판별에는 전자코, 근적외선 분광

분석법 등이 활용된다. 연구 대상에 해당하는 고춧가루

의 경우 선행 연구가 극히 적은 편이므로, 고춧가루 판

별 연구를 포함하여 고춧가루에 적용가능할 것으로 판

단되는 연구를 검토하였다.

근적외선 분광분석기로 고춧가루의 반사 스펙트럼을

측정한 연구의 경우, 측정 결과를 2차 미분하여 PLS

(Partial Least Square analysis)로 통계 처리하여 원산

지를 판별하였다. 한국산 시료와 중국산 시료를

95~100% 정확도로 구분하였으나, 데이터를 1차, 2차 미

분하는 등 일부 복잡한 전처리 과정이 필요하다는 한계

가 있다[10].

미량 원소를 분석할 수 있는 X-선 형광분석기를 이

용해 숙지황의 원산지를 판별한 연구는 35종의 원소를

정준판별분석하였다. 92.3%의 정확도를 나타냈으나, 35

종의 원소 데이터를 모두 활용해야만 정확도가 높아지

는 경향을 보였다[6].

전자코는 시료에서 나오는 휘발성 화합물을 채취해

물질을 측정한다. 송이버섯의 원산지를 감별하는 연구

의 경우, 측정된 모든 물질 중 14가지를 선택해 그 분

포를 다중 판별 분석하여 원산지를 판별하였다. 이는

95%의 판별 정확도를 보였다. 그러나 전자코로 측정된

모든 물질 중 분석에 유의미한 영향을 끼치는 물질을

실험자가 직접 선택해야 한다는 단점이 있다[7].

동위원소 질량분석기를 이용하여 고춧가루의 안정동

위원소비를 분석한 연구의 경우 동위원소의 비율을 다

중분석하여 원산지를 감별하였다. 그러나 이 방식은 동

위원소비를 각각 측정해 시간이 오래 걸리고, 하나의

동일원소비만으로 구분이 어려우며 여러 동일원소비를

다중분석 및 비교하여야 원산지 감별이 가능하다는 한

계가 있다[8].
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Ⅲ. 분류에 효과적인 머신러닝 알고리즘

머신러닝은 크게 Supervised Learning(지도 학습)과

Unsupervised Learning(비지도 학습), Reinforcement

learning(강화 학습)의 3가지로 구분할 수 있다[14]. 본

연구는 고춧가루의 원산지 판별이 목적이므로, 분류에

효과적인 지도 학습을 활용한다.

지도 학습은 입력에 대한 라벨값을 포함하고 있는

데이터의 집합을 통해 최적의 예측함수를 찾아내고, 이

를 바탕으로 새로운 데이터에 대한 결과를 추정하는 방

식으로 분류에 효과적인 알고리즘이다[15]. 본 장에서는

대표적인 분류 알고리즘을 살펴보고자 한다.: Logistic

Regression(로지스틱 회귀)[16], Decision Tree(의사결

정나무)[17], Random Forest(랜덤 포레스트)[18], Support

Vector Machine(서포트 벡터 머신)[19]

1. Logistic Regression(로지스틱 회귀)

Logistic Regression은 사건의 발생 확률을 예측하는

모델로서, 반응변수가 0 또는 1인 이진형 변수에서 쓰

이는 분류이다. 이에 따라, 두 개의 그룹 중 특정 그룹

에 속할 확률을 추정하여 변수와의 상관관계를 파악하

는데 효과적이다[16][20].

2. Decision Tree(의사결정나무)

Decision Tree는 하향식 나무 구조 모델을 만들어

데이터를 분류하는 방법으로, 본 연구와 같이 목표 변

수가 범주형 변수인 경우, 불순도를 측정해 불순도가

적은 방향으로 자식 가지를 형성하는데 효과적이다. 다

른 알고리즘과 달리 나무 구조 모양으로 시각화되기 때

문에 알고리즘을 이해하고 설명이 가능하다는 장점이

있다[17][21].

3. Random Forest(랜덤 포레스트)

Random Forest는 트리 기반의 앙상블 기법으로 전

체 데이터를 무작위로 샘플링하여 의사결정나무를 여

러 개 만든 뒤, 그 결과를 종합하여 예측 성능을 높이

는 앙상블 학습 기법이다. 데이터의 양과 고려해야 하

는 요소가 많은 경우 뛰어난 성능을 보인다[18][22].

4. Support Vector Machine(서포트 벡터 머신)

Support Vector Machine은 분석 대상 자료를 성질

이 유사한 그룹으로 분류할 때 쓰이는 모델로, 차원의

이동으로 새로운 분류기를 만드는 방법이다. 만들어진

분류 모델은 그룹 간의 경계로 표현되는데, 두 클래스

사이에서 가장 큰 마진을 가진 경계를 찾는 모델이다

[19][23].

Ⅳ. 고춧가루 원산지 판별을 위한
머신러닝 알고리즘 설계

본 연구에서는 고춧가루의 원산지를 판별하는 데 효

과적인 머신러닝 모델을 제안한다. 전체 프로세스는 아

래 Figure 1과 같다.

1. Data Collection

본 연구에서는 질량분석법을 통해 수집한 국내산 및

수입산 고춧가루 115개의 53가지 무기성분 데이터를 사

용하였다[12]. 데이터셋은 각 성분의 함유량을 담고 있

다.

2. Data Preprocessing

1) Data Cleansing

그림 1. 고춧가루 원산지 판별을 위한 머신러닝 알고리즘
Figure 1. ML-based Red-Pepper Powder Origin Detection Process
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데이터셋 내에서 성분값이 0인 것이 전체의 50% 이

상인 9Be, 101Ru, 125Te를 제거하였다. 변수 값에 0이

다수 존재하는 경우, 모델 학습에 악영향을 줄 수 있어

제외하는 것이 좋다[24].

2) Data Normalization

데이터의 편차가 클 경우, 모델 학습에 방해되기 때

문에 이를 줄이기 위해 데이터의 정규화가 필요하다

[25]. 데이터의 정규화 방법으로 Standard Scaler를 사

용한다. 데이터의 평균을 0, 분산을 1로 변경하여 데이

터가 표준정규분포를 따르도록 정규화하였다.

3) Feature Selection

머신러닝 모델은 독립변수와 종속변수 간의 함수를

찾는 과정이다. 모델의 정확도를 높이기 위해서는 변수

간 독립성이 중요하다. 변수 간의 상관 관계는

VIF(Variance Inflation Factor) 지표를 통해 파악할 수

있다. VIF가 10 이상인 경우, 변수 간 독립성이 낮으므

로 변수 간에 영향을 미칠 수 있다[26]. 따라서, 본 연구

에서는 VIF 10 이상인 변수를 제외하였다. 다음 Table

1은 VIF 값이 10 미만인 변수이며, 해당 변수들만 독립

변수로 모델학습의 입력으로 사용되었다.

표 1. VIF 값이 10 미만인 최종 선정된 변수들
Table 1. Features without High Multicollinearity
Features VIF Features VIF
182W 2.386670 208Pb 5.936461
95Mo 2.936833 137Ba 6.457995
78As 3.254948 63Cu 6.820831
61Ni 3.552020 185Re 7.337939
Na 3.560465 195Pt 7.726395
181Ta 3.872838 75As 8.005710
52Cr 4.022767 55Mn 8.894728
121Sb 4.351224 Zn 8.900033
107Ag 4.563482 59Co 9.459108
111Cd 5.407838 P 9.512784
205Tl 5.929047 72Ge 9.845056

3. Modeling

전처리 된 데이터를 7:3의 비율로 Train set와 Test

set로 분리하여 모델링을 진행하였다. 분류모델의 대표

적인 알고리즘인 Logistic Regression, Decision Tree,

Random Forest, Support Vector Machine을 적용하여

모델링을 진행하였다.

Ⅴ. 결 과

학습 결과는 아래 Table 2와 같다. 4가지 머신러닝의

대표적인 분류 모델 중, Decision Tree의 Train set

score와 Test set score가 각각 1.00, 0.97로 가장 우수

한 성능을 보였다.

표 2. 대표적인 분류 알고리즘 4가지의 성능비교
Table 2. Comparison with 4 ML Algorithms

Model Train set score Test set score
Logistic Regression 1.00 0.91
Decision Tree 1.00 0.97
Random Forest 1.00 0.91

Support Vector Machine 0.98 0.94

따라서, 본 연구에서는 성능이 가장 우수한 Decision

Tree를 고춧가루 원산지 판별 모델로 채택하였다.

Decision Tree에 대한 성능을 한번 더 검증하기 위해

Accuracy(정확도), Precision(정밀도), Recall(재현율),

F1-score(F1 점수)를 사용하여 평가하였다(Table 3).

Accuracy(정확도)는 모델에 입력된 고춧가루 데이터

중 국내산과 수입산을 얼마나 정확하게 예측했는지를

의미한다. Precision(정밀도)는 예측값의 정확성을 나타

내는 지표로, 국내산이라고 예측한 고춧가루 중 실제로

국내산 고춧가루의 비율을 나타낸다. Recall(재현율)은

실제 국내산 고춧가루 중 국내산이라고 예측한 비율을

나타낸다. F1-score(F1 점수)는 Precision과 Recall을

모두 고려한 지표이다.

본 연구에서 채택한 Decision Tree의 성능을 평가한

결과 Accuracy가 0.97, 국내산 예측에서 Precision 0.94,

Recall 1.00, F1-score 0.97의 매우 우수한 성능을 보였

다. 또한 수입산 예측에서도 Precision 1.00, Recall 0.95,

F1-score 0.97로 우수한 성능을 나타냈다.

표 3. 의사결정나무의 성능 검증
Table 3. Decision Tree Performance Evaluation: Accuracy,
Precision, Recall, F1-score

Accuracy 0.97

Precision Recall F1-score
Domestic 0.94 1.00 0.97
Imported 1.00 0.95 0.97

다음 Figure 2는 Decision Tree를 시각화한 그림이

다. 53가지 성분 중 63Cu, Zn, P, Na가 원산지를 감별하

는데 효과적임을 알 수 있다.
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그림 2. 의사결정나무의 시각화
Figure 2. Visualization of Red-Pepper Powder Using Decision
Tree

Ⅵ. 결 론

본 연구는 고춧가루의 원산지를 판별하기 위해 분류

에 효과적인 머신러닝 알고리즘 중 Decision Tree를 제

안하였다.

먼저 고춧가루의 질량분석법을 통해 얻은 53가지의

무기성분을 수집한 후, 변수 간 다중공선성을 제거하기

위하여 VIF 값이 10 미만인 변수만을 선택하였다. 또한

변수의 불균형을 줄이기 위해 데이터를 정규화하였다.

데이터 전처리 후, 최적의 분류 모델을 찾기 위해 머신

러닝 기법 중 대표적인 분류 알고리즘인 Logistic

Regression, Decision Tree, Random Forest, Support

Vector Machine을 모두 활용하여 모델링 및 테스트하

였다. 그 결과 Decision Tree가 가장 높은 정확도를 보

였다. 국내산 예측의 경우 Precision이 0.94, Recall이

1.00, F1-score가 0.97로 우수한 성능을 보였으며, 수입

산 예측의 경우에도 각각 1.00, 0.95, 0.97로 우수한 성

능을 보였다. 모델을 설명하기 위해, Decision Tree를

시각화한 결과 63Cu, Zn, P, Na가 고춧가루 원산지 판별

에 주된 영향을 미치는 성분임을 알 수 있었다.

본 연구는 고춧가루 원산지 판별에 미치는 주요 성

분을 도출하였다는 데 의의가 있다. 주요 성분만을 집

중적으로 검출하여 원산지 판별에 활용하면 저비용으

로도 효율적인 판별이 가능할 것으로 판단된다.

해당 연구는 115개의 샘플만을 이용하여 분석을 진

행하였기 때문에, 더 많은 시료를 통해 원산지를 보다

신뢰성 있게 판별할 수 있는 지속적인 연구가 필요하

다. 또한 본 연구를 기반으로 국내산 및 수입산의 이항

분류 뿐만 아니라 국내 및 해외 지역 단위의 세분화된

분류를 수행하는 후속연구가 필요하다. 이를 통해 고춧

가루의 빠르고 명확한 원산지 추적이 가능하므로 보다

안전한 유통환경 조성이 가능할 것으로 사료된다.

4차 산업혁명의 발달과 더불어 인공지능 기술이 다

양한 분야에서 활용되기 시작하였으며, 식품 분야에서

도 활발한 연구가 수행되고 있다[27]. 본 연구를 통해

머신러닝 기법으로 식품의 원산지 판별이 효과적임을

실증적으로 검증하였다. 연구 결과를 기반으로 고춧가

루 원산지 판별뿐만 아니라 다양한 식품으로 확대 적용

이 가능할 것으로 판단된다.
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