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[Abstract] 

As a representative technique of recommender systems, collaborative filtering has been successfully in 

service through many commercial and academic systems. This technique recommends items highly rated 

by similar neighbor users, based on similarity of ratings on common items rated by two users. Recently 

research on time-aware recommender systems has been conducted, which attempts to improve system 

performance by reflecting user rating time of items. However, the decay rate uniform to past ratings 

has a risk of lowering the rating prediction performance of the system. This study proposes a rating 

time-aware similarity measure between users, which is a novel approach different from previous ones. 

The proposed approach considers changes of similarity value over time, not item rating time. In order 

to evaluate performance of the proposed method, experiments using various parameter values and types 

of time change functions are conducted, resulting in improving prediction accuracy of existing traditional 

similarity measures significantly. 

▸Key words: Similarity Measure, Collaborative Filtering, Recommender System, 

Time-aware Recommender System

[요   약]

협력 필터링은 추천 시스템의 대표적인 기법으로서 많은 상업 및 학계 시스템에서 성공적으로 

구현되어 서비스되고 있다. 이 기법은 두 사용자 간의 공통 평가 항목에 대한 평가치의 유사성을 

기반으로 유사한 이웃 사용자들이 높은 평가치를 부여한 항목들을 추천한다. 최근 사용자들의 항

목 평가 시각을 반영하여 시스템 성능을 향상시키려는 시각 인지 추천 시스템 연구가 진행되고 

있다. 그러나, 과거 평가치에 대한 일률적인 감쇠율은 시스템의 평가치 예측 성능을 저하시킬 우

려가 있다. 본 연구에서는 기존과 다른 접근 방식으로서 평가 시각 인지 기반의 사용자 간 유사

도 척도를 제안한다. 이 방법은 항목 평가 시각이 아닌 유사도값의 시간에 따른 변화를 고려한다. 

제안 방법의 성능 평가를 위해 다양한 파라미터값과 시간 변화 함수 종류에 대하여 실험 평가를 

진행하였으며, 기존의 전통적인 유사도 척도들의 예측 성능을 크게 향상시키는 결과를 나타냈다.

▸주제어: 유사도 척도, 협력 필터링, 추천 시스템, 시각 인지 추천 시스템
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I. Introduction

현재 인터넷 시대의 정보량은 급격히 증가하므로, 사용

자들은 원하는 정보를 처리 및 추출하는데 막대한 시간과 

비용을 지불하는 추세이다. 따라서, 사용자에게 적합한 정

보를 선별하여 제공하는 추천 시스템(recommender 

system)은 인터넷을 통한 각종 서비스계의 필수 불가결한 

요소이다. 사용자에게 적합한 정보의 식별은 직접 또는 간

접적으로 이루어지는데, 사용자로부터 평가 데이터를 요청

하거나 또는 사용자의 소비 행태, 클릭 및 다운로드 횟수, 

웹페이지 방문 여부 등을 통해서 이루어진다[1][2]. 

추천 시스템의 구현을 위해 다양한 필터링 방법이 개발

되었는데, 협력 필터링(collaborative filtering), 내용 기

반 필터링(content-based filtering), 인구통계학적 필터

링(demographic filtering)을 비롯하여 이들의 혼합 방식

인 하이브리드 필터링(hybrid filtering)이 대표적이다. 이

후에는 사회 연결망 기반 필터링(social network based 

filtering), 지식 기반 필터링(knowledge-based filtering) 

등이 대두되어 기존 방식의 단점을 개선하려고 시도하였

다[2]. 최근에는 사용자의 평가 시각을 고려한 시각 인지

(Time-aware)나 위치 인지(Location aware) 등의 상황 

인지(Context aware) 추천 시스템에 대한 연구가 활발하

다. 또한 유전자 알고리즘(Genetic algorithm)이나 신경

망(Neural network)을 주로 사용하는 생체 영감

(Bio-inspired) 접근 방식에 대한 관심도가 높아지고 있다

[3][4]. 

협력 필터링(CF)은 다른 기법들과는 달리 사용자의 직,

간접적 평가 데이터만을 필요로 하기 때문에 구현이 용이

하여 매우 활발히 연구되어 왔으며 넷플릭스, 아마존 등의 

실제 시스템에 적용되어 서비스되고 있다. CF를 위한 가

장 널리 알려진 알고리즘은 kNN(k Nearest Neighbors)

으로서 현 사용자와 가장 유사한 평가 데이터를 가진 이웃 

사용자들을 구한 후, 추천 리스트를 결정하기 위하여 현 

사용자가 미평가한 항목들의 평가치를 예측한다[3]. 이웃 

사용자들과의 유사도 값을 우선순위로 하여 그들의 평가

치를 통합하여 예측치를 산출한다.

이와 같은 유사 사용자 또는 유사 항목 산출을 토대로 

하는 방식을 이웃 기반(neighborhood-based) CF라고 하

는데, 추천 시스템에서 가장 널리 사용되는 기법이다

[2][3]. 또한, 사용자의 특성이나 평가 정보로부터 모델을 

구축하여 미평가 항목의 평가치를 예측하는데 활용하는 

모델 기반의 CF(model-based CF)와는 달리 이웃 기반 

CF는 정확도를 유지하면서도 간단한 구현 방식으로 인해 

상업계와 학계에서 널리 활용되어 왔다. 이웃 기반 CF에

서 유사도 값의 측정은 예측 정확도를 결정하는 매우 핵심

적인 요소이므로 다양한 척도들이 개발되었다. 피어슨 상

관 계수(Pearson correlation coefficient), 코사인 유사

도(cosine-based similarity), 유클리디안 유사도

(Euclidean distance-based similarity), 조정 코사인 유

사도(Adjusted cosine-based similarity) 등은 대표적인 

척도들이다[5][6].

본 연구는 평가 시각 인지 기반의 사용자 간 유사도 척

도를 제안한다. 대부분의 기존 연구에서는 사용자들의 평

가치에 대하여 감쇠율(decay rate)을 적용함으로써, 과거

의 평가치일수록 예측치 산출에 미치는 영향을 감소시키

는 방식을 취하여, 항목의 특성에 무관하게 시간에 따라 

동일한 감쇠율을 적용하였다. 이와는 달리, 제안 방법은 

항목 평가 시각이 아닌 유사도 값의 시간에 따른 변화를 

고려한다. 제안 방법에서 도입한 최적의 파라미터 값과 시

간 변화 함수를 구하기 위하여 다양한 조건에서의 실험 평

가를 진행하였으며, 그 결과 기존의 여러 유사도 척도들의 

예측 성능을 크게 향상시킴을 확인하였다.

논문의 구성은 다음과 같다. 2절에서는 시각 인지 협력 

필터링에 관련된 기존 연구 결과들을 소개한다. 3절에서는 

제안 방법을 설명하고 4절에서 성능 실험 결과를 제시하

며, 5절에서 논문의 결론을 맺는다.

II. Related Works

사용자 기반의 협력 필터링(user-based collaborative 

filtering)의 근본 원리는 시스템의 현 사용자와 유사한 평

가 이력의 사용자들이 선호하였던 항목들을 추천하는 것

이다. 두 사용자 간의 유사도를 측정하기 위한 방법으로

서, 그들이 공통으로 평가했던 항목들의 평가치에 대하여 

다양한 유사도 척도를 적용하는 방식이 대표적이다. 현 사

용자가 미평가한 항목을 추천할지의 여부는 해당 항목에 

대한 평가 예측치를 산출한 다음 예측 값이 기준보다 높으

면 추천 대상으로 선정한다. 예측치는 유사한 이웃 사용자

들의 해당 항목에 대한 평가치로부터 산출한다.

이와 같은 전통적인 방법은 이웃 사용자가 항목을 평가

한 시점을 고려하지 않으므로, 예측 정확도가 저하될 우려

가 있다. 따라서, 다양한 상황 인지 CF(context-aware 

CF) 기법들 중 하나인 평가 시각 인지 CF(time-aware 

CF)는 이웃 사용자의 과거 평가치에 대해 기하급수적으로 

감소하는 가중치를 부여하여 최종 예측치를 산출하는 방
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식을 취한다[7][8]. 

Ding과 Li는 항목군별로 다른 감쇠율을 적용하기 위해 

항목 클러스터링을 실시하고 전통적인 항목 기반의 CF 알

고리즘과 성능을 비교하였다[9]. H.-Zhen과 Lei는 과거 

평가치에 시간 가중치를 곱한 후에 피어슨 상관도로 유사

도를 계산하였고, 가중치 함수로서 로지스틱을 도입하였다

[10]. He와 Wu는 각 평가 시간 구간별로 사용자 간의 피

어슨 상관도를 산출하였으며, 각 구간에서의 평가개수가 

적을 때 예측치 가중을 감소하여 희소 데이터에 따른 유사

도 값의 신뢰도 저하를 보완하였다[11].

한편 사용자가 방문하였던 문서의 태그 정보를 추가적

으로 감안하여 사용자의 태그 선호도를 반영하는 방법을 

개발한 연구가 Zheng과 Li에 의해 발표되었는데, 이 연구 

결과의 특징은 다른 연구들과 마찬가지로 과거 정보일수

록 낮은 가중치를 두지만, 사용자의 선호 정보를 추가함으

로써 과거 정보일지라도 선호 문서일 경우에는 좀 더 높은 

가중치를 부여할 수 있다는 점이다[12]. 이밖에도 [13]에서

는 좀 더 다양한 정보를 통합하여 유사도 척도를 제안하였

는데, 공통 평가항목 수 및 이들의 평가치 차이, 평가 시각

의 차이, 평가 순서의 차이 등의 정보를 도입하였고, 이들 

요소들의 각 비중은 파라미터 값의 변화 실험을 통해 정하

였다. 이와 유사한 방법으로서 [14]는 평가치 차이, 평가 

시각 차이, 그리고 평가 순서 차이의 합을 정규화한 값으

로 산출하는 새로운 유사도 척도를 제안하였고, 공통 평가

치가 없는 두 사용자를 위한 이행성의 유사도 값

(transitive similarity) 산출 방식을 고안하였다.

Lai와 Deng은 사용자 기반이 아닌 항목 기반의 CF로서 

각 항목이 평가된 시각을 고려하여 지수적으로 감소하는 

가중치를 부여하였다[15]. 결과적으로 이 방식에서도 오래

된 평가치는 작은 비중으로 취급한다는 점에서 기존과 동

일하다고 볼 수 있다. 이 같은 시각 인지 CF 기반의 추천 

시스템에 관한 전반적인 연구 결과물들과 평가 척도에 관

하여 조사한 논문이 [16]에 의해 발표되었는데, 훈련 데이

터와 시험 데이터로의 분할 문제, 데이터 분할과 연계된 

비율 기반과 시각 기반의 데이터 크기 문제, 다양한 성능 

평가 척도와 여러 유형의 데이터 셋을 활용한 시각 인지 

알고리즘의 성능 결과가 제시되었다. 최근의 연구 결과로

서 Xu 외 4인은 사용자의 확신도와 시각 인지를 반영한 

조정 코사인 유사도(adjusted cosine similarity)를 제안

하였다[17]. [18]에서도 시간 함수를 고려함과 동시에 텍스

트 리뷰를 활용함으로써 데이터 희소성 문제에 대한 해결

책을 제시하였다. 결론적으로 대부분의 시각 인지 기반의 

추천 시스템에서는 항목에 대한 과거 평가치에 대하여 항

목 특성 또는 기타 기준에 대한 고려 없이 동일한 감쇠율

을 적용하여 낮은 가중치를 부여하는 방식을 취하였다.

III. Proposed Methodology

본 연구에서는 항목 평가 시각을 반영하는 사용자 간 유

사도 척도를 제안한다. 제안 방법의 개발 동기는 다음과 같

다. 만약 한 사용자가 디즈니 만화 영화 A를 선호하여 t 시각

에 5.0/5.0 만점의 평가치를 부여하였다고 하자. 이 사용자

가 t+α 시각에 같은 영화에 대해 이를테면 4.0의 평가치, 

그리고 t+2α 시각에는 2.0의 평가치를 부여할 것으로 가정

하는 것은 다소 비합리적이다. A 영화는 과거 영화로서 비

추천 대상은 될 수 있지만, 그 평가치를 시간 경과에 따라 

기하급수적으로 감소시켜 참조하는 기존 연구 방법들은 재

고의 여지가 있다는 가정 하에, 본 연구에서는 평가치가 아

닌 유사도 값을 대상으로 시간에 따른 변화를 반영하였다. 

즉, 매 시간 주기별로 사용자 간의 유사도 값을 산출하고, 

과거 유사도 값에 대하여는 낮은 가중치를 부여함으로써 최

종 유사도 값을 산출한다. 구체적인 절차는 아래와 같다.

1. 전체 평가 데이타를 평가 시각을 기준으로 하여 N개의 

부분집합으로 나눈다. 즉, 전체 데이터는 R1∪R2∪...

∪RN와 동일하며, 임의의 항목 i에 대한 평가 시각을 

t(i)라고 할 때, i∈Rn, j∈Rn+1에 대하여 t(i) < t(j)이다. 

최적의 N 값은 실험에 의해 결정할 파라미터이다.

2. 각 부분 평가 데이타 집합 Rn, n=1, ..., N에 대하여, 

임의의 두 사용자 u와 v 간의 유사도를 구한다. 아래 

식에서 유사도 측정을 위해 피어슨 상관도를 활용하였

으며,  는 Rn에 속한 사용자 u의 모든 평가 데이타의 

평균을 나타낸다.  

    
   

 
   

 





       

                         .................................(1)

        ∈   ≠    ≠ 

3. 2번 과정에서 획득한 simu,v(R1), ..., simu,v(RN)을 통

합한 최종 유사도 값을 아래와 같이 산출한다. 

  


  



 


  



  ∙     

  .............(2)
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각 부분 데이터 집합 Rn에 대한 유사도 값 simu,v(Rn)

에 해당하는 가중치는 기하급수적 또는 선형적 함수

를 활용하여 부여하되, 이는 실험에 의해 결정할 파

라미터이다. 즉,    
 또는 λn이며, λ 값이 

클수록 최근 평가 데이터를 활용한 유사도 값의 영향

이 커진다. λ는 실험 파라미터이다.

4. 사용자 u와 모든 다른 사용자와의 유사도 값이 결정

되면, u가 미평가한 항목 x에 대한 평가 예측치를 다

음과 같이 산출한다[3].

   


 




    ∙  

    ...........(3)

5. 사용자 u를 위한 항목 추천 리스트는 4번 절차에서 

산정한 예측치의 내림차순으로 구성한다.

위와 같은 제안 방법에서 각 부분 평가 데이타 집합에 

대해 유사도를 산출해야 하므로, 모두 N 번의 계산 횟수가 

소요된다. 이는 기존에 단 한 번의 유사도 산출 과정이 필

요했던 것에 비해, 단점이라 할 수 있다. 그러나, 부분 데

이터 집합은 평가 시각을 기준으로 나누어지므로, 매 시간 

주기마다 최신 데이터에 대한 단 한 번의 유사도를 산출하

면 되므로, 결과적으로 기존 방법과 마찬가지의 복잡도를 

가진다. 또한, 제안 방법은 전체 데이터가 아닌 특정 시간 

범위 내의 부분 데이터만을 활용하여 유사도를 측정하므

로, 기존보다 취급하는 평가 데이터 량이 현저히 감소하므

로 유사도 산출 시간 또한 현저히 단축될 수 있다. 다만, 

부분 데이터 량은 대개 희소하므로 이로 인하여 산출된 유

사도 값의 신뢰도가 저하될 우려가 있다. 이러한 문제는 

본 연구의 범위를 벗어난 것으로서, 데이터 희소성 문제를 

다룬 기존의 여러 개발 방법들을 활용하여 해결해야 할 향

후 과제이다. 제안 방법의 2번 절차에서 피어슨 상관도를 

도입하였는데, 이는 대표적인 CF 알고리즘으로서, 관련 

연구 분야에서 널리 사용되어 온 유사도 산출 방법이다. 

이 밖에도 전통적인 유사도 산출 방법, 또는 최근의 이웃 

기반의 CF 방법들을 대신 활용하여도 제안 방법의 근본 

취지에서 벗어나지 않으므로 무방하다.

IV. Performance Experiments

1. Design of Experiments

제안 방법의 성능 실험을 위하여 평가 시각 정보를 포함

한 데이터 셋이 필요하므로, 기존 연구에서 활발히 사용되

어 왔던 MovieLens(http://www.movielens.org/)를 실

험 데이터로 선정하였다. 이 데이터 셋은 6040명의 사용

자가 3952개의 영화에 대해 2003년부터 약 34개월 동안 

부여한 1부터 5까지의 정수 평가치를 포함한다. 대부분의 

기존 연구의 실험 방식대로, 전체 데이터 중 80%는 사용

자 간의 유사도 값 산출을 위한 훈련 데이터로 사용하였

고, 나머지 20%는 훈련의 결과로서 시스템의 성능을 측정

하기 위한 용도로 사용하였다.

본 논문에서는 미평가 항목에 대한 예측치 산출 방법을 

제시하였으므로, 성능 평가를 위하여 CF 알고리즘에서 사

용하는 대표적인 예측 정확도의 평가 척도를 도입하였다. 

MAE(Mean Absolute Error)가 대표적인데, 이는 각 사용

자의 실제 평가치와 시스템의 예측 평가치의 차이의 평균

으로 정의하며 아래와 같다. 

  






  

이에 더하여, 두 평가치의 차이를 더욱 증폭하여 반영하

는 또 다른 척도로서 RMSE(Root Mean Squared Error)

를 도입하였는데, 이 척도는 넷플릭스 대회에서 활용되어 

널리 알려졌다.

  









   


성능 비교 실험을 위하여 전통적인 유사도 척도와 대비

하여 평가 시간을 반영한 척도가 얼마나 큰 성능 향상을 

가져오는지 알아보았다. 따라서 대표적 기존 척도인 피어

슨 상관도(COR, Pearson correlation), 코사인 유사도

(COS, Cosine similarity), 평균자승차이(MSD, Mean 

squared differences)와 이들 각각에 본 연구의 시간 반

영 알고리즘을 적용한 방법들을 TARS_COR, 

TARS_COS, TARS_MSD로 표기하여 비교하였다.

2. The Effect of Decay Rate

본 절에서는 제안 방법의 가중 함수에서 사용하는 

decay rate인 λ값에 따른 성능 변화를 파악하였다. 그림 

1은 다양한 λ값의 지수 함수 를 가중치로 하였을 때의 

MAE 성능 결과이다. λ값이 커질수록 식 (2)에서 가장 최

근의 유사도 값의 가중 함수 결과 값이 커진다. 즉, 최근의 

유사 사용자의 평가치가 예측에 더욱 큰 영향을 미친다.

예상대로 λ=5.0인 경우 가장 좋은 성능을 나타냈고, 

0.1일 때 가장 저조하였다. 특히, λ=2.0보다 클 때는 성능 

향상의 정도가 미미한 것으로 볼 수 있다. 한편, 식 (2)에

서 가중 함수를 선형으로 하여 실험한 결과에서는 λ값의 

영향이 그림 1의 결과보다 적었으며, 성능 결과 또한 그림 

1의 최고 성능보다 저조한 것으로 확인되었다. 
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Fig. 1. Performance results with varying lambda 

3. The Effect of Time Weight Types

시간의 변화에 따른 가중 함수는 두 사용자의 최종 유사

도값에 영향을 미치는 매우 중요한 요소이다. 따라서 함수

의 종류가 성능에 어떠한 영향을 미치는지 실험하였고, 그 

결과를 그림 2에 제시하였다. 범례에 표기된 함수의 정의

는 다음과 같다.

∙L_EXP: 지수 함수이며, 최신 평가치일수록 큰 가중

치.    
 .

∙L_LIN: 선형 함수이며, 최신 평가치일수록 큰 가중

치.     . 

∙O_EXP: 지수 함수이며, 과거 평가치일수록 큰 가중

치.    
  .

∙O_LIN: 선형 함수이며, 과거 평가치일수록 큰 가중

치.     . 

그림에서 보듯이, 과거 평가치를 반영하는 방식에 비해 

최신 평가치를 반영하는 방법의 성능이 월등히 우수하였

다. 또한, 과거 평가치 반영 방식은 함수 종류에 따른 영향

이 상대적으로 크지 않았으며, 최근의 유사도 값을 기하급

수적으로 반영하는 L_EXP가 가장 우수한 성능을 보였다. 

따라서 앞 절의 실험 결과와 종합하여, 이후의 실험은 λ

=5.0의 지수 함수를 적용하여 계속 진행하였다.

Fig. 2. Performance results with different weight functions

4. The Effect of Time Interval

제안 방법은 전체 평가 데이터를 여러 부분 데이터로 분

할하여 유사도를 측정한다. 부분 데이터 집합의 크기가 시

스템 성능에 미치는 영향을 알아보기 위하여, 다양한 시간 

구간(Time Interval, TI)에 대하여 MAE 결과를 산출하여 

그림 3에 제시하였다. TI 값이 크면 부분 집합의 크기가 

커지고, 사용자 간의 유사도 산출을 위한 데이터 량도 많

아지므로 산출된 유사도 값의 신뢰도가 높아진다. 반면에, 

긴 시간 구간 내의 모든 평가치가 동일한 가중치를 갖게 

되므로, 시간 변화에 따른 사용자의 평가 행태 추이를 정

밀하게 반영하진 못한다.

Fig. 3. Performance results with different time intervals

그림 3에서 TI=8인 경우에 월등하게 우수한 성능을 보였

다. MovieLens의 평가 데이터는 대략 34개월 동안의 평가 

이력을 제공하는데, TI=8은 하나의 부분 데이터 집합이 약 

4.3 개월의 구간이 된다. 앞 절에서 언급한 논리대로, 구간이 

너무 짧거나 길면 성능에 악영향을 미침을 알 수 있다.
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5. Performance Comparison

제안 방법의 성능을 기존 방법들과 비교하기 위해, 이전 

실험 결과를 토대로 하여 최고의 성능을 보였던 L_EXP 

지수 가중 함수를 적용하고, TI=8, λ=5.0로 하였다. 

그림 4와 5는 평가치를 참조할 이웃 사용자 수의 증가

에 따른 MAE와 RMSE 결과를 나타낸다. 두 가지 결과는 

비슷한 양상을 보였는데, COS는 매우 저조한 성능을 보였

고 그 다음으로 COR 성능이 저조하였다. 이는 데이터 셋

이 충분한 량의 평가 데이터를 포함하지 않기 때문으로 판

단되며, 이러한 환경에서는 MSD가 더 유리함을 알 수 있

다. 반면에 시간 변화에 따른 유사도 값을 적용한 제안 방

법은 이들 기존 척도들의 성능을 크게 향상시켰는데, 특히 

COS에 대해 가장 큰 효과를 보였다. 

RMSE는 예측치가 실제치와 크게 다를 때 이를 반영하

는 척도인데, 그림 4에서 TARS_COR와 TARS_MSD는 거

의 같은 MAE 성능 결과를 보였으나, 그림 5에서 

TARS_MSD의 RMSE 성능이 약간 더 우수한 것으로 나타

났으므로, TARS_MSD가 전반적으로 실제치에 더욱 가까

운 예측 결과를 산출함을 알 수 있다. 그러나, 제안 방법은 

실험에 사용한 기존 척도들 중에서 COS에 적용하였을 때 

가장 큰 예측 성능 개선 효과를 나타냈다.

이와 같은 예측 성능 결과는 COS에 대하여 약 7%, 

COR에 대하여 약 4.2%의 향상도를 보였으므로, [10]에서 

제안한 방법이 기존 방법에 비해 약 3.5%의 성능 향상을 

보인 것과 비교할 때 우수함을 알 수 있다. 또한, [17]의 

제안 방법의 향상도는 COS와 대비하여 약 3.2%, COR과 

대비하여 약 1.5%로 보고되었으므로, 본 연구의 제안 방

법이 매우 우수함을 알 수 있다.

V. Conclusions

본 연구에서는 협력 필터링 시스템을 위한 새로운 평가 

시각 인지 기반의 유사도 척도를 제안하였다. 제안 척도는 

사용자의 항목 평가 시각에 따른 평가치 가중 감쇠율을 항

목 특성에 무관하게 적용하는 기존 연구 방법을 개선하기 

위하여, 사용자 간 유사도 값의 시간에 따른 변화를 고려

하였다. 성능 평가를 위하여 다양한 파라미터 값과 시간 

변화 함수 종류에 대하여 실험을 진행하였으며, 기존의 전

통적인 유사도 척도들의 예측 성능을 크게 향상시키는 결

과를 나타냈다. 특히, 평균자승차이의 유사도 척도를 활용

하였을 때 가장 우수한 성능을 보였다.

시간에 따른 평가 데이터의 변화를 어떻게 반영할지의 

연구는 최근 활발히 진행되고 있으나, 아직 많은 이슈가 

논의되고 있는 분야이다. 향후 변화 대상의 종류, 즉, 항목 

평가치 또는 유사도 값 등, 에 대한 분석과 확장 연구가 더

욱 필요하다. 또한, 변화의 주기, 항목 특성에 따른 변화 

함수 파악 등의 연구도 함께 진행되어야 할 부분이다.

Fig. 4. MAE results of different similarity measures

Fig. 5. RMSE results of different similarity measures
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