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1. 서  론

인공신경망의 일종인 CNN(Convolutional Neural

Network)을 이용한 딥러닝 기술은 다양한 분야에서 

우수한 성능을 보이며 널리 활용되고 있고, 관련 기

술이 빠르게 발전하고 있다. 영상처리 및 컴퓨터비전 

기술 중의 하나인 초해상화(super-resolution) 분야

에서도 CNN을 이용한 연구가 활발히 진행되고 있다

[1]. 그러나 CNN은 넓고 깊어질수록 표현력이 증가

되는 특징을 갖기 때문에 초해상화를 위한 CNN 모

델들은 높은 연산량과 많은 메모리를 요구하도록 발

전하였다. 결국 우수한 성능을 가진 CNN 모델들은 

한정적인 하드웨어 자원을 가진 모바일 또는 IoT

(Internet of Things) 기기에서는 사용할 수 없다. 이

와 같은 문제를 극복하기 위하여 넓고 깊은 네트워크

의 성능을 유지하면서 경량화하는 기술이 필요하다.

본 논문에서는 이러한 경량화 기술 중 하나인 지식증

류(knowledge distillation)[2]를 사용하여 초해상화

를 위한 CNN 모델인 SRGAN[3]을 경량화하는 방법

을 제안한다. 구체적으로, 교사 네크워크(기 학습된 

SRGAN)의 지식을 경량화된 학생 네트워크로 전달

(transfer)하는 방식이 서로 다른 네 가지 기법을 제

지식증류 기법을 사용한 SRGAN 경량화 연구

이여진†, 박한훈††

A Study of Lightening SRGAN Using Knowledge Distillation

Yeojin Lee†, Hanhoon Park††

ABSTRACT

Recently, convolutional neural networks (CNNs) have been widely used with excellent performance
in various computer vision fields, including super-resolution (SR). However, CNN is computationally
intensive and requires a lot of memory, making it difficult to apply to limited hardware resources such
as mobile or Internet of Things devices. To solve these limitations, network lightening studies have been
actively conducted to reduce the depth or size of pre-trained deep CNN models while maintaining their
performance as much as possible. This paper aims to lighten the SR CNN model, SRGAN, using the
knowledge distillation among network lightening technologies; thus, it proposes four techniques with
different methods of transferring the knowledge of the teacher network to the student network and
presents experiments to compare and analyze the performance of each technique. In our experimental
results, it was confirmed through quantitative and qualitative evaluation indicators that student networks
with knowledge transfer performed better than those without knowledge transfer, and among the four
knowledge transfer techniques, the technique of conducting adversarial learning after transferring
knowledge from the teacher generator to the student generator showed the best performance.

Key words: CNN, Network Lightening, Knowledge Distillation, Super-Resolution, SRGAN

※ Corresponding Author : Hanhoon Park, Address:
(608-737) Yongso-ro 45, Nam-gu, Busan, Korea, TEL
: +82-51-629-6225, FAX : +82-51-629-6210, E-mail :
hanhoon.park@pknu.ac.kr
Receipt date : Oct. 19, 2021, Revision date : Dec. 1, 2021
Approval date : Dec. 2, 2021

††Dept. of Electronic Engineering, Pukyong National
University (E-mail : leeyeojin@pukyong.ac.kr)

††Dept. of Electronic Engineering, Pukyong National
University

※ This work was supported by the National Research
Foundation of Korea (NRF) Grant by the Korean Gov-
ernment through the MSIT under Grant 2021R1F1A
1045749.



1599지식증류 기법을 사용한 SRGAN 경량화 연구

시하고, 실험을 통해 정량적 지표와 정성적 지표 관

점에서 성능을 비교, 분석하여 성능이 가장 우수한 

기법을 찾는다.

본 논문의 구성은 다음과 같다. 2장에서는 지식증

류 기술과 GAN을 이용한 초해상화 연구에 대해서 

소개하고, 3장에서는 지식증류를 사용하여 SRGAN

을 경량화하기 위한 네 가지 기법을 설명한다. 4장에

서는 실험을 통해 네 가지 기법의 정량적, 정성적 성

능을 비교, 분석한다. 5장에서는 결론과 향후 연구 

방향을 제시한다.

2. 관련 연구  

2.1 지식증류

지식증류는 기 학습된 깊은 CNN 모델의 지식을 

전달하여 가벼운 CNN 모델의 학습 능력을 향상시키

는 기술을 말한다. 전달되는 지식의 종류나 전달 방

법 등에 따라 다양한 지식증류 기법들이 제안되고 

있다[4]. 처음 소개된 지식증류 기법은 크고 깊은 교

사 네트워크의 소프트맥스(softmax) 층에서 출력된 

확률분포 정보를 완화하여 작고 얕은 학생 네트워크

로 전달하는 방식이다[2]. 그러나, 교사 네트워크의 

마지막 층의 지식만 전달하기 때문에 전달되는 지식

에 한계가 있다. 이런 한계를 개선하기 위해 FitNets

[5]는 교사 네트워크의 중간 층의 지식을 함께 전달

하여 학생 네트워크가 학습할 수 있도록 하였다. 실

험을 통해 이전의 방식[2]보다 학생 네트워크의 성능

이 향상됨을 보였고, 지식증류를 통한 네트워크의 파

라미터의 수, 연산 횟수, 속도 증가율, 압축율 등에 

대한 정량적인 평가 결과를 제시하였다. 이후, 교사 

네트워크 간에의 주의집중 지도(attention map)를 

모방하거나[6], 교사 네트워크 없이 학생 네트워크들

의 코호트(cohort) 학습하거나[7], 다른 네트워크를 

필요로 하지 않고 자가증류(self-distillation)를 통해 

학습하는[8] 등 다양한 지식증류 기법들이 제안되었

다. 그러나, 이러한 대부분의 지식증류 기법들은 이

미지 분류 분야에서 실험이 진행되고 성능 또한 이미

지 분류에서만 입증되었다. 초해상화 분야에서 지식

증류를 사용한 경량화 연구는 거의 없으며, 최근 특

징 지도(feature map)의 유사도를 모방하도록 학습

하는 기법[9]이 제안되었다.

2.2 GAN을 이용한 초해상화

초해상화는 저해상도(low-resolution) 이미지를 

입력으로 하여 고해상도(high-resolution) 이미지를 

생성하는 기술로, 최신 연구들은 한 장의 저해상도 

입력 이미지만을 필요로 하며, 딥러닝 기술을 활용하

여 양질의 고해상도 이미지를 생성하는 데 주력하고 

있다. 초해상화를 위해 다양한 구조나 형태의 CNN

모델들이 활용되고 있으나, 생성된 고해상도 이미지

의 지각 품질(perceptual quality)을 향상시키기 위해 

GAN(Generative Adversarial Networks)[10]을 이

용한 연구가 활발히 진행되고 있다. SRGAN[3]은 초

해상화를 위해 개발된 초기 GAN 모델로, 생성자

(generator)와 판별자(discriminator)로 구성된다. 생

성자는 초해상화 이미지와 ground-truth의 VGG 특

징 지도(VGG 네트워크[11]의 중간 결과)가 흡사한 

초해상화 이미지를 생성하도록 학습하고, 판별자는 

생성자가 생성한 초해상화 이미지와 ground-truth

를 잘 구별하도록 학습함으로써, 생성자는 학습이 진

행될수록 생성자는 다른 CNN 기반 초해상화 모델에 

비해 정량적인 품질은 떨어지지만 지각 품질이 높은 

초해상화 이미지를 생성할 수 있다. 이후, SRGAN의 

네트워크 구조를 개선하거나[12], 이미지의 지각 품

질을 측정하는 새로운 방법을 적용[13]하여 생성된 

초해상화 이미지의 지각 품질을 보다 향상시키는 방

법들이 제안되고 있다.

3. 지식 전달 방법

본 논문은 초기 지식증류 기법[2]을 SRGAN에 적

용할 때 지식을 전달하는 방법에 따른 차이를 분석하

여 가장 성능이 뛰어난 지식 전달 방법을 찾는 것을 

목표로 한다. 이 절은 본 논문에서 사용된 지식 전달 

방법에 대해 설명한다.

교사 네트워크인 SRGAN의 손실 함수(loss func-

tion)는 다음과 같다. 우선, 생성자(G) 학습을 위한 

전체 손실(total loss) 
은 ground-truth인 고해

상도 이미지와 초해상화 이미지 사이의 VGG 손실

(VGG 특징 지도의 차)을 계산한 콘텐츠 손실(con-

tent loss) 
과 판별자가 초해상화 이미지를 실

제(real) 이미지가 아닌 생성자에 의해 생성된 이미

지임을 판별할 확률을 나타내는 적대적 손실(adver-

sarial loss) 
의 합으로 구성되며 식 (1)과 같다.
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
  

 
 (1)

다음으로, 판별자(D) 학습을 위한 손실 
은 

생성자가 생성한 초해상화 이미지를 판별자가 실제 

이미지라고 판별할 확률과 실제 이미지를 생성자가 

생성한 초해상화 이미지라고 판별할 확률을 더한 것

과 같다.

지식증류를 통한 학습을 위한 학생 생성자의 전체 손

실 
은 교사 생성자와 같이 콘텐츠 손실 



와 적대적 손실 
을 계산하고, 교사 생성자에 

의한 초해상화 이미지와 학생 생성자에 의한 초해상

화 이미지의 평균 제곱 오차(mean squared error)

결과인 콘텐츠 손실 을 계산하여 식 (2)와 같이 

합한다.


  

  
 (2)

결과적으로 학생 생성자는 ground-truth뿐만 아

니라 교사 생성자에 의해 생성된 초해상화 이미지와

도 가까운 이미지를 생성한다. 여기서, 를 구하기 

위해 평균 제곱 오차를 사용한 이유는 사전 실험을 

통해 VGG 손실을 계산한 것과 평균 제곱 오차를 계

산하는 것을 비교했을 때, 평균 제곱 오차를 계산하

는 것이 지각 품질이 우수한 결과를 얻는 것을 확인

하였기 때문이다. 그리고, 
과 의 가중치를 

달리 함으로써 학생 생성자의 성능이 달라질 수 있으

나, 본 논문에서는 동일하게 설정한다. 다음으로 학

생 판별자는 교사 판별자와 같이 실제 이미지와 생성

자에 의해 생성된 이미지를 잘못 판별할 오차 


를 최소화하도록 학습된다. 추가로, 학생 생성자에 

의해 생성된 이미지와 교사 생성자에 의해 생성된 이

미지를 판별하는 판별자를 함께 사용하여 적대적 학

습을 진행할 수도 있으나, 에서 평균 제곱 오차를 

사용함으로써 추가적인 판별자는 사용하지 않는다.

본 논문에서 사용한 지식 전달 방법은 GAN2GAN,

GAN2G, GAN2G+AL, G2G+AL로 총 4가지이다. 첫 

번째 GAN2GAN 방법은 적대적 학습(adversarial

learning)을 통해 생성자와 판별자를 함께 학습

(
과 

을 최소화)한 교사 네트워크의 지식

을 학생 네트워크 역시 적대적 학습(
과 



을 최소화)을 진행하면서 전달받는 방법으로, 교사 

네트워크의 지식이 학생 생성자와 판별자 모두에 전

달된다. 학생 네트워크는 교사 생성자를 경량화한 생

성자와 교사 판별자와 동일한 구조를 가지는 판별자

로 구성된다. 두 번째 GAN2G 방법은 학생 네트워크

는 판별자를 갖고 있지 않고, 적대적 학습을 하지 않

는다. GAN2GAN 방법과 같이 교사 네트워크는 적

대적 학습을 통해 학습되며, 학습된 교사 네트워크의 

지식은 경량화된 학생 생성자 학습(
 을 최

소화)에 사용함으로써 생성자에만 교사 네트워크의 

지식이 전달된다. 세 번째 GAN2G+AL 방법은 경량

화된 생성자와 판별자로 구성되며, GAN2G 방법과 

같이 적대적 학습을 통해 학습된 교사 네트워크의 

지식을 학생의 생성자에만 전달(
 을 최소

화하는 학습을 통해)한 후, 학생 생성자와 판별자는 

적대적 학습(
 

과 
을 최소화)을 

통해 재학습한다. 마지막으로 G2G+AL 방법은 교사 

네트워크 역시 SRGAN의 생성자만 가지고 있고, 생

성자만 학습(
을 최소화)한다. 학생 네트워크

는 경량화된 생성자와 판별자로 구성되며, 교사 네트

워크의 지식은 학생 생성자에만 전달(
 을 

최소화하는 학습을 통해)된다. 이후 학생 생성자와 

판별자는 적대적 학습(
 

과 
을 최

소화)을 통해 재학습한다.

4. 실험 및 분석

4.1 실험 환경

실험은 Intel Core i7-8700 3.20GHz CPU와 Ge

Force RTX 3600 GPU를 탑재한 PC에서 진행하였

다. 실험에 사용된 CNN 모델 구현은 Python 3.6에서 

PyTorch 라이브러리를 활용하였다. 학습은 DIV2K

[14] 데이터 셋을 사용하였다.

초해상화 이미지 결과의 화질 평가를 위해 정량적 

화질 측정 지표인 PSNR(Peak Signal-to-Noise

Ratio최대 신호 대 잡음비), SSIM(Structural Simi-

larity Index Measure)과 정성적 평가 지표인 

PI(Perceptual Index)[15], DMOS(Differential Mean

Opinion Score)[16]를 측정하였다. 여기서, PI는 사람

이 평가한 점수와 유사한 상관관계를 가지고 있으며 

무참조(no-reference) 이미지 품질 점수인 Ma[17]와 

NIQE(Naturalness Image Quality Evaluator)[18]로

부터 계산된다. 즉 초해상화 이미지 의 PI 값은 
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식 (3)과 같다.

PI  


MaISR  NIQEISR  (3)

PI는 낮을수록 더 나은 성능을 의미한다. DMOS

는 MOS보다 더 정교한 주관 평가 지표로 피실험자 

개인의 경향을 표준화하여 동일한 범위로 측정하는 

방식이다.

   (4)

  
 (5)

식 (4)의 과 을 i번째 피실험자가 j번째 초

해상화 이미지와 ground-truth 이미지에 대해 각각 

부여한 점수이고, 식 (5)의 는 의 평균, 는 의 

표준편차이다. 는 -3～3의 값을 가지므로, 0～100

사이의 값을 갖도록 한 후, N명의 피실험자의 j번째 

초해상화 이미지에 대한 DMOS 값은 식 (6)과 같이 

계산된다.

  



  





 (6)

Table 1과 Fig. 1은 실험에 사용된 교사 네트워크

와 학생 네트워크의 파라미터와 구조도이다. Filters

와 Resblocks는 각각 생성자의 컨볼루션 계층(Con-

volution layer) 필터와 Residual 블록 개수로 학생 

생성자는 교사 생성자의 필터 개수와 블록의 수를 

1/2로 줄임으로써, 교사 생성자의 파라미터 수를 약 

6.24배 경량화하였다.

4.2 실험 결과

Table 2는 네 가지 지식 전달 방법의 정량적 성능 

평가를 위한 PSNR과 SSIM 계산 결과이다. 계산은 

서로 다른 테스트 데이터 셋에서 진행되었고, 굵게 

표시된 것이 가장 높은 값을 나타낸 것이다. 결과적

으로, 지식 전달 방법에 상관없이 지식증류를 받은 

학생 네트워크가 지식증류를 받지 않은 학생 네트워

크보다 PSNR과 SSIM이 높은 것을 확인할 수 있으

며, Set14과 Urban100 데이터 셋의 SSIM 값을 제외

한 모든 PSNR과 SSIM 값은 G2G+AL 방법에서 가

장 높았다. 이를 통해, 초해상화를 위해 지식증류 기

법[2]을 사용할 경우 G2G+AL 방법을 통해 지식을 

전달하는 것이 가장 효과적인 것을 확인하였다. 또한 

지식증류를 하더라도 학생 네트워크는 교사 네트워

크보다 성능이 떨어지지만, G2G+AL 방법의 PSNR

의 경우 교사의 PSNR보다 높게 측정된 것도 확인할 

수 있다.

Table 3은 10명의 평가자(대학생)들의 주관적 화

질 평가(1～5점 부여)를 통해 임의의 10장의 이미지

Table 1. Network parameters of teacher and student gen-

erators used in our experiments.

Filters Resblocks Parameters

Teacher 64 16 1.55M

Student 32 8 0.25M

Fig. 1. Structure of teacher and student networks.

Table 2. PSNR and SSIM results of four knowledge transfer methods on different test datasets.

Method
Set5 Set14 Urban100 General100

PSNR SSIM PSNR SSIM PSNR SSIM PSNR SSIM

Teacher 29.0393 0.7354 29.2145 0.6599 28.7672 0.5858 29.8017 0.8587

Student 28.2506 0.6055 28.3138 0.5593 28.2256 0.4795 28.2474 0.7388

GAN2GAN 28.8228 0.6665 28.9581 0.5969 28.6160 0.5166 29.3255 0.8108

GAN2G 28.8191 0.6732 28.9317 0.5994 28.6095 0.5165 29.2366 0.8130

GAN2G+AL 28.7318 0.6663 28.85 0.5973 28.5550 0.5176 29.1327 0.8057

G2G+AL 29.6308 0.6892 29.3279 0.5593 28.9421 0.5168 29.9858 0.8181
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에 대해 각 지식 전달 방법의 DMOS 값을 구한 결과

를 보여준다. 빨간색으로 표시한 값은 각 이미지마다 

가장 높은 값을 뜻하며 파란색은 다음으로 높은 값을 

뜻한다. 평가 결과, 네 가지 지식 전달 방법 중 G2G+

AL 방법이 최고점을 가장 많이 받았고 다음으로 

GAN2G+AL 방법인 것을 확인할 수 있다. 즉, 정량적 

평가 결과와 마찬가지로, 적대적 학습을 하지 않은 

교사 생성자의 지식을 학생 생성자로 전달하고 학생 

네트워크를 적대적 학습을 통해 재학습하는 것이 가

장 성능이 좋은 것을 알 수 있다. 또한 GAN2G+AL

방법이 GAN2G 방법보다 높은 점수를 받음으로써 

학생 생성자가 적대적 학습을 진행한 교사 생성자의 

지식을 전달받더라도 스스로 적대적 학습을 다시 진

행하는 것이 정성적 성능 지표 면에서는 확실히 우수

한 결과를 얻을 수 있음을 알 수 있다.

Table 4는 Table 3에서 사용된 10장의 이미지에 

대한 평균 PI 값을 보여주며, 빨간색으로 표시한 값

이 가장 높은 값, 파란색으로 표시한 값이 그다음으

로 높은 값을 의미한다. 다른 정량적, 정성적 평가 

지표에서와 달리, GAN2G+AL 방법이 가장 높은 값

을 얻었다. 그러나, G2G+AL 방법이 두 번째로 높은 

PI 값을 얻었다.

Fig. 2는 각 지식 전달 방법의 초해상화 결과를 

시각적으로 비교하여 보여준다. 교사 네트워크의 결

과에 대한 지식만 전달하는 지식증류 기법[2]의 한계

로 인해 지식증류를 하더라도 교사 네트워크만큼 화

질이 개선되진 않았지만, 지식증류를 하지 않은 학생 

네트워크에 비해서는 지식 전달 방법에 상관없이 화

질이 크게 개선되었다. 지식 전달 방법에 따른 화질

의 차이는 시각적으로 크진 않았지만, 전반적으로 

GAN2G+AL의 결과가 경계선 영역이 가장 뚜렷하고 

선명하게 복원되는 것을 확인할 수 있었다.

최종적으로 실험 결과를 통해, SRGAN에 지식증

류 기법[2]을 적용할 때, 정량적 평가 지표가 우수한 

초해상화를 위해서는 G2G+AL 방법을 사용하는 것

이 좋고, 정성적 평가 지표가 우수한 초해상화를 위

해서는 G2G+AL 방법이나 GAN2G+AL 방법을 사용

하는 것이 좋음을 알 수 있다. 이는 학생 네트워크는 

생성자만 교사 네트워크의 지식을 전달받도록 학습

한 후 적대적 학습을 통해 재학습하는 것이 정량적 

평가 지표나 정성적 평가 지표 모든 면에서 좋음을 

의미한다.

5. 결  론

본 논문에서는 실험을 통해 SRGAN에 지식증류 

기법을 적용할 때 지식을 전달하기 위한 네 가지 방

법을 제시하고, 정량적, 정성적 성능이 가장 우수한 

방법을 실험을 통해 확인하였다. 실험 결과, 지식 전

달 방법과 상관없이 교사 네트워크의 지식을 전달받

은 학생 네트워크는 지식을 받지 않은 학생 네트워크

보다 정량적, 정성적 성능이 우수함을 확인하였고,

교사 네트워크의 지식은 학생 생성자에게 전달하여 

학생 생성자를 학습한 후 적대적 학습을 통해 학생 

생성자와 판별자를 재학습하는 것이 정량적 평가 지

표나 정성적 평가 지표 모든 면에서 가장 우수한 성

능을 보여주었다.

본 논문은 교사 네트워크의 결과에 대한 지식만 

전달하는 지식증류 기법[2]을 초해상화 딥러닝 모델

인 SRGAN에 적용한 것으로, 교사 네트워크의 제한

된 지식이 전달되기 때문에, 경량화된 학생 네트워크

의 성능은 지식증류를 하더라도 여전히 교사 네트워

크의 성능과 큰 차이를 보였다. 따라서, 최근에 제안

Table 3. DMOS results of four knowledge transfer methods on randomly selected ten images.

Method Img 1 Img 2 Img 3 Img 4 Img 5 Img 6 Img 7 Img 8 Img 9 Img 10

GAN2GAN 46.784 45.180 52.753 71.978 48.649 41.313 34.300 45.724 49.744 63.573

GAN2G 52.673 45.199 52.921 72.123 61.472 40.919 34.358 42.148 44.274 53.913

GAN2G+AL 44.473 47.098 55.454 72.144 50.334 44.780 35.752 44.095 49.261 56.609

G2G+AL 44.319 48.633 58.447 64.955 50.651 42.339 27.564 47.283 53.833 61.975

Table 4. Mean PI of four knowledge transfer methods.

Method PI

GAN2GAN 6.6864

GAN2G 6.7769

GAN2G+AL 6.1876

G2G+AL 6.4801
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Fig. 2. Visual comparison of results of four knowledge transfer methods.
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된 지식증류 기법들을 적용하여 학생 네트워크의 성

능을 보다 개선하는 연구를 진행할 예정이다.
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