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<Abstract>

In the injection molding process, the controlling stability of products quality is a 

very important factor in terms of productivity. Even when the optimum process 

conditions for the desired product quality are applied, uncontrollable external factors 

such as ambient temperature and humidity cause inevitable changes in the state of the 

melt resin, mold temperature. etc. Therefore, it is very difficult to maintain prodcut 

quality. In this study, a system that learns the correlation between process variables 

and product weight through artificial neural networks and predicts process conditions 

for the target weight was established. Then, when a disturbance occurs in the 

injection molding process and fluctuations in the weight of the product occur, the 

stability control of the product quality was performed by ANN predicting a new 

process condition for the change of weight. In order to artificially generate disturbance 

in the injection molding process, controllable factors were selected and changed 

among factors not learned in the ANN model. Initially, injection molding was 

performed with a polypropylene having a melt flow index of 10 g/10min, and then 

the resin was replaced with a polypropylene having a melt floiw index of 33 g/10min 

to apply disturbance. As a result, when the disturbance occurred, the deviation of the 

weight was –0.57 g, resulting in an error of –1.37%. Using the control method proposed
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in the study, through a total of 11 control processes, 41.57 g with an error of 0.00% 

in the range of 0.5% deviation of the target weight was measured, and the weight 

was stably maintained with 0.15±0.07% error afterwards.

Keywords : Injection molding, Artificial neural network, Process conditions, 
Disturbance, Weight control 

1. 서 론

사출성형공정은 플라스틱 제조 산업에서 짧은 

생산시간, 대량 생산, 높은 치수 정밀도 등의 다

양한 장점을 가지는 대표적인 공정 중 하나로 플

라스틱을 용융점 이상의 온도로 가열하여 용융 상

태로 변환하고, 형상이 가공된 금형 내 캐비티에 

높은 속도와 압력으로 사출하는 공정이다. 이러한 

공정 특성 상 사출성형공정에서 성형온도, 금형온

도, 사출속도 등의 공정 변수는 성형품의 품질을 

결정하는 중요한 요소들이며 해당 요소들을 최적

화 하는 과정은 성형품의 품질을 개선하고 생산성

을 향상시키는데 중요한 과정이다.[1] 

그러나 제품 성형을 위한 최적의 조건을 도출

하여 사출성형을 진행하여도 대기 온도, 습도 등

의 외부적인 요인에 의해 용융 수지의 특성, 사출

성형기의 작동 특성, 또는 금형 온도 등에서 불가

피한 변화가 발생하게 되고, 이는 일정한 품질의 

제품을 생산하는데 문제 요인으로 작용한다.[2] 따

라서, 외부 외란으로 인해 발생하는 성형 제품 품

질의 불안정성을 해결하기 위한 연구들이 진행되

어 왔다. 가장 대표적으로 연구되고 있는 방법은 

사출성형 중 사출압력을 분석하는 방법이다. 2017

년 Zhou 등[2]은 사출성형 중 용융 수지의 사출

압력을 측정하고 스크류 거리에 대한 사출압력의 

적분 값을 산출하였다. 그리고 사출압력의 적분 

값, 배압, 계량속도, 금형온도의 공정변수, 그리고 

제품의 무게 사이의 상관관계를 분석하여 사출압

력의 시간적분 값을 모니터링하고 배압, 계량속도, 

금형온도를 변경하는 방법으로 성형 제품의 무게

를 제어하였다. 2018년 Chen 등[3]은 금형 내 캐

비티 압력 센서를 이용하여 사출압력을 측정하고 

이를 이용하여 사출압력의 시간 변화에 대한 기울

기, 최대 사출압력, 점도, 그리고 에너지 지표

(Energy index)를 정의하였다. 그리고 성형온도, 

금형온도, 사출속도 등의 공정변수와 성형 제품의 

무게와의 상관관계를 분석하여 제품의 무게를 제

어하는 연구를 진행하였다. 그러나 현재까지 연구

들과 개발된 시스템들은 사출성형공정을 실시간

(Real-time)으로 모니터링하여 피드백(Feed-back) 

제어를 통해 제품의 품질을 안정화하는 방법을 기

본 구조로 사용하고 있으나 이는 제품 품질의 불

안정성이 커질수록 품질 복귀까지 시간이 많이 소

요될 수 있으며 제어의 정확성이 감소할 가능성이 

있다.

따라서, 본 연구에서는 기존의 피드백 제어의 

문제점을 해결하고자 인공신경망(Artificial neural 

network, ANN) 모델을 사출성형품의 품질 불안

정성을 제어하는데 적용하였다. 사출성형공정에서 

성형품의 무게에 영향을 미치는 공정인자 들을 선

정하여 ANN 학습을 위한 성형조건을 생성하고 

해당 조건에 대한 실험을 통해 무게를 측정한 다

음, 목표 무게에 대한 성형조건을 도출하는 인공

신경망 모델을 구축하였다. 그리고 이를 이용하여 
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외부 외란으로 인해 발생한 무게의 변동을 ANN 

모델에 입력하고 새로운 성형조건을 도출하는 방

법으로 제품 무게의 불안정성을 제어하였으며 

ANN을 통한 제품의 품질 안정성 유지에 대한 방

법을 제시하였다.

2. 인공신경망을 통한 성형품의 품질 

유지 시스템 

2.1 인공신경망(Artificial neural network)

ANN 모델은 통계나 수치해석적으로 해결하기 

어려운 복잡한 비선형적인 관계들을 정의하고 문

제를 해결하는 방법으로 최근들어 제어공학, 로봇

공학, 생산, 최적화 등 다양한 산업분야의 비선형

성이 강한 모델의 해석에 있어 유용하고 효과적인 

방법으로[4] 주목받고 있으며 사출성형 분야에서

도 ANN을 이용한 연구들을 통해 그 효율성이 입

증되고 있다.[5, 6]

ANN 모델은 인간의 뇌 구조를 모방하여 문제

를 인식하고 해결하는 과정을 모방한 시스템이다. 

인간의 뇌를 구성하는 신경망처럼 정보의 전달과 

연산 기능을 가진 뉴런(Neuron)이라는 프로세스 

처리 유닛들이 ANN의 각 연산 층(Layer)에 배치

되어 있고, 각 층에 위치한 뉴런들이 고도로 연결

된 연산 처리 구조가 ANN 모델이다. 식(1)에는 

번째 층에서 번째 뉴런의 출력 값 
을 계산하

는 과정을 나타내었다.

       
  

 


  





 (1)


는  번째 층의 번째 뉴런의 출력값으

로 
로도 표현할 수 있으며 해당 값은 번째 

층의 번째 뉴런의 입력으로 사용된다. 
은 번

째 층에서 번째 뉴런의 번째 가중치로써 


과 
 사이의 가중치이다. 

은 번째 층의 번

째 뉴런의 편향 값이다. 식(1)의 
는 활성화 함

수(Activation function)을 통해 다음  번째 층

의 뉴런에 입력 값으로 적용되고 인공신경망 모델

은 해당 과정을 반복하여 최종 결과물을 출력하며

[7, 8] Fig. 1에 해당 과정을 묘사하였다. 

그리고 Fig. 2에는 Fig. 1의 과정을 진행하는 

뉴런들을 이용한 인공신경망의 연산 처리 구조를 

나타내었으며 이는 입력 층, 은닉 층, 출력 층으

로 구분되고 각 층에 해당 뉴런들이 배치된 형태

의 알고리즘이다. 추가적으로 각 층에 배치된 뉴

런의 수는 각 층마다 다르게 설정할 수 있다.[9]

Fig. 1 Operating process of neurons

Fig. 2 Schematic of multi-layer artificial neural network
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2.2 하이퍼파라미터(Hyper-parameter)

인공신경망을 이용한 머신러닝 모델을 학습하는 

과정에서 사용자가 직접 설정해주어야 하는 변수들

을 하이퍼파라미터(Hyper-parameter)라고 일컫는

다. 대표적인 하이퍼 파라미터에는 인공신경망의 

기본적인 구조를 형성하는 뉴런의 수와 각 뉴런이 

배치될 은닉 층의 수가 있다. 그리고 각 층에서 뉴

런들이 입력값을 출력값으로 변환시키는데 사용하

는 활성화 함수, 가중치 변화의 정도를 제어하는 

학습 속도(Learning rate) 등이 있으며[10, 11] 

Table 1에는 인공신경망에서 주로 고려되는 대표

적인 하이퍼파라미터에 대해 나타내었다. 해당 변

수들은 초기에 설정하는 정도에 따라 인공신경망의 

효율과 성능을 결정하기 때문에 목적에 부합하는 

적절한 하이퍼파라미터를 결정하는 것이 중요하다.

Parameter Explain

Activation 
function

⋅The activation function is a function 
that converts the sum of the input 
signals into an output signal. It 
determines how much of the input 
signal to output and builds a layer 
on the network to express non-linearity.

Number of 
neurons in 

a layer

⋅The number of neurons in a layer 
defines operation process ability of 
each layer

Number of 
layers

⋅Typically layers between input and 
output layer, which are called 
hidden layers

Number of 
epochs

⋅The number of times all training 
examples have been passed through 
the network during training

Learning rate
⋅Step length for artificial neuron 

network update

Optimizer
⋅The optimizer defines optimization 

algorithm for objective function for 
artificial neuron network

Table 1. Hyper-parameter of artificial neuron network

2.3 역전파 알고리즘 (Back propagation 

algorithm)

역전파 알고리즘(Back propagation algorithm)

은 계산적 편의성으로 인해 인공신경망을 학습시

키기 위한 가장 기본적이고 일반적인 학습 방법으

로 알려져 있다. 역전파라는 명칭은 오차(Error)가 

본래 인공신경망의 진행방향과 반대방향으로 전파

된다고 하여 붙여진 것으로, 입력 값에 대한 인공

신경망의 출력 값과 실제 데이터 값과의 차이를 

오차로 규정하며 이를 토대로 출력 뉴런의 변화를 

계산하고 역으로 전파하여 가중치 등의 변화를 적

용한다.[12] 이를 위해서는 인공신경망에 학습하는 

데이터의 입력값과 출력값을 알고 있는 상태이어

야 하며 이를 지도학습(Supervised learning)이라 

한다. 역전파 알고리즘은 현재 설정되어 있는 가

중치를 사용해 출력을 계산하고, 계산된 출력값과 

실제 출력 값 사이의 오차를 각 가중치로 편미분

한 값을 기존의 가중치에서 감해주어 오차를 줄이

는 방향으로 인공신경망을 점진적으로 학습한다.[13] 

2.4 사출성형품 품질 유지 시스템

사출성형공정에서 성형품의 목표 품질에 대한 

최적 성형 조건을 설정하여도 대기 온도, 습도, 

사출성형기 상태 등의 외부적인 요인에 의해 용융 

수지의 상태나 금형의 온도 등이 불가피한 영향을 

받으므로 일정한 품질의 제품이 성형되지 않으며 

이는 품질의 불안정성을 야기한다.[14] 따라서, 사

출성형 중 외란의 발생으로 인한 품질 편차로 인

해 목표 품질 범위에서 사출성형품의 품질이 벗어

났을 경우에 이를 다시 목표 품질 범위로 복귀시

켜 제품의 품질을 안정적으로 유지할 수 있는 방

법에 대한 연구가 필요하다. 

본 연구에서는 목표로 설정한 성형품의 품질 
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기준과 외란으로 인해 변동이 발생한 성형품의 품

질 사이의 차이를 오차(Error)로 규정하고 이를 줄

이도록 인공지능 모델을 통해 새로운 성형조건을 

산출하여 사출성형공정에 적용하는 방법으로 성형

품의 품질 안정성을 제어하였다. 사출성형품의 중

요 품질에는 무게, 치수, 수축, 휨 등이 있으며 본 

연구에서는 기존 인공지능 연구들에서 인공신경망

을 통한 관계 구축이 정확하다고 알려진 무게를 

품질 판단의 기준으로 선정하였다.[11, 15] 그리고 

동일 성형조건 하에서 외란이 없는 경우에도 사출

성형품의 무게는 어느 정도의 무게 편차가 발생하

기 때문에 이를 고려하여 목표 무게의 상한과 하

한을 설정하여 해당 범위 내로 성형품의 무게가 

유지될 수 있도록 시스템을 구성하였다. 본 연구

에서 사용한 품질 유지 시스템의 개념은 Fig. 3과 

같다. Figure 3의 1번 단계와 같이 다수의 성형조

건에 대한 제품의 무게 데이터를 학습하여 인공신

경망 모델을 구축한다. 구축된 인공신경망 모델은 

입력된 성형조건에 대해 성형품의 무게를 예측할 

수 있는 모델이며 해당 모델을 사용하여 원하는 

성형품의 무게를 성형하기 위한 성형조건을 산출

할 수 있다. 이는 인공신경망의 장점인 신속한 연

산 처리 능력에 기반한 방법으로 Fig. 3의 2번 단

계와 같이 무수히 많은 성형조건, 본 연구에서는 

10만개의 성형조건을 적용하였으며 해당 조건에 

대한 성형품의 무게를 예측하고, 결과들 중 목표 

무게에 근접하는 성형조건을 도출하도록 인공신경

망 모델을 구축하였으며 해당 방법에 대한 정확성

과 신뢰성은 관련 연구에서 검증을 진행하여 확인

하였다.[11] 그 다음 구축된 인공신경망 모델을 

이용하여 생산하고자 하는 제품의 목표 무게에 대

한 성형조건을 산출하여 사출성형을 진행한다. 실

Fig. 3 Concept of maintain system for product weight using ANN prediction model
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제 사출성형에서 성형제품의 목표 무게는 제품의 

형상과 사용하는 재료 등에 따라 정해져 있으나 

본 연구에서는 예측의 정확도 등을 평가하기 위해 

학습한 무게 데이터 범위 내에서 임의 값을 선정

하여 적용하였다. 사출성형 결과, 외란이 적용되지 

않은 경우는 목표 무게 에 근접한 의 성형

품이 생산되고 외란이 적용된 경우에는 목표 무게 

의 편차 범위에서 벗어난 

의 성형품이 생

산된다. 목표 무게의 편차 범위는 목표 무게에 대

한 ±로 선정하여 진행하였으며 본 연구에서는 

목표 무게 의 편차 범위를 연구에 사용한 제품

의 무게를 고려하여 ±로 정하였다. 따라서, 

외란이 적용되었을 때의 성형품의 무게 

를 목

표 무게의 편차 범위 내로 들어오도록 성형조건을 

제어할 필요가 있다. Figure 3의 3번 단계는 외란 

적용 시 제품의 무게 

를 목표 무게의 편차 범

위 내로 제어하기 위한 과정을 나타내었다. 기존

에 최적성형조건을 도출하였던 입력 무게 에서 



와 의 차이에 가중치 를 적용한 값을 감

하여서 새로운 인공지능 조건 도출 입력 무게 

 ∆를 산출하였다. 해당 과정의 개

념은 Fig. 4와 같이 인공신경망을 통해서 의 

제품을 성형하는 조건 “A”를 도출하여 사출성형 

시 의 무게를 가진 성형품이 생산되었다면, 

인공신경망의 입력 무게를 편차 만큼 감하여 입

력할 경우, “B”라는 성형조건이 도출되고 성형품

의 무게는 기존의 “A” 조건에서의 보다 

만큼 감소한 ( )의 무게를 구현할 

수 있다는 것이다. 

단. Fig. 5와 같은 개념을 적용하기 위해서는 

인공신경망의 입력 무게 증가분과 사출성형품의 

무게 증가분이 선형적인 관계를 가지고 있어야 한

다. 그러나 실제 사출성형품의 무게는 인공신경망 

모델에 입력한 무게의 증가분에 대해 비선형적으

로 변하게 되어 인공신경망의 입력 무게 증가분만

큼 실제 사출성형품의 무게가 증가하지 않을 수 

있다. 하지만 사출성형공정에서 대기 온도, 습도 

등의 외란에 의한 무게 변동은 작은 수준에서 제

어되므로 Fig. 4의 무게 편차 가 ≪ 의 수준

으로 발생한다고 가정할 경우 Fig. 4와 같이 실제 

사출성형품의 무게와 인공신경망 모델에 입력한 

무게의 증가분은 선형적인 관계에 근사한다는 가

정을 할 수 있으므로 Fig. 4의 개념을 품질 유지 

시스템에 적용하였다. 그리고 Figure 3의 3단계에

서 무게 오차 ∆에 적용한 가중치 는 목표 

무게 범위에 대한 수렴성을 고려하여 무게 오차의 

수준에 따라 차등을 두어 적용하였으며 본 연구에

서는 Table 2과 같이 가중치를 선정하였다.

Figure 3의 4단계는 새로운 인공신경망의 입력 

Weight error (%)

0≤∆<0.1 0.1≤∆<0.5 0.5≤∆<1.0 1.0 <∆

Convergence weight  0.1 0.3 0.5 0.8

Table 2. Convergence weight value according to weight error 

Fig. 4 Compensation of ANN input weight as 

much as weight deviation 
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무게  ∆에 대한 최적 조건을 도출

하여 사출성형공정에 적용하고 제품을 성형하는 

단계이다. 이 단계에서 성형된 제품의 무게 

와 

목표 무게  사이의 편차를 계산하여 목표 무게

의 편차 범위 내로 복귀하였는지 판단한다. 




 × ≥  인 경우에는 목표 무

게의 편차 범위 ±를 벗어난 것이므로 다시 

무게 오차 ∆를 계산하여 Fig. 3의 3단계부터 

반복하여 성형품의 품질 유지를 진행하고, 해당 

과정을 계속적으로 반복하면 원하는 목표 무게의 

오차 범위 내에 사출성형품의 무게가 존재하도록 

제어가 가능할 것으로 판단된다. 따라서, 본 연구

에서는 해당 품질 유시 시스템에 대한 실험과 검

증을 진행하였다.

3. 무게 예측을 위한 ANN 모델 구축

본 연구에서 사출성형품의 무게 예측을 위해 

사용한 인공신경망 모델 구축은 사출성형조건과 

사출성형품의 무게 사이의 관계 구축에 대한 효율

성을 판단하기 위한 사전 연구[11]에서 사용한 제

품과 금형, 사출성형기, 재료, 그리고 사출성형 데

이터를 사용하여 진행하였으며 무게 예측 인공신

경망을 이용하여 외란 발생 시 사출성형품의 무게

를 일정하게 유지할 수 있는 방법과 시스템 구현

에 초점을 맞추어 연구를 진행하였다.

3.1 실험모델

본 연구에서는 Fig. 5의 컵 형태의 제품과 이를 

성형하기 위한 4개의 캐비티로 이루어진 3단 금

형을 사용하였다. 제품은 높이 62.40 mm, 입구 

지름 54.20 mm, 바닥 지름 34.40 mm의 컵 형

태이며 금형은 350.00 (W) mm x 3500.00 (L) 

mm x 420.00 (T) mm의 크기를 가지고 있다. 

 

       (a)                     (b)

Fig. 5 Target product (a) and mold (b)

3.2 사출성형기 및 재료

사출성형실험에는 Fig. 6의 Rboshot -S250iA 

(FANUC, Japan) 사출성형기를 사용하였다. 해당 

사출성형기의 최대 형체력은 250 ton이며 지름 

32 mm의 사출스크류로 1,200 mm/s의 최대 사

출속도를 구현할 수 있다. 

Fig. 6 Injection molding machine(Roboshot -S250iA)

초기에 컵 제품의 무게 예측을 위한 인공지능

의 학습에 사용할 데이터 셋은 폴리프로필렌

(Polypropyelne)인 HOPELEN J-150 LOTTE 

Chemical) 수지로 성형하였다. HOPELENE J-150 

수지는 용융지수(Melt flow index)가 10 g/10min

로, 차후 인공지능으로 예측한 성형공정에 인위적

인 외란을 가할 시에는 용용 지수 33 g/10min을 
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가진 폴리프로필렌 수지인 J-370(LOTTE Chemical)

을 사용하여 사출성형을 진행하였다.

3.2 성형조건 선정

Conditions
Level

Unit
1 2 3

Melt temperature 200 220 240 ℃

Mold temperature 40 50 60 ℃

Injection speed 30 75 120 mm/s

V/P switchover
(pressure control)

900 1,000 1,100 bar

Packing pressure 700 900 1,100 bar

Cooling time 1 3 5 sec

Back pressure 40 60 80 bar

Plastification speed 80 115 150 rpm

Suck back 2 3 4 mm

Table 3. Injection molding conditions for ANN model

조건 유지 시스템에서 무게 예측을 위한 인공

지능 모델을 학습하기 위해 Table 3과 같이 10개

의 성형공정변수에 대해 10인자 3수준의 직교배

열법을 이용하여 27개의 데이터 셋에 대한 성형

조건을 생성하였다. 본 연구에서 조건 유지를 위

한 제품의 목표 품질은 무게이다. 따라서, 성형품

의 무게에 영향을 주는 공정변수들을 선택하였으

며 대표적인 성형조건인 성형온도, 금형온도, 사출

속도, 보압 크기, 보압 시간 이외에도 영향을 준

다고 판단되는 5가지 공정변수를 추가로 선정하여 

다변수 입력에 대한 무게 예측과 조건 유지 성능

을 평가하였다. 

실험계획법을 이용한 27개의 성형조건 이외에 

Table 3의 최대, 최소값을 기준으로 기존의 조건

과 중복되지 않도록 임의로 선정한 28개의 성형조

건을 추가로 생성하여 총 55개 성형조건에 대해 성

형품의 무게까지 측정하여 데이터 셋을 구축하였다.

3.3 ANN 모델 구조 및 학습

Table 4에 실험계획법 27개 조건과 임의로 생

성한 28개 조건에 대한 실험결과를 정리하였다. 

Table 4의 실험 조건들과 측정 무게들은 모두 온

도, 압력, 무게 등의 물리적 특성에 따라 전체 값

의 크기와 변화의 정도가 다르게 나타난다. 따라

서, ANN에 전처리 과정 없이 학습시킬 경우, 예

No.

Melt

temp.

(℃)

Mold

temp.

(℃)

Injection 

speed

(mm/s)

V/P 

switchover

(bar)

Packing 

pressure

(bar)

Packing 

time

(sec)

Cooling 

time

(sec)

Back 

pressure

(bar)

Plastification 

speed

(rpm)

Suck

back

(mm)

Weight

(g)
Role

1 200 40 30 900 700 1.0 20 40 80 2 39.99 Train

2 200 40 30 1,000 700 3.0 30 60 115 3 41.48 Train

3 200 40 30 1,100 700 5.0 40 80 150 4 41.66 Train

4 220 60 30 1,000 900 1.0 20 40 115 3 40.56 Train

5 220 60 30 1,100 900 3.0 30 60 150 4 41.78 Train

6 220 60 30 900 900 5.0 40 80 80 2 42.12 Train

7 240 80 30 1,100 1,100 1.0 20 40 150 4 40.26 Train

8 240 80 30 900 1,100 3.0 30 60 80 2 41.66 Train

9 240 80 30 1,000 1,100 5.0 40 80 115 3 42.33 Train

10 200 60 75 1,000 1,100 1.0 30 80 80 4 40.31 Train

11 200 60 75 1,100 1,100 3.0 40 40 115 2 41.85 Train

Table 4. Injection molding data set for ANN mold
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12 200 60 75 900 1,100 5.0 20 60 150 3 42.18 Train

13 220 80 75 1,100 700 1.0 30 80 115 2 39.24 Train

14 220 80 75 900 700 3.0 40 40 150 3 40.45 Train

15 220 80 75 1,000 700 5.0 20 60 80 4 40.98 Train

16 240 40 75 900 900 1.0 30 80 150 3 40.02 Train

17 240 40 75 1,000 900 3.0 40 40 80 4 41.54 Train

18 240 40 75 1,100 900 5.0 20 60 115 2 41.94 Train

19 200 80 120 1,100 900 1.0 40 60 80 3 39.26 Train

20 200 80 120 900 900 3.0 20 80 115 4 40.71 Train

21 200 80 120 1,000 900 5.0 30 40 150 2 41.41 Train

22 220 40 120 900 1,100 1.0 40 60 115 4 40.24 Train

23 220 40 120 1,000 1,100 3.0 20 80 150 2 41.83 Train

24 220 40 120 1,100 1,100 5.0 30 40 80 3 42.30 Train

25 240 60 120 1,000 700 1.0 40 60 150 2 38.95 Train

26 240 60 120 1,100 700 3.0 20 80 80 3 40.48 Train

27 240 60 120 900 700 5.0 30 40 115 4 41.19 Train

28 217 44 32 950 758 2.5 37 52 105 3 41.58 Train

29 229 57 109 1,045 881 3.8 30 77 127 3 41.57 Valid

30 225 59 53 911 746 1.9 25 51 100 2 40.56 Train

31 218 54 71 1,091 1,027 3.0 30 50 6 3 41.90 Train

32 218 80 95 903 849 1.8 31 66 104 2 40.11 Train

33 234 68 55 1,038 1,097 2.4 34 61 129 3 41.45 Train

34 234 45 91 948 717 2.1 27 78 121 4 40.50 Valid

35 201 43 40 928 922 3.2 38 73 103 4 41.82 Train

36 218 60 80 1,093 1,000 1.1 25 45 147 4 40.32 Train

37 203 85 85 1,084 805 4.9 23 79 97 3 41.52 Train

38 204 53 53 1,033 804 1.5 30 75 120 3 40.26 Train

39 209 75 75 916 834 3.5 36 70 141 3 41.06 Train

40 234 115 115 1,077 815 3.3 20 77 128 3 41.10 Valid

41 210 109 109 962 852 3.3 28 44 85 2 41.00 Train

42 224 102 102 1,011 945 3.9 28 61 119 3 41.79 Train

43 206 51 51 1,031 948 2.4 30 51 104 3 41.22 Train

44 218 97 97 982 755 4.9 25 73 117 4 41.37 Train

45 202 92 92 1,084 804 4.3 23 71 90 3 41.24 Train

46 208 87 87 1,005 768 5.0 39 72 112 4 41.41 Valid

47 216 102 102 901 1,015 3.8 35 69 110 4 42.05 Train

48 209 82 82 952 875 4.3 21 68 100 3 41.25 Train

49 215 116 116 971 850 1.1 25 49 85 3 39.73 Train

50 233 63 63 1,083 704 3.5 34 63 131 3 41.26 Train

51 219 100 100 1,026 716 1.3 39 78 88 2 39.58 Train

52 236 412 42 1,067 807 4.7 33 50 128 3 41.59 Valid

53 202 67 67 1,002 847 4.6 29 45 134 2 41.60 Train

54 216 47 47 994 941 1.3 24 72 114 4 40.31 Train

55 235 32 32 1,017 947 3.1 25 55 138 4 42.16 Train
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측 모델의 오차가 최소값에 근접하는 수렴속도가 

낮아지고 성능이 저하될 가능성이 크다. 그러므로 

본 연구에서는 Table 4의 데이터 셋들에 대해 정

규화(Normalized)를 진행하여 모든 인자들이 동일

한 크기 내에서 변화가 발생하도록 조정하고 인공

신경망 모델의 학습을 진행하였다. 인공신경망의 

구조는 Fig. 7에 묘사하였으며 Table 5와 같이 

10개 입력 데이터에 대해 5개의 은닉 층을 적용

하고 은닉 층 당 뉴런은 10개로 설정하였으며 해

당 구조가 1개의 출력 데이터인 무게로 연결되도

록 하였다. 

Fig. 7 Injection molding machine(Roboshot -S250iA)

Parameter Value

Input data 10

Output data 1

Hidden layers 5

Neurons per hidden layers 10

Optimizer 

Type Adam

 0.001


 0.9

 0.999

 10-8

Activation function ReLU

Table 5. Structure parameters for ANN model

사전 연구[11]의 경우에는 반복 학습 횟수를 고

정시킨 상태에서 하이퍼파라미터 최적화 기법을 

사용하여 은닉 층의 수, 뉴런의 수 등을 결정하였

으나 본 연구에서는 목표로 하는 정확도에 정확히 

도달하기 위해 반복 학습 횟수를 고정시키지 않은 

상태에서 손실함수 수렴 조건을 검증 데이터의 정

확성으로 부여하고 일반적으로 가장 효과적으로 

알려진 최적화 도구와 활성화 함수를 사용하여 은

닉 층의 수와 뉴런의 수를 변경하며 최적의 모델

을 탐색하였으며 사전 연구와는 인공신경망 모델

의 구조 상 차이가 존재한다.

인공신경망 모델의 활성화 함수에는 기존에 대

중적으로 사용되던 시그모이드(Sigmoid) 함수의 

문제점인 기울기 손실(Gradient vanishing)을 해

결하기 위해 ReLU(Rectified linear unit)을 사용

하였다. ReLU는 식(2)와 같이 입력이 0보다 작으

면 0을 출력하고 0보다 큰 값을 입력할 경우, 입

력 값을 그대로 출력하며 이러한 특징이 1을 반

환하는 시그모이드 함수와는 다른 부분으로, 부분

적 활성화(Activation)와 기울기 손실의 문제점을 

해결할 수 있는 이점을 가지고 있다.

                
≥    

(2)

ANN 모델의 최적화 도구는 아담 도구 (Adam 

optimizer)를 사용하였다. 해당 최적화 도구는 모

멘텀(Momentum) 최적화와 RMS prop 최적화를 

합친 경사하강법으로 적응형 학습 속도 개선 방법

(Adaptive learning rate method)이라고도 하며, 

매개 변수에 대해 개별적으로 학습 속도를 산출하

여 적용하고 기본적인 과정을 식(3)부터 식(7)에 

나타내었다.[16] 식(1)의 는 편향된 1차 모멘텀

(Biaed first moment)를 표현하며 식(2)의 는 

편향된 2차 모멘텀(Biased second raw moment)

을 표현한다. 식(3)의 는 편향 보정된 1차 모멘

트(Bias-corrected fist moment)를 표현하고 식

(4)의 는 편향 보정된 2차 모멘트(Bias-corrected 
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second raw moment)를 나타낸다. 그리고 식(6)

의 는 학습 속도(Learning rate)를 나타내며 최

종적으로 식(7)의 는 결과 파라미터(Resulting 

parameter)를 나타낸다. , , , 은 아담스 

도구의 성능을 결정하는 변수들로 일반적으로는 

각각 0.001, 0.9, 0.009, 10-8값을 최적 값으로 사

용하나[16] ANN 모델에 따라서 초기 학습 속도인 

을 다른 값으로 설정하여 진행하기도 한다. 본 

연구에서는 , , ,  값을 0.001, 0.9, 

0.999, 10-8으로 설정하여 진행하였다.

       ∇
 (3)

     ∇ (4)

       






, 






(5)

           







(6)

          





, (7)

Table 4의 55개의 조건 중 ANN 모델 학습에

는 50개의 데이터 셋을 사용하였으며 나머지 5개 

데이터 셋은 ANN 모델의 검증 및 정확도 평가에 

사용하였다. 임의로 생성한 28개 데이터 중 성형

온도와 금형온도 분포가 균일하도록 5개의 데이터 

셋을 검증 데이터 셋으로 선정하였다. 그리고 학

습 횟수에 따라 ANN 예측 모델을 통해 5개 데이

터 셋의 무게를 예측하고 실제 무게와 비교하여 

정확도를 평가하였으며 5개 데이터 셋에 대한 정

확도가 98% 이상이 될 때까지 ANN의 학습을 진

행하도록 설정하였다. 

3.4 ANN을 통한 무게 예측 및 조건 도출

Figure 8에 ANN 모델의 학습 횟수에 손실함수

(Loss function) 값을 나타내었다. 손실함수는 MSE 

(Mean square error)로 평가하였으며 약 ×

으로 수렴하는 것을 확인하였다. 검증 데이터의 

정확도가 98% 이상이 되는 학습 횟수는 11,918

회이며 평균 99.85%로 Table 6에 각 검증 데이

터에 대한 인공신경망의 예측 무게와 실제 무게, 

그리고 차이에 대해서 나타내었다.

Fig. 8 Loss function of ANN model

Data 
set No.

Experiment 
weight (g)

Predictive 
weight (g)

Deviation 
(g)

% 
Error

1 41.57 41.60 +0.03 +0.07

2 40.50 40.44 -0.06 -0.15

3 41.10 41.02 -0.08 -0.19

4 41.41 41.49 +0.08 +0.19

5 41.59 41.54 -0.05 -0.12

Table 6. Result of validation data set for ANN model

해당 ANN 예측 모델을 통해 원하는 무게의 성

형품을 성형할 수 있는 조건을 도출하기 위해 10개

의 공정 변수들의 최대, 최소값 범위 내에서 임의로 
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선정한 10만개의 성형 조건을 입력하여 무게를 예

측하였다. 그리고 예측된 무게 결과들과 목표 무게

를 비교하여 가장 근접한 결과에 대한 성형조건을 

도출하는 방식으로 특정 무게에 대한 성형조건을 

예측하였다. 해당 방법은 인공지능의 장점인 빠른 

연산속도를 이용한 것으로 기존 CAE 해석 등을 이

용한 경우에는 수 일이 걸리는 작업이나 본 연구에

서는 10만 개 조건에 대한 무게 예측에 소요된 시

간은 2.6초로 매우 짧은 시간 내에 완료되었다.

4. 무게 유지 시스템 검증 실험

4.1 인위적 외란 적용

3.4절에서 ANN 모델의 검증에 사용한 검증 데

이터 셋 중 1번 셋의 무게 41.57 g을 목표 무게

로 설정하여 해당 무게의 성형조건을 토대로 조건 

유시 시스템 검증 실험을 진행하였다. 일반적으로 

사출성형공정에 작용하는 외란의 종류에는 대기 

온도, 습도, 기계 상태, 수지의 로트 번호(Lot 

number) 등이 있으며 이는 본 연구에서 구축한 

인공신경망 예측 모델에는 적용되지 않은 요소들

이다. 그러나 언급한 외란 요소들은 제어가 불가

능한 요소들로 본 실험에서는 인위적으로 제어 가

능하면서 ANN 예측 모델에 적용되지 않는 요소

를 외란의 역할로써 공정에 적용하였다. 본 연구

에서 구축한 ANN 예측 모델은 J-150 폴리프로필

렌 수지로 성형한 데이터를 학습한 것으로 점도가 

다른 J-370 폴리프로필렌 수지에 대한 정보는 반

영되지 않은 상태이다. 따라서, 점도가 다른 

J-370 폴리프로필렌 수지를 적용함으로써 사출성

형공정에 인위적으로 외란을 발생시키고 조건 유

지 시스템을 검증하였다.

4.2 인공지능을 이용한 무게 유지 실험

Table 7과 Fig. 9에는 목표 무게를 41.57 g으

로 설정하고 초기 성형조건이 Table 4의 29번 조

건인 경우에 인공신경망을 통해 진행한 조건 유지 

실험의 결과를 나타내었다. Table 7에서 초기 실

험은 J-150 수지로 사출성형을 진행한 경우로 외

란이 적용되지 않은 상태이며 목표 무게의 제품을 

성형하기 위한 일반적인 양산 조건으로 고려하여

도 무방하다. 0번 실험의 경우, 초기 성형조건에

서 수지를 J-150에서 J-370으로 변경하여 사출성

형을 진행하였으며 이로 인해 외란이 발생한 시점

이다. 해당 실험에서 성형품의 무게는 42.14 g으

로 측정되었으고 이는 목표 무게와 0.57 g의 차

이를 나타내며 J-150 수지로 성형한 경우와는 

0.54 g의 편차를 보인다. 외란으로 인한 편차를 

감소키기 위해 1번 실험의 조건을 ANN 모델을 

통해 변경하였다. 초기에 J-150 수지를 사용하였

을 때, 41.57 g의 성형품을 얻기 위해 ANN에 

41.57 g의 무게 조건을 입력하여 성형조건을 도

출하였다. 그러나 외란이 적용된 시점에서 ANN 

예측 모델에 입력한 무게와 실제 사출성형품의 무

게는 0.57 g의 차이를 보이므로 해당 차이만큼을 

고려하여 ANN 예측 모델의 입력 무게를 41.11 g

으로 변경하여 입력하고 새로운 성형조건을 도출

하여 적용하였다. 1번 실험의 경우에는 이전 실험

의 ANN 입력 무게와 실제 성형품의 무게 차이가 

1.37%로 이전 ANN 입력 무게 41.57 g에서 0.57 

g의 무게 차이를 감할 때 0.8의 가중치를 적용하

여 “41.11 = 41.57 – 0.8 x 0.57[=]g” 의 새로운 

ANN 입력 무게를 산출하였다. 해당 과정을 반복

하여 목표 무게와 사출성형품의 무게 편차가 

0.5% 이내로 제어되는 품질 유지 횟수를 탐색한 

결과, 11번 실험에서 제품의 무게가 41.57 g으로 

측정되었고 목표 무게 대비 0.00%의 편차로 동일
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No.

Target 

weight

(g)

ANN

input

weight

(g)

Injection molding conditions
Experiment

weight

(g)

Deviation

(g)
%Error

Distur

bance
Melt

temp.

(℃)

Mold

temp.

(℃)

Injection

Speed

(mm/s)

Packing

Pressure

(bar)

Packing

Time

(sec)

Cooling

time

(sec)

Back

pressure

(bar)

Plastification

speed

(rpm)

V/P 

switchover

(bar)

Suck 

back

(mm)

Initial 41.57 41.57 229 57 109 881 3.8 30 77 127 1045 3 41.60 -0.03 -0.07 X

0 41.57 41.57 229 57 109 881 3.8 30 77 127 1046 3 42.14 -0.57 -1.37 O

1 41.57
41.11

(=41.57-0.8x0.57)
225 76 85.2 1,090 2.8 22 79 144 1014 4 41.88 -0.31 -0.75 O

2 41.57
40.96

(=41.11-0.5x0.31)
226 63 42.1 1,091 1.5 28 74 91 1007 3 41.13 0.44 1.06 O

3 41.57
41.31

(=40.96-0.8x0.44)
226 79 42.7 1,030 2.8 36 53 121 978 4 42.02 -0.45 -1.08 O

4 41.57
40.95

(=41.31-0.8x0.45
224 62 62.5 1,065 1.9 36 48 87 948 3 41.46 0.11 0.26 O

5 41.57
40.98

(=40.95+0.3x0.11)
226 63 112.0 796 3.6 37 60 148 950 4 41.82 -0.25 -0.60 O

6 41.57
40.86

(=40.98-0.5x0.25)
231 72 33.5 950 1.7 23 67 89 1084 2 41.11 0.46 1.11 O

7 41.57
41.23

(=40.86+0.8x0.46)
224 72 77.0 1,096 2.9 28 52 108 910 3 42.10 -0.53 -1.27 O

8 41.57
40.80

(=41.23-0.8x0.53)
224 68 47.6 839 2.5 22 59 108 944 3 41.50 0.07 0.17 O

9 41.57
40.82

(=40.80+0.3x0.07)
218 46 43.9 995 1.1 36 48 120 939 2 41.11 0.46 1.11 O

10 41.57
41.19

(=40.82+0.8x0.46)
225 57 96.6 825 3.1 36 71 98 126 3 41.81 -0.24 -0.58 O

11 41.57
41.07

(=40.19-0.5x0.24)
227 77 110.9 703 4.5 27 67 139 951 4 41.57 0 0.00 O

12 41.57
41.07

(=41.07-0.1x0.00)
231 79 112.4 742 4.5 34 75 87 971 3 41.65 -0.08 -0.19 O

13 41.57
41.05

(=41.07-0.3x0.08)
214 72 38.8 721 2.8 37 75 120 1020 3 41.52 0.05 0.12 O

14 41.57
41.06

(=41.05+0.3x0.05)
223 73 94.7 728 3.9 30 64 126 912 2 41.60 -0.03 -0.07 O

15 41.57
41.06

(=41.06-0.1x0.03)
222 72 91.5 788 3.6 32 79 102 932 3 41.68 -0.11 -0.26 O

16 41.57
41.03

(=41.06-0.3x0.11)
228 76 111.7 711 4.4 34 43 132 949 3 41.62 -0.05 -0.12 O

Table 7. Result of stability control for product weight by ANN model

Fig. 9 Product weight controled by ANN model when disturbance occurs
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한 무게로 제어되었으며 이후 구간에서 무게 편차

가 0.15±0.07%로 0.5% 이내에서 안정적으로 제

어됨을 확인하였다.

5. 결 론

본 논문에는 10개의 공정변수를 이용하여 실험

계획법 27개 조건과 임의로 생성한 28개 조건을 

이용하여 사출성형을 진행하고 무게를 측정하였

다. 수지는 10 g/10min의 유동지수를 가지는 폴

리프로필렌 J-150 수지를 사용하였으며 55개의 

데이터 셋을 이용하여 ANN 무게 예측 모델을 구

축하였다. ANN 모델의 손실함수는 약 ×

으로 수렴하였으며 검증 데이터 셋의 예측 정확도

는 평균 98.5%로 높은 수준의 정확도를 나타내었

다. 해당 ANN 예측 모델에 임의로 선정한 10만

개의 성형조건을 입력하여 무게를 산출하고 목표 

무게에 가장 근접하는 성형조건을 도출하여 사출

성형을 진행하였다. 일정 샷 이후에 수지를 33 

g/10min의 유동지수를 가지는 폴리프로필렌 J-370

으로 변경하여 공정에 외란을 적용하였다. 그리고 

수지 변경에 의한 외란으로 발생한 성형품의 무게 

변동을 ANN 모델의 입력 무게에 반영하여 새로

운 성형조건을 도출하였으며 해당 과정을 반복하

여 성형품의 무게가 목표 무게 대비 0.5%의 편차 

내로 복귀하도록 제어하였다. 

실험 결과, 초기 외란이 발생하였을 때 제품의 

무게는 42.14 g으로 목표 무게 대비 0.57g의 편

차로 1.37%의 오차를 나타내었다. 그리고 제시된 

무게 유지 시스템의 제어 과정을 11회 반복하여 

성형품의 무게는 41.57 g으로 측정되었으며 목표 

무게의 0.5% 편차 범위 내인 0.00%의 오차를 나

타내었다. 그리고 이후 제어 과정에서도 성형품의 

무게는 목표 무게 대비 0.15±0.07%의 오차 범위 

내에서 유지되는 것을 확인하였으며 본 연구에서 

제시된 시스템의 정확성과 신뢰성을 검증하였다.

본 연구에서는 성형품의 무게를 예측하는 ANN 

모델을 이용하여 목표 무게에 대한 성형조건을 도출

하고 이를 이용하여 사출성형공정에 외란이 발생하

였을 시 성형품에 발생하는 무게 변동을 외란 발생 

전 무게 기준으로 제어하는 시스템을 제시하였으며 

높은 정확도와 신뢰성을 가지는 것을 확인하였다. 

따라서, 향후 해당 시스템이 사출성형공정에서 제품

의 품질 안정성을 유지하는데 기여하여 제품의 품질

과 생산성 향상에 도움이 될 것으로 판단된다.
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