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요  약  최근 인공지능 딥러닝 분야는 컴퓨팅 자원의 높은 연산량과 가격문제로 인해 상용화에 어려움이 존재했다. 

본 논문은 더블 프루닝 기법을 적용하여 심층신경망 모델들과 다수의 데이터셋에서의 성능을 평가하고자 한다. 더

블 프루닝은 기본의 네트워크 간소화(Network-Slimming)과 파라미터 프루닝(Parameter-Pruning)을 결합한다. 

이는 기존의 학습에 중요하지 않는 매개변수를 절감하여 학습 정확도를 저해하지 않고 속도를 향상시킬 수 있다는 

장점이 있다. 다양한 데이터셋 학습 이후에 프루닝 비율을 증가시켜, 모델의 사이즈를 감소시켰다. NetScore 성능 

분석 결과 MobileNet-V3가 가장 성능이 높게 나타났다. 프루닝 이후의 성능은 Cifar 10 데이터셋에서 깊이 우선 

합성곱 신경망으로 구성된 MobileNet-V3이 가장 성능이 높았고, 전통적인 합성곱 신경망으로 이루어진 

VGGNet, ResNet또한 높은 폭으로 성능이 증가함을 확인하였다. 

주제어 : 모델압축, 모델 경량화, 딥러닝, 프루닝, 네트워크 간소화

Abstract Recently, the artificial intelligence deep learning field has been hard to commercialize due 

to the high computing power and the price problem of computing resources. In this paper, we 

apply a double pruning techniques to evaluate the performance of the in-depth neural network and 

various datasets. Double pruning combines basic Network-slimming and Parameter-prunning. Our 

proposed technique has the advantage of reducing the parameters that are not important to the 

existing learning and improving the speed without compromising the learning accuracy. After 

training various datasets, the pruning ratio was increased to reduce the size of the model.We 

confirmed that MobileNet-V3 showed the highest performance as a result of NetScore performance 

analysis. We confirmed that the performance after pruning was the highest in MobileNet-V3 

consisting of depthwise seperable convolution neural networks in the Cifar 10 dataset, and VGGNet 

and ResNet in traditional convolutional neural networks also increased significantly.

Key Words : Model Compression, Model Light Weight, Deep Learning, Pruning, Network-Slimming

*This research was supported by the MSIT(Ministry of Science and ICT), Korea, under the ITRC(Information Technology 

Research Center) support program(IITP-2017-0-01642) supervised by the IITP(Institute for Information & communications 

Technology Promotion)
*Corresponding Author : Jnag-Woo Kwon(jwkwon@inha.ac.kr)

Received June 10, 2020

Accepted August 20, 2020

Revised August 4, 2020

Published August 28, 2020

Journal of Convergence for Information Technology
Vol. 10. No. 8, pp. 23-34, 2020

e-ISSN 2586-4440
DOI : https://doi.org/10.22156/CS4SMB.2020.10.08.023



융합정보논문지 제10권 제8호24

1. 서론 

최근의 딥러닝에 대한 연구는 소형 스마트폰이나 소

형 디바이스 들에 적용이 가능한 딥러닝 모델들의 최적

화에 대한 연구가 많이 되고 있으나 여전히 많은 문제

점이 있다. 기존의 뉴럴네트워크 모델들은, 정확도에 초

점[1-4]을 맞춘다거나, 속도 측면[5-10]에서 많은 이점

을 가져오고자 했다면, 최근의 딥러닝은 정확도와 속도

에 대한 이점을 모두 가져와 이러한 문제점을 해결하고

자 하였다[5, 11]. 이와 프루닝(Pruning) 기법은 기존

의 네트워크의 성능을 거의 유지하면서도 연산량을 줄

이는 후처리 기법으로 제안되었다[12-18]. 프루닝은, 

기존의 네트워크의 구조에 어떠한 네트워크를 추가하

지 않고, 후처리를 통하여 연산량, 저장공간, 에너지 감

소 등의 효과를 내는 다양한 이점이 있다[14].

본 논문에서는 기존의 매개변수 프루닝[13]과 채널 

간소화 프루닝 기법[17]을 각각 적용 할때와 동시에 적

용할때의 성능결과를 보고 데이터셋에 따른 성능을 비

교하였다. 이와 더불어 속도를 우선시 하는 깊이별 분리 

합성곱 신경망[5-7] 3종과 일반적으로 사용되는 합성곱 

신경망 기반의 모델 2종[8, 10]종에 각각 적용하였다. 

마지막으로 모델의 정확도와 속도측면을 동시에 고려하

는 평가지표를 입력크기와 분류 레이블의 수가 각기다

른 4종의 데이터셋에 도입하여 비교분석을 하였다.

본 논문은 다음과 같이 구성된다. 2장에서는 딥러닝 

경량화를 위한 대표적인 합성곱 신경망의 경량화 모델

에 대해 설명하고, 다양한 프루닝 기법을 소개하고자 

한다. 3장에서는 본 논문에서 사용된 데이터셋과 사용

되어지는 딥러닝 모델, 프루닝 기법 등을 설명하고 본 

학습에서 사용되는 방법을 제안하고자 한다. 4장에서는 

본 논문에서 제안하는 방법으로 실험하여 나온 결과와 

모델 성능 측정방법에 대하여 서술 및 성능을 비교하고

자 한다. 5장에서는 결론을 맺으며 향후 연구에 대하여 

제안하고자 한다.

2. 관련연구

2.1 경량 딥러닝 모델

심층신경망 최적 구조에 관한 연구는 그동안 많이 

이루어져 왔다. 일반적으로 심층신경망은 정확도와 속

도에서의 거래(trade-off)가 있는데 정확도를 최대한 

보전하면서 속도를 효율적으로 올리기 위한 연구가 상

용화에 있어서 중요한 이슈 중 하나이다.심층신경망의 

합성곱 신경망은 기본적으로 행렬 연산이기 때문에 많

은 연산이 필요하다. 초기에 이를 극복하기 위하고자 

다양한 시도들이 이루어졌다.

초기에 × 합성곱 신경망을 이용하여 서로비슷한 

은닉층(Hidden Layer)을 줄임으로써, 효과적으로 연

산량을 줄이는 연구가 있었다.[8],그 이후 합성곱 신견

망의 기본적인 연산 구조를 변환시키는 깊이별 분리 합

성곱 신경망(Depthwise Seperable Convolution) 등

과 같은 연산을 통하여 연산량을 줄이는 방법이 성공적

으로 적용되었다[5-7, 10]. 특징지도(FeatureMap)을 

효율적으로 뽑아낼 수 있도록 하나의 입력에 대해서 

Group Convolution을 적용하여 특징점을 효율적으

로 추출하려는 시도도 있었다[9]. 이와 더불어 기존 모

델의 최적의 해상도(Resolution scaling), 깊이(Depth 

scaling), 핵의 크기(Kernel Size), 필터의 개수(width 

scaling)에 따른 최적 구조를 제안[19, 20]을 하였다.

2.2 프루닝 기법

프루닝은 경량화 기법의 하나로, 학습 이후 각 심층

신경망 층의 상대적으로 불필요한 매개변수를 제거함으

로써, 딥러닝 성능의 저하를 최소화하면서 성공적인 정

확도를 가져오는 방법으로 사용되어왔다. Fig. 1는 프루

닝의 기본적인 방법으로써, 학습 이후 프루닝을 한 뒤, 

다시 미세조정(Fine-tuning)을 거치면서 학습이 된다.

Fig. 1. Basic Pruning Principle Structure in Deep Learning

프루닝은 기본적으로 모델의 은닉층 필터를 제거하

는 방법[13]과, 은닉층 안의 값들을 0으로 만드는 방법

[17,18,21]이 있다. 최근의 프루닝 기법은, 학습하기n 

전에 프루닝 이후의 매개변수들을 그대로 적용시키면 

모델의 성능이 저하되는 경우가 있는데, 이는 딥러닝 

모델이 아직 오류가 전역 최소(Global Minimum)로 
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도달하지 못한 상태에서 학습을 시작하면, 데이터의 허

용 용량(Capacity)이 부족하여 발생하는 상태이다. 이

런 문제를 극복하고자 프루닝을 학습이 다 끝나지 않은 

상태에서 약간의 에폭(Epoch) 이후 프루닝을 일정부분 

해주고, 다시 몇 번의 에폭을 반복하는 방법[23]과 수식

을 통한 중요 뉴런을 근사 계산하여 해당중요 뉴런만 

남기고 프루닝 하는 방법[16]이 있다.

3. 실험 데이터 및 제안하는 방법

3.1 실험데이터

실험을 적용하고자 하는 학습 및 테스트 데이터로는 

Cifar10, Cifar100[24], FER2013[25], FER+[26]라는 

총 4가지 데이터로 학습을 시켰으며, 각 데이터셋 마다 

훈련, 테스트, 레이블에 대한 정보는 Table 1과 같이 

구성된다.

Table 1. Information about the size of the dataset 

to be applied in this paper, and the 

number of training and test data

Train Test Label Input Size

Cifar10 50,000 10,000 10 ××

Cifar100 50,000 10,000 100 ××

Fer2013 28,709 7,178 7 ××

Fer+ 28,561 7,153 8 ××

3.1.1 Cifar(Canadian Institute For Advanced 

Research) Dataset

Cifar 10, Cifar 100 은 학습데이터와 테스트 데이

터가 동일하지만, 레이블이 다른 데이터로 학습 레이블

이 프루닝 결과에 영향을 미치는지 알아보기 위하여 선

택 되었다. Cifar 10 데이터셋은, 비행기(airplane), 자

동차(automobile), 새(bird), 고양이(cat), 사슴(deer), 

개(dog), 개구리(frog), 말(horse), 배(ship), 트럭

(truck)으로 이루어진 데이터로 총 60,000개의 데이터

로 이루어져 있고, 각 클래스마다 5,000개의 학습 데이

터와 1,000개의 테트 데이터로 이루어져 있으며, 클래

스별 데이터예시는 Fig. 2와 같다. Cifar 100 데이터셋

은 Cifar 10보다 좀 더 세분화된 클래스로 이루어져 있

으며, 상위 개념의 슈퍼클래스(Superclass)와 하위의 

클래스로 이루어져 있다. 각 클래스별 500개의 학습 이

미지와 100개의 테스트 이미지로 이루어져 있다.

Fig. 3. Cifar 10 dataset example

3.1.2 FER(Facial Emotion Recognition) Dataset

FER2013(Facial Emotion Recognition 2013)과 

FER+ 데이터는 학습 데이터와 클래스는 비슷하지만, 

입력 크기가 차이가 있는 데이터로 입력 크기에 따른 

프루닝 결과를 비교하기 위하여 적용되었다. 또한, FER 

데이터셋은 학습 및 테스트 데이터의 분포가 균일하지 

않은 상태이기 때문에 프루닝의 영향도 살펴보고자한

다. FER2013 데이터셋 은 × × 크기로 구성되

었으며, 사람의 정확도는 약 ± 로, 35,887개의 이

미지와 총 7개의 레이블(화남(Angry), 역겨움(Disgust), 

공포(Fear), 행복(Happy), 슬픔(Sad), 놀람(Surprise), 

보통(Neutral)로 이루어져 있다. 이 중 28,709개의 훈

련(Train) 데이터와 3,589개의 검증(Validation) 데이

터 3,589개의 시험(Test) 데이터로 구성되어 있으며 데

이터 레이블 개수 분포는 Fig. 3.으로 구성된다.

Fig. 4. Data Distribution of FER2013 Dataset

FER+ 데이터셋은 FER2013 데이터셋의 Fig. 4과 
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같은 부적합 레이블(Noisy Label)을 보안 하고자 10명

의 인원이 다시 판단한 뒤에 각자가 생각하는 표정의 

종류를 투표하여 표기하였다. 

Fig. 5. Noisy Data of FER2013 dataset

기존의 FER2013 데이터 레이블에서 경멸

(Contempt) 클래스까지 추가하여 총 8종류의 데이터를 

구성하여 다수 투표(Majority Voting), 다중 레이블 학

습(Multi-Label Learning), 확률적 표현(Probabilistic 

Label Drawing), 교차-엔트로피 오차(Cross-entropy 

loss) 총 4가지 방법으로 레이블링 기법을 적용하여 최

적의 레이블을 찾는 데이터 셋을 구성하여 기존 정확도 

보다 향상되었다[26].

본 논문에서는 Fer+는 4가지 평가방법 중, 교차 엔

트로피 손실(Cross Entropy Loss)이 성능대비 표준편

차가 적어 [26]에서 우수하여 이를 채용하였고, 그 방법

은 아래의 식 (1) 과 같은 방법으로 표현이 가능하며 데

이터셋의 분포는 Fig. 5과 같다.

Fig. 6. Diata Distribution of Fer+ Dataset (Cross- 

Entropy- Loss)
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 ··············································· (1)

여기서 는 FER+에서 다시 레이블한 10명의 투표

확률값이고, 은 데이터 개수, 는 제안하는 네트워크

에서 심층신경망의 결과값을 의미한다.

3.2 적용 딥러닝 모델

제안하는 프루닝 방법은 3.1 장에서 제안된 학습 데

이터에 다수의 딥러닝 모델을 학습 후 매개변수 프루닝

과 네트워크 간소화를 차례로 거친 모델로써, 적용하여 

실험하고자 하는 대상 딥러닝 신경망은 경량화 목적의 

깊이별-분리 합성곱(Depthwise-Separable Convolution) 

신경망을 사용한 신경망 모델 3종과 일반적으로 합성

곱 신경망이 사용되는 신경망 모델 2종을 적용하였다. 

깊이별-분리 합성곱 신경망 기반의 모델 3종은 

MobileNet[6], MobileNet-V2[5], MobileNet-V3[4]

를 적용하였고, 일반적으로 사용되는 합성곱 신경망 모델

은 VGGNet19[8], ResNet18[10] 모델을 적용하였다. 

3.2.1 VGGNet

VGGNet모델은 ILSVRC2014에서 오직 ×크기

의 합성곱 신경망을 이용하여 제안한 네트워크로, 구현

이 쉽다는 장점있고, 어느정도 성능이 보장된다는 점이 

특징이다. 본 논문에서는 VGG19의 합성곱신경망의 매

개변수만을 비교를 위하여 마지막 3개의 완전 결합 층

(Fully Connected Layer)을 전역 평균 풀링(Global 

Average Pooling)으로 전환하여 매개변수의 개수를 

줄였다.

3.2.2 ResNet

ResNet 모델은 잔차모듈(Residual module)이라는 

Skip Connection 기법을 적용하여 은닉층의 개수를 

크게하면서도 기울기 소실/폭발 문제를(Gradient 

Vanishing/Exploding Problem) 해결한 방법이다. 

본 논문에서는 VGG와 깊이가 비슷한 ResNet18 네트

워크를 적용하였다.

3.2.3 MobileNet-V1

MobileNet-V1은, 깊이별 합성곱(Depth-wise 

Convolution)[10]에 포인트별 합성곱(Point-wise 

Convolution)을 결합한 깊이별 분리 합성곱

(Depth-wise Separable Convolution)을 제안하여 

정확도 대비 속도가 좋은 네트워크로 많이 사용되고 있

다. MobileNet은 width multiplier의 비율()에 따라

서 성능과 속도간의 거래(trade-off)[7]가 있는데, 는 
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1.0으로 채택하여 실험에 적용하였다.

3.2.4 MobileNet-V2

MobileNet-V2는 ResNet 모델에서 제안하는 잔차 

블록(Residual block)에서 병목 구조(Bottle-Neck 

Structure)을 차용하여 역-잔차블록(Inverted Residual 

Block)[6]을 제안하여 우수한 성능을 가져온 모델이다. 

본 실험에서도 MobileNetV1의 모델에서와 같이 너비 

승수(width multiplier)의 비율()와 해상도 승수

(resolution multiplier) 비율()에 따라서 성능이 나

뉘는데 본 실험에서는 1.0을 선택하여 실험하였다.

3.2.5 MobileNet V3

MobileNet-V3모델은 최근 MNasNet[26]모델과 

같은 모델의 구조의 학습모델을 기반으로하여 나온 모

델을 수정하고, 모바일 디바이스에 맞도록 swish[27] 

손실함수로 수정하여 제안한 모델을 사용하였다. 본 실

험에서는, MobileNetV3 모델이 제안한 모델중 큰

(Large)모델과 작은(Small) 모델에서 작은 모델을 차용

하여 적용하였다. 또한 학습 입력 크기가 작은 관계로 

마지막의 드랍아웃(Dropout) 비율을 0.8에서 0.0으로 

없앴다.

3.3 하이퍼 파라미터(Hyper Parameter)

본 논문에서 제안하는 네트워크들의 학습 매개변수

는 모두 동일하게 배치사이즈는 128로 진행을 하였다. 에

폭(Epoch)은 200으로 선정하였고, 학습속도(Learning 

Rate)는 초기에 0.1로 설정하였다. 학습속도는 각 에폭

마다 다른 학습속도를 코사인 어닐링(Cosine Annealing)

주기적으로 반복시켜주는 SGDR스케줄러[30]를 사용하

였다. 이를 적용하면, SGD(Stochastic Gradient 

Descent)를 수행하고 나서 계속해서 학습속도가 0부터 

초기에 설정해둔 학습속도로 반복하게 된다. 여기에 학

습 속도 감소(Learning Rate Decay)을 0.005를 적용

하여 초기 학습속도보다는 조금 낮게 설정하여 마지막

에는 0이 되게끔 설정하였고, 학습 결과는 Table 2와 

같은 결과를 보였다. 

Table 2. Basic performance results for data sets and deep learning networks to be applied before experiment

Dataset Network Parameter(Million) Top-1 Error Top-5 Error 

Cifar10 MobileNet-v1 3.41 9.53 0.30

Cifar10 MobileNet-v2 4.44 9.16 0.33

Cifar10 MobileNet-v3 2.862 23.86 1.61

Cifar10 VGG19 40.06 6.31 0.34

Cifar10 ResNet18 22.165 5.05 0.18

Cifar100 MobileNet-v1 6.5 32.5 0.10

Cifar100 MobileNet-v2 4.67 31.9 8.92

Cifar100 MobileNet-v3 2.97 57.03 25.71

Cifar100 VGG19 40.11 27.85 10.53

Cifar100 ResNet18 22.21 24.04 7.38

Fer2013 MobileNet-v1 6.41 31.5 1.55

Fer2013 MobileNet-v2 4.43 31.43 1.0

Fer2013 MobileNet-v3 2.85 39.96 1.76

Fer2013 VGG19 40.06 29.95 2.35

Fer2013 ResNet18 22.16 28.29 2.33

FerPlus MobileNet-v1 6.41 17.24 0.01

FerPlus MobileNet-v2 4.43 17.63 0.81

FerPlus MobileNet-v3 2.85 21.60 0.75

FerPlus VGG19 40.06 16.36 0.91

FerPlus ResNet18 22.17 16.52 1.08
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Table 2.에서 보듯이 실험결과는 모델별로 정확도 

측면에서는 ResNet18이 가장 우수한 성능을 보였다. 

이는 ResNet18이 Skip-Connection과 같은 기법과 

전통적으로 사용되는 합성곱 신경망이 연산량은 많지만 

우수한 깊이별-분리 합성곱 신경망보다 우수한 성능을 

보이기 때문이다. 또한 연산량이 적은 깊이별-분리 합

성곱 신경망 기반의 모델들(MobileNet-v1, v2, v3)은 

일반적인 합성곱 신경망에 비하여 성능이 매개변수 수 

측면에서는 연산량 대비 오차율이 적은 현상을 보인다.

데이터셋 측면에서는 Cifar100 데이터셋에서는 

MobileNet-V3같은 경우는 오차율이 50%가 넘는 현

상을 보이는데 이는 분류할 레이블에 비해서 매개변수

의 수가 작아 생기는 현상으로 보인다.

3.4 프루닝(Pruning)

본 논문에서 학습에 사용된 방법은 학습이 끝난 신

경망 모델에, 매개변수 프루닝(Parameter Pruning)을 

하여 프루닝을 선행하여 최적화 작업 후, 네트워크 간

소화(Network Slimming)을 점차 높여 나가면서, 신

경망의 연산량 절감과 합성곱 필터의 수를 줄임으로써 

정확도를 최소화 함으로써 속도를 향상시키고자 하였

다.일반적으로 심층신경망에서는 학습이 끝난뒤, 합성

곱 필터에서의 뉴런 값들은, 상대적으로 특징을 잘 골

라내고, 강도가 강한 뉴런이 있는반면, 특징을 골라내는

데 기여하거나 오히려 방해되는 뉴런들이 존재하게 된

다. 이러한 필터나 뉴런등의 값들을 0으로 바꿔줌으로

써, 연산량을 줄이고 0으로 된 뉴런들은, 이후 연산을 

고려하지 않아도 되는 Zero-Skipping[31] 과 같은 효

과를 얻을 수 있다.

3.4.1 네트워크 간소화(Network Slimming)

네트워크 간소화은 합성곱 필터의 수를 줄이는 방법

으로, Fig. 6과 같이 학습이 진행된 이후 크기조정 계수

(scaling factor) 혹은 프루닝 비율에 따라서 필터의 수

를 줄이는 방법으로 진행이 된다.

Fig. 7. Example of Network Slimming

크기조정 계수 혹은 프루닝 비율()을 각 은닉층 마

다 정하여 진행하고 그 식은 (2)와 같다.는 입력값

과 예측값을 나타내고, 는 학습 웨이트를 의미하며, 

첫 번째, 합은 합성곱 손실값의 오차 함수(Loss 

Function)을 나타낸다. ∙은 크기조정 계수의 간

극성 유도 패널티(sparsity-induced penalty)를 의미

[17]한며, 을 통하여 두 항간의 균형을 맞추는데 본 

실험에서는 1로 정하였다. 본 실험에서 ∙은 

L1-norm[32]을 선택하였고, 일반적으로 널리 사용되

기에 채용하였다.

  


 
∈

 ····················· (2)

3.4.2 매개변수 프루닝(Parameter Pruning)

본 실험에서 매개변수 프루닝은 각 은닉층에서의 값

들을 프루닝 비율에 따라서 마스크 레이어( )를 두어 

그 값을 0으로 만들어 주는 방식을 이용하여 구현하였

고, 식 (3)과 같이 표현할 수 있다.

 ⊙ ····················································· (3)

∈ 

이런 매개변수 프루닝을 이용하면, 네트워크 내의 연

결이 강한 값들만 남기 때문에, 불필요한 실수 연산을 

하지 않으므로 신경망의 매개변수의 수를 줄일 수 있

고, 연산량 절감의 효과로 이어져 속도 향상을 할 수 있

는 원인이 될 수 있다.

3.4.3 더블 프루닝(Double Pruning)

본 논문에서 제안하고자 하는 더블 프루닝의 방법은 

Fig. 7와 같이 나타낼 수 있다. 

Fig. 8. The architecture of double pruning

제안하는 방법은 학습이 된 신경망 모델에 매개변수 프

루닝을 진행한 후에 10 에폭(Epoch) 재학습(re-training)

을 실시 후 네트워크 간소화를 진행하여 모델을 재구축
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하여 재학습하여 네트워크를 압축하는 방식이다.

본 논문에서 네트워크 간소화 선행하고 매개 변수프

루닝을 먼저 수행하였으나, 네트워크 슬라이밍에서의 

제거 필터 선정을 할 때, L1-norm의 결과에 상대적으

로 필요없는 뉴런들이 영향을 미치므로 매개변수 프루

닝을 먼저 선행하여 네트워크 간소화를 수행하였다.

4. 실험 결과

4.1 모델별 성능 평가방법

본 논문에서 성능평가 방법은 프루닝 비율에 따라 

변하는 속도 모두를 측정하여 이를 기반으로 심층신경

망 모델의 속도와 연산량을 기반으로 모델을 평가하는 

검증방법 중 하나인, Net-Score[27]를 측정하고자 하

였다. Net-Score는 식 (4)와 같이 표현할 수 있다.

  log



 ···················· (4)

네트워크 의 NetScore 는 네트워크의 정확

도와네트워크의 파라미터로 단위는 %값을 의미한

다.  , 곱셈-덧셈의 수(number of multiply- 

accumulate, MAC)으로 단위는 10억개 단위로 측정한

다. 은 매개변수의 수로써, 백만개 단위의 개수를 

의미하여 이 세 변수를 을 조합하여 나타낸 것이다. 이 

때,   는 상수로써, [27]에서 제안한 값인   , 

  ,   로 설정하여 평가하였다. 

4.2 매개변수 프루닝만 했을 경우

매개변수 프루닝만 적용했을 경우와 이에의한 결과

는 Table 3.에 와 같이 나왔다. 전체적으로 정확도 대

비 성능이 좋은 모델은 MobileNet-v3였다. 프루닝을 

통하여 NetScore가 가장 높은 모델은 MobileNet–V3

가 가장 높은 NetScore를 나타내었다. 하지만, 효율성

(Efficiency) 측면에서는 MobileNet-V3가 최악의 효

율성을 보였다. 

데이터셋에 따른 기존 모델 성능대비 프루닝 후의 

모델 성능의 향상폭이 가장 큰 모델은 Cifar10, 

VGGNet19 모델이 133% 성능향상이 있었고, 

Cifar100 데이터셋은 MobileNet-V1이 159% 성능향

상이 있었다. Fer2013, ResNet18모델이 성능 향상이 

134%로 가장 높았다. FerPlus 데이터셋에서는 

MobileNet-V1이 성능향상 비율이 높았다.

Table 3. NetScore and Effciency result in case of parameter pruning step-by-step (80%, 90%, 95%) after training 

MobileNet-v1, v2, v3, VGGNet19, ResNet18 models for Cifar10, Cifar100, Fer2013, and Ferplus datasets 

Dataset Network Non-Prunning pruned rate: 0.8 pruned rate: 0.9 pruned rate: 0.95 Efficiency

Cifar10

MobileNet-v1 106.86 122.47 128.83 136.45 128%

MobileNet-v2 110.68 126.11 132.07 117.07 119%

MobileNet-v3 134.33 142.65 144.41 145.43 108%

VGGNet19 68.64 84.72 91.48 11.13 133%

ResNet18 84.70 100.37 106.48 111.65 132%

Cifar100

MobileNet-v1 71.65 109.17 113.62 95.66 159%

MobileNet-v2 75.57 113.71 111.48 26.54 150%

MobileNet-v3 109.97 117.49 119.14 120.02 109%

VGGNet19 58.17 73.93 65.17 -41.06 127%

ResNet18 73.55 87.89 92.11 90.53 125%

Fer2013

MobileNet-v1 87.48 103.13 109.27 101.74 125%

MobileNet-v2 91.30 106.67 108.35 78.49 119%

MobileNet-v3 119.41 127.91 129.71 130.87 110%

VGGNet19 48.97 64.72 62.97 24.34 132%

ResNet18 65.61 81.11 86.36 87.80 134%

Ferplus

MobileNet-v1 66.30 105.02 111.36 102.26 168%

MobileNet-v2 69.86 108.55 112.77 92.82 161%

MobileNet-v3 127.43 135.94 137.49 134.16 108%

VGGNet19 50.25 66.03 69.67 49.21 139%

ResNet18 66.49 82.03 87.95 92.92 140%
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눈에띄는 점으로는 VGGNet19 네트워크도 매개변

수 프루닝 작업을 거치게 되면 저연산 목적으로 이루어

진 깊이별 우선 합성곱 신경망 기반의 MobileNet류의 

모델보다 높은 NetScore를 얻을 수 있다는 점이다. 

Fer2013 데이터셋의 경우 사람의 정확도는 약 65±5% 

정도였는데, 프루닝 작업을 거쳐도 MobileNet류의 성

능에 도달하지 못했는데, 데이터셋의 안정화가 되어있

지 않은상태에서 프루닝을 진행할 경우 상대적으로 값

은 작지만, 중요한 매개변수를 제거한 것이 원인으로 

보인다.

4.3 네트워크 간소화만 했을 경우

네트워크 간소화만 적용했을 경우의 결과는 Table 

4.과 같은 결과를 보였다. 최소 10%부터 간소화비율

(Slimming Rate)는 최대 80%까지 진행하다. 이때특

정 딥러닝 모델에서는 일정 비율이후 재결합이 안되었

는대 최대한 진행하였다. 모델이 재결합이 안되는 이유

는 간소화 구조 특성상 식 (2)를 통하여 추출한 필터별 

임계치를 기준으로 네트워크 간소화를 하게 되는데 현

재 계산한 은닉층의 값과 이전에 계산한 은닉층의 값의 

연결이 없기때문에 일어나는 현상으로 보인다.

네트워크 간소화 기법을 통하여 가장 성능향상의 폭

이 높은 모델과 데이터셋은, Cifar10에서는 VGGNet19

가 135%로 가장 높은 성능향상의 폭이 있었다. 

Cifar100에서는 MobileNet-V1의 성능이 가장 뛰

어났다. 그 이유는 Table 4.에서 보듯이 

MobileNet-V1이 매개변수가 가장 많아 네트워크 간

소화를 통하여 매개변수의 수를 가장 많이 줄일 수 있

기 때문으로 보인다.

Fer2013에서는 VGGNet19가 가장 성능향상의 폭

이 높았다. 그 이유로는 FER2013은 최대 정확도가 낮

기 때문에 뉴런들의 값이 크기않아서 중요한 필터들을 

제거할 가능성이 커지고 Skip-Connection[10]과 같

은 연산을 한 결과를 제거할 수 있기 때문으로 보인다. 

Ferplus에서의 결과는 MobileNet-V1이 가장 높았

다. 이러한 이유 역시 Cifar100의 네트워크 간소화를 

할 때와 같은 결과로 보인다. 가장 저조한 성능을 보이

는 모델은 VGGNet19이었는데, VGGNet모델의 경우 

단순히 ×합성곱 신경망으로만 모델을 구성했기 때

문에 프루닝에 대한 성능향상이 부족한 것으로 보인다. 

Cifar100데이터셋에서 VGGNet19모델의 경우는 

95% 프루닝 할 경우 정확도가 약 2.75%가 되는데 학

습 매개변수의 부족으로 나타난 현상으로 보인다. 또한 

학습 레이블이 많을수록 프루닝에 대한 효과가 적다는 

것을 판단할 수 있었다.

전체적으로 네트워크 슬라이밍은 MobileNet V3가 

가장 성능향상으로 인한 NetScore가 점수가 가장 높

았지만, 모델 자체가 가지고 있는 연산 매개변수의 수

가 적기 때문에 프루닝의 결과를 받기는 어려웠다.

Table 4. NetScore and Effciency results when channel slimming (30 to 80%) is carried out step by step for the 

MobileNet-v1, v2, v3, VGGNet19, and ResNet18 models for the Cifar10, Cifar100, Fer2013, and Ferplus datasets

Dataset network
Non

Prunning

pruned 

rate: 0.3

pruned 

rate: 0.4

pruned 

rate: 0.5

pruned 

rate: 0.6

pruned 

rate: 0.7

pruned 

rate: 0.8
Efficiency

Cifar10

MobileNet-v1 106.86 118.13 123.05 90.4 90.59 - - 115%

MobileNet-v2 110.68 112.17 117.56 90.85 - - - 106%

MobileNet-v3 134.33 138.91 139.94 76.12 - - - 104%

VGGNet19 68.64 78.51 82.40 93.18 83.43 - - 135%

ResNet18 84.70 91.59 94.21 93.16 109.97 - - 129%

Cifar100

MobileNet-v1 71.65 105.86 111.21 58.59 8.2 - - 155%

MobileNet-v2 75.57 105.46 107.55 68.29 - - - 142%

MobileNet-v3 109.97 114.21 115.12 42.62 - - - 104%

VGGNet19 58.17 67.66 69.85 14.55 - - - 120%

ResNet18 73.55 78.18 - - - - - 106%

Fer2013

MobileNet-v1 87.48 97.81 102.54 68.45 61.71 59.07 - 117%

MobileNet-v2 91.30 98.31 100.51 0.6858 - - - 110%

MobileNet-v3 119.41 123.80 124.57 - - - - 104%

VGGNet19 48.97 58.23 61.27 60.36 52 - - 125%

ResNet18 65.61 71.44 73.80 - - - - 112%

Ferplus

MobileNet-v1 66.30 99.98 104.77 82.73 82.35 119.93 117.77 180%

MobileNet-v2 69.86 97.75 99.59 82.23 82.27 - - 142%

MobileNet-v3 127.43 130.99 130.99 76.65 - - - 102%

VGGNet19 50.25 60.01 63.49 72.93 50.67 51.06 - 145%

ResNet18 66.49 73.02 75.50 79.39 - - - 119%
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4.4 매개변수 프루닝과 네트워크 간소화 기법을 함

께 적용하였을 경우

매개변수 프루닝과 네트워크 간소화를 함께 진행한 결

과는 Table 5와 같은 결과를 보였다. 네트워크 간소화와 

매개변수 프루닝 중 먼저 선택된 방법은 매개변수 프루

닝이었다. 그 이유는 네트워크 간소화를 먼저 하게되면, 

필터 안의 특정 중요 필터를 먼저 없애기 때문에 매개변

수 프루닝 이후에 네트워크 간소화를 진행하였다. 네트워

크 간소화는, 최대 60%까지 진행되었으며 그 이상을 진

행할 경우 네트워크 재구성이 안되는 결과를 보였다. 

Table 5.의 모델별 성능을 보면, MobileNet-V1, 

V2의 경우는 은 매개변수 프루닝과 네트워크 간소화를 

통하여 성능이 기존 모델 대비 최대 166%성능 향상이 

있었다. MobileNet-V3같은 경우는, 기존 모델 대비 

116% 성능 향상이 있었다. VGGNet19과 ResNet18

은 각각 최대 142%, 133% 성능 향상이 있었다. 

MobileNet-V3는 모델 자체의 매개변수가 적기 때

문에 기대하는 감소되는 매개변수의 수가 작고, 네트워

크 필터의 구조를 조금만 제거해버려도 남은 필터의 수

가 없어 다시 모델 재구성이 안되는 결과를 가져왔다.

5. 결론

본 논문에서는 딥러닝 모델에서 대표적인 프루닝 방

법인 매개변수 프루닝과 네트워크 간소화 방법을 구현

하였다. 또한 각 방법을 각기 적용하였을 경우와 함께 

적용하였을 경우를, 데이터 크기와 학습 레이블이 다른 

네가지 데이터셋 3종류에 대하여 적용하였고 각기다른 

신경망 모델 5가지와 MobileNet-V1, V2, V3와 

VGGNet19, ResNet18 모델에 학습하여 실험하여 비

교하였다. 

제안하는 더블 푸루닝 방법은, 매개변수 프루닝을 먼

저(10∼95%) 한 뒤에 네트워크 간소화 비율을 점차 높

여가는 방법으로 구성하였다. 이를 통하여 신경망의 정

확도, 연산량의 균형을 측정하는 방법 중 하나인 

NetScore를 적용하여 신경망을 평가하고자 하였다.

초기에 가장 신경망의 NetScore가 높은 모델은 

MobileNet-v3 였으나 가장 성능 향상의 폭이 적은 모

델 또한 MobileNet-V3였다. 이는 신경망 모델 자체에 

가지고 있는 매개변수의 수가 적은 결과를 보였다.

본 실험을 통하여 매개변수 프루닝을 통하여 깊이별 

분리 합성곱 신경망도 프루닝 효과가 있다는 점이였다. 

Table 5. NetScore results when channel sliming(S: channel sliming rate) is applied after parameter 

pruning(P: parameter pruning rate) of the MobileNet-v1, v2, v3, VGGNet19, and ResNet18 

models for the Cifar10, Cifar100, Fer2013, and Ferplus datasets

Dataset Network Non-Prunning Parameter-Prunning Channel-Slimming
Parameter-Prunning

+ Channel-Slimming

Cifar10

MobileNet-v1 106.86 136.45(P:0.95) 123.05(P:0.4) 151.09(s:0.6 P:0.8 )

MobileNet-v2 106.86 132.07(P:0.9) 117.56(P:0.4) 137.69(S:0.4, P:0.9)

MobileNet-v3 134.33 145.43(P:0.95) 139.94(P:0.4) 153.96(S:0.4, P:0.95)

VGGNet19 68.64 91.48(P:0.9) 82.40(P:0.4) 96.76(S:0.2, P:0.9)

ResNet18 84.7 111.65(P:0.95) 109.97(P: 0.6) 113.41(S:0.2, P:0.95)

Cifar100

MobileNet-v1 71.65 113.62(P:0.9) 111.21(P:0.4) 118.84(S:0.4, P:0.7)

MobileNet-v2 75.57 111.48(P:0.9) 107.55(P:0.4) 118.64(S:0.6, p:0.7)

MobileNet-v3 109.97 120.02(P:0.95) 115.12(P:0.4) 127.82(S:0.4, P:0.9)

VGGNet19 58.17 73.93(P:0.8) 69.85(P:0.4) 73.94(S:0.2, P:0.8)

ResNet18 73.55 92.11(P:0.9) 78.18(P:0.3) 92.77(S:0.2, P:0.9)

Fer2013

MobileNet-v1 87.48 109.27(P:0.9) 102.54(P:0.4) 118.17(S:0.6,p:0.7)

MobileNet-v2 91.3 108.35(P:0.9) 100.51(P:0.4) 136.47(S:0.4, P:0.95)

MobileNet-v3 119.41 130.87(P:0.95) 124.57(P:0.4) 136.47(S:0.4, P:0.95)

VGGNet19 48.97 64.72(P:0.8) 61.27(P:0.4) 65.50(S:0.6, P:0.5)

ResNet18 65.61 87.80(P:0.95) 73.80(P:0.4) 81.63(S:0.2, P:0.9)

Ferplus

MobileNet-v1 66.3 111.36(P:0.9) 119.93(P:0.7) 125.58(S:0.6, P:0.7)

MobileNet-v2 69.86 112.77(P:0.9) 99.59(P:0.4) 116.13(S:0.6, P:0.7)

MobileNet-v3 127.43 137.49(P:0.9) 130.99(P;0.4) 145.57(S:0.4, P:0.9)

VGGNet19 50.25 69.67(P:0.9) 72.93(P:0.5) 71.45(S:0.6, P:0.95)

ResNet18 66.49 92.92(P:0.95) 79.39(P:0.4) 83.25(S:0.4, P:0.6)
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또한, MobileNet 계열의 깊이별-우선 합성곱 신경

망도 전통적인 합성곱 신경망에 비하여 연산량이 적어 

프루닝의 효과가 없을 줄 알았으나, 우수한 성능을 보

였다. VGGNet19 과 같은 간단한 모델도, 매개변수 프

루닝과 네트워크 간소화 방법과 같은 프루닝 기법을 적

용한다면, 프루닝을 안한 저연산 목적의 모델인 

MobileNet류보다 높은 NetScore를 보일 수 있다. 실

험을 통하여 제안하는 두 가지 방법을 혼합한 더블 푸

르닝을 하는것이 단일방법을 사용하는 것보다 효율성

이 우수하다는 것을 실험을 통해 알 수 있었다. 

본 논문에서 제안하는 더블 프루닝방법은, 모델별, 

데이터셋 별로 최적의 프루닝 비율과 네트워크 간소화 

비율이 정해져 있지 않기 때문에 실험적으로 해야하기 

때문에 최적화 시간이 오래 걸린다는 단점이 있다. 

본 논문에서 제안하는 방법은 컴퓨터 자원이 다소 

부족한 디바이스나 최적화 등이 요구되는 독립형

(Standalone) 타입의 인공지능 디바이스 등에 적용이 

가능할 수 있다.

향후 연구로는 매개변수 프루닝과 네트워크 간소화

과 같은 연산량 절감과 상대적으로 불필요한 매개변수

를 은닉층별로 찾는 방법을 제안하여 프루닝에 걸리는 

시간을 단축해보고자 한다.
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․ 1998년 4월 ~ 2009년 12월: 동명대학교 컴퓨터공학과 

부교수

․ 2006년 12월 ~ 2012년 2월: 정보통신산업진흥원 인재

양성단장

․ 2012년 3월 ~ 현재 : 인하대학교 컴퓨터공학과 교수

․ 관심분야 : 인공지능, 인간과 컴퓨터 상호작용, 딥러닝

․ E-Mail : jwkwon@inha.ac.kr


