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요  약

본 논문에서는 오버레이 단말 간 직접 (Device-to-Device : D2D) 통신 네트워크를 위한 강화학습 기반 스케쥴링 문
제를 연구한다. 강화학습 모델 중 하나인 Q-learning을 이용한 D2D 통신 기술들이 연구되었지만, Q-learning은 상태
와 행동의 개수가 증가함에 따라서 높은 복잡도를 유발한다. 이러한 문제를 해결하기 위하여 Deep Q Network 
(DQN) 기반 D2D 통신 기술들이 연구되었다. 본 논문에서는 무선 통신 시스템 특성을 고려한 DQN 모델을 디자인하
고, 피드백 및 시그널링 오버헤드를 줄일 수 있는 DQN 기반 분산적 스케쥴링 방식을 제안한다. 제안 방식은 중앙집
중식으로 변수들을 학습시키고, 최종 학습된 파라미터를 모든 단말들에게 전달한다. 모든 단말들은 최종 학습된 파
라미터를 이용하여 각자의 행동을 개별적으로 결정한다. 제안 방식의 성능을 컴퓨터 시뮬레이션을 통하여 분석하고, 
최적방식, 기회주의적 선택 방식, 전체 전송 방식과 비교한다.
 
ABSTRACT

In this paper, we study a scheduling problem based on reinforcement learning for overlay device-to-device (D2D) 
communication networks. Even though various technologies for D2D communication networks using Q-learning, which is 
one of reinforcement learning models, have been studied, Q-learning causes a tremendous complexity as the number of 
states and actions increases. In order to solve this problem, D2D communication technologies based on Deep Q Network 
(DQN) have been studied. In this paper, we thus design a DQN model by considering the characteristics of wireless 
communication systems, and propose a distributed scheduling scheme based on the DQN model that can reduce feedback 
and signaling overhead. The proposed model trains all parameters in a centralized manner, and transfers the final trained 
parameters to all mobiles. All mobiles individually determine their actions by using the transferred parameters. We 
analyze the performance of the proposed scheme by computer simulation and compare it with optimal scheme, 
opportunistic selection scheme and full transmission scheme.
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Ⅰ. 서  론

폭발적으로 증가하는 모바일 데이터 트래픽을 처리

하기 위하여 무선 이동통신 네트워크의 전송 용량을 증

가시킬 필요가 있다. 무선 이동통신 네트워크 전송 용량의 
개선을 위한 기술 중 하나로 단말 간 직접 (Device-to- 
Device Communication : D2D) 통신 기술에 관한 많은 

연구가 진행되어왔다. D2D 통신은 크게 셀룰러 통신과 

같은 주파수 대역을 사용하는 언더레이 D2D 통신 

(Underlay D2D Communication)과 셀룰러 통신과 다른 

주파수 대역을 사용하는 오버레이 D2D 통신 (Overlay 
D2D Communication)으로 나뉜다. 언더레이 D2D 통신

은 높은 주파수 효율성을 얻을 수 있지만, 셀룰러 네트

워크와의 상호간섭으로 인하여 실용성이 낮다. 반면에, 
셀룰러 네트워크와 서로 다른 주파수 대역을 사용하는 

오버레이 D2D 통신 네트워크에 대한 링크 스케쥴링 기

법들이 연구되었다 [1-3].
한편, 네트워크 환경 변화에 능동적으로 적응하는 강

화학습을 이용한 무선 통신 네트워크 기술들이 많은 주

목을 받고 있다. 이러한 강화학습 기술 중 Q-learning을 

D2D에 활용하기 위한 연구들이 진행되었다 [4-6]. 
Q-learning은 상태와 행동의 가치를 판단하는 지표인 Q 
값의 개수가 상태와 행동의 개수에 비례하여 증가하는 

문제점이 있다. 이러한 문제를 해결하기 위하여 Deep Q 
Learning (DQN) 기반 D2D 통신 기술들이 연구되었다 

[7-9]. 논문 [7]에서는 모바일 기기에 콘텐츠를 미리 분

배하여 D2D 통신으로 다른 모바일 유저에게 콘텐츠를 

제공하는 캐시 가능 D2D 통신 네트워크가 연구되었다. 
구체적으로, D2D 통신 네트워크의 트래픽과 딜레이를 

최소화하기 위한 콘텐츠 분배 문제를 풀기 위하여 DQN 
기반 캐싱 전략 기법을 제안하였다. 논문 [8]은 소형셀 

또는 모바일에 콘텐츠를 미리 저장하여 사용자들에게 

콘텐츠를 직접 전달하는 모바일 엣지 캐싱 네트워크를 

고려하였으며, 해당 네트워크에서 전력 소비를 최소화

하기 위한 Q-learning 기반 및 DQN 기반 콘텐츠 분배 알

고리즘을 제안하였다. 논문 [9]에서는 캐시 가능 D2D 
통신 네트워크에서 다수의 기지국 간 정보 교환으로 발

생하는 오버헤드를 줄이기 위하여 분산적 DQN 기반 콘

텐츠 분배 기법을 제안하였다. 
다양한 연구에도 불구하고, DQN을 활용한 오버레이 

D2D 네트워크에서의 스케쥴링 문제에 대한 기존 연구

는 존재하지 않는다. 그리고, 본 연구에서 고려하는 오

버레이 D2D 네트워크는 셀룰러 통신과 다른 주파수를 

사용하고 기지국의 개입 없이 단말 간 직접 통신하기 때

문에, 오버레이 D2D 네트워크를 위하여 분산적 알고리

즘이 필수적으로 요구된다. 따라서, 본 논문에서는 오버

레이 D2D 통신 네트워크의 특성을 고려하기 위한 DQN 
모델을 디자인하고, 기지국과 모바일 간 정보 교환으로 

발생한 오버헤드를 줄일 수 있는 DQN 기반 분산적 스

케쥴링 알고리즘을 제안한다. 본 논문의 나머지 구성은 

다음과 같다. Ⅱ장에서는 D2D 통신 네트워크의 시스템 

모델과 D2D 통신 네트워크를 위한 DQN 모델을 설명한

다. Ⅲ장에서 DQN 모델 기반 분산적 스케쥴링 알고리

즘을 제안한다. Ⅳ장에서 컴퓨터 시뮬레이션을 이용해

서 제안 방식의 성능을 다양한 환경에서 분석하고, Ⅴ장

에서 결론을 맺는다.

Ⅱ. 시스템 모델

본 논문에서 고려하는 오버레이 D2D 통신 네트워크

에서는 전송 단말과 수신 단말이 각각 개씩 존재하며 

한 쌍씩 링크로 구성되어 있다. 
 는 번째 시간 슬롯에

서 측정된 전송 단말 와 수신 단말  사이의 채널 계수

를 나타낸다. 모든 채널 계수는 평균이 0이고 분산이 1
인 복소 정규 분포를 따르고, 독립적이고 동일하게 분포

되어 있다고 가정한다. 시분할 이중화 기법을 고려하므

로, 채널 간 대칭성으로 인하여 상향 링크와 하향 링크

의 채널 계수가 동일하다고 가정한다. 따라서, 각 전송 

단말은 수신 단말들로부터 받은 요청 메시지를 통하여 

자신과 해당 수신 단말 간 채널 계수를 완벽하게 측정할 

수 있다. 준정적 시간 페이딩 채널 (quasi-static fading 
channel)을 고려하여 채널 계수들은 데이터를 전송하는 

시간 슬롯 내에서 일정한 값을 가지고, 시간 슬롯마다 

독립적으로 변한다. 그리고 
는 번째 시간 슬롯에서 

전송 단말 의 전송 전력을 나타내며, 모든 전송 단말의 

전송 전력은 tx로 일정하다고 가정한다. 번째 시간 슬

롯에서 수신 단말 의 수신 SINR (signal-to-interference- 
plus-noise ratio)은 다음과 같이 계산된다.
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
 


≠




 

∥ ∥



∥∥

  ≤ ≤ (1)

 tx는 전송 전력대비 잡음 비 (signal-to-noise: 

SNR)를 나타내고, 여기서 는 백색 가우시안 잡음의 

평균 전력을 나타낸다. 그리고 
는 번째 시간 슬롯에

서 전송 단말 의 전송 여부를 나타낸다. 예를 들어, 전
송 단말 가 번째 시간 슬롯에서 데이터를 전송하면 


, 그렇지 않으면 

이다.

    ⋯ ⋯ 
 

T
를 시간 슬롯 에서의 모든 

채널 계수들의 집합으로 정의하고, 여기서 


   ⋯  ⋯  

 는 전송 단말 와 모든 수신 

단말 사이의 채널 계수를 나타내는 열 벡터이다. 그리

고,      ⋯ 
 는 슬롯 에서의 모든 전송 단말

들의 전송 여부를 나타내는 이진수들의 집합으로 정의

한다. 시간 슬롯 에서 채널 집합  와  에 따른 전송

률의 합은      
  



log
로 계산된다.

본 논문에서는 D2D 네트워크의 전송률의 합을 최대

화하도록 하는 링크 스케쥴링 문제를 고려하고, 해당 문

제는 다음과 같이 정의된다.

max


      

 ∊ ∀ (2)

식 (2)와 같은 최적 문제는 매우 큰 SNR 환경에서는 

가장 좋은 채널 하나를 선택하는 기회주의적 선택 기법

이 최적 방법이고, 매우 작은 SNR 환경에서는 모든 링

크들이 통신하는 전체 전송 방식이 최적 방법이다 [10]. 
따라서 우리는 환경에 따라서 적응적으로 전송 링크를 

선택하는 DQN 기반 스케쥴링 알고리즘을 연구한다. 일
반적으로 강화학습 문제는 MDP (Markov Decision 
Process)라는 확률 모델로 수식화한다. 매 단계마다 에

이전트는 상태 에서 확률적 정책 (Stochastic policy) 
에 근거하여 행동 를 취하고, 새로운 상태 ′에서 보상 

을 얻는다. 는 상태들의 유한 집합으로 정의되며, 매 

시간 슬롯마다 ∊ 가 확률적으로 변경된다. 는 

행동들의 유한 집합으로 정의되며, 에이전트들은 상태 

에서 에 근거하여 행동 집합에 속한 행동 중 하나를 

선택한다. 는 전이 확률의 집합으로 정의되며, 
′ 는 행동 상태 ∊ 에서 행동 ∊를 취

하였을 때, 상태 ′ ′≠ & ′∊로 전이될 확률을 

나타낸다. 은 얻을 수 있는 보상들의 유한 집합을 나타

내며, ′ 는 상태 에서 행동 로 인하여 상태 ′
로 전이되었을 때 얻는 보상으로 정의된다. 각 에이전트

는 하나의 에피소드 동안 최종 보상이 가장 크도록 행동

을 선택한다.
강화학습 모델을 무선 통신 환경에 적용하기 위해서 

다음의 2가지 무선 통신 네트워크의 특징을 고려한다. 
첫 번째, 모든 단말들의 그 어떠한 행동과 무관하게 단

계마다 상태가 확률적으로 변경된다. 두 번째, 무선 통

신의 현재 보상은 현재의 행동과 현재의 상태에 의하여 

즉각적으로 결정된다. 위의 2가지 특징은 수학적으로 

각각 모든   ′에 대해서 ′   ′ 와 

 ′   로 표현된다. 일반적으로 하나의 에피

소드는 여러 단계로 구성되어 있고, 강화학습은 하나의 

에피소드에 대하여 최종 보상이 최대가 되도록 학습한

다. 반면에, 해당 무선 통신 네트워크의 특징을 고려할 

때, 최종 단계의 행동 가치를 최대화하는 강화학습 문제

를 개별 단계의 보상을 최대화하는 문제로 변환할 수 있

다 [11]. 그리고 보상의 총합을 나타내는 Q 값은 벨만 방

정식 (Bellman equation)에 의하여     


max


′ ′ 로 주어진다. 는 미래 보상의 중요도를 

나타내는 할인계수 (discount factor)이다. 논문 [11]에서 

 일 때, Q 값이 과대평가되고 가 DQN의 성능을 

저하시킨다는 것을 증명하였다. 따라서 본 논문에서 하

이퍼 파라미터인 할인계수를  으로 설정한다.

Ⅲ. D2D 네트워크를 위한 DQN 기반 스케쥴링 
기법

오버레이 D2D 네트워크는 기지국이 D2D 통신에 간

섭하는 상황을 고려하지 않기 때문에, 분산적 알고리즘

이 필수적이다. 따라서, 본 논문에서는 오버레이 D2D 
네트워크에서의 DQN 기반 스케쥴링을 위한 분산형 알

고리즘을 제안한다. 
번째 시간 슬롯에서 전송 단말 는 수신 단말의 요청 
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메시지로부터 
를 측정할 수 있다. 각 단계의 채널 상

황에 따라서 전송 단말이 취해야 할 행동이 달라지기 때

문에, 채널 정보는 행동 선택에서 매우 중요한 요소이

다. 하지만, 제안하는 분산적 알고리즘의 경우, 모든 전

송 단말들이 같은 심층 강화학습 네트워크 파라미터를 

사용하기 때문에, 
를 그대로 사용하면 신호 채널 정보

와 간섭 발생 채널 정보 간 구분이 어려워진다. 따라서 2
가지의 채널 정보를 구분하기 위하여, 각 단말의 신호 

채널을 가장 앞으로 위치시켜서 채널 정보를 



   ⋯  ⋯ 와 같

이 변환한다. 그리고 안정적 학습을 위하여, 다음과 같

이 정규화된 채널 정보가 학습 네트워크의 입력으로 사

용된다.


  

 



 
 (3)

행동 집합은    로 정의되며, 전송 단말 는 

행동 집합 내의 행동 중 하나를 선택하여 전송 여부를 

결정한다 (
 ∊). 그리고 시스템의 성능을 최대화하

기 위해서는 단계마다 전송률의 합을 최대화하는 문제

를 풀어야 한다. 따라서 전송 단말 의 행동에 대한 보상

은 
     로 결정되고, 모든 전송 단말의 보상

들은 전송률의 합으로 모두 동일하다. 
제안된 심층 강화학습 기반 D2D 스케쥴링 방식은 데

이터 수집 및 학습 단계와 분산적 실행 단계로 나누어진

다. 전송 단말들은 분산적으로 학습이 가능하지만, 빠른 

학습을 위하여 중앙 컨트롤러가 전송 단말의 채널들을 

모아서 한 번에 학습을 진행한다. 특정 시간 슬롯 동안 

데이터 수집 단계와 학습 단계가 반복되고, 특정 시간 

슬롯 이후, 중앙 컨트롤러는 최후에 업데이트된 DQN 
파라미터들을 모든 전송 단말들에게 전파하고 분산적 

실행 단계가 시작된다. 
그림 1은 번째 시간 슬롯에서 데이터 수집 및 DQN 

학습 단계의 절차 구조를 나타낸다. 중앙 컨트롤러는 모

든 전송 단말들로부터 모든 채널 정보를 수집한다. 신호 

채널 정보와 간섭 채널 정보를 구분하기 위하여, 

    ⋯
 를 생성한다. 중앙 컨트롤러는 

입력 를 바탕으로 전송 단말 당 행동 개수만큼의 행동 

가치 함수  들을 DQN의 출력으로 얻는다. 이

때, DQN을 이용하여 예측한 행동 값 

는 전송 단말 당 

가장 큰  를 가지는 행동들로 결정된다. DQN 

학습 단계 동안, 국소 최적해에 수렴하는 것을 방지하기 

위하여 -greedy 탐색이 사용된다. 선택된 행동은 보

다 작으면 

로 선택되고, 보다 크면 모든 행동들 중

에서 무작위로 행동을 하나 선택한다. 는 아래와 같이 

결정된다.

  


 (4)

과 는 각각 미리 설정된 확률의 최댓값과 최솟

값을 나타낸다. DQN은 아래와 같이 행동에 대한 실제 

전송률과 예측된 Q 값의 차이를 최소화하도록 학습한다.


 

argmin
 




 (5)

식 (5)을 구하기 위하여 기울기 하강 (gradient descent) 
기법을 이용하고, 에 대한 경사도 (gradient)를 구하는 

식과 를 업데이트하는 방식은 다음과 같다.

∇  
 ∇

 (6)

← ∇ (7)

는 학습률을 나타낸다. 번째 시간 슬롯 이후, 최

Fig. 1 The flow chart of data collection and learning 
process
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종적으로 중앙 컨트롤러에서 학습된 네트워크 파라미

터 값은 모든 모바일로 전파되고, 분산적 실행 단계가 

실행된다. 분산적 실행 단계에서 각 전송 단말은 모든 

수신 단말들의 요청 메시지를 통하여 
를 측정하고 



를 얻는다. 
를 학습 네트워크에 입력하여 

를 결정한

다. 특정 시간에 모든 전송 단말들은 각각 결정된 행동

을 동시에 실행한다.

Ⅳ. 시뮬레이션 결과

본 장에서는 제안된 스케쥴링 알고리즘을 컴퓨터 시

뮬레이션을 통하여 분석한다. 그리고 제안된 스케쥴링 

알고리즘을 최적 방식, 채널 이득이 가장 큰 D2D 링크의 

전송 단말만 전송하는 기회주의적 선택 방식, 모든 D2D 
링크들이 동시에 통신하는 전체 전송 방식과 비교한다.

본 컴퓨터 시뮬레이션에서, DQN의 학습 모듈을 파

이썬 텐서플로우 기반으로 개발하였다. 학습 네트워크

는 입력층, 은닉층, 출력층 하나씩으로 구성되어 있고, 
층 사이의 활성화 함수로 렐루 (Relu) 함수가 사용되었

다. 학습률은   로 주어졌으며, -greedy 탐색

에 사용되는 확률 최솟값과 최댓값은 각각  


로 주어졌다.

그림 2는    인 경우에, 전송 SNR에 따른 평

균 전송률의 합을 나타낸다.   일 때, 최적 방식

의 평균 전송률은 매우 높은 계산 복잡도 때문에 컴퓨터 

시뮬레이션으로 얻을 수 없다. 높은 SNR 구간에서, 제
안 방식의 평균 전송률은 최적 방식과 기회주의적 방식

보다 낮다. 하지만, 본 논문에서 사용되는 최적 방식과 

기회주의적 선택 방식은 채널 상태 정보 수집과 최적 전

송 조합을 결정하기 위한 별도의 중앙집중식 제어 장치

를 요구하기 때문에, 실제 환경에서 구현이 어렵다. 높
은 SNR 구간에서 D2D 링크의 수가 증가할 때, 제안 방

식과 기회주의적 방식 간 성능 차이는 줄어든다. 예를 

들면,       [dB]인 경우에, 기회주의적 방식 

대비 제안 방식의 비율이 80%인 반면에,    

   [dB]인 경우에, 그 비율은 87%로 증가한다.
그림 3은    [dB] 일 때, 제안 방식의 D2D 링크 

개수에 따른 평균 전송률의 합을 나타낸다. 링크 개수가 

적은 상황에서, 기회주의적 선택 방식이 제안 방식보다 

더 좋은 성능을 보인다. 하지만, 링크 개수가 증가함에 

따라서 성능 차이는 감소한다. 일정 링크 개수 이상에서

는 제안 방식이 기회주의적 선택 방식보다 더 좋은 성능

을 보인다.

(a)  

(b)  
Fig. 2 Average sum-rates for varying the D2D transmit 
SNR when   

Fig. 3 Average sum-rates for varying the number of 
pairs when  
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Ⅴ. 결  론

본 논문에서는 오버레이 D2D 통신 네트워크에서 강

화학습을 이용한 스케쥴링 문제를 연구하였다. 오버레

이 D2D 통신 네트워크에 적합한 DQN 모델을 디자인하

고, 피드백과 시그널링 오버헤드를 줄이기 위한 DQN 
기반 분산적 스케쥴링 방식을 제안하였다. 학습 단계에

서, 중앙 컨트롤러가 모든 전송 단말로부터 모든 채널 

정보들을 수신하고, DQN 파라미터들을 학습시킨다. 특
정 시간 슬롯 동안 학습이 진행된 이후에, 중앙 컨트롤

러가 최종적으로 업데이트된 파라미터들을 모든 전송 

단말들에게 전달한다. 분산적 실행 단계에서, 모든 단말

들은 최종 업데이트된 파라미터를 이용하여 각자의 행

동을 개별적으로 판단한다. 제안된 방식을 컴퓨터 시뮬

레이션을 통하여 분석하였고, 최적 방식, 기회주의적 선

택 방식, 전체 전송 방식과 비교하였다. 낮은 전송 전력

에서는, 제안된 방식은 기회주의적 선택 방식과 전체 전

송 방식보다 높은 평균 전송률을 나타내고, 제안 방식과 

최적 방식 간 성능 차이가 크지 않다. 높은 전력 수준에

서, 중앙집중식인 기회주의적 선택 방식의 평균 전송률

이 제안 방식보다 높지만, 전체 D2D 링크의 수가 증가

할수록 두 방식 간 성능 차이는 줄어든다. 
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