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1. 서 론1)

플라스틱 사출성형은 복잡한 형상과 크기가 큰

제품을 짧은 시간에 저렴한 비용으로 생산해내는

제조기술이다1). 사출공정에서 용융된 수지는 차가

운 금형 안으로 들어가 높은 보압 하에서 굳어진다
2). 이러한복잡한공정과정을거쳐생산되는사출성

형품들의 품질을 정밀하게 관리하는 것은 매우 어

려운 일이다. 사출성형품의 품질기준평가에서 무게

는 하나의 중요한 평가요소이다. 제품 무게는 제품

의표면품질, 기계적 성질 등과 밀접한관계가 있다
1). 사출성형품의 무게를 예측할 때, 이전에는 사출

성형기술자의 경험적인 지식에 의존하는
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trial-and-error 방식이 사용되어 왔다. 하지만 이러한

방식은비효율적이고많은시간이소요된다. 따라서

최근 연구에서는 사출성형품의 무게를 예측할 때, 

기계학습(machine learning)과 딥 러닝(deep-leaning)

을적용한 Artificial Neural Network(ANN) 방식이사

용되기도 한다3). ANN이 사출성형품의 무게예측에

많이 사용되는 이유는 기존의 최적화 기법들, 예를

들어 다구찌 방법 등 보다 결과들 도출하는 속도가

빠르고 정확하며 사출성형변수들 사이의 비선형적

관계까지 예측해 낼 수 있기 때문이다4).

본연구에서는 4개의캐비티로구성된 컵금형을

사용하여 L27 직교배열을 이용한 5인자 3수준의 성

형조건과 경계조건 내에서 무작위로 선택된 23개의

성형조건에 대해 사출성형을 진행하고 최대 사출압

력과 무게를 측정한다. 그리고 50개의 조건 데이터

중 45개의 데이터를 ANN에 학습 데이터(training 
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data)로 적용하고 나머지 무작위 조건 데이터 중 5

개의데이터를실험데이터(test data)로사용하여해

당 조건에서의 무게와 최대 사출압력을 예측하여

비교하고 평가하였다.

2. 실험

2.1. 재료

실험에서 사용된 재료는 Polypropylene(PP)이며

그레이드(grade)는 J-150(Lotte chemical)이다. J-150은

일반사출성형에사용되는범용수지이며 Table 1에

권장 성형 조건과 용융 지수를 나타내었다.

Table 1 Properties of J-150 for injection molding

Properties Value Unit Note

Melt flow index 10 g/min
Test temperature : 230℃

Test load : 2.16 kg

Melt temperature 210 ~ 240 ℃ Recommended

Mold temperature 40 ~ 60 ℃ Recommended

2.2. 사출성형

본 실험에서는 Fig. 1의 220톤 사출성형기

(WIZ-220, LSMtron)를 사용하여 사출성형을 진행하

였다. 금형은 Fig. 2의 4개의 캐비티로 이루어진 컵

금형을 사용하였다. 성형조건은 L27 직교배열법을

이용하여 Table 2의 5인자 3수준의 27개 조건을 적

용하였으며 이외에도 각 인자의 경계조건 내에서

완전요인실험(full factorial design)이 아닌 임의로 23

개의 성형조건을 추가로 생성하여 총 50개 성형조

건에 대해 사출성형을 진행하였다. Fig. 3에는 성형

된 제품을 나타내었다.

Fig. 1 Injection molding machine(WIZ-220, LSMtron)

Fig. 2 Cup mold used in this study(4 cavity)

Table 2 5 factors and 3 levels for L27

Factor
Level

Unit
1 2 3

Fill time 0.5 1.0 1.5 sec

Melt 
temperature

210 225 240 ℃

Mold 
temperature

30 45 60 ℃

Packing prssure 30 50 70 MPa

Packing time 1 2 3 sec

Fig. 3 Cup mold used in this study(4 cavity)

2.3. Artificial Neural Network(ANN)

ANN은 자연에서의 생물학적 신경망 시스템을

모방해서 간단한 구조의 뉴런들이 모여 네트워크

신경망 시스템을 이룬다. ANN은 기계학습과 딥러

닝 과정을 통해 뉴런들 사이의 weight 값을 변화시

킨다. 즉, 훈련을 거듭하면서 입력데이터와 출력데

이터 사이의 복잡한 함수 관계를 점진적으로 형성
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한다. 본연구에서는 Fig. 4와같이입력데이터 5개, 

5층 신경망, 신경망 당 뉴런 10개, 출력데이터 2개

구조를사용하여 ANN을구현하고데이터를학습하

였다. 

Fig. 4 Structure of ANN used this study

활성화함수는 ReLU, 최적화에는 Adam optimizer

를 사용하였다. ReLU(rectified linear unit)은 기계학

습에서 많이 사용되는 활성화함수중 하나이다. 기

존에대표적인활성화함수로 Sigmoid function을사

용하였으나 기울기 손실(gradient vanishing) 문제로

인해 ReLU 함수를 적용하기 시작하였다. Sigmoid 

function은 0에서 1 사이의값을가지며경사하강법

(gradient descent)으로 역전파(backpropagation) 수행

시, 레이어(layer)를 지나며 경사 값을 계속 곱하므

로 0으로 수렴하고 레이어 수가 많아지면 에러가

발생한다. 반면, ReLU의 수식은 식(1)과 같이 입력

값이 0보다 작으면 0을 출력하고 0보다 크면 입력

값을 그대로 출력하며 부분적인 활성화(sparse 

activation), 기울기 손실 문제의 해결 등의 이점을

가진다.

      
 ≥    

(1)

Table 3 Results of DOE (L27)

No.

Input index Output index

Fill time
[level]

Melt 
temperature

[level]

Mold 
temperature

[level]

Packing 
pressure
[level]

Packing time
[level]

Weight
[g]

Max. Injection pressure
[MPa]

1 1 1 1 1 1 14.552 679 

2 1 1 1 1 2 14.879 675 

3 1 1 1 1 3 15.054 679 

4 2 1 2 3 1 14.210 552 

5 2 1 2 3 2 14.114 551 

6 2 1 2 3 3 13.939 566 

7 3 1 3 2 1 14.212 526 

8 3 1 3 2 2 14.201 519 

9 3 1 3 2 3 14.245 511 

10 1 2 2 2 1 14.207 470 

11 1 2 2 2 2 14.249 482 

12 1 2 2 2 3 14.225 480 

13 2 2 3 1 1 14.449 511 

14 2 2 3 1 2 14.711 506 

15 2 2 3 1 3 14.825 381 

16 3 2 1 3 1 14.231 489 

17 3 2 1 3 2 14.135 493 

18 3 2 1 3 3 13.905 505 

19 1 3 3 3 1 14.209 404 

20 1 3 3 3 2 14.264 409 

21 1 3 3 3 3 14.313 404 

22 2 3 1 2 1 14.252 423 

23 2 3 1 2 2 14.300 416 

24 2 3 1 2 3 14.254 425 

25 3 3 2 1 1 14.279 421 

26 3 3 2 1 2 14.299 412 

27 3 3 2 1 3 14.268 407 
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Table 4 Results of random conditions

No.

Input index Output index

Fill time
[sec]

Melt 
temperature

[℃]

Mold 
temperature

[℃]

Packing 
pressure
[MPa]

Packing time
[sec]

Weight
[g]

Max. Injection pressure
[MPa]

28 1.2 210 52 37 1.8 14.690 436 

29 1.1 211 32 32 2.1 14.911 529 

30 0.8 211 52 56 2.4 14.147 542 

31 0.9 213 60 49 1.5 14.222 514 

32 0.6 214 47 40 1.7 14.441 421 

33 0.9 217 44 51 1.7 14.203 510 

34 1.1 217 52 46 1.6 14.297 481 

35 0.7 218 55 43 1.7 14.304 452 

36 0.6 219 46 62 2.8 14.115 503 

37 1.4 221 30 44 3.0 14.237 449 

38 0.9 222 40 67 3.0 14.109 502 

39 1.1 223 52 62 1.5 14.260 487 

40 0.6 225 58 62 1.0 14.197 466 

41 1.3 225 48 60 1.8 14.232 479 

42 1.1 227 39 40 2.8 14.443 410 

43 1.4 228 41 59 2.9 14.032 486 

44 0.5 232 30 42 2.6 14.310 436 

45 1.4 233 42 36 2.0 14.431 371 

46 0.8 234 38 59 2.6 14.241 449 

47 0.8 236 34 65 1.6 14.222 447 

48 0.5 237 58 30 2.4 14.624 355 

49 0.9 238 42 36 2.5 14.358 374 

50 0.9 238 30 63 2.0 14.315 425 

Adam optimizer는 모멘텀(momentum) 최적화와

RMSprop 최적화를합친경사하강법으로, RMSprop

와 같이 식(1)처럼 학습 속도(running rate)의 크기를

조정하기 위해 경사의 제곱 값을 사용하며 식(2)와

같이 경사의 이동평균을 사용하여 모멘텀의 이점을

활용한다. Adam은 적응 학습 속도 방법(adaptive 

learning rate method)으로 매개 변수에 대한 개별 학

습 속도를 계산하며 식(2)~(4)에 묘사되어 있다. 

는 RMSprop 항에 대한표현이며 는모멘텀 항에

대한 표현이고 는 네트워크들의 변수(parameter)를

의미한다. , , , 는 Adam optimizer를 나타내

는 변수들로 일반적으로 각각 0.001, 0.9, 0.999, 10-8

을 최적의 기본 값으로 사용한다.

   ∇ (2)

    ∇ (3)

  




  , 








, 







(4)

Table 3에는 L27의 실험계획 조건에 대한 결과를

나타내었으며 Table 4에는요인의경계수준내에서

임의로 생성한 조건에 대한 사출성형 결과를 나타

내었다. 결과에서 총 50개의 데이터 중에 L27 데이

터를 포함한 42개를 학습 데이터로 사용하였으며

나머지 임의의 데이터 중 4개는 검증 데이터, 4개

는 실험 데이터로 ANN 모델 검증에 사용하였다.

Table 4의 데이터에서 검증 데이터는 No. 35, 41, 

48, 50, 실험데이터는 No. 33, 38, 43, 47을사용하였

다. 데이터들은 정규화(normalized)를 진행하여 입력

데이터의 종류에 상관없이 0에서 1 사이의 값을 학

습하도록 하여 정확한 예측 데이터를 얻을 수 있도

록 하였고 검증 데이터의 정확도가 97% 이상일 때

까지 학습을 진행하도록 설정하였다.

3. 결과

Figure 5는 ANN 모델에 대한 손실함수(cost 

function) 그래프이다. 손실함수의경우, 학습횟수가

20회 이상부터는 ×  ± ×으로 거
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의 변동 없이 적절한 수렴성을 보이는 것을 확인할

수 있다.

Fig. 5 Cost function graph for ANN

검증 데이터에 대해 ANN 모델에서 예측한 데이

터와실제 데이터사이의 정확도결과를 보면, 학습

반복 기준인 97%의 정확도에 도달하기까지 총

1,259회의 학습 횟수가 소요되었으며 최종적으로는

97.13%의 정확도를 나타내었다.

이와 같은 결과를 바탕으로, 본 연구에서 학습한

ANN 모델이 적절한 수렴성을 보이며 97% 이상의

기준 이상의 정확성을 보이는 것을 확인하였다. 따

라서, 본 ANN 예측모델을이용하여실험데이터에

대한 무게와 최대 사출압력을 예측하여 실제 데이

터와의 비교를 Table 5에 나타내었다. 

Table 5 Comparison predictive data with experiment data for
experiment data set No. 33, 38, 43, 47

No.

Weight
[g]

Max. Injection pressure
[MPa]

ANN Exp. %Error ANN Exp. %Error

33 14.151 14.203 0.37 511 510 0.20

38 14.007 14.109 0.72 504 502 0.40

43 14.130 14.032 0.70 477 486 1.85

47 14.198 14.222 0.17 461 447 3.13

무게의 경우, ANN 모델로 예측한 무게가 실제

사출성형으로 생산한 제품의 무게와 일치하지는 않

았으나 ± %의 오차를 가지며 실제 무게와

거의유사하게예측한것을확인하였다. 마찬가지로

최대 사출압력의 경우도 ANN 모델로 예측한 데이

터가 실제 사출성형 시의 최대 사출압력과 비교하

였을 때, 무게 예측의 오차보다는 크지만 전체적인

오차는 ± %로 매우 작은 값을 나타내었다.

4. 결론

본연구에서는 4개의캐비티로구성된 컵금형을

이용하여 27개의 5인자 3수준의 실험계획법 데이터

와 인자의 경계 수준 내에서 임의로 생선한 23개의

성형 조건 데이터를 바탕으로 사출성형을 진행하고

제품의 무게를 측정하였다. 50개의 데이터 중 실험

계획법의 27개 데이터를 포함한 42개의 데이터는

ANN의 학습 데이터로 사용하여 예측 모델을 학습

하였으며 나머지 4개 데이터는 예측 모델에 대한

검증데이터, 나머지 4개의데이터는실험데이터로

사용하여 ANN 예측 모델을 구축하고 평가하여 실

제 실험 데이터와 비교하고 다음과 같은 결론을 얻

었다.

1) 사출시간, 용융온도, 금형온도, 보압, 보압시간

을 입력 데이터로 하고 5개의 신경망과 신경망 당

10개의 뉴런, 그리고 무게와 최대 사출압력을 출력

데이터로하고활성화함수를 ReLU, 최적화도구를

Adam Optimizer, Learning rate를 0.007로설정하였을

때 Cost function은 학습 횟수가 20회일 때부터

× ±× 의 매우 작은값에서 수렴

하였으며, 본연구의 ANN 예측모델이적절한수렴

성을 가지는 것을 확인하였다.

2) 반복 학습의 기준을 검증 데이터의 예측 값과

실험 값 사이의 차이에 대한 정확성으로 정하였으

며 97% 이상으로 설정하고 ANN을 학습시킨 결과, 

학습 횟수가 1259회일 때 기준 정확성인 97%를 넘

어서 97.13%의정확성을나타내는것을확인하였다. 

3) 학습한 ANN 예측모델을 사용하여 실험 데이

터에 대한 무게를 예측한 결과, 실험 값과

±%의 오차를 가지며 매우 정확하게 예측

하는것을확인하였다. 마찬가지로최대사출압력에

대한예측결과도무게예측결과보다오차가큰값

을 나타내었지만, ± %의 오차를 나타내며

실제 값을 정확하게 예측한 것을 확인하였다. 

따라서 본 연구결과를 활용하여 사출성형공정에

기계학습과 딥 러닝을 적용한 ANN 기법을 도입하

면 무게나 사출압력과 같이 제품의 품질과 관련된

데이터를보다효율적으로 예측할수 있으며, 더나

아가 최적의 품질을 가지는 성형조건을 예측하는

경우에도 효과적인 역할을 할 것으로 판단된다.
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