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GPR 상에서 딥러닝 기반 CNN을 이용한 배  치 추정 연구☆

A Study on the Pipe Position Estimation in GPR Images Using Deep 
Learning Based Convolutional Neural Network  

채 지 훈1 고 형 용1 이 병 길2 김 남 기1*

Jihun Chae Hyoung-yong Ko Byoung-gil Lee Namgi Kim

요    약

최근에 지하공동이나 배 의 치 악 등의 필요에 의해 속을 포함하여 다양한 재질의 지하 물체를 탐지하는 일이 요해지고 

있다. 이러한 이유로 지하 탐지 분야에서 GPR(Ground Penetrating Radar) 기술이 주목을 받고 있다. GPR은 지하에 묻  있는 물체의 

치를 찾기 하여 이더 를 조사하고 물체로부터 반사되는 반사 를 상으로 표 한다. 그런데 이더 신호는 지하에서 여러 
가지 물체에서 반사되어 나오는 특징이 물체마다 유사한 경우가 많기 때문에 GPR 상을 해석하는 것은 쉽지 않다. 따라서 본 논문

에서는 이러한 문제를 해결하기 해서 상 인식 분야에서 최근에 많이 활용되고 있는 딥러닝 기반의 CNN(Convolutional Neural 

Network)모델을 이용하여 임계값에 따른 GPR 상에서의 배  치를 추정하고 그 실험 결과 임계값이 7 혹은 8 일 때 가장 확실하
게 배 의 치를 찾음을 증명하 다.

☞ 주제어 : 지하공동, 배 , GPR 상, 지하 탐지, 상 인식, 딥러닝, 컨볼루션 뉴럴 네트워크

ABSTRACT

In recently years, it has become important to detect underground objects of various marterials including metals, such as detecting 

the location of sink holes and pipe. For this reason, ground penetrating radar(GPR) technology is attracting attention in the field of 

underground detection. GPR irradiates the radar wave to find the position of the object buried underground and express the reflected 

wave from the object as image. However, it is not easy to interpret GPR images because the features reflected from various objects 

underground are similar to each other in GPR images. Therefore, in order to solve this problem, in this paper, to estimate the piping 

position in the GRP image according to the threshold value using the CNN (Convolutional Neural Network) model based on deep 

running, which is widely used in the field of image recognition, As a result of the experiment, it is proved that the pipe position is most 

reliably detected when the threshold value is 7 or 8.

☞ keyword : sink holes, pipe, GPR, image recognition, underground detection, CNN, deep-learning

1. 서   론

최근에 도시의 형화에 따른 도심개발 공사 증가와 기

반 시설의 노후화로 인한 싱크 홀과 같은 갑작스러운 지상 

붕괴, 배 의 매설 치를 악하지 못하여 노후화된 배

을 찾지 못하여 공사 에 가스 배 과 같은 요한 배 의 

손 등의 문제가 발생하고 있다[1]. 이러한 이유로 지하 
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공간에 한 탐지가 필요하여 GPR(Ground Penetrating 

Radar)[2]과 같은 지하 탐지 기술이 주목받고 있다. 하지만 

GPR 상은 독에 있어서 기술 인 문제가 있다. 도시 

도로의 다양한 지하 물체가 종종 지하 배 과 같은 유사한 

반사 신호를 만들기 때문에 GPR 상 독은 숙련된 문

가의 주  단에 좌우된다. 한 복잡한 지형이나 지하

수, 기치 못한 오염물로 인해 상 독이 더욱 어려워 

질 수 있다[3].

이러한 문제를 극복하기 해 본 논문에서는 최근에 

상 처리 분야에 많이 활용되는 머신 러닝(Machine learning) 

기반의 방법을 사용하고자 한다. 최근에는 다양한 머신 러

닝 기술  딥러닝(Deep learning)을 이용한 연구가 활발히 

진행되고 있다. 특히 딥러닝 기반의 CNN(Convolutional 

Neural Network)을 활용한 이미지 분류에 한 성능은 기존

의 이미지 분류 알고리즘보다 월등히 좋은 모습을 보이고 
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있다. CNN기반 딥러닝 기술로는 표 으로 AlexNet[4], 

VggNet[5], Inception[6] 등과 같은 다  클래스 분류 모델들

이 있다. 한 많은 양의 데이터를 활용하여 상, 이미지 

분류에서 좋은 성능을 내는 Pretrained CNN모델을 활용하

는 ImageNet[7]은 데이터가 많지 않은 이미지  상의 

분류에서도 좋은 성능을 내고 있다. 본 논문에서는 GPR 

상 데이터가 충분히 많지 않기 때문에 Pretrained CNN모

델  Inception V1 모델을 사용하여 모델을 학습시킨다. 

한 본 논문에서는 원본 GPR 상을 학습에 사용하기는 

어렵기 때문에 원본 GPR 상에서 명확하게 배 이 존재

하는 역, 존재하지 않는 역을 추출하고 이를 각각 라벨

링하여 학습데이터  검증데이터를 구축하 다.

본 논문의 구성은 다음과 같다. 2장에서는 련연구인 

CNN과 사용한 모델인 Inception V1에 해서 설명한다. 3

장에서는 실험환경, 모델 학습, 배  검출 과정을 설명하고 

4장에서 실험  실험 결과를 제시하고 5장에서 요약  

결론을 맺는다.

2. 련 연구

2.1 CNN(Convolutional Neural Network)

CNN은 최근 딥러닝 기반의 상  이미지 인식에서 

좋은 성능을 보여주고 있다. CNN은 convolutional layer, 

sampling layer, dropout layer, fully connected layer 등을 여러 

층으로 쌓아서 만들어진 구조를 갖는다. 부분의 모델들

이 여러 convolutional layer를 거치고 나온 feature map들을 

다시 convolutional layer를 거치도록 하거나 sampling, 

pooling layer를 거치도록 깊게 연결 되어 있고 마지막 하단

부에는 fully connected layer를 거치도록 하여 입력된 상 

 이미지의 종류를 별하게 된다[8].

  

    (그림 1) 추상화한 Deep CNN 모델 구조

 (Figure 1) Abstracted Deep CNN model structure

   그림 1은 추상화한 Deep CNN 모델의 구조를 보여주

고 있다. 그림에서 처음에 있는 합성곱 계층(convolutional 

layer)은 필터(혹은 커 )에 의해서 특징을 추출하여 특성 

맵(feature map)들이 생겨나게 된다. 이 필터는 가 치 값

을 가지는 2차원의 값으로 이루어져 있는데 여러 특징들

을 추출하고자 하면 필터의 개수를 조정하면 된다. 서

샘 링 계층(subsampling layer)은 feature map의 크기를 

여서 연산량을 감소시킬 수 있는데 보통 max-pooling 방

식을 사용하기 때문에 convolution, subsampling 과정을 여

러 번 거치게 되면 좀 더 입력한 이미지를 표하는 특징

들을 얻을 수 있게 된다.

CNN에서 네트워크가 깊고 넓어지게 되면 convolution, 

subsampling 과정을 반복 으로 거치게 되고 이를 통해 

 작아진 feature map 내부에 입력한 이미지의 특징이 

압축된다. 하지만 이 게 압축되고 네트워크의 망이 깊어

지다 보면 학습한 이미지에 해서만 과 합(overfitting)

되는 문제가 발생할 수 있다. CNN에서는 문제를 방하

기 해서 드랍아웃 계층(dropout layer)을 사용한다. 

dropout layer는 연결되어 있는 뉴런들을 일정한 비율로 

무시하는 방식으로 추출된 모든 특징들을 학습에 반 하

지 않도록 하여 과 합되는 문제를 방 할 수 있다. 

CNN에서는 마지막 layer로 fully connected layer를 두는데 

이 layer는 연결되어 있는 뉴런들을 통해서 추출된 특징 

값들을 softmax 함수를 통해서 분류하기 해 사용된다.

2.2 Inception V1(GoogleNet)

2014년에 발표된 Inception V1 모델의 특징은 네트워크

가 깊어지고 넓어졌다는 이다. 모델 네트워크의 깊이가 

깊어지고 넓어질수록 모델의 학습 능력이 증가하여 더 

좋은 성능을 낼 수 있기 때문에 CNN 모델 구조의 세를 

이루게 되었다. 하지만 네트워크가 깊어지게 되면 한 

라미터, 가 치 값을 찾지 못한다면 overfitting 문제에 

빠질 수 있고, 연산량 한 기하 수 으로 증가하게 되

어 학습에 시간이 무 오래 걸리게 된다. 그래서 

Inception V1 모델에서는 Inception 모듈을 통해서 이러한 

문제를 해결하고자 했고 그 성능의 우수함을 2014년 

ILSVRC 회에서 입증하 다[6].

Inception V1에서 사용한 Inception 모듈은 NIN(Network 

In Network) 구조를 따른다. 기존 CNN 모델들은 필터를 

통한 특징 추출은 우수하지만 선형 이기 때문에 선형

이지 않은 특징을 추출하기에 어려움이 있었다. 이 부분

을 극복하기 해서 feature map의 개수를 늘려야 하는데 

연산량이 증가하게 되는 문제가 있기 때문에  NIN은 

convolution을 하기 해서 필터 신에 MLP(Multi Layer 

Perceptron)를 사용하여 특징을 추출하도록 하 다[9].
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2.3 ImageNet Pretrained Model

ImageNet 데이터 집합으로 미리 훈련된 Pretrained 모델

들은 사용자가 원하는 모델을 학습시킬 때 아래 그림 2와 

같은 두 가지 방법을 사용하여 재학습시킬 수 있다. 

(그림 2) Feature Extraction과 Fine-Tuning[10]

(Figure 2) Feature Extraction and Fine-Tuning

첫 번째로 특징 추출(Feature Extraction) 방법이 있는데 

이 방법은 Pretrained 모델의 fully connected layer를 제외

한 다른 layer의 가 치는 고정시키고 fully connected layer

의 가 치만 갱신하여 훈련시키는 방법이 있다. 두 번째 

방법으로는 인 튜닝(Fine-tuning)으로 fully connected 

layer를 주어진 데이터로 재학습 시킨 fully connected layer

로 교체할 뿐만 아니라 fully connected layer를 제외한 다

른 layer 모두 혹은 일부를 주어진 데이터로 재학습시키

는 방법이 있다[10]. 

Feature Extraction 방법에 비해서 Fine-tuning방법은 

체 인 모델의 가 치를 원하는 데이터에 맞는 가 치로 

바꾸기 때문에 더 좋은 성능을 기  할 수 있다. 따라서 

본 논문에서는 Inception V1 모델을 사용하여 Fine-Tuning 

방법을 사용한다.

3. 본   론

본 논문에서는 학습에 사용한 데이터는 그림 3과 같은 

원본 GPR 상을 그 로 학습에 사용할 수 없기 때문에 

원본 GPR 상에서 명확하게 배 이 존재하는 역과 존

재하지 않는 역을 추출하여 라벨링한 뒤 사용한다. 이

게 원본 GPR에서 추출된 배 이 존재하는 상은 그림 

4과 같은 포물선 모양을 나타내고 배 이 존재하지 않는 

상은 그림 5와 같은 패턴을 나타낸다.

(그림 3) 원본 GPR 상

(Figure 3) Origin GPR image

(그림 4) 배 이 존재하는 추출된 상

(Figure 4) Extracted image with pipe

(그림 5) 추출한 배 이 존재하지 않는 상

(Figure 5) Extracted image without pipe

만들어진 모델에 배 이 어느 치에 존재하는지 독

하기 해서 그림 6과 같은 과정을 거치게 된다. 

먼  입력한 원본 GPR 상을 300⨯300 pixel 크기의 

검증 이미지들로 생성해야 한다. 각 검증 이미지들은 학

습된 CNN 모델에 넣어 배 이 존재한다는 0~1사이의 추

론 값을 얻는다. 마지막으로 얻은 추론 값들을 통해서 히

트맵을 작성하는데 검증 이미지들을 첩하여 생성하

기 때문에 첩된 역은 추론 값들을 더하여 히트맵을 

작성한다. 

그림 7은 검증 이미지를 생성하는 과정을 나타낸 것이

다.  검증 이미지는 그림 7와 같이 원본 이미지에서 300⨯
300 pixel 크기로 가로, 세로 60 pixel 씩 이동하여 그림 8

과 같이 생성하 다. 그림 8은 생성된 검증 이미지로 왼

쪽의 이미지에서 오른쪽으로 가면서 첩되는 역이 존

재하는 것을 볼 수 있다.
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(그림 6) 배  검출 과정 순서도 

(Figure 6) Flowchart of pipe detection process

(그림 7) 검증 이미지 생성 방법

(Figure 7) How to build validation image

(그림 8) 생성된 검증 이미지

(Figure 8) generated validation image

(그림 9) 그림3에 한 히트맵

(Figure 9) Heatmap for Figure 3

그림 9는 생성된 검증 이미지를 모델에 한 장씩 넣어 

나온 첩되는 역의 추론 값을 더하여 나타낸 히트맵

으로 검증 이미지의 크기가 300⨯300 pixel 이므로 히트

맵에서는 5⨯5 셀 크기의 역이 하나의 검증이미지가 

된다. 한 히트맵의 각 셀은 최소 0에서 최  25의 값을 

가지게 된다. 그 기 때문에 나타난 색의 변화 한 0 ~ 

25 가지가 나타나는데 색이 밝기가 밝아질수록 배 이 

존재할 확률이 높다는 의미로 해석 할 수 있다. 

하지만 히트맵에서 배 이 존재하는지 단하는 것은 

의미 인 해석이므로 객 인 기 이 필요하다. 따라서 

임의 인 임계값을 설정하고 임계값 이상의 셀은 배 이 

존재하는 것으로 단하여 검증 데이터의 집합별로 임계

값의 변화에 따른 배 의 개수를 측정하는 실험을 진행

하 다.

4. 실험

(표 1) 실험 환경 구성

(Table 1) Configuration of experiment environment

OS Ubuntu 16.04 LTS

Graphic Nvidia GPU 1050

CUDA CUDA 8.0

cuDNN cuDNN v6.0 for CUDA 8.0

Python Python 3.5.2

Tensorflow 1.4

(표 2) 학습 데이터 구성

(Table 2) Configuration of Learning Data 

학습데이터 수 정확도

배  존재함 155
98%

배  존재하지 않음 164   

실험 환경은 표1과 같이 구성하 다. 표2는 학습에 사

용한 데이터 집합이다. 학습에 사용한 데이터 에서 8 : 

2의 비율로 무작 로 뽑아서  8은 실제 모델을 학습하는

데 사용하고 2는 학습된 모델에 입력하여 이미지의 분류 

결과가 라벨링한 배 이 존재하는지 배 이 존재하지 않

는지의 결과와 같은지 테스트하는데 사용하 다. 그 결과

로 98%의 정확도가 나왔다. 그러므로 배 이 존재하는지 

정확하게 구분가능한 데이터로 학습한 모델에 해서 모

델을 학습시키는데 사용한 데이터가 아니더라도 배 을 

정확하게 구분가능한 데이터라면 모델이 구분가능하다

는 것으로 볼 수 있다. 하지만 배 이 존재하는 상은 배

이 존재하는지 정확하게 구분할 수 있는 상과 그럴 

수 없는 상 에서 정확하게 구분할 수 있는 상만을 

학습 시켰기 때문에 어느 정도 구분할 수 있는 상, 구분

하기 어려운 상 데이터들을 검증 데이터에 포함시켜 

만들어진 모델에 넣어 실험을 하 다. 모델의 결과는 학
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습된 모델을 기반으로 추론한 값으로 존재함, 존재하지 

않음 에서 상 으로 높은 확률 값을 가지는 클래스

로 분류하도록 하 다.

(표 3) 실험 데이터 구성

(Table 3) Configuration of Experiment Data 

데이터 집합 학습 데이터 수 검증 데이터 수 비고

A 155 17

정확하게 

구분할 수 

있는 정도

B - 18

어느정도 

구분할 수 

있는 정도

C - 11
구분하기 

어려운 정도

  

실험에 사용한 검증 데이터는 표3과 같은 구성을 가진

다. 데이터 집합 A는 배 이 있는지 정확하게 구분할 수 

있는 정도의 상을 추출한 것이고 B는 어느 정도 구분

할 수 있는 정도, C는 존재하지만 구분하기 어려운 상

이다. 표4는 데이터 집합 별로 실제 배 의 치를 정확

하게 측하거나, 잘못 측한 수, 찾지 못한 수를 표로 

나타낸 것이다. 표4에서 사용한 기호들의 의미는 표5와 

같다. 임계값은 히트맵에서의 배 을 존재하는 것으로 

단하는 임계값, OA는 각 데이터 집합의 실제 배  수, 

Actual O 이다. 한 O는 배 의 치가 정확하게 측된 

수이고 X는 배 이 없는데 있다고 측된 수, ?는 찾지 

못한 배 의 수이다. 

(표 4) 임계값에 따른 검증 결과

(Table 4) validation result according to threshold

A(OA=17) B(OA=18) C(OA=11)

임계값 O X ? O X ? O X ?

5 16 5 1 12 4 6 5 3 6

6 16 3 1 12 4 6 3 1 8

7 16 3 1 12 3 6 3 2 8

8 16 3 1 12 3 6 1 1 10

9 15 2 2 11 3 7 1 1 10

10 14 2 2 8 3 10 0 0 10

11 15 2 3 8 3 10 0 0 11

12 14 1 4 6 3 12 0 0 11

13 13 1 4 5 3 13 0 0 11

14 13 1 4 5 3 13 0 0 11

15 11 1 6 2 1 15 0 0 11

16 10 1 7 1 0 18 0 0 11

17 9 1 8 1 0 18 0 0 11

18 6 1 11 1 0 18 0 0 11

19 4 0 13 1 0 18 0 0 11

(표 5) 표 4에서 사용한 기호들의 의미

(Table 5) Meaning of symbols used in Table 4

임계값 히트맵에서 배  인식 임계값

OA 실제 배 의 수, Actual O

O 배 의 치가 정확하게 측된 수

X 배 이 없는데 있다고 측한 수 

? 찾지 못한 배 의 수

(그림 10) 임계값에 따른 정규화된 검증 결과(ON = O/OA) 

(Figure 10) Normalized validation results according 

to theshold

그림 10에서 세로축 ON는 각 데이터 집합의 O를 실제 

배  수로 나  값으로 임계값에 따라서 얼마나 배 을 

찾았는지 알 수 있다. 임계값이 5, 6일 때 데이터 집합 C

의 결과가 가장 높지만 임계값이 7 혹은 8일 경우가 가장 

많은 배 을 찾는 것으로 볼 수 있다. 그 이유로 임계값이 

낮아지면 배 이 존재하지 않는데 배 이 존재한다고 하

는 수가 높아지기 때문에 X의 값을 최소화 하면서 O의 

값을 최 로 하는 임계값은 7 혹은 8이라고 볼 수 있다. 

이것을 수치화하여 확인하기 해 표5와 같이 각 O, X, 

? 마다 수를 매겨 수표를 작성하 다.

(표 6) 수표

(Table 6) Score table

score1 score2

O +1 +1

X -0.5 -1

? -0.5 -1
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수를 매기는 방법에는 두 가지 방법을 사용하 는데 

O는 동일하게 +1 을 주고 score1에서 X, ?는 –0.5  

score2에서 X, ?는–1 을 매겨 수를 구하 다. 그리고 데

이터 집합 별로 수를 구하여 최 로 얻을 수 있는 수인 

OA로 나 어 표7과 같이 나타내었다.

(표 7) 임계값에 따른 데이터 집합 별 정규화된 score  

(Table 7) Normalized score by data according to 

threshold

A(OA=17) B(OA=18) C(OA=11)

임계값 score1 score2 score1 score2 score1 score2

5 0.76 0.59 0.39 0.33 0.05 -0.36

6 0.82 0.71 0.39 0.33 -0.14 -0.55

7 0.82 0.71 0.42 0.39 -0.18 -0.64

8 0.82 0.71 0.42 0.39 -0.41 -0.91

9 0.74 0.65 0.33 0.28 -0.41 -0.91

10 0.76 0.65 0.08 0.11 -0.50 -1.00

11 0.68 0.53 0.08 0.06 -0.50 -1.00

12 0.59 0.41 -0.08 -0.17 -0.50 -1.00

13 0.62 0.47 -0.17 -0.23 -0.50 -1.00

14 0.62 0.47 -0.17 -0.21 -0.50 -1.00

15 0.44 0.24 -0.33 -0.33 -0.50 -1.00

16 0.35 0.12 -0.44 -0.50 -0.50 -1.00

17 0.26 -0.47 -0.44 -0.53 -0.50 -1.00

18 0.00 -0.35 -0.44 -0.67 -0.50 -1.00

19 -0.18 -0.56 -0.44 -0.64 -0.50 -1.00

(그림 11) 데이터 집합의 임계값의 변화에 따른 정규화된 

score1

(Figure 11) The normalized score1 according to the 

change of the threshold of the data set

(그림 12) 데이터 집합의 임계값의 변화에 따른 정규화된 

score2

(Figure 12) The normalized score2 according to the 

change of the threshold of the data set

5. 결   론

싱크홀이나 탐지하지 못한 지뢰, 가스 배  등 지하

에 존재하고 있는 지하 물체를 사 에 탐지하는 일은 

매우 요하다. 따라서 정확한 GPR 상 독은 기술

으로 매우 의미 있다고 볼 수 있다. 그러나 GPR 

상에서 문가의 주 인 단 없이 상을 독하는 

것은 쉽지 않다. 

본 논문에서는 GPR 상을 딥러닝 기반의 CNN 모

델을 사용하여 배 의 치를 탐지하는 모델을 제안하

다. 구 된 CNN 모델은 Inception 모듈 기반의 

Inception V1 모델을 사용하 고 학습 데이터로 총 319

개의 추출된 상을 사용하 다. 그리고 46장의 검증 

데이터를 통해 추론 결과를 얻어 배 의 치를 탐지

하도록 히트맵을 작성하 다. 한 히트맵에서 임계값

을 정하여 배 의 치를 찾아내도록 하는 실험을 진

행하 다. 그 결과로 임계값이 7 혹은 8 일 때 배 의 

치를 가장 확실하게 찾는다는 결과를 얻었다. 

향후 연구에서는 학습된 모델이 표 3의 집합 A만을 

사용하여 학습시켰기 때문에 집합B, C에서 정확도가 

떨어지는 결과를 보 으므로 데이터 집합 A 뿐만 아니

라 B, C 한 학습 데이터에 사용하여 모델을 학습시킬 

수 있을 것이다. 한 원본 GPR 상에 다양한 이미지 

처리 방법들을 용하여 보다 좋은 학습 데이터를 

얻을 수 있을 것이고 최근에 발표된 Pretrained CNN 모
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델 에서 batch normalization을 용한 Inception V3, 

V4와 같은 모델을 Inception V1 신해 용해 볼 수 

있을 것이다.
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