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요  약

부정맥 분류를 위한 기존 연구들은 분류의 정확성을 높이기 위해 신경망, 퍼지, 시계열 주파수 분석, 비선형 분석

법 등이 연구되어 왔다. 이러한 방법들은 분류율를 향상시키기 위해 정확한 특징점과 많은 양의 신호를 처리해야 하

기 때문에 데이터의 가공 및 연산이 복잡하며, 다양한 부정맥을 분류하는데 어려움이 있다. 본 연구에서는 AR(Auto 
Regressive) 모델링 기반의 특징점 추출과 SVM(Support Vector Machine)을 통한 조기수축 부정맥 분류 방법을 제안

한다. 이를 위해 잡음을 제거한 ECG 신호에서 R파를 검출하고 QRS와 RR 간격의 특정 파형 구간을 모델링하였다. 
이후 최적 세그먼트 길이( ), 최적 차수(  )의 4가지 AR 모델링 변수를 추출하고 SVM을 통해 Normal, 
PVC, PAC를 분류하였다. 연구의 타당성을 입증하기 위해 MIT-BIH 부정맥 데이터베이스를 대상으로 한 R파의 평

균 검출 성능은 99.77%, Normal, PVC, PAC 부정맥은 각각 99.23%, 97.28, 96.62의 평균 분류율을 나타내었다. 

ABSTRACT

Legacy study for detecting arrhythmia have mostly used nonlinear method to increase classification accuracy. Most 
methods are complex to process and manipulate data and have difficulties in classifying various arrhythmias. Therefore it 
is necessary to classify various arrhythmia based on short-term data. In this study, we propose a feature extraction based 
on auto regressive modeling and an premature contraction arrhythmia classification method using SVM., For this purpose, 
the R-wave is detected in the ECG signal from which noise has been removed, QRS and RR interval segment is 
modelled. Also, we classified Normal, PVC, PAC through SVM in realtime by extracting four optimal segment length and 
AR order. The detection and classification rate of R wave and PVC is evaluated through MIT-BIH arrhythmia database. 
The performance results indicate the average of 99.77% in R wave detection and 99.23%, 97.28%, 96.62% in Normal, 
PVC, PAC classification.
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Ⅰ. 서  론

일반적으로 심전도(ECG : electrocardiography) 신호

를 해석하는 단계는 인체로부터의 신호 획득, 잡음 제

거, QRS의 검출 및 진단을 포함하며, 신호의 분석을 토

대로 심장질환의 이상유무를 판단하는데 많이 활용되

고 있다. 부정맥은 심박동수가 비정상적이거나 심장의 

리듬이 불규칙한 상태를 의미한다. 부정맥의 형태는 정

상인의 가벼운 리듬 장애부터 생명을 위협하는 장애까

지 다양한 형태로 나타나며, 이는 심장세포의 자동성 장

애나 전도장애로 인해 초래된다. 부정맥은 심장박동이 

불규칙한 상태로 심전도 신호 분석을 통하여 정상신호

와 이상 신호를 검출함으로써 분류할 수 있다[1-3]. 특히 

심실조기수축(PVC : Premature Ventricular Contraction)
은 가장 흔한 부정맥으로 심장질환이 있었던 환자의 경

우 심실빈맥(VT : Ventricular Tachycardia)과 같은 위험

한 심장질환을 유발하며, 심방조기수축(PAC : Premature 
Atrial Contraction)은 뇌경색이나 전신 색전증의 합병증

을 일으켜 질병 이환률과 사망률을 증가시킬 수 있다. 
따라서 PVC, PAC와 같은 부정맥의 조기 검출은 매우 

중요하다. 
부정맥을 분류하기 위한 방법으로는 시계열 주파수 

분석, 신경망, 퍼지, 비선형 분석법 등이 연구되어 왔다. 
하지만 기존 연구들은 분류를 위해 많은 양의 심전도 데

이터를 처리해야 하는 불편함과 여러 가지 특징점 검출

로 인해 계산시간이 길어지는 단점이 있으며, 이와 동시

에 다양한 부정맥을 분류하는데 어려움을 갖고 있다

[4-7]. 이러한 문제점을 극복하기 위해서는 단기간의 입

력 데이터를 통한 특징점 추출이 필요하며 적은 수의 학

습 데이터만으로 다양한 부정맥을 정확하게 분류할 수 

있는 방법이 필요하다. 
이를 위해 AR모델링 기반의 특징점 추출과 SVM 

(Support Vector Machine)을 통한 조기수축 부정맥 분

류 방법을 제안한다. 먼저 잡음이 제거된 심전도 신호에

서 R파를 검출한 후 QRS와 RR간격 구간을 추출하여 모

델링함으로써 최적 세그먼트 길이( ), 최적 차수

(  )의 4가지 AR모델링 변수를 추출하고 SVM을 

통해 정상, PVC, PAC를 분류하였다. 제안한 방법의 우

수성을 입증하기 위해 MIT-BIH 부정맥 데이터베이스

를 대상으로 정상, PVC, PAC의 분류율을 비교하였다. 
본 논문의 구성은 다음과 같다. 2장에서는 제안한 기법

에 대하여 논하고, 3장에서는 실험결과에 대하여 논하

고 4장에서 결론으로 마무리한다.

Ⅱ. 제안한 기법

AR모델을 통한 최적 특징점 검출과 SVM을 통한 부

정맥 분류 방법의 전체 구성도는 그림 1과 같은 단계로 

나누어진다. 먼저 ECG신호로부터 전처리 과정을 통해 

잡음을 제거한 후 최적 문턱치 설정을 통해 R파를 검출

하는 단계, QRS와 RR간격 구간을 추출하는 단계, 추출

된 구간을 AR모델링하여 변수값을 추출하는 단계, 
SVM을 통해 Normal과 PVC, PAC를 분류하는 단계로 

나누어진다.

Fig. 1 System configuration

2.1. 전처리 및 R파 검출

정확한 진단을 위해서는 심전도 신호의 잡음 제거를 

통해 정확한 R파를 검출하는 것이 필요하다. 본 연구에

서는 샘플링 주파수에 따른 전처리 기법과 적응형 문턱

치에 의한 최적치를 통해 R파를 검출하였다[8]. 
샘플링 주파수에 따른 성능은 분류성능에 영향을 끼

치지 않는 최적의 샘플율을 정하기 위함이다. 일반적으

로 MIT-BIH 데이터베이스의 경우 샘플링 주파수는 

360Hz, 이동 평균의 범위는 8, 미분 파라미터의 범위는 

7, 피크 문턱치는 6.6이라는 것을 확인할 수 있다. 이는 

실험을 통한 경험 수치이며, 최적화된 R파를 검출하기 

위해서는 프로세서의 성능에 맞는 샘플율의 선택이 중

요하다는 것을 확인할 수 있었다.
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2.2. 특징 구간 추출

부정맥 분류를 위해 QRS와 RR간격의 특징 구간을 

사용한다. 특징 구간은 특정 위치를 의미하는 것이 아니

라, AR모델링의 최적 범위를 설정하기 위한 정상과 부

정맥의 범위를 모두 포함하는 샘플의 수를 의미한다. 샘
플 수는 AR모델링을 위해 선택된 세그먼트에 영향을 

미치며 최소 한 번의 심장 사이클이 되도록 정확하게 모

델링하여 진단한다. 일반적으로 정상신호의 QRS와 RR
간격은 대부분 같은 형태를 가지고 있지만 부정맥은 매

우 다양한 형태를 가진다. 
그림 2는 MIT-BIH부정맥 데이터베이스 레코드를 대

상으로 정상(normal)과 3개의 다른 형태의 PVC 그리고 

PAC의 QRS형태를 나타내고 있다. 그림 2(b), 2(c), 2(d)
에서와 같이 PVC간격은 그림 2(a)의 normal과 그림 2(e)
의 PAC와 비교했을 때 그 간격이 매우 넓은 것을 확인

할 수 있다. 일반적으로 정상 신호의 QRS간격은 60ms
를 넘지 않는 경우가 대부분이며 PVC부정맥의 경우에

는 그 간격이 120ms ~150ms에 이른다. 이를 샘플링 주

파수가 360Hz인 MIT-BIH부정맥 데이터베이스를 기준

으로 환산하였을 경우 60ms는 21.6, 120ms는 43.2, 
150ms는 54 샘플 수로 각각 나타낼 수 있다. 

그림 3은 MIT-BIH데이터베이스의 부정맥을 대상으

로 각 신호에 따른 RR시간 간격의 변화를 분석한 화면

을 나타내고 있다. 
그림 3(a)에 나타난 하나의 PAC 비트의 경우 이전 

RR간격은 314ms, 이후는 508ms이며, 그림 3(b)에 나타

난 PVC의 경우에는 이전 RR간격은 약 490 ~ 520ms, 이
후는 1170 ~ 1300ms 간격으로 세 비트 모두 정상 비트

에 비교했을 때 그 간격이 작아졌다가 2배 정도 급격히 

증가하는 것을 확인할 수 있다. 그림 3(c)에 나타난 세 

개 의 조기심실수축(PVC) 비트의 경우에는 이전 RR간

격은 약 500 ~ 520ms, 이후는 920 ~ 1050ms이며, 그림 

3(d)에 나타난 PVC의 경우 이전 RR간격은 약 540 ~ 
560ms, 이후는 1300 ~ 1340ms로 세 비트 모두 정상에 

비해 매우 작아졌다가 2배 정도 급격히 증가하는 것을 

확인할 수 있다. 일반적으로 정상 RR 간격은 0.6s ~ 1.2s
의 범위를 가지지만 부정맥의 경우에는 2.0s에 이르는 

경우도 있다. MIT-BIH부정맥 데이터베이스를 기준으

로 시간 간격을 샘플수로 환산하면 0.6s는 210.6, 1.2ms
는 430.2, 2s는 720 샘플 수로 나타낼 수 있다. 

즉 RR간격은 200 ~ 800 샘플 수 범위 안에 나타난다. 

그러므로 Normal, PVC, PAC는 QRS간격이 20~60 사이

의 샘플 수를 가지며, RR간격은 200~800 사이의 샘플 

수를 가진다는 것을 알 수 있으며, 샘플링 구간의 범위

가 부정맥의 차이를 판단할 수 있는 중요한 변수가 된다

는 것을 확인할 수 있다. 

(a) 101, 103 record(Normal)

(b) 105, 106, 114, 116, 213 record(PVC)

(c) 200, 233 record(PVC)

(d) 119, 223 record(PVC)

(e) 209, 220 record(PAC)

Fig. 2 Variability of QRS morphology by each arrhythmia
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(a) 209, 220 record(N: Normal, A : PAC)

(b) 105, 106, 114, 116, 119, 213 record(N, V : PVC)

(c) 200, 233 record(N, PVC)

(d) 119, 223 record(N, PVC)

Fig. 3 Variability of RR interval by each arrhythmia

2.3. AR모델링

일반적으로 부정맥 분류를 위한 입력 데이터의 양은 

처리 속도에 영향을 미치므로 신호 데이터의 차원을 감

소시키는 것이 필요하다. 본 연구에서는 추출된 신호의 

요소를 직접 처리하는 대신 계산량을 줄이고 신호의 모

델링이 가능한 AR기법을 적용하여 부정맥 분류를 위한 

입력 변수로 사용한다. AR모델링 기법은 ECG신호에서 

이전과 현재의 신호 파형에 자기상관을 적용하여 계수

를 추출함으로써 부정맥 신호들 간의 차별성 있는 특징

을 파악할 수 있는 방법이다[9].
AR모델링은 심박변이도(HRV : Heart Rate 

Variability)를 모델링하고 ECG신호의 전력스펙트럼 추

정을 위해 폭넓게 사용된다[10]. AR모델링으로부터 검

출된 변수들은 다른 특징들과 함께 결합되어 부정맥 분

류를 위해 사용된다[10]. 
AR모델링은 과거 출력의 피드백에 의하여 현재의 출

력이 결정되는 방법으로 시계열 {}에 대하여 과거 

점의 값  ∙∙으로 현재 값 을 예측한다. 

이를 나타내면 수식 (1)과 같다.

 
  



  (1)

여기서 는 심전도의 시계열 신호이며 QRS세그먼

트, RR간격 세그먼트 정보를 포함하고 있다. 는 예측

오차, 는 AR계수, 는 AR차수이다. 신호를 정확히 모

델링하기 위해서는 을 최소화 하는 것이 필요하다. 

AR모델링에서 중요한 것은 최적의 차수이며 이를 통해 

각 계수가 결정된다. 계수 추정을 위해서는 입력 에 

대한 자기상관 함수 사이의 관계를 알아야 한다. 이를 

나타낸 것이 Yule-Walker 방정식이다.
입력 데이터()에 대한 자기상관함수  는 수

식 (2)와 같이 나타난다.

   
 







 
 



 






 



   
    

(2)

여기서 ∙는 입력 데이터의 기대값을 의미한다. 

 
 값은   일 때는 ,   일 때는 0을 나

타내므로 수식 (2)는 수식 (3)과 같이 나타낼 수 있다. 

  











 



     


 



     

(3)

차수()를 선택하여 수식(3)으로부터   인 경우

에 대해 AR계수 ⋯을 구할 수 있으며, 분산

()은   에 대한 식으로부터 구할 수 있다.
수식 (3)은 행렬을 이용하여 수식(4)와 같이 표현할 

수 있다.
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




  ⋯ 

⋮ ⋱ ⋮
  ⋯  












⋮













 

⋮
 





 (4)

여기서 자기상관 행렬 는 허미트(Hermite) 행렬

이다. 이는 의 변수가 에만 의존하는 특수한 

구조를 갖는 정칙행렬을 나타낸다. 수식 (4)를 분산()
을 포함한 식으로 확장하면 수식 (5)와 같이 표현할 수 

있다.






  ⋯ 

⋮ ⋱ ⋮
  ⋯  












⋮














⋮





 (5)

본 연구에서는 수식 (5)에 의한 계수를 계산하기 위해 

AR모델링 방법 중 가장 빠르고 우수한 성능을 가지고 

있는 Burg알고리즘을 사용하였다. Burg알고리즘은 

Levinson의 재귀 관계식을 이용하여 오류 신호들 사이

의 재귀관계를 얻고 모델링 차수 에서 AR계수 

  
  

 ⋯   
집합을 반

복해서 구하는 방식이다. 즉, 가 1일 때, 을 구하고, 

가 2일 때, , , 가 일 때 모델차수 만큼  … 

을 반복해서 구한다. 수식 (1)에 의해 예측 오차()는 

수식(6)과 같이 나타낼 수 있다.

  
  



 (6)

AR계수()는 수식 (7)과 같이 최소 제곱법(MSPE : 

mean squared prediction error)을 사용하여 제곱된 예측

오차의 에너지가 최소가 되도록 함으로써 결정된다.


   




 

  



 



 (7)

모델링 차수를 증가시켜 신호를 추정하는 것이 더 정

확한 신호 추정을 나타내는 것은 아니기 때문에 최적값

을 결정하는 것이 매우 중요하다. 

2.4. AR모델링 변수 추출

AR모델링 변수로써 QRS와 RR간격을 이용했다. 이
는 정상과 부정맥을 결정하고 해석하는데 가장 중요하

게 쓰이는 특징이며, 분류의 정확도를 높이기 위함이다. 

여기서는 AR모델링 변수로서 QRS구간의 길이(), 
QRS구간의 차수(), RR간격 구간의 길이(), RR간

격 구간의 차수()에 대한 최적치를 설정하였다. 이 값

들은 SVM의 입력 인자로 사용되며, 부정맥의 성능개선

에 중요한 인자가 된다. 이는 MIT-BIH부정맥 데이터베

이스 48개 레코드에 대한 반복적인 실험을 통해 최적의 

값을 선정한 것이다. 최적 R파 검출을 위한 파라미터는 

4개의 벡터 값으로 수식 (8)과 같다.

      (8)

SVM입력을 위한 최적 모델링 변수를 선정하기 위해 

QRS구간의 길이()의 범위는 20 ~ 60샘플 수까지, RR
간격 구간의 길이()는 200~800 샘플 수까지 2의 간격

으로 QRS구간의 차수()과 RR간격 구간의 차수()
는 2에서 9까지 1의 간격으로 변화시키면서 SVM의 입

력 벡터로 적용시켜 실험하였다. 먼저 은 임시값으로 

고정 후 값을 변경하여 평균 분류율이 제일 높은 

를 선택 고정한 후, 을 변경시키면서 평균 분류율이 

제일 높은 을 선택하는 과정으로 진행된다. , 도 

위와 같은 교차 검증(cross validation)을 통해 최적값을 

검출한다. 
그림 4, 5는 MIT-BIH부정맥 데이터베이스를 대상으

로 한 QRS와 RR구간에 대한 최적 길이와 차수를 각각 

나타내고 있다. MIT-BIH 데이터베이스의는 기준 샘플

링 주파수가 360Hz이므로 이를 기준으로 적용하였을 

때 실험결과      의 값은 각각 

  일 때 최적의 검출율을 얻는 것을 

확인할 수 있었다. 

Fig. 4 Accuracy through QRS egment(n1=24), AR order 
(p1 : 2 ~ 9)
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Fig. 5 Accuracy through RR segment(n2=600), 
AR order(p2 : 2 - 9)

Ⅲ. SVM을 통한 부정맥분류

선형 SVM은 가중치 벡터 와 바이어스 로 구성되

는 ∙ 의 최적 분할 경계면을 갖도록 데이터 

   
 를 학습시키는 것이다. 여기서 는 번째 입

력 패턴이고, 는 원하는 출력이다. 입력 패턴을 최적

으로 분할하는 최적 분할 경계면은 비용함수()를 

최소화하며 비용함수는   


로 표현된다. 따

라서 수식 (9)와 같이 위의 제약조건을 가진 최적의 라

그랑지 승수()를 찾으면 최적의 가중치 벡터( )를 계

산할 수 있으며, 최적의 바이어스( )는 서포트 벡터로

부터 계산된다. 


  



 
 

  (9)

여기서 과 는 서포트 벡터를 의미한다. 

따라서 학습 데이터   
 가 입력으로 주어졌을 

때 최적가중치 벡터()와 최적 바이어스( )를 구하게 

된다. 또한 선형적으로 분류가 불가능 한 경우에는 일반

화된 최적 분리 경계면을 위해 음수가 아닌 스칼라 변수 

 ≥를 사용한다. 여기서  ≥는 잘못된 변수와 관

계된 오차의 척도를 의미하는 슬랙변수(slack variable)
이다. 이러한 경우 슬랙변수()를 포함한 제약조건과 

비용함수( )는 수식 (10)과 같다. 

∙ ≥ 

  




  



   

(10)

여기서 는 양의 상수값으로 학습오차와 일반화 능

력 사이의 상관관계를 조절하는 변수를 나타낸다. 즉 데

이터 샘플들이 다른 클래스에 놓이는 것을 허용하는 정

도를 결정하고, 이 값은 작을수록 경계의 마진이 넓어지

고, 클수록 좁아지면서 세분화된다. 
본 논문에서는 앞서 2장에서 언급한 바와 같이 QRS

과 RR간격 기반의 두 개의 AR모델을 각각 구간 길이

(, )와 차수(, ) 로 나누고, SVM의 입력 벡터

  
 로 사용한다. 

SVM의 특징은 최적 분할 경계면(optimal hyperplane)
을 찾기 위하여 전체 데이터를 다루지 않고, 분할 경계

면 주면의 몇 개의 서포트 벡터만을 이용함으로 훈련 시

간을 현저하게 줄일 수 있다는 장점이 있다[11-12]. 

3.1. 파라미터에 따른 SVM성능

최적의 분류 성능을 얻으려면 와 를 잘 조정해야 

한다. 일반적으로 SVM알고리즘 중에서 가장 널리 사용

되는 함수는 가우시안 RBF(Radial Basis Function)커널 

함수( )이며 수식 (11)과 같이 나타난다. 

    
 (11)

여기서  는 데이터 포인터이며, 는 가우시안 커

널의 폭을 제어하는 파라미터로서 결정 경계의 곡률을 

나타낸다.
는 수식 (10)에서 설명한 것과 같이 양의 상수값으

로 학습오차와 일반화 능력 사이의 상관관계를 조절한

다. 두 값 모두 커질수록 알고리즘의 복잡도는 증가하

고, 작아질수록 복잡도는 낮아진다. 최적의 와 의 매

개변수 쌍을 검출하기 위해 grid search를 통하여 진행하

였다. 매개변수 값에 따른 분류율은 표 1과 같이 매개변

수 와 값의 조합에 따른 성능 차이를 보여주고 있다. 
표와 같이 실험을 통해 값의 증가에 따라 성능이 향상

되고 여백을 희생하는 대신 분할 영역 안에 존재하는 훈

련데이터 또는 틀린 훈련데이터의 수를 줄여주고 있다. 
결과적으로 최적의 매개변수는 =200, =1일 때라는 

것을 확인할 수 있었다.
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C 10 50 100 200

0.1 70.00 81.71 84.76 85.01
1 95.34 97.32 97.65 98.06
2 95.03 96.61 97.52 97.82
3 85.75 95.14 97.05 97.87

Table. 1 Comparison of classification rates by parameters

3.2. R파 검출율

MIT-BIH 부정맥 데이터베이스를 통하여 R파 검출

에 대한 성능 평가가 수행되었다. MIT-BIH 부정맥 데이

터베이스를 통하여 R파 검출에 대한 성능 평가가 수행

되었다. 검출률 계산을 위한 수식은 (12)와 같다. 아래 

식에서 FP(False Positive)는 검출알고리즘이 R파를 검

출하였으나, MIT-BIH부정맥 데이터베이스에는 존재하

지 않을 경우이고, FN(False Negative)은 MIT-BIH부정

맥 데이터베이스에는 있으나 알고리즘이 이를 검출하

지 못한 경우이다. 전체 비트는 MIT-BIH에 존재하는 R
파의 총 개수이다. 전체 레코드를 대상으로 한 평균 R파 

검출율은 99.77%의 우수한 성능을 나타내었다.

  

 
×

     

(12)

3.3. 부정맥 분류 성능 비교

제안된 AR모델링을 통한 특징점 추출과 SVM을 통

한 부정맥 분류 알고리즘의 성능을 평가하기 위하여 

MIT-BIH부정맥 데이터베이스를 대상으로 그 효용성을 

실험하였다. 검출율의 계산은 식 (12)와 같으며, MIT- 
BIH부정맥 데이터베이스 39개의 레코드를 대상으로 부

정맥을 분류한 결과를 표 2에 나타내었다. 111번, 112, 
113, 115, 122, 212, 214, 232번 레코드의 경우 Noraml, 
PAC, PVC중 한 종류의 신호만 있는 경우로 분류의 신

뢰성을 위해 본 실험에서는 제외하였다.
Normal, PAC, PVC의 평균 분류율은 각각 99.23, 

96.62, 97.28%의 우수한 특징을 나타내었다. 특히 분류

한 심장질환 중 가장 큰 위험도를 가지고 있는 PVC에 

대한 분류율을 기존 알고리즘과 비교하여 표 3에 나타

내었다. 제안한 방법은 기존 신경망을 통한 분류방법

(ANN)보다 적은 학습 데이터의 양으로 분류의 정확도

와 처리속도를 개선시킬 수 있음을 확인 할 수 있었다. 
또한 ECG morphology를 이용한 방법과 비교하였을 때 

QRS와 RR간격을 분류 변수로 사용한 것은 동일 하지

만 제안한 방법은 AR모델링을 통한 세그먼트 특징을 

추출과 최적 변수를 사용함 분류의 정확도를 높일 수 있

었다. 결과적으로 제안된 AR모델링 기반의 특징점 추

출과 SVM을 통한 조기수축 부정맥 분류 방법은 복잡도

를 줄임과 동시에 우수한 분류율을 나타내었다. 
그러나 그림 6(a)와 같이 233번 레코드는 다른 레코

드에 비해 PVC가 normal로 잘못 검출 되는 경우가 나타

났는데, 이는 그림 6(a)의 3번째, 6번째 비트에 나타난 

것과 같이 PVC임에도 불구하고 normal 이전과 이후가 

서로 다른 종류의 PVC가 반복됨으로써 RR간격이 

normal과 유사한 형태를 가지고 있기 때문에 정확한 검

출이 이루어지지 않았다. 또한 그림 6(b)의 3번째 비트

와 같이 간혹 223번과 230번 레코드의 경우 PAC가 

normal로 잘못 검출 되는 결과가 발생하였는데 이는 현

재 R피크의 진폭이 높은 PAC를 나타내며 RR간격의 변

동이 크지 않아 AR모델 변수가 이를 충족시키지 못하

는 경우가 발생하였다고 판단된다. 이러한 경우는 R파

의 진폭과 같은 간단한 특징점을 입력 벡터로 사용하면 

문제가 해결되리라고 판단된다. 따라서 제안된 부정맥 

분류 방법은 복잡도를 줄임과 동시에 우수한 검출율을 

나타내는 것을 확인할 수 있었다. 

Ⅳ. 결 론

본 연구에서는 최적의 R파를 검출하고 이를 통해 최

소한의 R피크 기반의 특징점만 추출함으로써 연산의 

복잡도를 줄이고, 실시간으로 정확하게 부정맥을 분류

하기 위해 AR모델링 기반의 특징점 추출과 SVM을 통

한 조기수축 부정맥 분류 방법을 제안하였다. 이를 위해 

전처리를 통해 잡음이 제거된 심전도 신호에서 R파를 

검출 한 후 QRS와 RR간격의 특정 파형 구간을 추출하

여 모델링함으로써 최적 세그먼트 길이( ), 최적 

차수(  )의 4가지 AR모델링 변수를 추출하고 SVM
을 통해 정상, PVC, PAC를 분류하였다. 제안한 방법의 

우수성을 입증하기 위해 MIT-BIH부정맥 레코드를 대

상으로 한 R파의 평균 검출율은 99.77%의 성능을 나타

내었으며, Normal, PVC, PAC 부정맥은 각각 평균 분류

율은 각각 99.23, 96.62, 97.28%의 평균 분류율을 나타

내었다. 
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Rec Total 
Bit no.

Normal
beat

PVC
beat

PAC
beat

Normal
classification

Rate(%)

PVC 
classification

Rate(%)

PAC 
classification

Rate(%)
100 1902 1872 1 29 99.95 100 99.98
101 1525 1518 0 3 99.94 - 99.91
102 1822 1 3 0 99.95 96.92 -
103 1729 1727 0 2 99.94 - 99.83
104 1878 98 1 0 99.73 97.2 -
105 2208 2121 29 0 94.05 96.68 -
106 1699 1236 460 0 99.88 96.92 -
108 1601 1460 13 4 95.48 96.39 94.44
109 2102 0 32 0 99.95 99.47 -
112 2117 2109 0 2 99.95 - 99.93
114 1607 1559 30 10 99.56 97.23 98.4
116 2020 1918 98 1 98.96 98.75 98.91
117 1285 1283 0 1 99.92 - 99.85
118 1933 0 13 86 99.95 95.25 98.88
119 1662 1297 364 0 99.94 96.28 -
121 1565 1558 1 1 99.87 99.68 99.78
123 1269 1266 3 0 100 98.04 -
124 1368 0 47 2 99.93 99.1 99.52
200 2185 1438 700 28 99.77 93.47 98.12
201 1525 1185 198 30 98.22 96.88 97.55
202 1874 1800 15 36 96.95 93.61 95.78
203 2520 2103 373 0 99.93 86 -
205 2201 2123 65 2 100 99.72 99.86
207 1611 0 4 107 99.78 92.78 99.28
208 2445 1308 824 0 100 96.45 99.55
209 2522 2146 1 372 99.87 92.66 97.77
210 2207 2010 164 0 100 97.37 -
213 2700 2209 195 24 100 98.35 99.18
215 2795 2661 131 2 100 96.26 98.13
217 1848 235 140 0 99.86 99.86 -
219 1773 1715 51 7 94.57 96.57 94.57
220 1694 1601 0 93 99.9 - 99.9
221 2020 1704 316 0 100 99.9 -
222 2120 1695 0 208 98.75 - 93.75
223 2201 1656 455 65 99.92 89.57 94.75
228 1735 1398 302 3 97.48 95.48 97.48
230 1861 1858 1 0 98.18 98.18 -
233 2562 1859 692 4 99.97 98.9 99.44
234 2291 2238 3 0 100 98.34 -
total 75982 55965 5725 1122 99.23 97.28 96.62

Table. 2 Arrhythmia classification rate
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따라서 본 연구에서 제안한 방법은 연산 복잡도를 줄

임과 동시에 실시간으로 정확한 부정맥을 진단하는 IoT 
헬스케어 시스템에 적용될 수 있을 것으로 판단된다.

(a) R peak detection result(233 record)

(b) SVM classification result(223 record : PVC bit error)

(c) R peak detection result(233 record)

(b) SVM classification result(223, 230 record : PAC bit error)

Fig. 6 R peak detection & SVM classification result

Classification method Art papers Avg(%)

ANN Shyu et al.[8] 97.04

ECG morphology de Chazal et al.[9] 94.11

Our approach proposed 97.28

Table. 3 Performance comparison between the proposed 
algorithm and state of the art papers
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