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1. 서  론1)

인공지능은 데이터의 수집  장 기술의 발달과 컴퓨터 

계산 능력의 향상을 통해 다양한 연구 결과와 응용을 확 하

고 있다[1]. 기존의 객체 분류나 이미지 분석과 같은 비시계

열 데이터를 넘어서 시계열 데이터에 한 연구가 근래 활발

하게 연구되고 있다. 일상생활에서 다양하게 할 수 있는 많

은 데이터가 시계열 데이터이므로 4차 산업 명과 련된 인

공지능의 응용처가 더 확 될 수 있다. 

시계열 데이터 기반의 인공지능 응용에 있어서 용될 수 
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있는 분야가 융 련된 미래의 측이다[2]. 환율, 주가, 

리 측의 경우 과거의 가격과 거래량 등의 값의 변화 경향

을 바탕으로 인공지능을 응용하여 미래의 결과를 측할 수 

있다. 주가의 경우 거래량과 주가의 등락에 따른 패턴에 기반

을 둔 경험 인 방법과, 융 공학의 에서 수학 인 모델

을 세우고 이를 통해 주가를 측하려는 시도가 다양하게 이

루어져 왔다. 주식을 매매하는 행 는 이윤을 남기기 한 행

이므로 매수  매도 세력들의 매매를 통해 가격이 결정된

다. 이들 매매세력의 수는 한정 이므로 그들의 매매 형태 

한 한정 이다. 여러 가지 변수가 다양하게 존재하겠지만 가

격을 결정하는 패턴이 무작  형태는 아닐 수 있다는 것을 

직 으로 알 수 있다.

주가와 같은 시계열 데이터에 해서 인공지능을 용하

기 한 모델에 한 연구가 활발하게 진행되고 있다[3, 4]. 

특히 순환 신경망(Recurrent Neural Network: RNN)은 내부
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에 루 가 있어 과거 데이터가 미래에 향을 주는 특징을 

가지고 있다. 이미 음성인식, 언어 모델링, 번역의 순차  데

이터가 필요한 분야에서 효과를 거두고 있다. 특히 장기 의존

성(Long-Term Dependency)을 해결한 LSTM은 다양한 분

야에 용되고 있다[3].

이와 더불어 컨볼루션 신경망(Convolution Neural Network)

은 시신경 구조를 모방한 기술로 이미지  사물 인식이 리 

용되고 있다[4, 5]. 특정 범 에 한정하여 필터링  풀링

(pooling) 통해 해당 지역 (local) 특징을 추출하고, 이를 반복

함으로써 해당 상의 크기는 어들게 되며 역 (global) 특

징을 추출하게 된다. 

본 논문에서는 LSTM의 시계열 데이터 분석의 장 과, 컨

볼루션 신경망의 필터링과 풀링을 통한 지역  특징과 역

 특징의 추출의 장 을 결합한 RCNN 모델을 이용해 주가 

측을 시도하 다. 이와 더불어 몇 가지 아이디어를 용하

다. 첫 번째, 미래 주가의 측은 과거이 시계열 데이터 집

합보다는 근래의 시계열 데이터 집합에 더욱 큰 향을 받을 

수밖에 없다는 직 에 단하여 커스텀 가 치 손실 함수를 

제안하고 용하 다. 두 번째로, 종목에 한 값들과 그 종

목이 속한 주가지수의 값들을 포함하고 신경망을 학습하도록 

하 다. 실험에서는 삼성 자의 2010년 6월 24일부터 2018년 

6월 7월까지의 데이터를 포함하여 신경망을 학습시키고 이후 

10일간의 주가를 측한 결과 3.19%의 테스트 오차 수 으로 

성능이 향상되었다.

2. 배경 지식

2.1 인공지능을 이용한 주가 측

주식은 주주가 주식회사에 출자한 일정한 지분과 이익을 

나타내는 증권을 의미한다. 이를 통해 기업의 자산 분배, 이

익 분배의 권리 참여를 소유자에게 부여하게 된다. 이러한 주

식은 매매 시에 가격이 결정되며 이 가격이 바로 주가이다. 

주가의 측에는 기본  분석과 기술 인 분석이 있다. 기본

 분석은 주식회사의 내재된 가치에 따른 분석 방법이며 기

술 인 분석은 해당 주가의 가격과 거래량의 흐름에 따른 분

석이다. 차트, 평균이동선등을 이용한 패턴 분석이나 다우 

이론, 엘리어트 동이론과 같은 비수학 인 고  방법부

터 수학모델을 통해 측통계 모델을 산출하는 로그램을 

이용하는 융공학 기반의 근방법이 있다. 기술 인 분석 

방법에서 후자의 방법의 경우 내재된 가치 데이터 기반으로 

정교한 수학 모델을 개발  이용한다. 

기존의 인공지능의 성공 사례를 볼 때, 인공지능을 이용한 

주가 측은 융공학에 의한 복잡하고도 정 한 수학 모델

을 세우는 것을 신하여, 지능망의 구조를 기반으로 지능망

의 라미터를 학습을 통해 결정하는 것이라고 요약할 수 있

다. 과거 주가의 데이터들은 주식 거래일에 따른 데이터베이

스로 축 되어 있다. 지능망은 이 주가 데이터를 입력으로 

측한 주가와 실제 주가와 비교를 수행하고 이 차이로 인한 

손실(loss)을 한 번의 배치(batch) 과정에서 계산하게 된다. 

이 손실에 해 신경망 구조의 역 (back propagation)를 

통해서 라미터 값을 재조정하게 된다. 다음번의 배치에서 

다시 손실을 구하고 역 를 반복하며 손실을 이는 라

미터 값을 찾게 된다. 결론 으로 기존의 주가 데이터에 기반

을 둔 최소의 손실을 가지는 라미터 값을 찾게 되는 것이다. 

인공지능을 통한 학습의 경우 지능망의 정해진 구조를 기

반으로, 기존의 데이터를 이용한 학습을 통해 라미터 값을 

차 으로 결정해 나가기 때문에 지능망의 구조를 어떻게 결

정하는지가 성능에 매우 요하다. 주가의 기술  분석에서는 

과거의 데이터의 흐름이 미래의 주가에 향을 미친다고 생각

하 다. 이에 착안하여 시계열의 데이터를 입력으로 순환 신

경망을 이용한 주가 측에 한 연구들이 기존에 진행되어 

왔다[6-8]. 한 컨볼루션 신경망은 데이터의 확장과 필터링 

 평균화에 큰 장 을 가지고 있다. 순환 신경망과 컨볼루션 

신경망에 한 요약은 다음과 같다. 

2.2 순환 신경망과 LSTM

순환 신경망은 입력을 가지고 결과를 만드는데 있어 과거

의 데이터가 미래의 데이터 값에 향을  수 있는 순환 구

조를 가지고 있다. 이러한 순환 구조를 풀면 Fig. 1의 리스트의 

형태로 기본 구조가 정해진다. 여기서 X는 입력을 의미하며 h는 

RNN의 하나의 셀 는 내부 으로 연결된 셀들의 집합을 의미

한다. d는 dense 이어를 의미하며 완  연결(fully-connected) 

된 이어를 통해 출력 값이 도출되게 된다. RNN 셀은 입력 값

을 받아 순차 으로 라미터 값을 다음 RNN 셀로 달하게 

되며, 달되는 값은 학습을 통해 조정되게 된다. 

Xt

ht

dt

Xt+1

ht+1

dt+1

Xt+n-2

ht+n-2

dt+n-2

Xt+n-1

ht+n-1

dt+n-1

output

Fig. 1. Basic Structure of RNN

기본 인 RNN 셀은 과거의 값이 각 RNN 셀을 통해 달

되면서 과거의 값의 향력이 약해지는 상이 발생한다. 

한 라미터가 선택되지 않는다면 장기 의존성의 문제가 

발생하게 되는데 이를 해결하는 셀 구조가 LSTM이다. 

Fig. 2는 LSTM 셀의 구조를 설명하고 있다. 이는 LSTM의 

입력과 출력에 한 수식을 도식화 한 것이다. 기존의 RNN 셀

과 가장 다른 특징은 의 입력이 로 시그모이드 ()를 

거치지 않고 달될 수 있다는 이다. 이를 통해 이  상태의 

값의 감쇄가 비교  게 일어나서 장기 의존성 문제를 해결

할 수 있다. 이런 특징들로 인해서 LSTM 셀을 이용한 신경망 
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Fig. 2. Structure of LSTM Cell

기반의 연구가 많이 진행되고 있다[7-9]. 한 [8]에서는 컨볼

루션 신경망을 포함한 DNN(Deep Neural Network)과 이  

RNN 모델에 비하여 LSTM 기반의 모델에서 더 나은 측 

결과를 도출하 다.

2.3 컨볼루션 신경망

컨볼루션 신경망은 사람의 시신경을 모방을 기반을 둔 신

경망으로 특히 이미지 인식의 인공지능의 연구에 많이 활용

되고 있다. 하나의 입력 데이터로부터 필터들과 컨볼루션 연

산을 통해 여러 데이터를 생성한다. 이 데이터들을 풀링의 과

정을 통해 더 은 양의 데이터의 형태로 변환된다. 

Fig. 3은 컨볼루션 이어를 이용한 신경망의 한 를 보

여주고 있다. X는 입력 데이터이며 이는 5개의 필터를 가지

는 conv1과 2: 1의 pooling1 이어를 통해 정보의 양은 반

인 5개의 데이터 집합이 생성된다. 

X
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Fig. 3. Example Using Convolution Layers

그리고 conv2와 pooling2 이어에서 정보의 양이  반

인 10개의 데이터 집합이 생성되며 마지막에서의 pooling3 

이어 출력은 dense 이어를 통해 출력된다. 

기존의 이미지 분류와 달리 컨볼루션 신경망은 학습의 과

정을 통해서 필터 라미터 값들의 계산을 자동화한다는데 

큰 의의가 있다. 기존의 이미지 분류 방식에서는 직   수

학 인 방법으로 필터의 라미터 값과 처리 과정을 결정했

다. 신경망을 기반을 둔 이미지 분류에서는 학습을 통해 학습

데이터와 해당 신경망 구조에 최 인 라미터 값을 찾는다.

당연하게도 이 라미터 값들은 기존의 학습 데이터에 한 

손실을 최소화 하도록 정해지게 된다. 

컨볼루션 신경망에서는 Fig. 3의 와 같이 필터를 통한 해

당 특징 추출과 데이터 확장(augmentation)  풀링을 통한 

특징의 압축 등이 효과 으로 용된다. 주로 이미지와 객체 

인식에 용되었으나, 컨볼루션 신경망의 효과를 고려할 때 

다른 분야에 용이 충분히 가능하다. 

3. RCNN 기반의 제안된 신경망 

3.1 순환 신경망과 컨볼루션 신경망의 결합

순환 신경망과 컨볼루션 신경망은 각각의 장 을 가지고 

있다. 기존의 몇몇 응용분야에서 각각의 신경망 구조의 장

들을 결합하여 더 향상된 결과를 도출하기 한 연구가 진행

되었다[9]. 본 제안된 방법은 기존의 LSTM 셀 기반의 주가 

측보다 향상된 결과를 도출하기 해 컨볼루션 신경망과 

순환 신경망을 결합하 다. Fig. 4는 본 논문에서 주가 측

을 해 결합된 신경망의 구조를 제시한다. 이 구조에서는 컨

볼루션 이어와 풀링 이어는 각각 3단으로 구성되었다. 각 

입력들은 매일의 주가나 거래량들이 포함된 벡터의 순차  

데이터로 구성되어 있으며, 이에 한 컨볼루션은 벡터의 각 

특징 값에 해 1차원의 필터를 용하게 된다. 만약 2010년 

12월 1일부터의 데이터라면 2010년 12월 2일과 이후 데이터

가 입력 데이터의 크기만큼 순차 으로 포함된다. 이에 따라 

생성되는 데이터 한 1차원의 순차  데이터를 구성하게 된

다. 풀링의 경우는 폭(stride)을 2로 유지하여 2개의 값을 평

균하도록 한다. 이러한 과정을 3개의 컨볼루션 이어와 풀링 

이어를 통해 반복하면서 순차  데이터의 개수는 늘어나고 

순차  데이터내의 각 요소(element)의 평균값이 각 이어

의 출력으로 도출된다. 

최종 으로의 컨볼루션 이어를 거쳐 풀링 이어의 출

력은 LSTM 셀을 이용한 RNN 이어에 입력되게 된다. Fig. 

4에서는 풀링 이어 각각 채 의 출력이 해당 각각의 RNN 

이어에 입력된다. RNN 만을 사용하는 경우에 비해 각 

RNN 이어에 필요한 LSTM 셀의 개수는 Fig. 4에서는 2개 

밖에 되지 않는다. 크게 어든 RNN의 출력은 many-to-one 

구조이며, 최종 LSTM 셀의 출력만을 취해 dense 이어를 

사용하여 주가를 도출하게 된다. 기존의 RNN 셀들만 이용하

는 것과 달리 state의 개수는 크게 어들지만 RNN 이어를 

병렬로 다수를 사용한다. 이 병렬 구조에 의해서 시계열 데이

터에서의 요소들의 계가 모두 신경망에 반 될 수 있다. 

X

C

C1

c0
C
C2

C
dt
C2

C
C

C
C

C

conv1 & pooling1

conv2 & pooling2

conv3 & pooling3

ht

h

h
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h

h
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28

12 x 16
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Fig. 4. Structure of RCNN in Proposed Method
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본 주가 측에서는 분류 문제가 아니라 회귀 값을 취하게 

되므로 dense layer 이후에 softmax 이어를 사용하지 않는

다. 주가 분석에서 RCNN의 컨볼루션 이어와 풀링 이어

는 상치 못한 주가의 변화 흐름 반   데이터 확장을 통

한 체 인 흐름이 반 되게 해 다. 한 순차  데이터 처

리에 한 RNN의 장  한 반 될 수 있다. 

3.2 커스텀 가 치 손실 함수

순차  데이터에 해 근래와 가까운 데이터에 가 치를 

으로써 성능을 높일 수 있다고 알려져 있다[10]. 본 연구에

서는 정확한 주가 측을 해 근래와 가까운 주가의 측에 

해 가 치 손실함수를 제시한다. 이 가 치 손실함수에서

는 최종 주가 데이터의 날짜와 먼 과거일수록 가 치가 작아

지고 가장 최근 데이터의 가 치는 1로 설정하 다. 

 min





min         (1)
Equation (1)에서는 날짜 에서 시작하는 경우에 사용된 

가 치의 를 보여주고 있다. 가장 먼 날짜에 련된 데이터

를 사용 시에 용할 최소 가 치를 min라 정의하 다. 

한 상수 는 이 가 치 변화량을 조 하기 한 라미터이

다. 는 체 학습 데이터의 수를 의미한다. 가 치를 용 

시에 사용되는 손실함수는 Equation (2)와 같다. Equation (2)

에서는 학습 시 하나의 배치(batch) 입력에 포함되는 각 입력 

의 가 치 가 사용된다. 

  실제주가 예측된주가×      (2)

3.3 입력 값 벡터에서의 주가 지수의 채택

한 종목의 주가를 측하는 경우 외 인 여러 가지 변수

로 인해 종목의 주가를 정확히 측하기 힘들다[7]. 본 연구

에서는 단순히 해당 종목의 주가만을 학습에 사용하는 것이 

아니라 종목이 속한 주가 지수를 용하 다. 주가 지수는 

체 인 시장의 상황과 외 인 여러 가지 변수의 향을 반

한다고 할 수 있다. 해당 종목에서는 시가, 고가, 가, 종

가, 조정 후(adjusted) 종가, 거래량의 값들을 채택한다. 이와 

마찬가지로 주가 지수에 한 데이터도 의 여섯 가지의 값

들을 포함하여 체 벡터를 구성하도록 한다. 

4. 실험 결과  분석

4.1 실험 환경

본 논문에서는 Yahoo Finance [11]로부터 다운로드 받은 삼

성 자와 KOSPI 데이터를 가지고 실험을 수행하 다. 2010년 

6월 24일부터 2018년 6월 7일가지의 데이터를 포함하 다. 하

루에 해당되는 하나의 벡터에는 하루의 시가, 고가, 가, 종가, 

조정 후 종가, 거래량의 6개의 값이 포함되어 있으며 삼성 자

와 KOSPI 주가 데이터를 포함하는 경우에는 각각의 12개의 

값을 포함하게 하 다. 이들은 각 종류의 최  최솟값의 차로 

나 어 정규화 하 다. 하나의 순차 데이터에는 28일간의 벡터

를 포함하게 하여 총 1929개의 순차 데이터를 가지고 학습을 수

행하 다. 학습 결과에 한 평가에서는 학습 데이터 이후 10일

간의 주가를 역정규화를 통해 측하고 실제 주가와 비교 테스

트함으로써 분석에 필요한 정량 인 데이터를 확보하 다.

Table 1에 본 실험에서 사용된 라이 러리, 머신  신경망

의 라미터들에 해서 나열하 다. Windows 10 64 bit과 

Anaconda [14] 환경에서 Python 3.5으로 모든 코드는 작성되

고 수행되었다. 주가 데이터는 Pandas [13]를 통해 읽어 들

으며, GPU를 지원하는 Tensorflow-gpu [12]를 사용하여 기존 

 제안된 신경망을 구 하 다. 한 Table 1에 Fig. 4의 각각

의 컨볼루션 이어에 용된 필터와 이에 따른 채 들의 수를 

명시하 다. 풀링의 경우는 폭(stride)을 2로 유지하여 2개의 

값을 평균하도록 하 으며 패딩의 경우는 valid로 설정하 다. 

각각의 batch 입력의 크기는 200으로 설정하 으며 이에 해

서 500의 epoch까지 학습을 수행하 다. 각 epoch 마다 테스트

를 수행하여 측한 주가를 추출하 다. 한 손실 함수의 가

치 변화에 사용된 상수는 1로 설정하고 최소 가 치는 0.2로 설

정하 다. LSTM 셀에서의 활성화(activation) 함수는 Softsign

을 사용하 으며 AdamOptimizer 최 화 함수를 사용하 다. 

Library Tensorflow-gpu 1.4.0rc1 [12], pandas [13]

CPU & RAM Intel i7-5960x 3.00GHz & 32GB DDR4

GPU & VRAM
NVIDIA GeForce GTX 750 Ti  & 

2GB VRAM

RNN Hidden 
Dimension

20

RNN Forget Bias 1.0

RNN Stacked Layer 2

RNN Keep 

Probability
0.9

Learning Rate 0.005

Batch 크기 200

Epoch 500

가 치 변화(c) 1

최소 가 치 0.2

Table 1. Experimental Environments

Model
Average 

Error

Max 

Error

Min 

Error

Error 

StDeV

Average 

Error Ratio

se 2,995 5,764 1,187 825 6.24 

se_1c 1,643 3,981 598 541 3.42 

se_1c_w 1,678 3,993 754 560 3.50 

se_2c 1,827 3,803 880 482 3.81 

se_2c_w 1,736 4,923 683 690 3.62 

se_3c 1,929 4,353 704 746 4.02 

se_3c_w 2,072 4,694 855 802 4.32 

se_ks 3,081 5,837 1,585 798 6.42 

se_ks_1c 1,667 3,365 416 612 3.48 

se_ks_1c_w 1,608 4,136 519 570 3.35 

se_ks_2c 2,013 4,008 711 604 4.20 

se_ks_2c_w 1,771 3,814 632 667 3.69 

se_ks_3c 1,659 3,674 642 642 3.46 

se_ks_3c_w 1,530 4,779 642 676 3.19 

Table 2. Performance Comparisons
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4.2 실험 결과  분석

Table 2는 의 실험 환경을 바탕으로 제안된 RCNN 구조

에서 주가를 측한 결과를 비교한 표이다. 실험 결과에서는 

후반 100개의 epoch마다 테스트를 수행한 결과를 제시하

다. 여기에서 좌측의 se, ks, c, w 인덱스는 각각 삼성 자 주

가 데이터, KOSPI의 주가 데이터, 컨볼루션  폴링 이어, 

가 치의 데이터를 택한 것을 의미한다. 본 논문에서 제안된 

방법은 se_ks_3c_w로 이는 삼성 자 (se)와 KOSPI (ks) 데

이터를 이용하고, 3단의 컨볼루션 이어 (3c)를 채용하 으

며, 가 치 손실함수 (w)를 택한 것을 의미하게 된다. 평균오

류는 실제 주가 비하여 측한 주가 데이터의 오류값을 

100개의 epoch에 해 측정한 평균값이다. 최 오류와 최소

오류는 모든 테스트 날짜 상으로 측한 값과 실제 값의 

최   최소 차이 값이다.

의 결과를 보면 제안된 방법은 평균오류는 1,530원으로 

략 주가 비 3.19%의 평균오류 비율을 보 다. 최 오류는 

4,779이고 최소오류는 642 다. 다른 입력 데이터  다른 신

경망 구조들에 비하여 1,551원～73원의 평균오류의 향상된 

결과를 얻을 수 있었으며 이는 평균 19% 정도의 성능향상을 

가져왔다. 한 종목의 주가만을 사용한 경우보다, KOSPI의 

지수를 같이 사용한 경우 542원의 평균오류 감소를 가져왔으

며 가 치 손실 함수를 사용한 경우 129원의 평균오류의 감

소를 얻을 수 있었다. 

Fig. 5는 epoch에 따른 오류의 그래 이며 기존의 RNN 기

반의 se와 제안된 방식을 비교하 다. 이 그림에서 보면 오류

가 크게 발생하는 epoch이 존재하고 있다. 어느 정도의 epoch

이 가장 좋은가에 해서 epoch이 약 300번 이상인 경우부터 

큰 값의 오류가 발생하는 경우가 어들게 되므로 이 추이를 

보고 단할 수 있을 것으로 분석된다. Fig. 6은 RCNN 방법을 

용함에 있어서 주가 인덱스 값을 용하지 않은 경우와 가

치 손실함수를 용하지 않은 경우의 epoch에 따른 오류의 그

래 이다. Table 2의 값과 제안된 방법에서 오류가 은 것을 

고려할 때 주가 인덱스 데이터와 가 치 손실함수가 효과 임

을 알 수 있다.

Table 3에서 학습 시간에 따른 비교를 제시하 다. 해당 

환경에서의 se와 se_ks의 수행시간이 5분 31 와 6분 18

다. se_ks_1c_w  se_ks_2c_w의 경우 각각 32분 4 와 33

분 42 의 시간이 걸렸다. 제안된 방법을 수행하는 경우 30분 

Fig. 5. Averaging Errors According to Epoch

Fig. 6. Averaging Errors Compared to Other RCNN Approaches
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35 의 시간이 걸리게 된다. 이어의 단을 거치면서 데이터

가 압축됨으로써 수행 시간이 감소하게 된다. RNN 구조 

비 학습 시간은 RNN 구조만을 사용한 경우보다 주가 측의 

성능은 크게 향상되나 5배～6배의 시간이 걸리게 된다. 이는 

컨볼루션 이어와 풀링 이어를 거치면서 필요한 연산량의 

증가 때문이다.

Model Elapsed Time

se 5m 31s

se_1c 6m 18s

se_1c_w 32m 4s

se_2c 33m 42s

se_2c_w 32m 20s

se_3c 29m 31s

se_3c_w 30m 4s

se_ks 6m 18s

se_ks_1c 33m 15s

se_ks_1c_w 33m 42s

se_ks_2c 32m

se_ks_2c_w 32m 4s

se_ks_3c 30m 43s

se_ks_3c_w 30m 35s

Table 3. Comparison in Terms of Training Time

5. 결  론

본 논문에서는 RCNN 계층 모델을 채택한 인공 지능에 기

반을 둔 주가 측을 제안  구 하 다. 제안된 방법은 순환 

신경망과 컨볼루션의 신경망을 결합한다. 그리고 최근의 데이

터의 향을 강조하기 해 커스텀 가 치 손실 함수가 채택

하고 시장의 상황을 반 하기 해 주가 인덱스에 련된 데

이터를 채택하 다. 본 제안으로 실험한 결과 3.19%의 측 오

차를 보 으며 다른 방법들 비 약 19%의 성능향상이 있었

다. 이를 고려할 때 제안된 방법은 주가를 측하는 의미 있는 

결과를 도출하 다고 할 수 있다. 
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