
169

다양한 종류의 예측에서 머신러닝 성능 비교
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Performance Comparison of Machine Learning in the Various Kind of Prediction 
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요 약

현재 인공지능의 한 영역인 머신러닝을 적용하여 다양한 예측을 수행하고 있으나 실제 현장에서 

어떤 종류의 알고리즘을 사용하는 것이 가장 좋은 방법인지는 늘 문제가 된다. 본 논문은 여러 머

신러닝 지도 학습 알고리즘을 이용하여 월별 전력 거래량, 전력 거래금액, 월별 생산 확산 지수, 최종

에너지 소비, 자동차용 경유를 예측하여 각 경우에 어떤 알고리즘이 가장 적합한 알고리즘인지를 알

아본다. 이를 위해 통계청에 나와 있는 월별 전력 거래량과 월별 전력 거래금액, 월별 생산 확산 

지수, 최종에너지 소비, 자동차용 경유로 머신 러닝이 예측하는 값의 확률을 보여주고 각각의 예측

값을 평균화 하여 이들 중에서 어떤 기법이 가장 우수한 기법인지를 확인한다.

ABSTRACT

Now a day, we can perform various predictions by applying machine learning, which is a field of artificial 

intelligence; however, the finding of best algorithm in the field is always the problem. This paper predicts monthly 

power trading amount, monthly power trading amount of money, monthly index of production extension, final 

consumption of energy, and diesel for automotive using machine learning supervised algorithms. Then, we find most fit 

algorithm among them for each case.  To do this we show the probability of predicting the value for monthly power 

trading amount and monthly power trading amount of money, monthly index of production extension, final consumption 

of energy, and diesel for automotive. Then, we try to average each predicting values. Finally, we confirm which 

algorithm is the most superior algorithm among them.

키워드

Artificial Intelligence, Machine learning, Prediction, K-nearest neighbors

인공 지능, 머신 러닝, 예측, K-최근접 이웃

*전남대학교 전기 및 반도체공학과

(qkrrlend@naver.com)

**교신저자 : 전남대학교 전기·전자통신·컴퓨터공학부

ㆍ접  수  일 : 2018. 12. 04

ㆍ수정완료일 : 2019. 01. 09

ㆍ게재확정일 : 2019. 02. 15

ㆍReceived : Dec. 04, 2018, Revised : Jan. 09, 2019, Accepted : Feb. 15, 2019
ㆍCorresponding Author : Young-Chul Bae

  Division of Electrical ·Electronic communication and Computer Eng. Chonnam 

National University, 

　Email : ycbae@chonnam.ac.kr

Ⅰ. 서  론

인공지능의 발달은 인간이 수동적으로 해야 했

던 일들을 최소화하거나 대체함으로써 업무 효율

성을 크게 높이는 결과를 통하여 상당한 노동력

과 비용 절감 효과를 거둘 수 있었다. 최근 우리
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나라의 경우 급격한 인구 감소에 따른 노동력 부

족 현상이 점점 현실화되어 갈 것으로 보인다.  

이러한 현상에 대응하기 위한 방법의 하나로 인

공지능 기법을 실제 생활에 적용하고자 하는 노

력을 공장 등에서의 모터 및 펌프를 포함한 기기

의 수명예측을 포함한 미래의 예측 분야에 많은 

활용을 하고 있다[1-4]. 

현대를 살아가면서 미래에 대한 다양한 예측이 

필요하며 인공지능에서도 다양한 예측 알고리즘

을 제시하고 있다. 예를 들어 산업의 쌀이라고 부

르는 전력 부분에서도 전력 거래량에 대한 예측

이 필요하다. 전력 거래량 예측이 가능하다면 해

당 연도를 포함한 미래에 요구되는 전력량을 산

출할 수 있고, 이러한 산출을 통하여 원료 및 전

력 생산에 필요한 자원을 미리 확보하거나 준비

할 수 있어 발전회사의 재무 상태를 건전하게 이

끌 수 있기 때문이다.

최근까지 인공지능과 관련한 신경망, 머신러닝 및 

딥러닝 관련하여 다양하고 많은 알고리즘이 제시되

어 있고 적용[5-12]되고 있으나, 각 알고리즘의 특징

이 달라 적용 분야에 따라 진단이나 예측의 정확도

가 차이가 나는 문제점이 있다.  따라서 특정 설비의 

진단 또는 예측을 위해서는 다양한 알고리즘을 적용

한 후 가중 우수한 알고리즘을 찾아야 하는 어려움

도 있다. 현재 다중 사이트를 고려한 머신 러닝 기

반 태양광 발전량 예측 기술[11], 머신 러닝을 활

용한 과학 논변 구성 요소 코딩 자동화 가능성 탐

색 연구[12], 모터의 고장진단[13] 등 인공지능 예

측 분야가 다양하게 진행되고 있다.

본 논문에서는 파이썬을 기반으로 월별 전력 

거래량, 월별 전력 거래금액, 월별 생산 확산 지

수, 최종에너지 소비, 자동차용 경유에 대한 예측

을 근접 이웃 알고리즘, 근접 이웃 회귀, 선형 회

귀, 릿지 회귀 알고리즘으로 예측을 수행하고 각

각의 예측값을 평균화 하여 이들 기법 중 예측에

서 어느 알고리즘이 우수한 기법인지를 제시하고

자 한다.

Ⅱ. 데이터 취득

머신 러닝에 사용할 데이터는 통계청을 참고하였

다.  전력 거래량(GWh), 전력 거래금액(억 원), 생산

확산지수(광공업), 최종에너지 소비(1000TOE). 자동차

용 경유에 대한 데이터는 2001년 1월부터 월별로 

2017년 12월 까지 각각의 203개의 데이터를 가지고 

있다.

2.1 전력거래량 데이터 해석

전력거래량 데이터는 전력시장에서 거래하는 전체 

회원사의 발전소의 거래 정보를  한국전력거래소 시장

운영처의 시장정산 팀이 통계청에 공개한 데이터이다.

그림 1은 전력거래량 데이터를 그래프로 도식화 

하였다. 2001년 1월 1일과 2001년 2월 1일은 전력 거

래량이 없고 이후로 일정하지 않지만 거래량이 평균

적으로 상승하고 있다. 전력거래량 데이터 단위는 

(GWh)이다.

그림 1. 전력거래량 시계열 데이터

Fig. 1 Time series of power trading amount

2.2 전력 거래 금액 데이터 해석

전력 거래금액 데이터 또한 전력시장에서 거래하

는 전체 회원사의 발전소의 거래 정보를  한국전력거

래소 시장운영처의 시장정산 팀이 통계청에 공개한 

데이터이다.

그림 2는 전력거래량과 같이 2001년 1월 1일과 

2001년 2월 1일은 전력 거래 금액이 없고 일정하지 

않지만 평균적으로 오르고 있다. 전력 거래 금액 데이

터 단위는 (억 원) 이다.
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그림 2. 전력거래금액 시계열 데이터

Fig. 2 Time series of power trading amount of 

money

2.3 생산확산지수 데이터 분석

생산 확산지수는 생산지표 중 증가의 방향으로 움

직인 지표수가 전체 지표수 중에서 차지하는 비율을 

백분비로 나타낸 것이다. 생산 확산지수 데이터는 통

계청 산업동향과에서 공개하였으며 통계청을 비롯한 

각 통계작성기관에서 종합 가공하여 작성하였다. 생산

확산지수 데이터의 단위는 (%)이다.

그림 3은 전체적으로 데이터가 상승 하락을 반복

하면서 일정하지가 않다. 2008년 8월부터 하락하다가  

2009년 1월 이후부터 가파르게 상승하고 있다는 것을 

알 수있다.

그림 3. 생산확산지수 시계열데이터

Fig. 3 Time series of production spread index 

2.4 최종에너지소비

최종에너지는 산업, 수송, 가정 및 상업부문 등 최

종에너지 소비부문에서 사용하는 에너지로, 최종소비

자가 직접 사용한 1차 에너지와 전환과정을 거친 2차 

에너지가 해당한다. 최종에너지 데이터는 에너지 경제 

연구원 에너지통계연구실 산업 부문에서의 석탄, 석

유, 천연가스, 도시가스, 전력, 신재생 에너지의 총 합

계을 나타낸 것이다. 최종에너지 소비 데이터의 단위

는 (천 toe)이다.

그림 4는 다른 데이터와 다르게 거의 변도 없이 

상승하고 있다.

그림 4. 최종에너지 소비의 시계열 데이터

Fig. 4 Time series of final energy consumption

2.5 자동차용 경유 데이터 해석

자동차용 경유 데이터는 한국석유공사 정보서비스

센터 정보기획팀이 작성, 제공하였으며 주유소에 판매

되고 있는 자동차용 경유의 판매 가격이다. 자동차용 

경유 데이터의 단위는 (원/L)이다.

그림 5에서 자동차용 경유 값은 오르고 있다가 

2012년 2월 이후에 서서히 내려가고 있다.

그림 5. 자동차용 경유의 시계열데이터

Fig. 5 Time series of vehicle diesel

Ⅲ. 머신러닝 이론

3.1 k-근접 이웃 회귀  

 k-근접 이웃 알고리즘은 단순히 훈련 데이터를 

저장하여 만들어진다. 새로운 데이터 포인트에 대한 

예측이 필요하면 알고리즘은 새 데이터 포인트에서 
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가장 가까운 훈련 데이터를 찾는다. 그런 다음 훈련 

데이터의 레이블을 새 데이터 포인트의 레이블로 식

(1)과 같이 지정한다.

  ⋯ 
  ⋯ 

                    (1)

 N차원 공간의 두 점이 주어질 때 유클리드 거

리 d(X,Y)는 식(2)과 같다.

                      

     ⋯      (2)

출력 y는 식(3)와 (4)과 같이 평균값이나 가중평

균값으로 계산 된다.

평균값 :　 
 
 



                     (3)

가중 평균값 :   
 




 



          (4)

여기서  


 ,   는 이웃의 수이다.

k-근접 이웃 회귀는 새로운 데이터 포인트에 대

한 예측이 필요하면 알고리즘은 새 데이터 포인

트에서 가장 가까운 훈련 데이터를 찾는다. 그런 

다음 훈련 데이터의 레이블을 새 데이터 포인트

의 레이블로 지정한다. 그림 6, 그림 7, 그림 8, 

그림 9, 그림 10은 k-근접 이웃 회귀 알고리즘

으로 각각의 데이터를 학습하여 다시 예측한 그

래프이다.

그림 6. k-근접 이웃 회귀 알고리즘을 이용한 

전력거래량 데이터의 학습

Fig. 6 Learning of power trading amount data 

using k-Neighbors Regression algorithms

그림 7. k-근접 이웃 회귀 알고리즘을 이용한 

전력거래금액 데이터의 학습

Fig. 7 Learning of power trading amount of 

money data using k-Neighbors Regression 

algorithms

그림 8. k-근접 이웃 회귀 알고리즘을 이용한 

생산확산지수 데이터의 학습

Fig. 8 Learning of production spread index  

data using k-Neighbors Regression algorithms

그림 9. k-근접 이웃 회귀 알고리즘을 이용한 

최종에너지소비 데이터의 학습

Fig. 9 Learning of final energy consumption 

data using k-NeighborsRegressor algorithms
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그림 10. k-근접 이웃 회귀 알고리즘을 이용한 

자동차용 경유 데이터의 학습

Fig. 10 Learning of vehicle diesel data using 

k-Neighbors Regression algorithms

3.3 선형 회귀 

선형 회귀는 예측과 훈련 세트에 있는 타깃 y 사

이의 평균제곱오차를 최소화하는 파라미터 w와 b를 

찾는다. 평균제곱오차는 예측값과 목표값의 차이를 제

곱하여 더한 후에 샘플의 개수로 나눈 것으로 식(5)

와 같이 표현된다.

 arg
 



  
           (5)

여기서 는 최적의 회귀 함수, 는 예측

값, 는 실제값이다. 해가 되는 파라미터는 위

의 오차 함수식을 최소화해야 한다. 주어진 데이

터의 입출력 관계를 나타내는 함수를 찾을 때, 

데이터의 입력값 에 대한 함수값 와 데

이터의 출력값 의 차이를 제곱한 것의 평균을 

최소화하는 파라미터를 찾는 방법이다.

그림 11, 그림 12, 그림 13, 그림 14, 그림 15는 

선형회귀 알고리즘을 이용하여 오차 함수식을 

최소화 하는 1차 함수 그래프를 점선으로 나타

낸 것이다.

그림 11. 전력거래량의 

Fig. 11   of power trading amount

그림 12. 전력거래금액의 

Fig. 12   of power trading amount of 

money

그림 13. 생산확산지수의 

Fig. 13   of production spread index
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그림 14. 최종에너지소비의 

Fig. 14   of final energy consumption

그림 15. 자동차용 경유의 

Fig. 15   of vehicle diesel

3.4 릿지 회귀

 릿지 회귀도 회귀를 위한 선형 모델이므로 최

소 적합법에 사용한 것과 같은 예측 함수를 사

용하고 L2 규제를 추가한다. L2규제는 w의 모

든 원소가 0에 가깝게 되길 원한다. 평균제곱오

차 식에 
 




을 추가한다.

 를 크게 하면 가중치가 감소된다. 이는 모든 

특성이 출력에 주는 영향을 최소한으로 만든다. 

가중치(w)선택은 훈련 데이터를 잘 예측하기 위

해서뿐만 아니라 추가 제약 조건을 만족시키기 

위한 목적도 있다. 그림 16, 그림 17, 그림 18, 

그림 19, 그림 20은 릿지 회귀 알고리즘을 이용

하여 오차 함수식을 최소화 하는 1차 함수 그래

프를 점선으로 나타낸 것이다.

그림 16. 전력거래량 데이터를 릿지 회귀 알고

리즘으로 학습하여 나타낸 

Fig. 16   showing power trading amount 

data learned by Ridge algorithm

그림 17. 전력거래금액 데이터를 릿지 회귀 

알고리즘으로 학습하여 나타낸 

Fig. 17   showing power trading amount of 

money data learned by Ridge algorithm

그림 18. 생산확산지수 데이터를 릿지 회귀 

알고리즘으로 학습하여 나타낸 

Fig. 18   showing production spread index 

data learned by Ridge algorithm
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그림 19. 최종에너지소비 데이터를 릿지 회귀 

알고리즘으로 학습하여 나타낸 

Fig. 19   showing final energy consumption 

data learned by Ridge algorithm

그림 20. 자동차용 경유 데이터를 릿지 회귀 

알고리즘으로 학습하여 나타낸 

Fig. 20   showing vehicle diesel data 

learned by Ridge algorithm

Ⅳ. 예측 및 성능 비교

데이터의 75%와 25%를 각각 학습, 테스트 데이터

로 분류한 후 학습데이터로 알고리즘을 이용하여 학

습한 후 테스트 데이터로 예측 정확도를 측정한다.

파이썬을 이용하여 식(1)-식(5)의 근접 이웃 회귀, 

선형회귀 최소 제곱법, 릿지 회귀를 적용한 결과 예측 

정확도를 표 1과 같이 얻었다.

표 2에서 근접 이웃 회귀 알고리즘이 가장 높

은 평균 예측값 임을 알 수 있다. 

A B C D E

K 87% 85% 18% 81% 95%

L 90% 81% 2% 73% 92%

R 90% 81% 2% 73% 92%

표 1. 각 알고리즘의 예측 정확도 결과

Table 1. Result of prediction accuracy for each 
algorithm

A: Monthly power trading amount

B: Monthly power trading amount of money

C: Monthly production spread index

D: Final consumption of energy

E: Diesel for automotive 

K: K-Neighbors Regression

L: Linear Regression

R: Ridge

표 2. 각각의 예측 정확도를 평균

Table 2. Average of prediction accuracy for each 

algorithm

Algorithms Average

K-Neighbors Regression 73.2 %

Linear Regression 67.6 %

Ridge 67.6 %

Ⅴ. 결론

본 논문은 여러 지도 학습 중에 제한된 데이터로 

가장 좋은 머신 러닝을 이용하여, 월별 전력 거래량을 

예측한다. 이를 위해 통계청에 나와 있는 월별 전력 

거래량과 월별 전력 거래금액, 월별 생산 확산 지수, 

최종에너지 소비, 자동차용 경유로 머신 러닝이 예측

하는 값의 확률을 보여주었다.  계산 결과 근접 이웃 

회귀 알고리즘이 가장 높은 정확도를 가지고 있음을 
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확인할 수 있었다. 이는 데이터 그래프가 이웃점 회귀

에 최적화되어 있기 때문이다.
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