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Deep learning is a promising solution to a number of complex problems based on its 

inherent capability to approximate almost all types of functions without the demand 

for handcrafted feature extraction. New wireless transmission and access schemes 

based on deep learning are being increasingly proposed as substitutes for existing 

approaches, providing a lower complexity and better performance gain. Among such 

schemes, a communications system is viewed as an end-to-end autoencoder. The 

learning process applied in autoencoders can automatically deal with some nonlinear 

or unknown properties in communications systems. Deep learning can also be used to 

optimize each processing block for required tasks such as channel decoding, signal 

detection, and multiple access. On top of recent related research trends, we suggest 

appropriate research approaches for communications systems to adopt deep learning.

딥러닝 용한 무선 전송 및
접속 동향

Research Trends on Wireless Transmission and Access Technologies 
Using Deep Learning

2018
Electronics and
Telecommunications
Trends

Ⅰ. 리말

Ⅱ. 딥러닝과 무선통신

Ⅲ. 딥러닝 용 무선전송

동향

Ⅳ. 딥러닝 용 무선접속

동향

Ⅴ. 맺 말
근 (K. Kim, kykim12@etri.re.kr) 미래 동통신연구본 책 연구원

정 (J. Myung, jhmyung@etri.re.kr) 미래 동통신연구본 선 연구원

서지훈 (J. Seo, jihoon.seo@etri.re.kr) 미래 동통신연구본 연구원

* DOI: 10.22648/ETRI.2018.J.330502

*본 연 는 통신연 원 연 운 지원사업 었 [18ZF1100, 다 다

경에 계 도달 송 개 ].

본 저 물 공공누리 제4

처 시+상업 용 지+변경 지 건에 라 용 습니다.

https://ettrends.etri.re.kr



14  전 통신동향분석 제33 제5 2018년 10월

Ⅰ. 리말

송 채 용량 계 시 C. Shannon

업 후, 통신시스 거듭 여

그 용 역 사람 간 통신 어 사람과 , 

간 통신 지 장 고 다. 실 통신 경 다

송 신 어 복잡 게 얽 지만, 재 사

용 고 는 송 직

식 원 통 다 송 신 경 단 송

신 경 근사 고 다. 러 근

송 신 간단 다는 장 지

만, 원 나눠 사용 다는 에 비효

갖고 다. 러 결 고 , 다 송 신

간 채 경에 송 찾는

연 가 진 고 나, 과 실 간

간격 지 다.

그러나, 근 러닝 비

만 재 는 식 실 시스 에 도 는 가

능 시 고 다. 미지 , 역, , 주

등에 러닝 보여 라운 능에 어, 거

모든 산업 에 러닝 도 고 고 다. 통신

역시 다 역에 러닝 용 는

연 고 다[1]-[6]. 본 에 는 러닝에

심 내용 살펴보고, 통신과 연계

탕 러닝 통신 에 용 고

내용 다. , 러닝 송

에 용 신 사 들 개 다.

Ⅱ. 딥러닝과 무선통신기

1. 딥러닝 개

러닝 주어진 에 경험 통 능 향상

도모 는 계 습 다[7]. 계 습 지

도 습, 비지도 습, 강 습 다. 지도 습

과 답 습 용 습

통 , 습 에 포 지 에

도 답 나 도 는 것 목 다. 

비지도 습 답 없는 에 겨진

찾 내는 것 목 다. 강 습 동 주체 동

과 동 에 주변 경에 생 는 보상과

상 변 라는 상 용 통 , 동 찾

는 것 목 다[8]. 계 습 다 에 용

, 용 크게는 실 같 연

값 는 것 목 지 는 연 같 산

값 는 것 목 지 2가지 다. 

연 값 는 것 목 가 변 간

계 는 귀 고, 산 값

는 것 목 가 다. 통신

에 다루어 연 값, 검 산 값

는 것 목 에 다고 볼 다. 

계 습에 다루는 는 과

계 , 에 향 미 는 지만 미

처 고 지 못 , 우리가 어 없는 잡

등에 생 는 여 과

계 y = f (x) + ε과 같 다. 

라 , 계 습 습 통 지

지 과 간 계, f (x) 는

근사 볼 다[9]-[11]. 통신시스 포 여, 

주 , 그림 , 역 등 가

, 계 습 역 근사 볼

에, 에 계 습 용

다. 

계 습 주어진 얼마나 결 는지 단

능척도 계 습 과

답과 차 값 사용 다. 는 습

에 는 차 값 ‘0’ 만드는 것 가

능 지만, 습 사용 지 에
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는 어 없는 차 값 ‘0’

만드는 것 가능 다. 차 값

는 것 계 습 결 는 , 여 에

Bias-Variance Tradeoff 가 생 다. 습에 사용

지 에 차 값 답과 계 습

차 ( , Bias), 매 용 는 차 에

는 변 량( , Variance)과

다. 우리가 결 는 에 지나 게 단

계 습 모 사용 Bias는 커지고, Variance는

지게 는 과 (underfitting) 생 고, 과도

게 복잡 계 습 모 사용 Bias는 지

고 Variance는 커지는 과 (overfitting) 생 다. 

는 결 충 복잡 모

사용 에 과 생 , 결

근 들 규 (regularization)라 다. 과

계 습 습 에 포 지 습 다거

나, 복잡 모 충 지 습

다거나, 습 실 용 는 스트 가

다 경우 등 다 원 에 생 다고 볼 다.

러닝 역시 계 습 므 간단

근사 라고 다. 러닝 근사

, 에 비 처리 담당 는 닉 2

개 상 어 내도 는 식 사용 다. 

과 닉 2개 상 경우

러닝 라 는 것 비 처리 는 닛(hidden 

unit) 충 다 나 닉 만 도 거 모든

근사 가 가능 다는 universal approximation 

에 다[12], [13]. Universal approximation 

에 2개 상 닉 없는 듯 지만, 

여러 개 닉 계산 효 향상, 계산에

닛 감 등 여러 가지 장 생

에 재는 개 닉 도 다.

러닝에 사용 는 공신경망 Deep Feedforward

Network(DFN), Convolutional Neural Network(CNN),

Recurrent Neural Network(RNN) 별 다[14]. 

DFN 비 계산 과 거쳐 다 계

달 는 동 드 없 차 다. 

계산 닌 비 계산 는 각 계 에

연산 계산 만 어 다 여러

계산 과 는 여러 matrix 들 곱 는 과 들

나 matrix 가능 에 여러

는 미가 없어지 다. DFN 러닝 가장

본 태 , 각 계 닛들 모 연결 어

는 가지고 다. CNN 각 계 에

convolution 연산 들어간다. 러 convolution 연산

모든 닛 연결 지 고 특 닛 만 연결

(sparse connection) 고, 연산에 라미 동

게 사용(parameter sharing) 고, 값

동에 동등 (equivalent representation)

가능 게 여 복잡도 낮 , 동시에 능

게 다. RNN 연 는 간 상 용

닉 에 드 연결 다. 

러닝 습 답과 공신경망 차

실 값에 습 평균

고 는 gradient descent 식 사용 다. 

Gradient descent 식 솟값 , 에

사용 는 각 라미 에 편미 값 고, 

는 향 라미 갱신 여 실 값

솟값 도 는 식 다. 실 가 ‘0’

게 답과 공신경망 값과 차

가 없다는 것 미 나, 습 에 사용 지

에 능 떨어지는 과

가 생 에 결 는 다

규 식 용 다.

2. 딥러닝과 무선통신 간 연계성

러닝과 동통신 많 에 사
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다. 들어, 많 통신 는 신 (x)가 채

(H) 통과 고, 가우시 잡 (n) 지는 신신

(y) 모 링 다. , y = Hx + n는 동통신에

가장 많 용 는 모 , 계 습에 용

는 y = f(x) + ε 동 태 다. , 러닝

에 실 값 는 식 통신

에 사용 는 MMSE(Minimum Mean Square 

Error) 는 것과 , 는 변

통 채 에 복 식 사후

식과도 다. 

통신시스 송신 에 송 신 신 에

없 그 복 는 태 다 , 러닝

나 단 간 autoencoder 볼 다[15], 

[(그림 1) 참 ]. 통신시스 단 간 autoencoder

다 , 통신시스 에 생 는 비

가 닌 체 모 링

통 지 고, 러닝 습과 통 식

도 도 다. 

통신시스 에 다루는 는 러닝 등 계 습에

다루어 들에 비 장 가지고

다. 사 / 연 상 등 경우, 

도 지 고, 습 얻 도 지

다. 그러나, 통신시스 송 는 신 차도 연

에 주어지는 것 니라 우리가 원 는 생

, 신 가 송 는 채 도 모 링 어

, 신 에 가 엇 지

는 경우가 다. 통신시스 모 링

경에 동 , 

에, 통 과 답 습

원 는 만큼 충 얻 다. 지만, 송 는

가 십~ 비트만 라도, 단 습과

는 감당 어 울 도 복잡도 가지게

다. 들어 1/2 100비트 보 보내

고 는 경우, 200차원 공간에 2 100승에 당 는

어마어마 드워드 가 재 다. 라 , 모든 드

워드 용 여 습 는 것 어 운 , 

능에 근 도 능 내도 는 효

습 다. 

통신시스 단 간 autoencoder 는 식

신, 통신시스 블 러닝 용 여

다. 통신시스 채 , 변

복 , 빔포 등 여러 개 처리 블 연결 시스

볼 다. 러닝 마 근

사 라고 , 통신시스 각 블 에

원 는 나 도 는 볼

에 각 블 러닝 용 여 다

[(그림 2) 참 ].

러닝 용 여 통신시스 각 블

고 는 경우, 통신시스 에 충 능 달

고 는 경우라 러닝 용 경우

다. 들어, 단 송 신 경에 는 통신시

스 감당 가능 복잡도 내에 거 능 달

고 , 러닝 용 라도 능

달 지 다. 지만, 다 송 신 가

송 는 간 채 등 재 통신시스 충 능

내지 못 는 통신 경 라 , 러닝 도 고
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만 다. 

재 통신시스 간 원 나

누어 사용 는 직 식 송 식 채택 고 다. 

는 다 송 신 통신 경에 간 처리 용

게 , 원 겹 지 게 당 는 직 식

통 다 송 신 경 여러 단 송 신

경 모사 것 볼 다. 지만, 

계에 도달 는 능 달 는, 직

식 닌 다 송 신 가 동 원 동시에 사용

여 송 신 는 비직 식 용 다. 비직 통

신 식 경우, 재 통신 시스 에 용 에는 복잡

도가 매우 경우가 , 러닝 용

재 통신 시스 보다 능 달

다. 복잡도 달 어 운 non-convex 

가 다 , 컴퓨 통 용 여 습

여 러닝 습에 용 다. 컴퓨

통 에 습 원

는 만큼 충 얻 다. , 습 단계에 는 많

시간 걸릴 나 습 끝난 공신경망 실

시스 에 용 는 단계에 는 곱 과 비

용 는 단 연산 복 므 , 러닝

실 통신시스 에 용 는 것도 가 없 것

단 다.

러닝 등 계 습 통신 결에 용

다 과 같 고 사 들 재 다[15].

습/검 에 것 다. 계 습 모

과 고리 능 비 는 검

과 공개 보 는 것 다. 

컴퓨 비 , 식, 연어 처리 등 에 는

상 사 만 었지만, 통신 에 계 습

용에 어 는 직 그러지 못 다. 언

에 는 특 상 들에 사용 지만, 

통신 에 는 도 게 만들어진 신

가 사용 에, 통신 계 습 습/검

생 등 / 는 가

능 재 다. 들어, [16]에 는 변복

에 신 생 트웨어 공

고 다.

, 실 , 습 SNR(Signal-to-

Noise Ratio)에 도 고민 다. 통신 에

계 습 용 비 새 운 연 주

에, , 실 , 습 어떤

것 지 직 지지 다. 들어, 진 신 는

진 는 one-hot 벡 , 변 심볼, 등

, 신경망 , 습 목 , 실 등

에 라 다 다. 들어

채 에 는 신경망 채

값 사용 도 고, LLR(Log-Likelihood Ratio)

사용 도 다. 그리고 습 SNR 에 는, 계

습 통신 시스 어떤 특 SNR에 습

어 는지에 답 없는 상태 다. 습

료 시스 습 SNR과 계없 모든 SNR 

에 동 다 것 다. 지만 [15]에

, 특 SNR 는 SNR 에 습 다고 , 

다 SNR 는 SNR 에 검 / 스트 능

상 우 게 나 는 것 니었다. 들어, 낮

SNR에 습 경우, SNR에 에

드 가 습 지 다. [17]에

는 SNR에 습 고 습 진

습 SNR 차 낮췄 능 게 가

보 다. 여 어떤 실 택

는지에 도 재 다. [15]에 는 통신에

계 습 결 고 에, 

에 주 쓰 는 categorical cross-entropy

실 사용 지만, 다 에

는 다 실 택 는 것 다. , 

지 실 택 경우 지 못 능

얻 에, 실 에 다.
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복 값 처리에 고민도 다. 통신에 는

역에 복 사용 에 많 신

처리 과 에 상 , 복 , 복 크

등 다룬다. 러 , 통신 에 사용 는

공신경망도 실 보다는 복 다루는 것

람직 것 다[18]. 지만 재 지 진 계 습

라 브러리는 복 지원 지 는다. 에

결책 는 Wirtinger calculus가 사용 다[19].

Ⅲ. 딥러닝 용 무선전송 기 동향

1. 종단 간 autoencoder 본 무선전송

Autoencoder(AE)는 비지도 습 러닝 , 

값과 값 도 신경망 습 는 특징

가지고 다. 통신 시스 단 간에 송신 시지

신 에 그 재 는 시스 보 , 

러닝 에 통신 시스 AE

볼 다[14, (14 장) 참 ].

(그림 3) 통신 시스 에 러닝 용

단 간 AE 보여 다[15]. 달 시지 s는 송신

에 다계 신경망과 규 계 걸쳐 송신 신

x 변 고, 채 통과 뒤 잡 y

라는 신 신 에 송 다. 신 는 신 y

다계 신경망과 softmax 계 에

통과시 0과 1 사 값 변 고, 값

토 달 시지 s 값 (�)̂ 는 과

다. AE 신경망 평균 곱 나 binary cross-

entropy 실 용 여 s 값 �̂

차 는 향 습 진 , 에 결과

블 지는 단 간 능 향상 얻

다. 본 연 는 다 블 들(채 , 변/

복 , 채 등) 통신 단

에 재 다는 가능 시 고, 러

닝 체 는 새 운 통신

모습 보여 다. 

AE 연 결과는 간 채 도 장 다. 

[15]에 는 개 송 신 루어진 간 채

에 AE 능 보여 다. 단 송 신

에 습 과 다 , 신 신 는

간 신 는 극복 도 습 진 다는

다. 습 결과 개 송신 는 신 가

신 별 게 변 여 신 송 고, 

신 는 별 신 신 신 찾 달 시

지 여 능 향상 얻는다. 

, AE는 MIMO 경에 도 용 다. [20]

에 는 다 MIMO 채 드 경에 AE 능

보여 다. AE 습과 다 게, 습 채

보가 들어가는 것 특징 다. 당 채 보는 신

에 채 값 v개 비트 어

드 통 송신 달 , 채 드 보 역시

습 과 통 송 다. MIMO 습

AE는 나별 송신 균등 통

첩 드 질 갖게 어 공간 다 시티 얻

뿐 니라, 신 mapping과 de-mapping 과

에 시간/공간 역에 능 내재 게

BER 능 얻 다. 

그 에, [21]에 는 실 채 에 AE 사용

여, 채 모 통 AE 습 실 채

에 능 향상 미 AE 습 단계

습 다. 여 미 AE 습

송 주 , 샘 링 타 /주 등과 같

송신기 수신기무선채널
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드웨어 생 는 변 들 습 는

과 미 다. [22]에 는 트워크 (DNN, 

CNN) 다 실 에 AE

능 결과 보여 다.

2. 채널 디코딩

에 단 심 향 트워크(DFN)

사용 는 것 어 , 다 러닝 용 는 연

들 진 었다. [23]에 는 다 과 같 다

들 었다.

• Neural Belief Propagation(BP) Decoder: BP 

• Neural Min-Sum Decoding: Neural BP 

에 Min-Sum 근사 용 여 계산 복잡도

감

• BP-RNN : Neural BP 가

에 RNN 사 가

• Learning to Relax: BP 능 향상시키

사용 는 Successive relaxation[24]

Neural BP 에 용

• mRRD-RNN : HDPC 드

mRRD(modified Random Redundant itera-

tive algorithm)에 Neural BP 용

[25]에 는 BP CNN 결 고

복 (Iterative) 식 용 는 Iterative 

BP-CNN 키 처 , [26]에 는

블 드 에 RNN 용 는

다. 그리고 [27]에 는 MLP(Multi-Layer Percep-

tron), CNN, RNN 가지 신경망 능 비

, 가지 신경망 라미 가

비슷 지도 각각 어 , 각 어 드

경우, 에 는 RNN 가장 능

보 지만 복잡도가 , CNN MLP 보다 간

복잡 지만 능 내었다고 개 다.

3. 딥러닝 용한 신 검출 및 채널 추정

가. 신호검출 기술

러닝 신 처리 , 특 MIMO 용시 생

는 복잡 신 처리 결 는 주목

고 다. [28]에 는 DNN MIMO 채 에 송신

신 도 , DetNet 라는 MLP

신 검 트워크 다. MIMO 신 검 에

사용 는 AMP SDR 고리 과 능 비 경우, 

DetNet AMP보다 상 능 보 SDR과

사 능 공 다. [29]에 는 MIMO-OFDM 시

스 에 신 는 단 러닝 사용

다. 신 특 변 고 AE 

특징 extreme learning machine 사용

여 신 별 도 습 다. 당

능 여러 가지 통 과 비 탐지

도 달 다 [29]. 그 , 상도 ADC 가

진 MIMO 시스 에 신 채 보가 없는 상 에

도 지도 습 통 송신 신 검 [30], Massive 

overloaded MIMO 시스 에 / 신 복

러닝 복 신 검 고리 [31], 

MIMO DF relay 채 에 러닝 용 신 검

고리 [32] 었다. , 과 사

복잡 계 근사 는 러닝 특징 용

여, 통신 채 모 링 없는 통신 에

러닝 신 검 도 연 고 다[33].

나. 채널 추정 기술과 피드백 기술

다 나 사용 는 통신 시스 에 채

도 pilot 가 그에

채 복잡도 는 다 나 시스 용
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는 큰 걸림돌 식 고 다. 러닝 러

결 는 결 나가 다.  

[34]에 는 OFDM 송 신 에 러닝 용 채

신 검 능 다. 당

채 통계 시뮬 에 생 사용

여 러닝 습 라 고, 당 습

결과 라 OFDM 시스 신 복 블 에

용 여 채 곡 잡고 신 복 는 특징

가지고 다. 채 pilot 가

충 경우(64개)에는 들과 비슷 BER 

능 보 지만, pilot 가 어든 경우(8개) 능 열

가 나타나는 다 들과 달리 월등 능 보

여 다. , 헤드 용 는 CP 사용

지 는 OFDM 시스 에 도 가장 능 얻는

것 다. 당 연 결과는 러닝 통 채

신 검 통신 시스 pilot

결과 송 효 릴 는

보여 다. 

그 에 러닝 용 다 채

, [35]에 는 uniform linear array massive 

MIMO 경에 습 통 복잡도 채

는 개 고, [36]에 는 CsiNet 라는

러닝 트워크 만들어 채 고 싱

채 드 생 /복 는

여 Massive MIMO 경에 효 채 드

는 시스 다.

Ⅳ. 딥러닝 용 무선접속 기 동향

1. 비직 접속

5G 동통신 에 는 지연, 규모 연결

만 , 복 지 는 원 당 여

는 직 신, 비직

고 , SCMA가 다

[37]-[39]. SCMA는 채 에 나 는 보 비

트 미리 드 통 다차원 복 드워

드 여 송 신 태 효

에 득 얻는 다. 사용 나 별

다 드 여 송 다 사용

송 가능 다. , 0 닌 개 가

드(sparse code) 사용 에,

원에 다 동시에 송 라도

신 들 충돌 가능 어지고, factor graph

용 시지 달 고리 통 거 복

능 달 다. 그러나, 다차원 복 드워드

사용 에 드 시 가 지

고, 시지 달 고리 복연산 에 복잡도가

다. 결 , 심 공신경망 사용

다[40]. [40]에 는 드 생 과 복 , 

denoising AE 다. 다 심

공신경망 사용 여 드 생 고, 체

원에 산재 보 연결 는 심 공신경망 통

복 특징 다. 통 , 심 공신경망

간 신 여 복잡 드 생 고, 복

잡도 능 달 보 다.

비직 식 다 사용

별 채 상 에 라 다 크 당 는

NOMA가 다[41], [42]. NOMA에 는 동

원에 송 공평 에 라 사용 별

당 여 송 고, 신 에 는 SINR(Signal-to-

Interference-Plus-Noise Ratio) 크 가 감 는

간 신 거 여 신 다. NOMA에 는 사용

별 다 채 상 나, 다 당에

신 차 통 , 동시에 신 송 여

득 얻게 다. 그러나 복잡도 어, 채

격 게 변 는 상 에 는 사용 어 다는 단

다. 러 결 고 , [43]에 는 채
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특 동 검 LSTM에

러닝 식 시 다. 에 는 시뮬

통 얻 offline에 습시키고, 실

에 는 online 습 과 통 산

다. 러닝 통 복 , 채 동

게 , 식에 비 우 능

달 가능 시뮬 통 보 다.

2. 전 제어 및 할당

능 달 통신시스 어

당 용 다. 어 당

는 통 도 , 간단 태

가 재 에, 신 복 계산 통

다. [44]에 는 사용 는 복잡

weighted minimum mean square error 

어 식에 근사 는 도 공신경망

용 다. 근사 는 심 공신경망 계 과

드 에 다는 것 시 었 , 공신공망

용 여 어 시, 복잡도 가능

에 실시간 원 당 가능 다.

[45]에 는 주 는 에 지 효

CNN 어 식 시 다. [44]에 는

어 식 달 는 능에 도달

심 공신경망 사용 에, 능

능가 는 능 달 가능 지만, [45]에 는

CNN 통 채 보 산 용

라도 복잡도 식에 근 거나 능

낼 다는 것 시 다.

[46]에 는 단 나 가진 다 개 단말 통

신 는 간 채 에 심 공신경망 용 여 송

어 식 다. 러

간 채 경우 당 식 지

에, 송 비지도 습 식

용 , 복잡도 모든 어

식보다 능 달 시 다.

[47]에 는 다 나 가지는 다 개 단말

통신 는 간 채 에 공신경망 용 여

어 는 송신 간 거 는 신

시 다.

Ⅴ. 맺 말

러닝과 통신시스 많 사 가지고 다. 

러닝 통 과 상 도

는 근사 볼 , 통

신시스 역시 과 계

다. 그리고, 통신시스 러닝 용 에

갖고 다. 통신시스 에 송 는 신 는 연

주어지는 것 사용 는 것 니라 우리가 원

는 생 다. 통신시스

모 링 경에 동 에

고, 용 여 과

습 원 는 만큼 충 얻 는 장

갖고 다. 

그 동 눈 신 거듭 여 통신시스 지

만, 다 송 신 통신 경에 간 극

복 나, 채 식 등 직 지 결 지

못 들 많 남 다. 러 역에 러닝

용 여 에 달 지 못 능 보여 다 , 

통신시스 과는 다 새 운 식 그

동 루지 못 능 달 가능 지

상 본다.

약어 정리

ADC Analog-to-Digital Converter

AE Autoencoder

AMP Approximate Message Passing

BER Bit Error Rate
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BLER Block Error Rate

BP Belief Propagation

CNN Convolutional Neural Network

CP Cyclic Prefix

CSI Channel State Information

DF Decode-and-Forward 

DFN Deep Feedforward Network

DNN Deep Neural Networks

ELM Extreme Learning Machine

HDPC High Density Parity Check

LLR Log-Likelihood Ratio

LSTM Long-Short-Term Memory

MIMO Multiple-Input and Multiple-Output

MLP Multi-Layer Perceptron

MRRD modified Random Redundant iterative algorithm

MSE Mean Squared Error

NND Neural Network Decoder

NOMA Non-Orthogonal Multiple Access

OFDM Orthogonal Frequency-Division Multiplexing

RNN Recurrent Neural Network

SCMA Sparse Code Multiple Access

SDR Semidefinite Relaxation 

SINR       Signal-to-Interference-Plus-Noise Ratio

SNR Signal-to-Noise Ratio
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