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Prediction of Cryptocurrency Price Trend Using Gradient Boosting
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ABSTRACT

Stock price prediction has been a difficult problem to solve. There have been many studies to predict stock price scientifically, but it is 

still impossible to predict the exact price. Recently, a variety of types of cryptocurrency has been developed, beginning with Bitcoin, which 

is technically implemented as the concept of distributed ledger. Various approaches have been attempted to predict the price of 

cryptocurrency. Especially, it is various from attempts to stock prediction techniques in traditional stock market, to attempts to apply deep 

learning and reinforcement learning. Since the market for cryptocurrency has many new features that are not present in the existing 

traditional stock market, there is a growing demand for new analytical techniques suitable for the cryptocurrency market. In this study, we 

first collect and process seven cryptocurrency price data through Bithumb's API. Then, we use the gradient boosting model, which is a 

data-driven learning based machine learning model, and let the model learn the price data change of cryptocurrency. We also find the 

most optimal model parameters in the verification step, and finally evaluate the prediction performance of the cryptocurrency price trends.
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요     약

과거부터 주식시장의 주가 측은 풀리지 않는 난제이다. 이를 과학 으로 측하기 해 다양한 시도  연구들이 있어왔지만 정확한 가격

을 측하는 것은 불가능하다. 최근 분산 원장이라는 개념을 기술 으로 구 한 최 의 암호화폐인 비트코인을 시작으로 다양한 종류의 암호화

폐가 개발되면서 암호화폐 시장이 형성되었고, 그 가격을 측하기 해 다양한 근들이 시도되고 있다. 특히, 기존의 통 인 주식시장에서

의 주가 측 기법들을 용하려는 시도부터 딥러닝과 강화학습을 용하려는 시도까지 다양하다. 하지만 암호화폐 시장은 기존 주식 시장에는 

없던 여러 가지 새로운 특징을 가지는 시장으로서 통 인 주식 시장 분석 기술뿐만 아니라 암호화폐 시장에 합한 새로운 분석 기술에 

한 수요가 증가하고 있는 상황이다. 본 연구에서는 우선 빗썸의 API를 통하여 7개의 암호화폐 가격 데이터를 수집  가공하 다. 이후, 

Data-Driven 방식의 지도학습 기반 기계학습 모델인 그래디언트 부스  모델을 채택하여 암호화폐 가격 데이터 변화를 학습하고, 검증단계에

서 가장 최 의 모델 라미터를 산출하고, 최종 으로 테스트 데이터를 활용하여 암호화폐 가격동향 측 성능을 평가한다.
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1. 서  론1)

과거부터 주식시장의 주가 측은 풀리지 않는 난제이다. 

이를 과학 으로 측하기 하여 다양한 시도  연구들이 
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있어 왔지만, 아직까지 정확한 가격 측은 불가능하다[1]. 

재 주식시장에서는 이미 사람이 직  투자하는 방식 신, 알

고리즘 트 이딩 로그램을 활용하여 수익을 창출하는 것이 

일반화 되어 있다. 

최근 분산 원장이라는 개념을 기술 으로 구 한 최 의 암

호화폐인 비트코인[2]을 시작으로 다양한 종류의 암호화폐가 

개발되면서 암호화폐 시장이 형성되었고, 그 가격을 측하기 

해 다양한 근들이 시도되고 있다[3-5]. 특히 기존의 통

인 주식시장에서의 측 기법들을 용하려는 시도부터 딥

러닝과 강화학습을 용하려는 시도까지 다양하다[8-10].

암호화폐 시장은 비트코인이 처음 등장한 이후의 상

으로 짧은 역사를 갖고 있다. 그 기 때문에 기존 주식시장에

https://doi.org/10.3745/KTSDE.2018.7.10.387
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서 활용하는 알고리즘 트 이딩 방식으로 암호화폐의 가격을 

측하기 해서는 먼  암호화폐 가격 데이터의 특성에 

한 고찰이 필요하다. 기존의 주가 분석과 비교할 때 암호화폐 

시장에서 거래되는 암호화폐들에 한 데이터 분석은 무하

다. 한 본질 으로 주가 데이터와 암호화폐 가격 데이터는 

시계열 데이터로서 무작 인 특성을 갖고 있으나, 암호화

폐 가격 데이터가 더욱 변동성이 크며 특정 암호화폐의 가격

에 의하여 다른 암호화폐의 가격이 향을 받는다는 특징이 

있다. 따라서 암호화폐 시장은 기존 주식 시장과는 다르게 여

러 가지 새로운 특징을 가지는 시장이라고 할 수 있으며, 

통 인 주식 시장 분석 기술뿐만 아니라 암호화폐 시장에 

합한 새로운 분석 기술에 한 수요가 증가하고 있는 상황이

라고 할 수 있다.

 본 연구에서는 빗썸의 API를 통해 데이터를 수집  가

공하여 활용한다[11]. 한 기존의 통 인 알고리즘 트

이딩 모델에 기반을 두는 Theory-Driven 방식인 평균회귀 

테스트 등을 통해 암호화폐 데이터의 무작 성을 알아보고 

나아가 Data-Driven 방식을 활용하여 지도학습 기반 기계학

습 모델에 해 알아보고 이를 활용해 암호화폐 가격동향을 

측한다.

본 논문의 구성은 다음과 같다. 제2장에서는 본 논문과 

련하여 암호화폐에 해 알아보고, Theory-Driven과 Data- 

Driven 두 가지 근 방식을 참고하여, 알고리즘 트 이딩 모

델을 암호화폐 시장에 용할 수 있는지를 살펴보기 해 평

균회귀 테스트를 수행한다. 그리고 표 인 지도학습 기반 

기계학습 모델들을 살펴본다. 제3장에서는 학습을 한 암호

화폐 데이터의 수집  처리 과정에 해 설명한다. 제4장

에서는 모델 학습을 한 최  라미터를 찾기 해 그리드 

탐색 기반 k-Fold 교차 검증 방법을 제안한다. 제5장에서는 

모델의 성능평가 지표를 활용해 입력 데이터의 조건을 달리

하여 학습한 측 모델에 해 상세히 실험  비교 분석을 

하고, 제6장에서 본 논문의 결론을 제시한다.  

2. 련 연구

2.1 암호화폐

암호화폐는 블록체인을 통한 분산원장기술을 이용한 디지

털화폐를 말한다. 여기서 블록체인이란 거래정보가 기록된 

리 상 데이터를 ‘블록’이라고 하는 소규모 데이터들이 

P2P 방식을 기반으로 생성된 체인 형태의 연결고리 기반 분

산 데이터 장환경에 장되어 구도 임의로 수정할 수 없

고 구나 변경의 결과를 열람할 수 있는 분산 컴퓨  기술 

기반의 데이터  변조 방지 기술이다. 표 인 암호화폐인 

비트코인은 인터넷상에서 개인  개인(P2P) 간에 이용될 목

으로 암호체계에 기 해 설계되어,  가치가 자  

형태로 장되어 지 수단으로 사용되지만 정부나 앙은행

에 의해 지 이 보장되지 않는다는 에서 기존의 법정화폐

와 차이가 있다 [12]. 

2.2 주가 측 연구

암호화폐 가격 측과 유사한 분야인 주가 측 분야에서

는 련 연구들이 상당부분 진행되어 있다. 특히 최근 딥러닝 

기술을 주가 가격 측에 용하려는 시도들이 증가하고 있

는 추세이다. [8]에서는 주가 데이터에 서로 다른 15가지의 

입력 피쳐를 이용하여 삼성 자 주가 측을 한 학습모델

을 구축하여 50% 이상의 측 성능이 나옴을 보이고 있다. 

[13]에서는 딥러닝 기반 학습 모델을 개발하여 56% 가량의 

성능이 나옴을 보이고 있다. 특히, 시가, 종가, 고가, 가 등

의 단순 주식 데이터만으로 측 성능을 높 다는 이 주목

할 만하다. Stanford University에서 수행된 다양한 기계학습 

모델을 이용한 주식 가격 측 연구 결과[14]에서는 2008년 9

월 1일부터 2013년 11월 8일까지의 주식 가격 훈련 데이터를 

통해 훈련한 각 모델들의 성능이 44.52%～58.2% 정도 다고 

보고한 바 있다. [15]에서는 신경망을 기반으로 하는 새로운 

주식 거래 시스템을 만들어 최 의 거래 정책을 선정해내고

자 하 다. 

주가에 한 측 연구결과는 많이 보고되고 있지만, 이제 

에게 알려져서 심을 받고 있는 암호화폐 가격 측에 

한 연구 결과는 아직 미비하다. 재까지 보고되고 있는 암

호화폐 가격 데이터와 련된 연구는 [5]와 [16]에서 보고되

고 있다. 하지만, [5]와 [16]은 암호화폐 시장에 한 투자에 

있어서 어느 암호화폐에 많은 비 을 두고 투자를 해야 할지

를 결정하는 포트폴리오 리를 목 으로 강화학습으로 암호

화폐 투자 포트폴리오를 구성하는 방안에 해 제안하고 있

다. 최근에는 산업체 주로 단순한 기법으로 암호화폐 가격

을 측하여 가입자들에게 암호화폐 가격 등락 신호를 제공

하는 사업이 많이 등장하고 있지만, 통 인 기계학습 분석

을 용하여 암호화폐 가격 측을 학술 으로 다루는 연구

는 매우 최근에 시작되었다고 볼 수 있으며, 본 연구 논문은 

그러한 연구 결과를 제시한다.

주가 측 모델은 주식의 가치를 평가하고, 이에 따라 매

수, 매도, 보유여부를 결정하며, 시장 평균수익보다 월등한 수

익을 내는 알  모델과 시장 평균이나 이를 약간 웃도는 정

도의 수익을 내는 베타 모델로 나  수 있다. 주로 사용하는 

모델은 알  모델이며, Theory-Driven 방식과 Data-Driven 

방식으로 나  수 있다. Theory-Driven은 어떤 가설을 세우

고, 이를 기반으로 알  모델을 만들기 때문에 모델 설계자의 

측면에서 보면 자신의 모델이 무엇인지, 여러 변수가 어떻게 

향을 미치는지 악하기가 비교  용이하다. 표 인 

Theory-Driven 모델에는 평균회귀 모델이 있다. 평균회귀 모

델은 시계열 데이터가 과거의 평균값으로 회귀하려는 경향을 

가지며, 심 데이터 값들이 정규분포를 따르면서 무작

인 특성이 없어야 함을 가정한다. 하지만, 암호화폐 가격 데

이터에 하여 Augmented Dickey-Fuller (ADF) 테스트, 허

스트 지수, Half Life 등으로 평균회귀 테스트[17, 18]를 수행

한 결과, ADF 테스트의 경우, 실험을 진행한 암호화폐들 

부에서 검정 통계량값이 기각값을 넘지 못하기 때문에 평균 

회귀 모델을 용하기 합하지 않으며, Hurst Coefficient 값
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Cryptocurrency 

Name
Collection Period

Unit 

(min.)
Number

1 BTC
2017-06-09 08:50:00～

2018-05-18 12:00:00
10 37008

2 ETH
2017-06-09 09:00:00～

2018-05-18 12:00:00
10 37007

3 XRP
2017-06-09 09:00:00～

2018-05-18 12:00:00
10 37008

4 BCH
2017-08-04 21:40:00～

2018-05-18 12:00:00
10 28867

5 LTC
2017-06-09 09:00:00～

2018-05-18 12:00:00
10 37008

6 DASH
2017-06-09 09:00:00～

2018-05-18 12:00:00
10 37008

7 ETC
2017-06-09 09:00:00～

2018-05-18 12:00:00
10 37008

Table 1. Collected Cryptocurrency Data

의 경우, 부분의 암호화폐가 0.5보다 작은 값을 나타내었으

나 유의미한 수 이 아님을 확인하 다. 한 Regression 

half life값은 EOS, BTG와 같은 암호화폐들의 경우에는 상

으로 낮은 값을 보 으나, 해당 값이 회귀 모델을 용하기

에 합한 값인지에 해서는 확신할 수 없음이 기존 연구에

서 밝 진바 있다[19].  

따라서, 본 논문에서는 기존의 통 인 평균회귀 모델이 

변동성이 매우 큰 암호화폐의 가격 측에는 합하지 않음

에 착안하여, 그 안으로서 기계학습 모델을 기반으로 하는 

Data-Driven 방식을 활용하여 분석을 수행한다. Data-Driven 

방식은 임의의 가설 기반의 모델을 세우지 않은 채 데이터 

분석을 시작하며, 최근 이슈가 되고 있는 기계학습 방법론을 

용하여 암호화폐 가격 동향을 측할 수 있는 모델을 직  

구성할 수 있다는 장 이 있다. 본 논문에서는 Data-Driven 

방식의 기계학습 모델을 용하여 암호화폐의 가격 변동을 

측한다. 

2.3 기계학습 모델

기계학습에서 쓰이는 표 인 모델로는 1)k-NN, 

2)Logistic Regression  SVM 등의 선형 모델, 3)결정 트리, 

그리고 4)랜덤 포 스트와 그래디언트 부스  등의 앙상블 

기법 등이 있다. 암호화폐에 한 가격 측 분석 이 에 

통 으로 주식 가격 데이터에 한 측 분석은 융공학에

서 비교  활발히 연구가 이루어진 편이다. k-NN의 경우 모

델 자체가 이해하기 쉬운 모델이며, 매개변수를 딱히 조정하

지 않아도 좋은 성능을 발휘하는 편이다[20]. 하지만 학습 데

이터셋이 클 경우에는 측 속도가 느려서 업에서는 잘 쓰

이지 않는 모델이다. 한편, 선형 모델은 학습 속도가 빠르고 

추론 한 빠른 속도로 이루어진다는 장 이 있으며, 학습 데

이터셋이 큰 경우와 희소한 데이터셋인 경우에도 비교  정

확도가 높으며, 특성 데이터가 고차원일 경우에도 비교  그 

성능이 높다고 알려져 있다. 재 본 논문의 암호화폐 가격 

데이터의 단 는 거래량을 제외한 시가, 종가, 고가, 가가 

모두 비슷한 단 이므로, 암호화폐 가격 데이터 측에 SVM

을 용하고자 하는 시도 한 유의미하다고 할 수 있다 

[21]. 다만 데이터셋이 많을 때는 SVM 모델의 측 속도가 

떨어져 잘 작동하지 않는다는 단 이 있다. 한 SVM은 데

이터 처리와 매개변수 설정에 많은 신경을 써야한다. 이러

한 단 들로 인해, 최근에는 SVM보다는 랜덤 포 스트나 그

래디언트 부스 과 같은 처리가 거의 필요 없는 트리 기반 

모델을 통해 측 분류기를 만들고자 하는 시도들이 많이 보

고되고 있다[22, 23]. 랜덤 포 스트의 경우, 매개변수의 조정 

없이도 기본 으로 좋은 성능을 낸다. 그러나 트리의 깊이가 

깊어질수록 더 많은 메모리와 더 긴 훈련시간을 요구한다. 

따라서, 본 논문에서는 표 인 기계학습 모델인 그래디

언트 부스 (Gradient Boosting) 모델을 용해 실험을 진행

한다[24]. 그래디언트 부스 의 경우, 랜덤 포 스트보다는 

매개변수 조정에 더 신경써야 한다는 단 이 있으나, 본 논문

에서는 이러한 단 을 그리드 탐색(grid search) 방식을 활용

하여 가장 합한 매개변수를 찾아냄으로써 해결하고자 하

으며, 이를 통해 그래디언트 부스 의 주요 장 인 메모리를 

게 사용하면서도 빠른 측이 가능한 이 을 살리고자 하

다. 한 그래디언트 부스  모델은 여러 머신러닝 경연 

회에서 상 권에 입상을 한 들이 사용한 모델이며, 최근 주

식 가격 데이터 측 모델로도 흔히 사용되고 있고 있는 보

편 인 모델이라고 알려져 있다[25, 26].

3. 암호화폐 데이터

본 장에서는 빗썸 거래소의 API를 활용하여 데이터를 수

집한 과정을 설명한다. 한 암호화폐 가격 측을 해 사용

된 데이터의 구조에 해 설명하고, 수집한 데이터의 여러 문

제 을 해결하기 한 비정상 데이터 처리 과정에 해 설명

한다. 더불어, 지도학습을 한 데이터 비를 해 데이터를 

새롭게 정의하고 가공한다.

3.1 데이터 수집  처리

빗썸에서 제공하는 API는 암호화폐별로 UNIX Timestamp, 

시가, 종가, 고가, 종가, 거래량 데이터를 제공한다. 본 논문에

서는 데이터 수집을 해 Python 라이 러리를 활용했으며, 

수집한 데이터는 처리 과정을 거쳐 csv 일의 형태로 로

컬 드라이 에 장  활용한다.

빗썸에서는 2018년 6월 1일 기  최근에 추가된 암호화폐

를 포함한 총 30개의 암호화폐에 한 거래 가격을 포함한 

각종 데이터  차트를 제공하고 있으며, API를 활용해 암호

화폐 데이터들의 수집 시간 주기는 10분으로 하 다. 

암호화폐 가격 측을 해 딥러닝 모델에 사용되는 데이

터는 크게 학습 데이터, 테스트 데이터, 검증 데이터로 분류

되고, API에서 제공하는 각 암호화폐별 데이터의 양이 다르

기 때문에 본 논문에서는 데이터가 많은 상  7개의 암호화

폐(BTC, BCH, ETC, DASH, ETH, XRP, LTC)으로 실험을 
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UNIX Timestamp
Date&Time

(String)
Opening Price Closing Price High Price Low Price Volume

1 149632680000 2017-06-01 23:20 3094000 3118000 3127000 3094000 191.580

2 149632740000 2017-06-01 23:30 3116000 3119000 3124000 3116000 63.8428

3 149632794000 2017-06-01 23:39 3119000 3116000 3119000 3116000 52.9553

4 149632860000 2017-06-01 23:50 0 0 0 0 0

5 Missing Missing Missing Missing Missing Missing Missing

6 Missing Missing Missing Missing Missing Missing Missing

7 149632985400 2017-06-02 00:19 0 0 0 0 0

8 149633100000 2017-06-02 00:30 3116000 3119000 3124000 3116000 101.68

Table 2. Example of Collected BCH Price Data

진행한다. 학습을 해 암호화폐 7개의 공통 기간인 2017년 8

월 4일 21시 40분부터의 데이터를 사용했으며, 암호화폐별 가

격 차이가 크기 때문에 정규화한 가격 정보를 사용한다. 

Table 1은 각 암호화폐별 데이터 수집 황으로서 7개의 암

호화폐별 수집 데이터의 기간  10분 단 의 수집 개수를 

보여 다. Table 2는 BCH에 해 10분 간격으로 수집된 데

이터 시를 보여 다.

3.2 비정상 데이터 처리

실험에 사용된 데이터는 빗썸에서 제공하는 API로부터 수

집되었다. 수집된 데이터에는 정상 데이터 이외에, 손실 데이

터, 제로 데이터, 부 합 데이터 등 정상 으로 입력되지 않

은 데이터들이 존재한다. 정상 데이터란 아무 문제가 없는 데

이터이며, 손실 데이터는 10분 간격으로 수집되지 않은 데이

터를 말한다(Table 2의 5, 6번째 행). 제로 데이터는 10분 간

격으로 수집되었으나 실제 내용이 비어 있는 경우이다 

(Table 2의 4, 7번째 행). 마지막으로 부 합 데이터란 데이터

가 10분 간격에 딱 맞게 이어지지 않은 채 수집된 데이터를 

의미한다(Table 2의 3, 7번째 행). 이와 같은 비정상 데이터들

은 직 의 정상 데이터의 정보를 복사하여 보정하는데, 손실 

데이터의 경우 비어있는 시간만큼 10분 단 로 직  데이터

를 복사하 고, 제로 데이터의 경우에도 마찬가지로 처리하

다. 부 합 데이터의 경우 이미 10분 단 의 다른 정상 데

이터가 있을 경우 삭제하고, 정상 데이터가 없으나 시간의 조

정이 필요하다면 조정된 시간으로 업데이트 하 다.

4. 기계학습 모델

4.1 지도학습 데이터 비

1) 특성 데이터

학습  테스트 데이터는 앞선 에서 수집  처리 과

정을 거친 데이터를 활용한다. [16] 연구와 유사하게 특성 데

이터는 수집된 데이터에서 종가, 고가, 가, 거래량만을 활용

한다. 번째 암호화폐에 한 기간 의 종가 데이터를 로 

표기하며, 
는 고가 데이터, 

는 가 데이터, 
는 거

래량 데이터를 의미한다. 기간 는 10분 간격으로 증가한다.

0번째 암호화폐의 가격 데이터는 기간 에 계없이 항상 

1이고, 0번째 암호화폐는 나머지 암호화폐들에 한 기  통

화의 역할을 하며 본 논문에서는 원화로 정했다. Equation 

(1)은 이를 수식으로 표 한 모습이다.  

    
   

                   (1)

Fig. 1. Structure of Feature Data for  Window

기  통화를 포함하여 8개(즉,   )의 암호화폐 가격 데

이터를 포함하는 임의의 기간 의 특성 데이터 의 구조는 

Fig. 1과 같다. 임의의 는 8개 암호화폐에 하여 기간 기

에서 과거 개의 종가, 고가, 가, 거래량 데이터를 포함

한다. 이 때 은 도우 사이즈라고 일컫는다. 한편,   도

우에 하여 마지막 종가 비 벡터 요소별 나 기 연산(⊘)

을 통해 [16] 연구에서 제시하는 것처럼   내의 모든 데이

터를 정규화 하 다.

   ⊘  ⊘  ⋯  ⊘  


   

 ⊘  
 ⊘  ⋯ 

 ⊘ 


   

 ⊘  
⊘  ⋯ 

 ⊘ 


   

 ⊘
  

⊘
  ⋯ 

 ⊘
  

(2)
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Equation (2)에서  는 기간 의 기 에서 과거   도우 

내의 개 암호화폐 가격의 종가 행렬을 의미하며, 
, 


, 

는 각각 고가, 가, 거래량 행렬을 의미한다. 

2) 타겟 데이터

암호화폐   의 시간   에 한 타겟 데이터를 
  이라 

했을 때, 
은 Equation (3)과 같다.


 









  
 


  

 
         (3)

 식에서, 
 는 시간   기 에서 암호화폐   의   기간 

이후의 종가를 의미한다. 이 때 Equation (3)에서 설명하는 


은 번째 암호화폐에 한 기간 의 특성 데이터인 

를 기 으로, 가 지니는 체 도우에서 마지막 종가 

비 다음   기간이 지난 뒤의 종가가 %를 과해 상승한 경

우 1이 되며, 그 지 않은 경우 0이 된다. 즉, 은 상승률로서 

타겟 데이터의 값을 정하는 기 이 된다. 시간 에 해 모든 

암호화폐에 하여 타겟 데이터 벡터를 구한 시는 다음 

Equation (4)와 같다.


                         (4)         

3) 데이터 정규화

특성 데이터 는 Equation (2)에 의하여 정규화가 되었지

만 도우 내의 마지막 종가로만 요소별 나 기 연산을 통하

여 정규화하기 때문에 그 값들의 분포가 다양해진다. 따라서, 

기계학습에 를 사용하기 에 학습 특성 데이터 내 모든 

값을 0과 1사이로 조정할 필요가 있다. 이를 해 Equation 

(5)와 같은 Min-Max Scaler를 사용한다.

 


                 (5)

와 같은 정규화 작업은 기계 학습의 훈련 데이터에만 활

용하고, 테스트 데이터는 훈련 데이터를 정규화 할 때 사용한 

최 , 최소값을 기 으로 정규화한다. 

4.2 그래디언트 부스  모델

기계학습에서 부스 (Boosting)이란 비교  부정확한 약한 

학습기(Weak Learner)를 묶어서 보다 정확하고 강한 학습기

(Strong Learner)를 만드는 방식을 뜻한다. 일단 정확도가 낮

더라도 첫 번째 트리 모델을 만들고, 드러난 약 ( 측 오류)

은 두 번째 트리 모델이 보완한다. 이와 같은 방법으로 다음 

트리 모델에서 약 을 계속하여 보완하여 결국에는 강한 학

습기를 구축한다.

손실함수(Loss Function, )는 측 모델의 오류를 정량화

하며, 이러한 손실함수 값을 최소화하는 모델 내 라미터를 

찾기 하여 일반 인 기계학습 모델들은 경사 하강

(Gradient Descent) 방식을 사용한다. 그래디언트 부스 은 

이러한 라미터 손실함수 최소화 과정을 모델 함수() 공

간에서 수행하며, 손실함수를 모델 라미터가 아니라 다음

과 같은 (6)번 수식에 의해 재까지 학습된 트리 모델 함수

로 미분한다(아래 수식에서 는 학습률). 

     


                   (6)

즉, 그래디언트 부스  모델에서 트리 모델 함수 미분값은 

재까지 학습된 모델의 약 을 나타내는 역할을 하며, 다음 

트리 모델의 피 을 수행할 때 그 미분값을 사용하여 약 을 

보완하여 성능을 Boosting한다. 

4.3 그리드 탐색 기반 -Fold 교차 검증

지도학습 모델을 사용하여 기계학습을 수행할 때, 보다 좋

은 성능을 내는 모델로 학습시키기 해서는 모델이 지닌 하

이퍼 라미터에 한 최  설정이 필요하다. 따라서, 본 논

문에서는 후보로 선정한 모든 라미터 집합에 해 최 의 

하이퍼 라미터를 찾는 그리드 탐색(Grid Search)[27] 기반 

-Fold 교차검증[28] 기법을 활용한다. 이와 같은 기법을 포

함한 체 모델 학습 차는 Fig. 2와 같다.

Fig. 2. Flow Chart of Model’s Learning & Testing Procedure

체 모델 학습 차 에서 그리드 탐색 기반 -Fold 교

차 검증은 다음과 같은 과정으로 수행한다. 먼 , 체 데이

터셋을 훈련  검증 데이터와 테스트 데이터로 분할한다. 이 

때 미리 구성한 각 라미터 집합에 하여 훈련  검증 데

이터를 5개의 훈련 데이터와 검증 데이터 폴드로 구성한다 

(즉,   ). 각 라미터 집합마다 5개 폴드를 활용하면서 

모델을 구성하고 검증까지 수행하기 때문에 탐색 시간은 오

래 걸리지만 더 정확한 최  라미터를 찾을 수 있다. 

각 라미터 집합마다 5개 폴드에 한 훈련  검증을 하게 

되고, 이러한 검증을 통하여 산출한 평균 정확도가 가장 높은 



라미터 집합을 하나 선정한다. 이 게 선정한 최  라미터

들을 활용하여 지도학습 기반 모델을 학습을 시킬 수 있다. 

5. 실험 평가

5.1 성능 평가 지표

학습한 모델의 성능을 평가하기 해서 본 논문에서는 분

류 모델의 성능 평가 지표  정확도, 정 도, 재 율, F1 

Score 네 가지의 평가 지표를 활용하여 지도학습 모델의 결

과를 분석  평가하 다. 

Confusion Matrix는 실제 값과 측한 값이 일치하는 것

을 양성으로, 실제 값과 측 값이 일치하지 않는 것을 음성

으로 나 어 그 개수를 나타낸 표이다. Fig. 3은 Confusion 

Matrix를 나타낸 것으로서 행은 음성 클래스와, 양성 클래스

를 의미하며 열은 음성으로 측한 경우와, 양성으로 측한 

경우를 의미한다. 를 들어, TN (True Negative)은 모델의 

측 결과는 음성 클래스로 나왔는데, 실제로도 음성 클래스

인 경우를 말한다. FP (False Positive)는 모델은 양성 클래스

로 측했지만 실제로는 음성 클래스인 경우를 말한다. FN 

(False Negative)은 음성 클래스로 측했지만 실제 결과는 

양성 클래스인 경우를, TP (True Positive)는 측한 결과와 

실제 결과 모두 양성 클래스일 때를 의미한다.

Fig. 3. Confusion Matrix

Confusion Matrix를 기반으로 산출한 첫 번째 성능 지표

인 정확도는 측 클래스와 실제 클래스가 일치한 경우의 비

율을 뜻하며 정확도의 수식은 Equation (7)과 같다.

      
  

           (7)

정 도는 양성 클래스로 측한 측 결과들 에서 실제 

양성 클래스인 경우의 비율을 뜻하며 정 도의 수식은 

Equation (8)과 같다. 를 들어, 암호화폐 시장에서 암호화폐 

가격이 오르는 경우를 양성 클래스로 가정할 때, 정 도가 낮

다는 것은 암호화폐 가격이 떨어지는 것을 정확하게 측하

지 못한다는 것을 의미한다. 따라서 낮은 정 도는 재화의 손

실을 의미한다.

   


                 (8)

재 율은 양성 검출율이라고도 불리우며, 체 양성 클래

스  실제로 양성 클래스로 측한 경우의 비율을 뜻한다. 

재 율의 수식은 Equation (9)와 같다. 를 들어, 암호화폐 

시장에서 암호화폐 가격이 오르는 경우를 양성 클래스로 가

정할 때, 재 율이 낮다는 것은 암호화폐 가격이 오르는 것을 

정확하게 측하지 못하는 것을 의미한다. 결국 재 율이 낮

다는 것은 높은 가치를 지닌 암호화폐를 얻을 기회를 놓쳤다

고 해석 할 수 있다. 

   


                 (9)

마지막으로, F1 Score는 정 도와 재 율의 조화 평균을 

의미하며 Equation (10)과 같다. 재 율과 정 도는 서로 상충

계에 있다. F1 Score는 이 두 지표를 잘 통합하여 정확성을 

한 번에 나타내는 지표다. 일반 으로 높은 F1 Score를 얻기 

해서는 재 율과 정 도가 모두 높아야 한다. 를 들어, 암

호화폐 가격 동향 측에서, 양성을 암호화폐 가격이 오르는 

것으로 가정할 때, 모델의 F1 Score가 높다는 것은 암호화폐 

가격이 실제로 하락할 때 하락한다고 측하고, 암호화폐 가

격이 실제로 상승할 때 상승한다고 측하는 것을 의미한다.

    

×  × 
          (10)

5.2 실험 환경

실험 평가를 하여 구축한 실험 환경으로는 Python 3.6 

 scikit-learn 라이 러리를 사용했고, 좀 더 원활하게 최  

라미터를 구하기 하여 컴퓨터 6 에 Python 기반의 용

량 데이터 처리  분석에 합한 DASK [29] 병렬  분산

화 모듈을 설치하여 실험하 다. 

BTC, ETH, XRP, BCH, LTC, DASH, ETC 암호화폐 가

격을 포함하는 특성  타겟 데이터를 3.1 에서 언 한 방법

로 수집  가공하여 총 41,098개를 비하 고, 이  

36,988개는 훈련 데이터로 사용하고, 4,110개는 테스트 데이터

로 사용하여 모델 학습  테스트를 수행하 다. 

실험에 필요한 기본 실험 라미터로는   ,   , 

  ,   을 사용하 다. 이와 같은 4개의 실험 라미터 

 는 측 범 를 나타내며, 타겟 데이터를 산출할 때 특성 

데이터의 마지막 종가로부터 *  시간 이후 종가를 기 으

로 산출함을 의미한다. 를 들어 가 2이고 가 10분이면, 

타겟 데이터는 20분 후의 종가를 기 으로 Equation (3)을 이

용하여 산출된다. 다음 부터는 언 한 4개의 실험 라미터 

각각에 하여 해당 라미터에 다른 값을 할당하면서 모델 

성능을 비교 평가한다. 

5.3 시간 단 에 따른 비교

시간 단 , 도우 사이즈, 측 범 , 상승률 이 게 네 개

의 변인에 하여, 시간 단 에 따른 모델 성능을 비교하기 

해 도우 사이즈, 측 범 , 상승률을 각각 25, 1, 0.1로 

고정한 후, 시간 단 의 값을 10분, 30분, 60분으로 변경해가

면서 실험을 진행하 다. 암호화폐 가격이 상승할 때를 양성

으로 정할 때 Fig. 4는 시간 단 에 따라 암호화폐별 측 정

확도와 F1 Score를 나타낸다.
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Fig. 4. Model Performance in Terms of Time Unit (=25, =1, =0.1) 

Fig. 5. Model Performance in Terms of Window Size (=10, =1, =0.1)

그래 에서 볼 수 있듯이 다양한 시간 단 에 해 체

으로 XRP와 DASH의 정확도와 F1 Score는 높고 BCH의 경우

는 상 으로 낮았다(시간 단 가 60일 때, XRP 정확도는 

0.635, DASH의 정확도는 0.635, BCH의 정확도는 0.593이며, 

XRP의 F1 Score는 0.622, DASH의 F1 Score는 0.618, BCH의 

F1 Score는 0.578). 한편, 체 으로 시간 단 가 60분 일 때 

좋은 성능을 보이고 있지만 반 으로 시간 단  10분, 30분, 

60분에 따른 정확도 차이는 크지 않음을 알 수 있었다. 

5.4 도우 사이즈에 따른 비교

학습 데이터의 양에 많은 향을 주는 도우 크기 에 

따른 비교를 해 시간 단 , 도우 사이즈, 상승률을 각각 

10, 1, 0.1로 고정한 후, 의 값을 10, 25, 50, 75로 변경해 가

면서 실험을 진행하 다. 암호화폐 가격이 오르는 것을 양성

으로 했을 때 Fig. 5는 도우 크기에 따른 암호화폐별 측 

정확도와 F1 Score를 나타낸다. 

체 으로 모든 암호화폐들에 해서 도우 크기가 25

일 때 정확도  F1 Score 성능 지표들이 높으며, 도우 크

기가 75일 때는 두 성능 지표 값이 낮게 나왔다. 이는 오랜 

기간 동안 수집된 데이터를 학습 데이터로 활용할 때, 암호화

폐 가격 상승  하락을 측하는 데에 오히려 부정 인 

향을 주는 것으로 분석된다. 이와 같은 경향은 시간 단 가 

30분, 60분일 때도 비슷하게 나타난다.

본 실험에서도 체 으로 XRP와 DASH의 성능 지표가 

높게 나타났으며, BCH는 상 으로 낮은 성능 지표를 산출

한다( 도우 크기가 25일 때, XRP 정확도는 0.648, DASH 정

확도는 0.64, BCH 정확도는 0.608, XRP F1 Score는 0.63, 

DASH F1 Score는 0.628, BCH F1 Score는 0.584). 

5.5 데이터 측 범 (gap)에 따른 비교

데이터 측 범 에 따른 비교를 해 시간 단 , 도우 

사이즈, 상승률의 값을 각각 10, 25, 0.1로 고정한 후,   값을 

1, 2, 3으로 변경하면서 실험을 진행하 다. 암호화폐 가격이 

오르는 것을 양성으로 할 때, Fig. 6은 데이터 측 범 에 따

른 암호화폐별 정확도와 F1 Score를 보여 다.

그림에서 볼 수 있듯이 측하고자 하는 기간 범 가 길어

질수록 모델의 성능이 낮아지는 것을 확인 할 수 있다. 하지

만 XRP, BCH, LTC는 도우 내에 존재하는 마지막 시간 단

의 종가보다 두 번의 시간 단 가 지났을 때(즉,   일 

때)의 종가 측에 한 성능 지표가 더 높음을 알 수 있다. 

특히 앞서 살펴본 시간 단 에 따른 성능 분석과 도우 크

기에 따른 성능 분석에서 가장 낮은 성능을 보이는 BCH에서 

데이터의 측 범 가 1일 때 보다 2일 때 그 성능이 높아지

는 것에 주목할 만하다. 반면 DASH는 반 의 상황으로써, 
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Fig. 6. Model Performance in Terms of Data Prediction Range (Gap) (=10, =25, =0.1)

Fig. 7. Model Performance in Terms of Margin Rate (=10, =25, =1) 

데이터 측 범 가 2 는 3일 때 보다 1일 때의 성능이 더 

높음을 확인할 수 있다. 

5.6 상승률에 따른 비교

마지막으로, 상승률 변경에 따른 비교를 해   값을 0.1, 

0.25, 0.5로 변경하여 실험을 진행하 다. 암호화폐 가격이 오

르는 경우를 양성으로 할 때 Fig. 7은 상승률 변경에 따른 암

호화폐별 정확도와 F1 Score를 나타낸다.

그래 에서 볼 수 있듯이, 타겟 데이터의 값을 결정하는 상

승률이 커질수록 모델의 성능이 크게 향상되는 것을 알 수 있

다. 상승률의 값이 0.5일 때가 가장 높은 정확도와 F1 Score값

을 가지며, 상승률의 값이 0.1일 때 가장 낮은 정확도와 F1 

Score값을 갖는다. 하지만 상승률이 0.5일 때의 Confusion 

Matrix를 살펴보면 실제 양성 클래스인 경우가 극히 드물어

서 체 데이터의 5%이고, 부분은 음성 클래스임을 알 수 

있다. 따라서 상승률이 높아질수록 양성과 음성 클래스의 개

수에 차이가 커지며, 이는 곧 데이터의 불균형이 심해진다고 

이해할 수 있다. 즉, 모델은 부분의 경우에서 측 결과를 

음성으로 내기 때문에 정확도  기타 성능 지표들이 좋게 

나오는데 이는 학습  테스트 데이터의 불균형 정도가 높은 

것이 그 이유라고 볼 수 있다.

6. 실험 결과 토의

5장에서 제시한 실험 결과를 종합한 결과 암호화폐별 측 

정확도는 XRP가 체로 가장 높고 BCH가 가장 낮음을 알 

수 있다. 그러므로, 향후 기계학습 모델을 통해 투자 수익을 

높이는 데 있어서 XRP가 가장 유리한 암호화폐이며, BCH는 

가  투자를 회피해야 할 암호화폐임을 알 수 있다. 

한편, 각 암호화폐별로 시간 단 에 따른 모델의 성능에서

는 뚜렷한 성능 차이가 없으며, 학습 데이터의 양이 많을수록 

오히려 측 성능에는 부정 인 향을 주는 것을 찰할 수 

있다. 이는 암호화폐의 가격 변동 추이가 워낙 심하게 변하다

보니 오래 의 데이터를 학습하는 것이 오히려 가까운 미래

의 측에 방해가 될 수 있음을 나타낸다. 한 데이터 측 

범 의 실험 결과에 따르면, 더 먼 시 의 데이터를 측하고

자 할수록 성능이 낮아질 것이라는 직 과 일치한 실험 결과

를 얻었다. 마지막으로, 상승률을 높게 설정할수록 측 정확

도가 높게 나오는 결과를 얻었으나, 이에 해서는 데이터의 

불균형한 정도가 향을  것으로 해석된다. 

마지막으로, 반 인 실험 결과에서 볼 수 있듯, 그래디언

트 부스  모델의 암호화폐 가격 동향 측 모델의 정확도 

 성능 지표들은 60%정도로 비교  높은 편이다. 
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7. 결  론

본 논문에서는 그 디언트 부스  모델을 활용해 암호화

폐 가격 동향을 시간 단 , 도우 크기, 데이터 측 범 , 

상승률 변경에 따라 암호화폐 별로 측하고, 분류 모델의 성

능 평가 지표로서 정확도와 F1 Score를 활용하여 측 성능

을 비교 분석하 다. 부분의 기존 주가 측 련 연구들에

서는 50% 의 정확도를 보이나, 본 논문에서는 비교  다른 

기계학습 모델들 보다 우수하다고 입증된 그 디언트 부스  

모델을 택하고, 그리드 탐색을 활용한 최  하이퍼 라미터 

선정을 통해 약 60% 정도의 측 정확도를 산출하 다. 향후 

연구로는 Convolutional Neural Network나 Recurrent Neural 

Network와 같은 딥러닝 모델을 용하여 더 높은 측 성능

을 산출해 볼 계획이다.
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