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다중 분기 트리와 ASSL을 결합한 오픈 셋 물체 검출 

Open set Object Detection 
combining Multi-branch Tree and ASSL
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요  약  최근 많은 이미지 데이터 셋들은 일반적인 특성을 추출하기 위한 다양한 데이터 클래스와 특징을 가지고 있다. 하지

만 이러한 다양한 데이터 클래스와 특징으로 인해 해당 데이터 셋으로 훈련된 물체 검출 딥러닝 모델은 데이터 특성이 다른 

환경에서 좋은 성능을 내지 못하는 단점을 보인다. 이 논문에서는 하위 카테고리 기반 물체 검출 방법과 오픈셋 물체 검출 

방법을 이용하여 이를 극복하고, 강인한 물체 검출 딥러닝 모델을 훈련하기 위해 능동 준지도 학습 (Active Semi-Supervised 

Learning) 을 이용한 다중 분기 트리 구조를 제안한다. 우리는 이 구조를 이용함으로써 데이터 특성이 다른 환경에서 적응 

할 수 있는 모델을 가질 수 있고, 나아가 이 모델을 이용하여 이전의 모델보다 높은 성능을 확보 할 수 있다.

Abstract  Recently there are many image datasets which has variety of data class and point to extract general features.
But in order to this variety data class and point, deep learning model trained this dataset has not good performance in 
heterogeneous data feature local area. In this paper, we propose the structure which use sub-category and openset object
detection methods to train more robust model, named multi-branch tree using ASSL. By using this structure, we can
have more robust object detection deep learning model in heterogeneous data feature environment.

Key Words : Deep learning, Object detection, Open set, Active learning, Semi-supervised learning

Ⅰ. 서  론

Alexnet[1] 이래로 딥러닝 물체 검출 분야에서 큰 진전

이 이루어졌지만 물체 검출 분야는 여전히 이질적이고 

희소한 데이터 분포에서 도전적인 문제이다[2][3][35][36]. 기

존의 많은 연구자들은 물체 검출 문제에서 더 나은 정확

성을 얻기 위해 open set 훈련 방법을 사용하여 새로운 

카테고리에 대해 대응 할 수 있는 방법을 고안 했다[4]. 또

한 sub-class 변형에 초점을 맞추었는데[5][6], 이 때 대부

분의 sub-class는 sub-class 내부의 유사 정보만을 기반

으로 구축되었다. 그러나 같은 클래스 내부에도 각 물체

마다의 특징 정보가 조금씩 다르기 때문에 모호성이 존

재하게 된다[7]. 이 모호성으로 인해 얻을 수 있는 정보를 

이용하여 각 클래스 내부의 서로 모호한 물체, 즉 하위 

카테고리 문제를 해결 할 수 있다. 이는 원래의 클래스 

분류의 결정 경계를 유지하면서 클래스 간 모호성 정보

를 추가하여 많은 혼동을 주는 샘플을 하위 카테고리에 

올바르게 클러스터링 할 수 있음을 의미한다. 이렇게 단
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순화 된 하위 카테고리 문제를 해결함으로써 물체 검출

의 정확도가 상승 될 수 있다. 

Ⅱ. 관련 연구

1. 컨볼루션 연산 신경망 모델

최근 몇 년 동안 컨볼루션 연산 신경망 모델은 매우 

괄목할 만한 성과를 보이고 있다. 2012년 ImageNet 우승

의 성과를 거둔 Alexnet[1] 이후 피라미드 구조를 이용한 

SPPnet
[8], 신경망의 필터의 시각화에 중점을 둔 ZFnet[9], 

2014년 ImageNet을 우승한 GoogleNet[10], 같은 해 준우

승을 거뒀지만 그럼에도 불구하고 매우 단순한 구조를 

가진 VGGnet[11], 2015년 ImageNet을 우승한 ResNet[12] 

등이 등장했다. 이 컨볼루션 연산 신경망 모델은 이미지

에 관련된 딥러닝 분야에 매우 많은 영향을 미쳤으며 

MobileNet[13] 같은 임베디드 분야에도 효율적인 물체 인

식이 가능한 모델이 나올 수 있는 발판이 되었다.

2. 물체 검출

컨볼루션 연산 신경망 모델이 발전 해 가면서 이 이미

지 인식 모델을 이용한 물체 검출 영역도 같이 발전하게 

되었다. 물체 인식과는 달리 물체 검출은 한 이미지 내에 

최대한 많은 물체를 검출하고, 각 물체가 어디 있는지를 

경계 박스를 이용해 위치까지 정확하게 검출하는 것이 

목적이기 때문에 물체 인식보다 훨씬 어려운 문제이다[2]. 

2013년 AlexNet을 이용한 RCNN의 출현 이 후[14], 

Fast-RCNN[15], Faster-RCNN[16], SSD[17], YOLO[18], 

YOLOv2[19], YOLOv3[20], RetinaNet[21] 등 성능을 증가시

키면서 검출 속도 또한 증가 시킨 다양한 물체 검출 알고

리즘이 등장 했다.

그림 1. 기존의 컨볼루션 연산 신경망 모델 기반의 물체 검출 

모델

Fig. 1. Exist various convolution neural network 

architectures

3. 하위 카테고리 기반 물체 검출

Dong et al.[22] 은 sub-class 내부의 다양성을 탐구하

기 위한 sub-class mining approach를 제안했다. 그러나 

그들의 접근법은 테스트 데이터 세트의 통계적 분포를 

이용하는 데 효율적이지 않다. 또한 최근에 제안 된 딥러

닝 기반 물체 검출 방법에 비해 성능이 훨씬 떨어지는 단

점이 있다. 최근에는 course-to-fine-feature hierarchy에 

기반한 딥러닝 물체 분류 방법이 발견되었다
[23][24]. 그러

나 물체 검출 분야에서 딥러닝 기술을 기반으로 하는 

deep attribute mixture와 계층적 분류기 앙상블을 다루

는 접근법은 거의 없다
[25]. Fan et al.[25] 은 계층적 visual 

recognition을 위해 course-to-fine 작업에서 보다 많은 

이득을 얻기 위해 계층적 deep multi tasking learning 

(HD-MTL)을 제안했다. 또한 적응적 딥러닝 기반 CNN

과 트리 분류기를 새로운 트레이닝 이미지에 적용하여 

점진적 딥러닝 알고리즘에 대해 설명했다. Ye et al.[26] 은 

이미지를 이용하여 통일된 프레임워크와 딥러닝 계층 표

현을 다루었다. Du et al.[27] 은 밀도 추정, 데이터 생성 및 

누락 된 데이터 대체와 같은 다양한 작업에서 다양한 

DGM을 학습하는 방법을 제안했다. 

4. 오픈셋 물체 검출

일반적으로 딥 러닝에는 레이블링 된 데이터가 매우 

많이 필요하다. 하지만 레이블을 하는 행위는 많은 노동

력이 필요하기 때문에 비용이 많이 들어간다. 그렇기 때

문에 기존 딥 러닝 연구자들은 비교적 적은 레이블링 된 

데이터로 좋은 성능을 얻는 방법을 고안했다. 레이블링

이 안 된 데이터셋을 기반으로 하는 비지도 학습[28], 레이

블링이 된 약간의 데이터셋과 레이블링이 안 된 많은 데

이터셋을 기반으로 하는 준 지도 학습[29], 최소한의 사람

의 노동력으로 학습을 시도하는 능동 학습[30], 준 지도 학

습과 능동 학습을 결합한 능동 준 지도 학습[31] 등이 그 

예시이다. 또 적은 데이터를 이용한 학습과 동시에 새로

운 카테고리의 등장에 대응하기 위해서 오픈셋 알고리즘 

방식인 zero-shot detection[32], low-shot detection[33] 방

법이 고안 되었다. 

Ⅲ. 제안 구조 개요

본 논문에서는 다중 분기 트리 기반의 물체 검출기 구

조를 제안한다. 모든 물체 클래스에 대해 평평한 

CNN[1][8] 을 사용하는 대신 다중 분기 트리가 새 카테고
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리와 기존의 모호한 특징을 가지고 있는 물체에 대해 대

응 한다. 이 구조의  다중 분기 트리의 각 노드에서는 능

동 준 지도 학습 방법을 사용하였다[30].

본 논문에서 제안하는 구조는 기존에 보지 못한 새 카

테고리가 추가되는 external open set category방식과 기

존에 존재하는 카테고리지만 인식률이 낮은 경우 이를 

보완하는 internal open set category방식이 존재한다. 

각 open set 방식을 적용하기 위해 물체 검출기를 하

나의 tree의 개념으로 보았으며 이 때 새 환경에 맞게 능

동 반지도 학습 방법을 사용하여 각 open set방식에 적용

할 수 있게 했다[30][34].

그림 2. 제안 된 다중 분기 트리의 구조

Fig. 2. Proposed multi-branch tree structure

Ⅳ. 실험 및 결과

본 논문에서는 새로운 데이터 분포 환경을 새 카테고

리의 등장으로 정의하고 실험을 진행했다. 물체 검출 알

고리즘은 YOLOv2[19]를 사용했으며 사용한 컨볼루션 연

산 신경망 모델은 Darknet19[19] 이다. 기존의 물체 검출 

알고리즘 모델이 인식 할 수 있는 카테고리는 VOC[31]의 

20개의 카테고리이다. 새 카테고리로는 기존 VOC에는 

없는 카테고리인 소화기, 멧돼지 클래스의 데이터를 각 

각 100장씩 확보하여 실험에 적용하였다. 

기존 VOC데이터로 훈련된 물체 검출 모델의 결과는 

다음과 같다.

기존의 VOC데이터로 훈련된 물체 검출 모델의 카테

고리에는 소화기와 멧돼지는 존재하지 않기 때문에 사람

은 저 물체가 소화기와 멧돼지 인 것을 알지만 딥러닝 모

델은 제대로 알지 못하는 것을 알 수 있다. 

그림 3. 새 카테고리에 대한 기존 YOLOv2의 결과

Fig. 3. YOLOv2 result by new category

그림 4. 새 카테고리에 대한 제안된 구조의 결과

Fig. 4. Proposed result by new category

하지만 제안된 다중 분기 트리의 경우 새 카테고리

가 등장 했음에도 해당 물체에 맞는 결과를 보임을 알 

수 있다. 

이 실험 데이터를 기반으로 기존 YOLOv2 의 

VOC2007 test data 4952장의 이미지에 새 카테고리 데이

터 200장을 합친 데이터셋에 대한 mAP를 측정한 결과는 

다음과 같다.

그림 5. External open set인 경우 트리의 동작 부분

Fig. 5. In external open set case running part
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표 1. External open set 인 경우 일 때 YOLOv2와  다중 분

기 트리의 VOC2007 test data의 mAP 결과

Table 1. VOC2007 test data mAP result of YOLOv2 

and multi-branch tree in external open set 

case

method

VOC 20 

classes 

mAP

fire 

extinguisher 

AP

hog AP
22 class 

mAP

YOLOv2 75.0 0.0 0.0 68.2

Ours 75.0 79.9 28.5 73.1  

표에서 보인바와 같이 새로운 데이터 환경이 적용 되

었을 경우 YOLOv2는 인식률은 기존 4952장에 대해서만 

mAP를 측정 했을 때보다 현저히 낮아짐을 확인 할 수 

있다. 하지만 본 논문의 구조를 적용 했을 경우 기존의 

YOLOv2 모델의 결과보다 더 높은 mAP가 나옴을 확인 

할 수 있었다.

또한 internal open set 카테고리의 실험을 위해서 레

이블은 chair지만 인식을 잘 못하는 chair사진을 100장 

사용하여 인식률을 측정하였다. 

그림 6. 기존 카테고리에 대한 YOLOv2의 결과

Fig. 6. YOLOv2 result by exist category

그림 7. 기존 카테고리에 대한 제안된 구조의 결과

Fig. 7. Proposed result by exist category

External open set 카테고리와 마찬가지로 제대로 잘 

인식하지 못하는 것을 알 수 있다.

주어진 데이터셋에 대한 mAP를 측정한 결과는 다음

과 같다.

그림 8. Internal openset인 경우 트리의 동작 부분

Fig. 8. In internal openset case running part

표 2. External openset 인 경우 일 때 YOLOv2와  다중 분

기 트리의 VOC2007 test data의 mAP 결과

Table 2. VOC2007 test data mAP result of YOLOv2 

and multi-branch tree in internal openset 

case

method

VOC 2007 classes 

+ internal openset category 

‘chair’ mAP

YOLOv2 74.2

Ours 75.2
 

표에서 보인 것처럼 이미 존재하는 카테고리지만 모

호한 특징으로 인해 정확도가 떨어지는 경우, 본 논문의 

구조를 적용 했을 경우 기존의 YOLOv2의 결과보다 더 

좋은 mAP가 나왔음을 확인 할 수 있다.

Ⅴ. 결 론

그 동안 딥러닝 기반 물체 검출 알고리즘은 많은 발전

이 있었지만 대부분 훈련된 환경이 아닌 다른 환경에 적

용했을 경우 성능이 저하되거나 새로 훈련 할 수 있어도 

그 시간이 매우 오래 걸렸다. 본 논문에 제안된  다중 분

기 트리는 훈련 되지 않은 카테고리 일지라도 비교적 빠

른 훈련이 가능하며 또한 이미 훈련 된 카테고리 이지만 

환경이 달라 인식하지 못하는 경우에도 기존의 인식 모

델보다 더 좋은 성능을 보임으로써, 훈련된 환경과 달라

졌을 때 물체를 인식하지 못하거나 성능이 떨어지는 문

제를 완화하고 나아가 해결 할 수 있음을 알 수 있다.
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