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Abstract

Recently, energy issues such as massive blackout due to increase in power consumption have been emerged, and it is necessary

to improve the accuracy of prediction of power consumption as a solution for these problems. In this study, we investigate the

difference between the actual power consumption and the predicted power consumption through the deep learning- based power

consumption forecasting experiment, and the possibility of adjusting the power reserve ratio. In this paper, the prediction of the

power consumption based on the deep learning can be used as a basis to reduce the power reserve ratio so as not to excessively

produce extra power. The deep learning method used in this paper uses a learning model of long-short-term-memory (LSTM)

structure that processes time series data. In the computer simulation, the generated power consumption data was learned, and the

power consumption was predicted based on the learned model. We calculate the error between the actual and predicted power

consumption amount, resulting in an error rate of 21.37%. Considering the recent power reserve ratio of 45.9%, it is possible to reduce

the reserve ratio by 20% when applying the power consumption prediction algorithm proposed in this study.

요 약

최근 전력 사용량의 증가로 인한 대규모 블랙아웃 등 에너지 문제가 대두되고 있으며, 이 문제들로 인해 전력 소비량 예측에 대한 정확도

를 개선할 필요성이 부각되었다. 본 연구에서는 딥 러닝 기반의 전력 사용량 예측 실험을 통해서 실제 전력 소비량과 예측된 전력 소비량의

차이를 계산하고, 이를 통해서 전력 예비율을 기존 대비 하향 조정할 수 있는 가능성에 대해서 살펴본다. 예비 전력은 사용하지 않으면 손실

되는 전력으로, 본 논문에서의 딥 러닝 기반 전력 소비량 예측을 통해서 여분의 전력을 과도하게 생산하지 않도록 오차범위 내에서 전력 예

비율을 감소시킬 수 있는 기반을 마련할 수 있다. 본 논문에서 사용하는 딥 러닝 기법은 시계열 데이터를 처리하는 Long-Short-Term-

Memory(LSTM) 구조의 학습 모델을 이용한다. 컴퓨터 시뮬레이션에서는 임의 생성한 전력 소비 데이터를 토대로 모델을 학습시키고, 학습된

모델을 토대로 전력 사용 예측값을 구하고 실제 전력 소비량 간에 오차를 계산한 결과 오차율 21.37%를 얻을 수 있었다. 이는 최근의 전력

예비율 45.9%를 고려할 때, 본 연구에서 제안한 전력 소비량 예측 알고리즘을 적용하는 경우 20% 포인트 정도의 예비율 감축이 가능하다.
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Ⅰ. 서론

전력선 통신(Power Line Communication, PLC)

이란 전력을 공급하는 전력선으로 데이터 통신을

하는 기술이다. 이 기술을 이용하면 전력선 자체만

으로 전력사용량을 원격으로 관리 할 수 있다. 또

한 이 기술을 응용해 전력선 통신을 이용한 스마트

홈 시스템도 가능하다 [1-2]. PLC는 발전과 송전,

에너지를 저장하는 Energy Storage System(ESS)

그리고 사용자가 확인 할 수 있는 어플리케이션에

이르기까지 넓은 분야를 포함하는 기술이다.

국내의 연간 전력 사용량은 97년 금융위기가 있

던 해를 제외하고는 매년 증가하는 추세이다. 또한

올해는 한반도에 기록적인 폭염이 찾아와 대규모

‘블랙아웃’ 현상도 발생하였다.

이러한 국내의 전력상황에 다양한 선행연구들이

존재한다. 시간대별 기온 데이터를 이용해 지수평활

화법을 적용하는 연구가 있다. 하지만 이 방법은 계

절별로 하루의 최고기온과 최저기온의 데이터만을

이용하기 때문에 시간당 변화하는 환경에 대한 전력

량을 예측하기 어렵다는 단점이 있다[3-5]. 그리고

빅데이터 분석을 이용하여 과거의 기상 데이터, 전력

데이터, 웹 블로그의 키워드 검색을 분석하는 시도도

있었다 [6]. 또한 전력피크 값의 방정식을 회귀분석

하고 분산분해해석을 하여 전력피크 값은 어떠한 요

인에 영향을 받는지 분석한 연구도 존재한다 [7].

이러한 연구들에 대해 최근 여러 분야에서 좋은

성능을 보여주고 있는 딥 러닝 기법을 도입해 보기

로 생각하였다. 다른 환경요소가 아닌 전력량 데이

터를 직접 딥 러닝 모델이 학습한다면 기존의 시스

템 보다 더 좋은 성능을 낼 것으로 예상했다. 딥 러

닝의 깊고 복잡한 네트워크 구조로 단조로운 데이

터뿐만 아니라 복잡한 패턴도 예측이 가능할 것이

다. 또한 각 가정에서 이 시스템을 이용하는 시나

리오를 생각해볼 때, 각 사용자의 패턴을 학습해서

사용자별로 다른 예측 결과를 낼 수 있는 장점이

있을 것으로 예상된다.

이에 본 논문은 전력량 데이터를 딥 러닝 모델에

학습시키는 딥 러닝 기반의 전력량 예측기법을 제시

한다. 본 논문의 구성은 다음과 같다. 본론에서는 딥

러닝 기법과 순환신경망, 장단기메모리, 지도학습에

대해서 알아본다. 3장에서는 학습에 이용한 데이터

와 학습 파라미터들을 알아보고 학습된 모델의 예측

결과를 확인해본다. 그리고 결론에서는 본 논문을

정리하고 추후에 진행될 수 있는 연구를 제안한다.

Ⅱ. 딥 러닝 알고리즘

딥 러닝은 기계학습의 한 분야이다. 기계학습은

인간의 학습구조를 표현하고 컴퓨터로 구현하는

분야이다. 기계학습은 인공신경망의 형태로 표현이

가능하다. 인공신경망은 인간의 두뇌 구조를 표현

하고 구현하는 통계학적 학습 알고리즘이다. 인공

신경망은 뉴런, 연결계수 그리고 뉴런들의 계층구

조인 레이어로 이루어진다. 레이어는 또다시 입력

층, 출력층 그리고 은닉층으로 이루어진다. 이때 입

력층과 출력층 사이에 두 개 이상의 은닉층이 존재

하는 인공신경망을 심층신경망이라고 하고 이러한

심층신경망을 학습시키는 알고리즘을 심층학습 또

는 딥 러닝이라고 한다 [8-9].

1. 순환신경망

순환신경망이랑 인공신경망의 한 종류로, 시계열

데이터를 다루는데 사용되는 신경망이다. 그림 1은

순환신경망의 구조를 보여준다. 왼쪽의 구조를 시

간의 흐름에 따라 펼쳐보면 화살표 오른쪽과 같은

형태로 펼쳐진다. 그림 1의 x는 입력층, O는 출력

층, h는 은닉층을 나타낸다. 그리고 W, U ,v는 각

각 연결의 계수를 나타낸다.

순환신경망의 프로세스를 살펴보면, 먼저 입력이

시간에 따라 입력층을 통해 은닉층으로 들어간다.

Fig. 1. Structure of RNN.

그림 1. 순환신경망의 구조

이전 은닉층의 출력값이 현재의 은닉층의 입력으

로 들어가게 되고, 이 두 값을 토대로 출력값을 출

력해낸다. 이 과정은 입력이 모두 들어갈 때 까지

반복된다.
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2. LSTM 네트워크

LSTM 네트워크는 순환신경망의 한 종류로, 은

닉층을 LSTM 블록을 사용하는 네트워크를 말한

다. LSTM 블록은 순환신경망의 구조처럼 이전 블

록의 상태값이 현재 블록으로 들어와 연산에 관여

하는 구조이다. 이 LSTM 블록은 세 단계로 나누

어져 있다. 그 단계는 순서대로 망각 게이트, 입력

게이트 그리고 출력 게이트이다. 그림 2는 LSTM

블록의 구조를 보여준다. 이제 그림 2와 함께 순서

대로 각 게이트의 역할에 대해 서술하겠다 [10].

첫 번째 단계는 망각 게이트이다. 로 표현된 레

이어를 현재의 입력과 이전 입력의 은닉층 출력이

이 레이어를 통하게 된다. 이 레이어를 통해 정보

를 얼마나 통과시킬 것인지 선택하게 된다. 는

sigmoid 활성함수를 나타낸다. 이 함수의 수학적

표현은 다음과 같다 [11-13].

 
 

 


. (1)

이 함수를 통해 나온 값은 0과 1사이의 값으로

나오게 된다. 출력값에서 1이 의미하는 것은 함수

의 입력값을 모두 통과시키는 것이고, 출력값에서

0이 의미하는 것은 입력값을 모두 삭제하는 것이

다. 망각 게이트의 출력은 다음과 같이 표현된다.

Fig. 2. Structure of LSTM block.

그림 2. LSTM 블록의 기본구조

         . (2)

여기서 W는 레이어의 연결 계수를 의미하고, b

는 레이어의 바이어스값을 의미한다. 망각 게이트

의 출력이 이전 단계의 블록상태 값과 곱해져 이전

단계 블록상태 값의 반영비율을 결정한다.

두 번째는 입력 게이트이다. 망각 게이트를 통과

한 값에 어떠한 값을 더해줄 것인지 선택하는 과정

이다. 먼저 sigmoid 함수를 통과한 i값은 새로운 입

력을 얼마나 반영해줄 것인지 결정하는 역할이다.

새로 추가될 값의 후보는 이전 은닉층의 출력과 현

재 입력의 tanh 활성함수 레이어의 출력으로 결정

된다. tanh 함수의 출력은 –1에서 1사이의 값으로

매칭된다. 새로운 값의 후보와 반영비율 값을 수식

으로 표현하면 다음과 같다.

        . (3)

  tanh        . (4)

이 두 값들을 기반으로 현재 블록의 상태값을 업

데이트해야 한다. 그림 2의 위쪽 수평선의 연산을

수식으로 표현하면 다음과 같다.

           . (5)

이제 마지막으로 이 블록의 출력을 결정하는 출

력 게이트이다. 먼저 sigmoid 함수를 통과시켜 새

로운 출력의 반영비율을 결정한다. 그리고 전 단계

에서 계산한 블록 상태값을 tanh 레이어를 통과시

켜 다시 새로운 출력 후보로 만든다. 이 두 값의 곱

이 다음 은닉층과 현재 은닉층의 출력으로 블록을

빠져나가게 된다. 이를 수식으로 표현하면 다음과

같다.

         . (6)

    tanh . (7)

이러한 일련의 과정을 통해 LSTM 블록은 입력

을 받아 블록 상태값을 처리하고 출력을 내보낸다.

3. 지도학습

기계학습의 방법에는 크게 지도학습, 비(非)지도

학습 그리고 강화학습이 있다. 본 논문에서는 지도

학습을 이용하였기 때문에 지도학습에 대해 간략

히 서술하겠다. 지도학습이란 모델을 학습시킬 때

입력데이터와 그에 대한 정답을 알려주어서 학습

방향을 정해주는 학습방법을 말한다.

지도학습은 다음과 같이 이루어진다. 먼저 입력데

이터가 해당하는 정답과 같이 주어지는데, 모델을

입력만을 받아들인다. 그 입력에 해당하는 출력을

내면 정답과 값을 비교해본다. 이 오차값을 토대로

(824)
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모델 내의 바이어스값과 연결계수의 값을 조정한

다. 이 과정을 도식화하면 그림 3과 같이 나타난다.

이때 오차값을 표현하는 방식은 사용하는 손실함

수에 따라 방식이 달라진다. 그리고 이 손실함수를

토대로 모델내의 여러 계수들이 최적의 값을 빠르

게 찾아 나갈 수 있게 해주는 알고리즘을 최적화

알고리즘이라고 한다. 기계학습 기법에는 다양한

손실함수와 최적화 알고리즘이 존재한다.

어떤 함수와 알고리즘을 선택하느냐에 따라 모델

의 학습 속도와 성능이 달라질 수 있다. 본 논문에

서 사용한 모델의 손실함수와 최적화 알고리즘은

각각 Mean Squared Error(MSE) 함수와 Adam

optimizer [14] 이다.

Ⅲ. 시뮬레이션 환경 및 결과

1. 시뮬레이션 환경

본 연구에서는 20대 독신 남성의 가정을 모델로

4개의 가전제품을 사용하는 경우로 전력사용 패턴

을 간략화 했다. 4개의 가전제품은 헤어드라이어,

전기밥솥, 커피포트 그리고 선풍기다. 해당 가전제

품의 전력 소모량을 토대로 데이터를 생성하였다.

생성한 데이터를 이용해 모델의 구조와 여러 파라

미터들을 실험하였고, 각각의 최적의 값을 도출했다.

실험에 사용한 파라미터는 LSTM층의 개수, LSTM

셀의 개수, look_back, epoch, batch size 등이다.

Fig. 3. Structure of supervised learning.

그림 3. 지도학습 기본구조

Parameters Value

the number of LSTM layer 3

the number of LSTM cell 64

look_back 80

epoch 100

batch 7

Table 1. Simulation parameters.

표 1. 시뮬레이션 파라미터

2. 학습데이터

본 연구에서 이용한 학습데이터는 7월 한 달을,

검증과 테스트를 위한 데이터는 8월의 1주일씩을

설정하였다. 공휴일과 계절 상태를 데이터에 포함

하였다. 사용한 데이터는 모두 30분에 한번 샘플링

을 하고 그에 따라 30분간 이용한 데이터를 나타낸

다. 사용한 데이터는 그림 4와 그림 5와 같다.

Fig. 4. Training data for power consumption.

그림 4. 전력 소모값에 대한 학습 데이터

그림 5의 앞쪽 절반은 학습 상태를 알아보고 학

습 방향을 모델이 평가하는데 이용하는 검증 데이

터로 이용하였고, 뒤쪽의 절반은 모델의 성능을 테

스트하는데 이용하는 테스트 데이터로 사용하였다.

Fig. 5. Validation and test data for power consumption.

그림 5. 전력 소모에 대한 검증 및 테스트 데이터

생성한 학습 데이터를 토대로 다양한 학습 파라

미터와 모델 구조를 테스트 하였다. 앞서 언급한대

로, 실험을 통해 조정한 학습 파라미터들은 LSTM

층의 개수, LSTM 셀의 개수, look_back, epoch 그

리고 batch size이다.
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먼저 LSTM 층의 개수이다. LSTM 은닉층을 몇

개 사용한 모델인지 알 수 있는 파라미터이다. 본

연구에서는 1층, 2층, 3층 구조에 대해서 테스트를

진행했다. 결과를 간략히 소개하자면, 1층과 2층 구

조는 디테일한 경향을 따라가지 못하는 성능을 보

였다. 3층의 경우에는 만족스러운 결과가 나왔다.

그래서 층의 개수는 3층 구조로 선택하였다.

다음으로는 LSTM 셀의 개수이다. LSTM 은닉

층에 LSTM 블록을 몇 개로 설정할 것인지 결정하

는 파라미터이다. 셀의 개수가 너무 적으면 복잡한

패턴을 학습하지 못 할 것으로 예측하고 테스트를

진행하였다. 테스트를 진행하면서 최적의 값으로

64로 설정하였다.

look_back은 데이터셋 벡터의 크기를 몇으로 할

것인지 결정해주는 파라미터이다. 이 또한 실험을

통해 최적의 값을 80으로 설정했다.

Epoch는 주어진 데이터들을 몇 번 반복학습 할

것인지 정하는 파라미터이다. 같은 데이터를 학습

하더라도 반복학습을 수행하면 학습의 성능이 올

라가는 경향이 있다. 하지만 이 값을 올리면 과적

합에 빠지기도 한다. 그래서 본 연구에서는 epoch

를 100회로 지정했다.

마지막으로 batch size는 몇 개의 데이터셋을 학

습하고 내부 모델의 연결 계수들의 값을 수정할 것

인지 정하는 파라미터이다. 이 값이 너무 크면 디

테일한 경향을 따라가기 힘들 것이라 판단하여 이

값은 실험을 통해 7의 값으로 지정하였다.

Fig. 6. Prediction result and test data.

그림 6. 예측 결과와 테스트 데이터

앞서 설정한 데이터와 파라미터를 통해 학습을

진행하였고, 테스트 데이터를 입력으로 학습된 모

델의 출력을 확인해보았다. 그 결과는 그림 6에 나

타난다. 그림 7은 최종 예측결과에 따른 테스트 데

이터와의 오차값 그래프를 나타낸다. 그림 6과 그

림 7의 x축 한 샘플당 30분을 나타낸다.

오차 전체의 합을 테스트 함수 전체의 값으로 나

눈 오차율은 0.2137 (21.37%)의 값을 갖는다. 이는

전력 공급 예비율 45.9% (2018년 8월 26일 오후 8

시 기준, 한국전력)에 비해 24%이상 향상된 수치이

다. 그러므로 현행의 예비율 책정방식 대신에 본

논문에서 제안하는 시스템을 도입한다면 전력 예

비율을 줄여 효율적인 발전을 가능하게 할 것이다.

Fig. 7. Error of prediction result.

그림 7. 예측 결과에 대한 오차

Ⅳ. 결론

본 논문에서는 인공신경망에서 딥 러닝, 순환신

경망, LSTM에 이르는 개념과 학습 방법으로써의

지도학습을 알아보았다. 그리고 한 가정의 전력 사

용량을 4개의 가전제품 사용 모델로 축소해서 데이

터를 생성하였고, 이 데이터를 토대로 다양한 모델

을 테스트 했다. 테스트를 통해서 각각의 파라미터

들이 갖는 최적의 값을 설정하였고, 이 파라미터들

을 갖는 모델을 생성한 데이터로 학습시켰다. 마지

막으로 학습시킨 모델의 결과와 오차율을 확인하

였다. 그리고 마지막으로 현행 전력 예비율과 오차

율을 비교해 효율성을 확인해 보았다.

실제 사용자의 데이터를 측정해서 데이터화 하고

학습시킨다면 축소된 모델이 아닌 실제 가정의 사

용량 예측을 할 수 있는 시스템으로 확장이 가능하

다. 하지만 한계도 예상된다. 환경적 요소와 같은

외적인 요소가 급변하는 구간, 예를 들면 온도가
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급변하는 환절기와 같은 요소가 포함되면 모델은

예측을 하는데 어려움을 겪을 것이다. 추후 연구로

써 전력 사용량만을 학습하는 모델이 아닌 다양한

환경변수 (온도, 조도 등)를 포함한 데이터를 학습

하는 모델로 다양한 데이터를 학습시키고 예측하

는 연구가 가능하다.
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