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ABSTRACT

In this paper, we propose a method to classify a document using a Recurrent Neural Network by extracting features considering word 

sense and contexts. Word2vec method is adopted to include the order and meaning of the words expressing the word in the document as 

a vector. Doc2vec is applied for considering the context to extract the feature of the document. RNN classifier, which includes the output 

of the previous node as the input of the next node, is used as the document classification method. RNN classifier presents good 

performance for document classification because it is suitable for sequence data among neural network classifiers. We applied GRU (Gated 

Recurrent Unit) model which solves the vanishing gradient problem of RNN. It also reduces computation speed. We used one Hangul 

document set and two English document sets for the experiments and GRU based document classifier improves performance by about 

3.5% compared to CNN based document classifier.
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요     약

본 논문에서는 단어의 순서와 문맥을 고려하는 특징을 추출하여 순환신경망(Recurrent Neural Network)으로 문서를 분류하는 방법을 제안

한다. 단어의 의미를 고려한 word2vec 방법으로 문서내의 단어를 벡터로 표 하고, 문맥을 고려하기 해 doc2vec으로 입력하여 문서의 특징을 

추출한다. 문서분류 방법으로 이  노드의 출력을 다음 노드의 입력으로 포함하는 RNN 분류기를 사용한다. RNN 분류기는 신경망 분류기 

에서도 시 스 데이터에 합하기 때문에 문서 분류에 좋은 성능을 보인다. RNN에서도 그라디언트가 소실되는 문제를 해결해주고 계산속도가 

빠른 GRU(Gated Recurrent Unit) 모델을 사용한다. 실험 데이터로 한  문서 집합 1개와 어 문서 집합 2개를 사용하 고 실험 결과 GRU 

기반 문서 분류기가 CNN 기반 문서 분류기 비 약 3.5%의 성능 향상을 보 다.
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1. 서  론1)

최근에 인터넷을 통해 정형 혹은 비정형의 뉴스, 블로그, 

SNS(Social Network Service) 등의 정보가 많이 발생하고 

있다. 불필요한 정보는 걸러내고 필요한 것만 검색하기 해

서는 데이터를 미리 분류하는 문서 분류과정이 필요하다[1]. 

이를 해 단어의 빈도  의미를 고려한 문서 분류 방법에 
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한 많은 연구가 수행되었다. 

문서를 분류하기 해서는 먼  문서를 컴퓨터가 이해할 

수 있도록 표 해야 한다. 문서를 표 하는데 가장 많이 사용

되는 Tf-iDf(Term Frequency-Inverse Document Frequency)

는 한 문서 내에 특정 단어가 등장하는 빈도수와 해당 단어가 

체 문서 집합에서 등장하는 빈도수를 통해 문서의 특징을 표

한다[2]. 단어의 빈도수를 표 하는 방법에서 불린(Boolean) 

빈도, 로그(Log) 스 일 빈도 등 여러 가지 방법이 있지만 최

 스 일 값을 1로 고정시킬 수 있는 증가 빈도 방법이 많이 

사용된다. 문서의 빈도수는 체 문서  발생하는 빈도수의 

역수를 취하기 때문에 값이 무한히 커질 우려가 있다. 따라서 

이를 방지하기 해 로그 값을 취한다. Tf-iDf 모델은 문서를 

벡터로 표 해주는 쉽고 빠른 방법으로 재까지도 많이 사용

되고 있고 성능 한 우수한 편이다. 하지만 단순히 문서를 빈

도수에 의해서만 벡터로 표 하기 때문에 단어의 의  의미

https://doi.org/10.3745/KTSDE.2018.7.7.259

※ This is an Open Access article distributed under the terms of the Creative Commons Attribution Non-Commercial License (http://creativecommons.org/ licenses/by-nc/3.0/) 
which permits unrestricted non-commercial use, distribution, and reproduction in any medium, provided the original work is properly cited.



260  정보처리학회논문지/소 트웨어  데이터 공학 제7권 제7호(2018. 7)

를 표 하지 못하고 단어사이의 문맥 인 계를 고려하지 못

하는 문제가 발생한다. 

지 까지의 문서 분류 방법은 베이시안 분류, 최근  이웃 기

법(k-Nearest Neighbor), 서포터 벡터 머신(Support Vector 

Machine), 신경망(Neural Network) 등의 다양한 기계학습 기법과 

통계  추론을 사용해왔다[3]. 합성곱 신경망(Convolutional 

Neural Networks)은 일반 으로 2차원 상에 최 화된 신경망

이지만 지역  정보를 보존하여 문맥을 이해할 수 있기 때문에 

자연어 처리 분야에서 높은 성능을 내고 있다. 그러나 CNN은 

인 해 있는 몇 개의 단어들만을 고려하기 때문에 성능에 한계

가 있다. 순환신경망(Recurrent Neural Network)[8]은 문맥 정

보를 보존하면서 셀(cell)이라는 개념을 도입하여 먼 거리에 있

는 단어들도 기억하기 때문에 이러한 문제를 해결할 수 있다.

본 논문에서는 효율 인 문서 색인을 해 word2vec과 

doc2vec을 사용한다. word2vec을 사용해 일반 인 Tf-iDf 

방식보다 단어를 의미 있게 표 하고 doc2vec을 통해 문맥을 

고려하여 문서를 벡터로 표 한다. 추출된 특징 벡터를 분류

하기 해 순환신경망(RNN)을 사용한다. RNN은 일반 인 신

경망 학습에서 기억능력을 추가하여 그 의 입력들까지 기억

하는 방식으로 자연어 처리 분야에서 리 사용되고 있다. 실

험결과 RNN에서 그라디언트가 소실되는 문제를 해결해주고 

계산 량을 이는 GRU(Gated Recurrent Units) 방식이 CNN

을 사용한 모델보다 약 3.5%의 우수한 결과를 보 다.

2. 련 연구

문서를 분류하기 해서는 컴퓨터가 이해하는 언어로 변

경하는 색인 작업을 해야 한다. 색인은 문서 내 단어의 빈도

수와 치를 기반으로 벡터화하를 수행하는 것이다. 벡터공

간모델인 Tf-iDf는 문서에 등장하는 단어들의 요도를 나타

내는 특성 값을 사용하여 문서를 벡터형태로 바꿔 다[4]. 출

률을 기반으로 문서의 특징벡터를 추출하고 특징 벡터들을 

문서 분류에 사용하는 방법이 가진 문제 은 문서에 포함된 

단어들만이 문서의 특징으로 향을 미친다는 것이다. 이러

한 Tf-iDf 벡터공간모델은 문맥과 의미를 고려하지 않기 때

문에 성능에 한계가 있다.

[5]의 연구에서는 감정 자질의 효과 인 추출 방법과 추출

된 감정의 가 치를 강화한 한국어 문서 감정 분류 방법을 제

시하 다. 먼  감정 자질 추출을 해 어 단어 유의어 정보

를 이용하여 자질들을 확장하 고, 한사 을 통해 확장된 

자질들을 번역하여 감정 자질들 추출한다. 추출된 감정 자질

로 카이 제곱 통계량을 통해 감정 강도를 구한다. 마지막으로 

정 문서에서는 정 감정 자질만 강화하고 부정 문서에서는 

부정 감정 자질만 강화하여 서포터 벡터 머신으로 분류한다. 

실험 결과 일반 인 Tf-iDf 모델보다 성능 향상을 보 다. 그

러나 한사 을 통한 번역이 확실치 않고 문맥을 고려하지 

않아 단어의 감정값이 확실치 않다는 단 이 있다.

[6]의 연구에서는 이러한 단 을 보완하기 해 문서 내의 

단어 간 유사도를 사용하여 출 하지 않은 단어의 특징 값을 

간 으로 평가하고 같은 문서 내에서 출 한 유사한 단어들

은 가 치를 주는 word2vec 알고리즘을 제안하 다. 이 방법은 

단어가 가지는 의미를 고려할 수 있는 장 이 있다. word2vec 

알고리즘은 Tf-iDf 알고리즘과 다르게 단어간의 의미  유사도

를 벡터로 표 할 수 있다. 그러나 문서 내에서 단어의 순서로 

인해 생기는 문맥을 고려할 수 없다는 단 이 있다.

자동으로 문서를 분류하기 해서는 어느 범주로 문서를 분

류할 것인지를 결정하기 해서 문서 분류 규칙을 정한다. 문서 

분류를 해 학습에 사용되는 알고리즘은 규칙 기반 방법, 확률 

기반 방법, 결정트리를 이용하는 방법, SVM을 이용하는 방법 

등 다양한 방법이 있다[3]. 이러한 방법들은 고 인 방법으로 

부분 확률에 의한 결정 방법을 보여주고 최근에 제시되는 딥 

러닝 기반의 분류기에 비해서 낮은 성능을 보이고 있다.

[22]의 연구에서는 word2vec과 doc2vec을 활용하여 문서

를 벡터화하고 합성곱 신경망을 분류기로 사용하 다. 합성

곱 신경망은 기존의 신경망에 필터기능을 추가하여 2차원 

상에 최 화된 신경망 알고리즘이다[7]. 합성곱 신경망은 자

연어 처리 분야에서도 높은 성능을 기록하지만 평균 단어 수

가 16개로 이루어진 짧은 문장에 한해서 좋은 성능을 보인다

는 한계가 있다[8]. 한 구문 체와 의미론  계가 복잡

한 체 문장을 다루기 어렵다는 단 을 가지고 있다. 

[8], [20]에서는 합성곱 신경망 신 LSTM (Long-Short 

Term Memory) 알고리즘과 word2vec 모델을 용하여 문서 

분류를 수행하 다. LSTM을 사용하여 긴 시 스의 입력에

도 과거의 입력을 이용하여 효과 인 문서 분류가 가능하게 

하 다. 그러나 문장을 하나의 벡터로 표 하지 못하 고 

GRU에 비해 학습 시간이 오래 걸린다는 단 이 있다.

3. 본  론

본 논문에서는 문서 내의 단어의 의미와 순서를 문서 벡터

로 표 하기 해 단어의 의미와 문맥을 고려하는 word2vec

과 doc2vec을 이용하여 문서를 표 하고, 순환 신경망 분류

기를 이용하여 문서를 분류하는 방법을 제안한다. 체 인 

시스템 구조도는 Fig. 1과 같다.

Fig. 1. Document Classification Process



단어의 의미와 문맥을 고려한 순환신경망 기반의 문서 분류  261

Variable Description

 input vector

 [× ] size weighting matrix

 hidden layer

 output vector

Fig. 2. Skip-gram Model of Word2vec

Table 1. Skip-Gram Variable Description한 문서는 동사, 명사, 조사, 형용사, 부사 등 다양한 품사

로 구성되어있지만 모든 품사를 문서의 특징으로 사용하면 

불필요한 정보가 다수 포함된다. 본 논문에서는 명사를 문서

의 주요 특징으로 보고 형태소 분석을 통해 명사만을 추출한

다. 추출된 명사 에서도 다수의 문서에서 출 하는 단어는 

문서간의 분별력을 낮추기 때문에 제거한다. 추출된 단어의 

의미와 문맥을 고려하기 해 word2vec을 사용하여 단어 벡

터를 생성하고 doc2vec을 사용하여 문서를 벡터화한다. 마지

막 단계로 문서 벡터를 RNN의 한 방법인 GRU 분류기를 통

해 문서 분류한다.

3.1 단어의 의미와 맥락을 고려한 이용한 문서 표

기존의 Tf-iDf는 단어 빈도수와 문서에서 출 하는 빈도

수를 사용하여 단어를 표 한다. 따라서 각 문서를 단어의 가

치값으로 표 하여 문서 유사도를 구할 때 하나의 벡터로 

사용한다. Tf-iDf의 단 은 단어와 단어 사이의 개념  유사

도를 고려하지 못한다는 것이다. 를 들어, 어떠한 문서에서

는 ‘한 ’이라고 표 하 고  다른 문서에서는 ‘한국어’라고 

표 하 다면 Tf-iDf 방식에서는 서로 다른 단어로 인식하기 

때문에 다른 가 치값으로 표 될 수 있다. 그러나 개념 으

로는 같은 의미이기 때문에 서로 유사한 값을 부여하면 의미

를 고려한 문서의 특징 추출이 가능하다. 

word2vec[9]은 와 같은 문제를 단어가 의미를 갖는 다차

원 공간으로 벡터화함으로써 해결해 다. word2vec은 연속  

워드 임베딩(Continuous Word Embedding) 학습 모형이다. 

word2vec은 기존에 단어를 벡터화시키는 연구보다 계산량을 

매우 임으로써 빠른 학습을 가능하게 하 다. word2vec은 

기본 으로 ‘비슷한 의미를 가지는 단어는 같은 맥락에 출 한

다’는 것을 제로 한다.

‘쇼트트랙은 국내에서 계속 훈련한 뒤 지로 날아간다.’[10]

와 같은 문장에서 ‘쇼트트랙’, ‘국내’, ‘훈련’이라는 단어는 

비슷한 주제에서 쉽게 나올 수 있는 단어들이다. 즉 ‘쇼트트

랙’이라는 단어가 나왔으면 ‘국내’, ‘훈련’이라는 단어가 출

할 확률이 높다는 것을 말한다. word2vec은 문맥 속에서 출

하는 여러 단어들을 학습시켜 주 의 다른 단어가 출 할 

때의 가 치 행렬을 구하는데 가 치 행렬의 각 벡터는 단어

들의 벡터가 된다.

word2vec에는 스킵그램(Skip-gram)과 CBOW (Continu- 

ous Bag of Words) 두 가지 방식이 있는데 본 논문에서는 

스킵 그램 방식을 이용한다. 스킵그램은 하나의 단어를 통해 

주 의 다른 단어들을 유추하는 방법이다. Fig. 2는 스킵그램 

모델을 나타내고 각 변수에 한 설명은 Table 1과 같다.  

다른 방법으로 CBOW가 있는데 스킵그램이 하나의 단어를 

통해 주 의 여러 단어들을 유추하는 방법이라면 CBOW는 

주 의 여러 단어들로부터 하나의 단어를 유추하는 방법이

다. 결과 으로 CBOW와 스킵그램은 같은 작업을 거치고 비

슷한 단어 벡터를 생성하게 된다. 본 논문에서는 일반 으로 

성능이 더 우수하다고 알려진 스킵그램 방식을 이용하여 문

서를 벡터로 표 한다[13].

‘쇼트트랙은 국내에서 계속 훈련한 뒤 지로 날아간다.’와 

같은 문장에서 ‘쇼트트랙’이라는 단어가 입력 데이터로 주어진

다면 ‘국내’, ‘훈련’이라는 단어를 출력 데이터로 학습시킨다. 본 

논문에서는 입력층(Input layer)에 주어진 단어들을 원핫 인코

딩(one-hot encoding) 방식으로 입력한다. 원핫 인코딩 방식은 

단어를 하나의 1의 값을 갖는 비트와 0의 값을 갖는 나머지 비트

로 이루어진 것을 말한다. 를 들어, ‘black’, ‘blue’, ‘red’, 

‘white’, ‘yellow’을 벡터로 바꾸어 입력하려 할 때 일반 인 이

진 코드를 사용한다면 Table 2의 두 번째 열처럼 나타내고 원핫 

인코딩 방식을 사용하면 Table 2의 세 번째 열처럼 나타낸다.

원핫 인코딩은 기계학습에서 범주형 변수뿐만 아니라 분

류 문제에서 학습에 사용되는 정답 데이터를 구하기 해서 

사용되며 감성 분석이나 텍스트 생성 모델을 만들 때도 사용

되는 방법이다[11]. 원핫 인코딩 방식으로 입력된 벡터는 은

닉층(Hidden layer)에 달되고 출력층(Output layer)에 가

치 행렬(Weight Matrix)이 곱해져서 보내진다. 최종 으로 

소 트맥스(softmax) 계산을 통해 정답 단어의 벡터와 비교

하여 오차를 계산한 후 오류 역 를 통해 수정한다. 이와 

같은 과정을 반복해 가 치 행렬을 수정하고 충분히 작은 오

차가 나오게 되면 가 치 행렬벡터가 입력으로 들어왔던 단

어들의 벡터가 된다.

Binary code One-hot encoding

‘black’ 001 10000

‘blue’ 010 01000

‘red’ 011 00100

‘white’ 100 00010

‘yellow’ 101 00001

Table 2. Binary Code Example



262  정보처리학회논문지/소 트웨어  데이터 공학 제7권 제7호(2018. 7)

Fig. 3. DM Model of Doc2vec

doc2vec[12]은 word2vec을 발 시켜 하나의 문장 는 하

나의 문서를 벡터화시키는 방법이다. word2vec과 유사하게 

DM(Distributed memory)과 DBOW(distributed bag of 

words) 두 가지 방식이 있다. doc2vec은 word2vec의 확장이

기 때문에 사용 패턴이 유사하다. 즉, 기존의 word2vec에 문

서 매트릭스 하나를 추가하여 doc2vec을 만든다. Fig. 3은 

doc2vec의 DM 모델의 네트워크를 보여주고 각 변수는 

Table 1과 같다. word2vec과 마찬가지로 학습을 하고 최종 

학습된 가 치행렬에서 문서 벡터를 추출한다. ‘쇼트트랙’, ‘국

내’라는 단어를 입력데이터로 주고 ‘훈련이라는’ 단어를 출력 

데이터로 학습할 때 추가 으로 해당 문서용 아이디를 입력

하여 같이 학습한다. 최종 으로 학습이 끝나면 추가 으로 

입력했던 문서 아이디가 문서용 벡터가 된다. 본 연구에서는 

word2vec에서 일반 으로 성능이 더 우수하다고 평가되는 

word2vec의 스킵그램 방식과 doc2vec의 DM 모델을 통해 문

서를 벡터로 표 한다[13].

3.2 GRU를 이용한 문서 분류

본 논문에서는 문서 분류를 해 순환 신경망(RNN)  

GRU를 사용한다. RNN의 기본 구조는 Fig. 4와 같다. 일반

인 인공 신경망 방식인 순방향 신경망(Feed Forward Neural 

Network)은 입력층의 데이터가 모든 노드를 한 번씩만 지나

가게 되지만 RNN에서는 은닉층(Hidden layer)의 결과가 다

시 입력으로 들어가게 된다. 즉, 과거에 입력되었던 데이터의 

결과값이 다음 입력 데이터와 함께 은닉층 노드에 달된다. 

이와 같은 구조는 일반 인 인공신경망이 할 수 없는 기억 

능력을 만들어 으로써 순서에 의미가 있는 시계열 데이터에 

합하게 해 다. 따라서 순서가 요한 음성, 문자 등 자연

어 처리 분야에 합하다.

RNN은 BPTT(Backpropagation Through Time) 방법으로 

오차값을 계산하는데 모든 노드가 곱하기 연산만으로 이루어졌

기 때문에 그라디언트가 소실(Vanishing Gradients Problem)

되는 문제가 발생한다. LSTM[14]은 셀(cell)이라는 개념을 도

입하여 그라디언트 소실 문제를 해결한다. Fig. 5는 LSTM 모델

의 셀을 보여주고 Table 3은 셀의 각 변수에 한 설명이다.

Fig. 4. RNN Basic Structure

Fig. 5. Structure of a Cell

Variable Description

 Input value of the cell

 Output value of the cell

 Cell state

 forget gate value

  input gate value

 output gate value

 sigmoid function

 hyperbolic tangent function

Table 3. Cell Variable Description

시그모이드 함수는 S자형의 완만한 커  형태를 보이는 

표 인 로지스틱 함수이다. 모든 실수 입력값을 0에서부터 

1까지 출력해주기 때문에 확률 으로 해석할 때 유용하다. 

Equation (1)은 시그모이드 함수식을 보여 다.

 
   


              (1)

시그모이드와 비슷한 함수로 하이퍼볼릭 탄젠트가 있다. 

시그모이드와 유사한 형태를 보이지만 가장 큰 차이 은 출

력값이 –1부터 1까지이다. Equation (2)는 하이퍼볼릭 탄젠

트 함수식을 보여 다.
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                (2)

셀은 망각 게이트(forget gate), 입력 게이트(input gate), 출

력 게이트(output gate)로 이루어진다. 망각 게이트는 이  

cell의 상태를 얼마만큼 망각할 것인지 결정한다. Equation (3)

은 망각 게이트 수식으로 재 입력 와  셀의 출력값 

에 각각의 가 치 행렬을 곱한 후 시그모이드 함수를 통

해 0부터 1 사이의 값을 출력한다. 그 후 시그모이드 출력값을 

이  셀의 상태값 와 곱한다. 따라서 시그모이드를 통해 

출력되는 값이 0에 가까워질수록 이  셀의 상태를 많이 잃게 

된다. 는 와  에 각각 용되는 가 치행렬이고 

,  , 는 각각 망각, 입력, 출력 게이트에서 사용된다.

                (3)

입력 게이트는 재 입력과 이  노드의 출력값을 통해 얼

마만큼 셀에 입력할 것인지를 결정한다. Equation (4), 

Equation (5)는 재 입력값 과  셀의 출력값 으로 

시그모이드 함수와 하이퍼볼릭 탄젠트 함수를 사용하여 재 

셀에 입력될 값을 정한다. Equation (6)을 통해 이  셀의 상

태값에 재 셀의 상태값을 입력한다.  

                (4)

             (5)

  ⊗  ⊗                 (6)

출력 게이트는 셀의 값을 얼마만큼 다음 셀에게 넘겨 지

를 결정한다. Equation (7)을 통해 다음 셀에 넘겨  값을 정

한다. Equation (8)에서 재 셀의 상태를 하이퍼볼릭 탄젠트 

함수를 사용해 –1부터 1까지 변환한 후 곱해주어 재 셀의 

출력값으로 반환한다.

               (7)

  ⊗                  (8)

시그모이드와 하이퍼볼릭 탄젠트 함수로만 이루어진 일반

인 RNN은 곱하기 노드만으로 이루어져있기 때문에 역

 알고리즘을 수행하게 되면 그라디언트값이 소실되는 문제

가 발생한다. LSTM은 셀 개념을 도입하여 세 개의 게이트를 

통해 더하기 노드를 추가하여 이러한 문제를 해결한다. 

GRU(Gated Recurrent Unit) 방법은 LSTM의 망각 게이

트와 입력 게이트를 하나의 업데이트 게이트(update gate)로 

통일하고 출력 게이트 신에 리셋 게이트(reset gate)를 추

가하 다[15]. LSTM과 마찬가지로 그라디언트 소실 문제를 

해결함과 동시에 게이트를 일부 생략함으로써 계산량을 낮춘 

셀의 구조다. Fig. 6은 GRU의 구조를 보여 다.

Fig. 6. Structure of GRU 

과거 정보를 얼마만큼 반 할지를 결정하기 한 리셋 게이

트와 과거 정보와 재 정보를 어떻게 조합할지 결정하는 업

데이트 게이트는 Equation (9), Equation (10)으로 정의한다.

                  (9)

                 (10)

GRU에서는 먼   시 에서 유지할 정보를 Equation 

(11)과 같이 정의한다. 재의 정보는 가 되고 과거 정

보는  가 된다. 그리고 과거 정보를 얼마나 반 할지 

리셋 게이트 를 통해 결정한다. 리셋 게이트는 시그모이드 

함수를 통해 값을 가지므로 0부터 1사이의 값을 갖는다. 따라

서 0이라면 과거의 정보는 모두 지우고 1이라면 과거 정보를 

모두 기억하는 것을 의미한다. 리셋 게이트 값과 상 없이 

재의 정보는 무조건 반 된다.

  ⊗            (11)

수정된 재의 정보를 출력값으로 내보내기 한 업데이

트 차는 Equation (12)와 같다. 과거의 정보  과 재의 

정보 를 업데이트 게이트 값을 통해 결정한다. 업데이트 

게이트 한 시그모이드 함수로 0부터 1의 값을 가지므로 0

의 값을 갖는다면 과거 정보는 모두 지우고 재 정보만을 

기억하게 된다. 

  ⊗  ⊗


             (12)

4. 실험  결과

4.1 데이터 집합

본 논문에서 분류시스템의 학습과 분류 실험을 하여 사용된 

데이터는 ‘한국일보 20000[10]’ (HKIB-20000), ‘20-news[16]’, 

‘AG news[17]’이다. 한국일보-20000 실험 데이터 집합은 한국

일보 기사  20,000건을 추출하여 3단계 분류체계의 모든 노

드에 기사를 할당하여 구축한 문서 범주화용 실험 데이터 집합

이다. Table 4는 실험에 사용된 문서 범주와 해당 문서 개수를 

보여 다.

‘20-news’는 문으로 작성되었고 18,828개의 신문기사가 
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주제별로 20개의 범주로 분류되어있다. 실험 비교를 해 범

주의 경계가 확실히 구분되는 12개의 범주만을 사용하 다. 

다음 Table 5는 실험에 사용된 문서 범주와 해당 문서 개수

를 보여 다.

‘AG news’는 총 127,600개의 신문기사를 모은 것으로 4개

의 범주로 분류되어 있다. 각 범주에는 31,900개의 문서가 존

재한다. Table 6은 실험에 사용된 데이터 집합의 설명이다.

Class Number of documents

Diseases 196

Bank 282

Science 188

Baseball 325

Broadcasting 518

Buddhism 141

Army 774

Civil engineering 272

computer 481

Travel tourism 182

Table 4. HKIB-20000 Category

 

Class Number of documents

comp.os.ms-windows.misc 985

comp.sys.ibm.pc.hardware 982

rec.autos 990

rec.sport.baseball 994

sci.med 990

sci.crypt 991

sci.space 987

talk.politics.misc 775

talk.religion.misc 628

alt.atheism 799

misc.forsale 972

soc.religion.christian 997

Table 5. 20-News Category

Number of 

documents

Number of 

class
Language

HKIB-20000 20,000 10 Korean

20-news 18,828 12 English

AG news 127,600 4 English

Table 6. Description of data sets

4.2 실험 방법

실험을 해 형태소 분석은 이썬의 Konlpy[18] 라이 러

리에서 twitter 패키지를 사용하여 실시하 고 DF(Document 

Frequency)를 추출하여 빈도수가 50%가 넘는 어 은 불용어

로 처리하 다. 데이터의 90%를 훈련데이터로 사용하고 10%

를 테스트 데이터로 사용하 다. word2vec을 이용하여 단어

를 벡터로 표 하고 이 단어벡터를 doc2vec에 문서 아이디와 

함께 입력하여 문서 벡터를 생성한다. 문서 벡터를 RNN의 

GRU 분류기에 입력으로 사용해 정확도(Accuracy)를 구하여 

성능을 평가하 다. GRU의 문서벡터 입력차원은 실험을 통

해 가장 높은 정확도를 보이는 100차원으로 결정하 다. 정확

도는 Equation (16)과 같으며 정답 이블과 일치하는 수를 

측정된 체 문서 개수로 나눠 다(Table 7). 실험에 사용된 

RNN 라미터 설정은 Table 8에서 보여 다.

 


                 (13)

 


                  (14)

 

××
         (15)

 


           (16)

True condition

Positive Negative

Predicted 

condition

Positive True Positive False Positive

Negative False Negative True Negative

Table 7. Accuracy Evaluation Metrics

Parameter Value

learning late 0.001

hidden layer 100

batch size 100

epoch 50

Table 8. GRU Parameter Variable

4.3 실험결과

Table 9는 word2vec과 doc2vec이 문서의 특징을 얼마나 

잘 보여주는지 알기 해 다른 자질들과 비교 실험한 것을 보

여 다. 분류기는 GRU 모델을 사용하 다. 성능 평가 모델은 

Equation (16)과 같은 정확도와 F1-measure로 측정하 다. 

Features + 

classifier

HKIB-2000 20-news AG News

Acc F1 Acc F1 Acc F1

tfidf+GRU 0.857 0.843 0.796 0.799 0.832 0.846

word2vec+GRU 0.870 0.859 0.811 0.803 0.841 0.838

word2vec+
doc2vec+GRU

0.901 0.904 0.882 0.879 0.877 0.865

Table 9. Experimental Results with Data Sets

  

실험 결과 부분의 경우에 tfidf 보다 word2vec 특징이 

더 좋은 결과를 보이고 word2vec+doc2vec 특징이 실험 상 

데이터 집합에 해 가장 좋은 실험결과를 보 다.

Table 10은 다른 방법들과의 결과를 비교하여 보여 다. 본 

논문에서 제안하는 word2vec과 doc2vec을 활용하고 RNN의 

GRU 분류기를 사용하 을 때 정확도가 더 높은 것을 확인 할 

수 있다. 한 word2vec 모델만을 사용했을 때보다 doc2vec 

모델을 같이 사용할 경우 성능이 향상되는 것을 확인하 다.
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HKIB

-2000

20-

news
AG News

tfidf+SVM [19] 0.831 0.775 0.826

word2vec+CNN [20] 0.854 0.730 0.835

word2vec+LSTM [20] 0.842 0.830 0.833

Discriminative LSTM [21] - - 0.851

word2vec+doc2vec+CNN [22] 0.875 0.847 0.832

word2vec+doc2vec+LSTM 0.889 0.846 0.847

word2vec+doc2vec+GRU 0.901 0.882 0.877

Table 10. Experimental Results with All Datasets

‘한국일보-20000’에서 정확도가 90%가 넘은 것은 한  문

서에서도 단어의 의미와 문맥을 고려한 word2vec과 doc2vec 

방법이 효과가 있다는 것을 알 수 있다. 한 일반 으로 

CNN이 자연어처리 분야에서 LSTM보다 더 높은 성능을 내

왔지만[8, 22] 실험 결과 LSTM의 발 된 형태인 GRU가 

CNN보다 성능이 평균 3.5% 좋은 것을 확인할 수 있었다.

doc2vec에서 표 되는 문서의 특징 벡터 크기에 따른 실

험 성능을 알아보기 해 50, 100, 200, 300으로 설정하여 실

험하 다. 데이터는 ‘AG News’를 사용하 고 분류기를 GRU

로 사용하여 실험한 결과 Fig. 7과 같으며 특징 벡터의 크기

가 100일 때 가장 좋은 성능을 보 다.

Fig. 7. Accuracy Per Feature Vector Size

실험의 학습 반복 수(epoch)에 따른 실험 성능을 알아보기 

해 10, 30, 50, 70, 90으로 설정하여 ‘AG News’ 데이터에 

해 GRU를 사용하 다. 실험 결과 실험 반복 회수가 커질수

록 실험 성능 한 향상되지만 일정 수 이상 지나면 큰 차이

가 없는 것을 확인하 다(Fig. 8).

Fig. 8. Accuracy Per Epoch

5. 실험결과 분석

자질 비교 실험에서 모든 경우에 word2vec+doc2vec의 성

능이 가장 우수했다. 고 인 tfidf 방법도 수한 성능을 보

지만 딥러닝 기반의 word2vec과 doc2vec을 사용했을 때 

좀 더 문서를 잘 표 한 것을 알 수 있다.

HKIB-2000 문서 집합의 경우 한 로 작성되어져 있고 하

나의 문서가 A4 한 장 분량의 내용이 담겨져 있어서 특징 추

출단계에서 상 으로 충분한 정보를 포함하고 있어서 실험 

성능이 높게 나온 것으로 단된다. 반면에 AG News는 문

서의 개수가 다른 문서 집합에 비해 월등히 많긴 하지만 한 

문서의 크기가 2～3 문장으로 이루어져서 문서를 나타내는 

특징 벡터를 구성하기에는 충분하지 않기 때문에 성능이 다

른 실험 집합과 비교해 다소 낮게 나온 것으로 단된다. 

20-news는 문서의 개수와 문서의 분량이 HKIB-2000과 비슷

하지만 클래스 개수가 12개로 많아서 성능이 HKIB-2000에 

비해 낮게 나온 것으로 단된다. 

실험 결과 다른 분류기 모델보다 GRU 모델을 사용했을 

때 성능이 향상되었는데, 이것은 특정 단어가 출 할 확률이 

가까이 인 해 있는 단어뿐만 아니라 멀리 떨어져 있는 단어

의 향력도 고려되었기 때문이라고 단된다. 따라서 GRU 

모델이 CNN이나 LSTM보다 자연어 처리 분야에서 좀 더 좋

은 성능을 보 다.

본 논문에서는 형태소 분석을 통해 문서에서 명사만을 추출하

다. 그러나 문맥을 이해하기 해서는 명사뿐만 아니라 형용

사나 동사같은 주요 품사도 필요하다. 향후 연구에서는 품사를 

고려하여 실험 성능을 높일 수 있는 체계 인 분석이 필요하다.

6. 결  론

본 논문에서는 문서분류 성능을 향상시키기 해 딥 러닝 

기반의 색인 방법과 분류 모델을 사용하 다. 단어의 빈도기

반 문서 벡터 표  방법인 Tf-iDf 방식의 단 을 해결하는 

방법인 단어의 의미와 문맥을 고려할 수 있는 word2vec과 

doc2vec을 사용하여 문서를 벡터로 색인하 다. RNN 분류기

를 통해 다른 모델과 비교하여 성능이 향상된 것을 확인하

다. RNN 분류 모델 에서도 과거의 입력들을 장기간 기억

하면서 그라디언트 소실 문제를 해결해주고 계산량을 여주

는 GRU모델을 사용하 다. 실험 결과 CNN 분류모델보다 

GRU 모델에서 약 3.5% 정도 성능이 향상되었다.
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