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A Reranking Model for Korean Morphological Analysis Based on 

Sequence-to-Sequence Model

Yong-Seok Choi†⋅Kong Joo Lee††

ABSTRACT

A Korean morphological analyzer adopts sequence-to-sequence (seq2seq) model, which can generate an output sequence of different 

length from an input. In general, a seq2seq based Korean morphological analyzer takes a syllable-unit based sequence as an input, and 

output a syllable-unit based sequence. Syllable-based morphological analysis has the advantage that unknown words can be easily handled, 

but has the disadvantages that morpheme-based information is ignored. In this paper, we propose a reranking model as a post-processor 

of seq2seq model that can improve the accuracy of morphological analysis. The seq2seq based morphological analyzer can generate K 

results by using a beam-search method. The reranking model exploits morpheme-unit embedding information as well as n-gram of 

morphemes in order to reorder K results. The experimental results show that the reranking model can improve 1.17% F1 score comparing 

with the original seq2seq model.
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요     약

Sequence-to-sequence(Seq2seq) 모델은 입력열과 출력열의 길이가 다를 경우에도 적용할 수 있는 모델로 한국어 형태소 분석에서 많이 사

용되고 있다. 일반적으로 Seq2seq 모델을 이용한 한국어 형태소 분석에서는 원문을 음절 단위로 처리하고 형태소와 품사를 음절 단위로 출력한

다. 음절 단위의 형태소 분석은 사전 미등록어 문제를 쉽게 처리할 수 있다는 장점이 있는 반면 형태소 단위의 사전 정보를 반영하지 못한다는 

단점이 있다. 본 연구에서는 Seq2seq 모델의 후처리로 재순위화 모델을 추가하여 형태소 분석의 최종 성능을 향상시킬 수 있는 모델을 제안한

다. Seq2seq 모델에 빔 서치를 적용하여 K개 형태소 분석 결과를 생성하고 이들 결과의 순위를 재조정하는 재순위화 모델을 적용한다. 재순위

화 모델은 기존의 음절 단위 처리에서 반영하지 못했던 형태소 단위의 임베딩 정보와 n-gram 문맥 정보를 활용한다. 제안한 재순위화 모델은 

기존 Seq2seq 모델에 비해 약 1.17%의 F1 점수가 향상되었다.
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1. 서  론1)

최근 딥러닝 모델이 발표된 이후 한국어 형태소 분석 및 

품사 부착 문제에서도 딥러닝을 적용한 연구들이 좋은 성능

을 보이고 있다[1-3]. 딥러닝 모델을 한국어 형태소 분석에 적

용하면서 입력 문장(원문)으로부터 그에 대한 형태소 분석 결
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과를 바로 생성하는 연구가 주목받고 있다. 그 중 Sequence- 

to-sequence(Seq2seq)모델은 다양한 길이의 입력열과 출력열

을 표현할 수 있는 모델로 한국어 형태소 분석에서도 많이 

사용되고 있다.

[2]와 [3]의 연구는 Seq2seq를 적용하여 원문을 음절 단위

의 입력으로 받아 형태소와 품사 부착이 이루어진 음절 단위

의 결과열을 출력한다. 형태소 분석기의 입력과 출력을 음절 

단위로 사용한 이유는 형태소 분석 과정 중 발생하는 사전 

미등록어(Out of Vocabulary; OOV) 문제를 효율적으로 처리

할 수 있기 때문이다. 그렇지만 음절 단위로 처리를 할 경우 

사전 정보를 반영하지 못하거나 원형 복원을 제대로 하지 못

하는 문제가 발생할 수 있다[4]. 
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다음 (예 1)은 실제 seq2seq 모델 기반의 한국어 형태소 

분석기가 출력한 결과 중 오류의 일부이다

(예 1)

   (1) “참다못한”: 참/VV  다못/EC  하/VX  ㄴ/ETM 

   (2) “두꺼웠다고”: 두꺼우/VV  었/EP  다고/EC

   (3) “버티어” : 버쉽/VV  어/EC

   (4) “높낮이도”: 높낮/NNG  이도/JX

본 연구에서는 Seq2seq 모델 기반의 한국어 형태소 분석

기가 가지는 오류에 대해 이를 해결하기 위해 재순위화

(Reranking) 모델을 제안한다. 일반적으로 Seq2seq 모델 기

반의 형태소 분석기는 하나의 형태소 분석열을 결과로 생성

한다. 본 연구에서는 [3]의 모델로부터 단일 출력열 대신 K개

의 형태소 분석 후보 결과열을 생성(K-best)하고 그 후보 결

과열들의 순위를 다시 재조정하여 최종 형태소 분석 결과열

을 결정하는 모델을 제안한다. K개의 형태소 분석 후보 결과

열은 [5]의 연구에서 제안한 Seq2seq 모델의 디코더 단계에

서 빔 서치(Beam Search) 알고리즘으로 생성한다. 생성한 K

개의 후보 결과열에 대해 Seq2seq 모델에서 다루지 못한 형

태소 단위의 정보를 활용하여 재순위화 한다.

Seq2seq 모델을 이용한 한국어 형태소 분석기[2, 3]는 입

출력 모두 음절 단위이다. 그렇기 때문에 최종 형태소 분석 

결과는 출력열에 나타나는 품사 정보 기준으로 앞의 나온 형

태소 음절들을 해당 품사의 형태소로 간주하여 품사를 부착

한다. 본 연구에서는 형태소 분석 결과의 순위를 재조정하기 

위해 출력 음절들을 형태소 단위로 재구성한 후, 형태소 단위

의 n-gram 정보를 이용하여 형태소 분석 결과에 점수를 부

여하고 이 점수를 이용하여 재순위화를 수행한다. 

음절열로 출력된 결과로부터 형태소 단위의 재구성을 위해

서는 각각의 음절 정보와 음절열로 구성된 형태소의 단어 정

보, 그리고 해당 형태소의 품사 정보를 모두 임베딩 벡터로 표

현하고 이를 결합하여 하나의 형태소 정보로 재구성하였다. 

이와 같이 형태소 단위로 재구성된 형태소 분석열에서 컨

볼루션 신경망(Convolutional Neural Networks) 모델을 사용

하여 형태소 단위의 문맥(n-gram) 정보를 학습시키고, 이를 

점수화하였다. 이 점수를 통해 후보 형태소 분석열들의 순위

를 재조정 한 후, 가장 높은 점수를 받은 형태소 분석열을 최

종 분석 결과로 결정한다.

본 논문의 구성은 다음과 같다. 2장에서 Seq2seq 모델, 재

순위화 그리고 단어를 표현하는 방법과 관련된 연구들을 살

펴본다. 3장에서는 본 연구에서 제안한 모델을 설명한다. 4장

에서는 제안한 모델의 실험 및 결과 분석으로 구성된다. 5장

에서는 결론으로 논문 구성을 마친다.

2. 관련 연구

2.1 Seq2seq 모델 기반 한국어 형태소 분석기

Seq2seq 모델 기반 한국어 형태소 분석기는 한국어 형태

소 분석 문제를 입력 원문에서 품사 정보가 부착된 형태소 

분석 결과로 생성하는 것으로 번역하는 문제로 간주하여 적

용을 한다. Seq2seq 모델은 원문 문장을 하나의 벡터로 압축

하여 표현해준 인코더와 인코더에서 표현된 벡터로부터 형태

소와 품사를 생성하는 디코더로 나눌 수 있다. [2, 3]의 연구

는 Seq2seq 모델을 이용하여 한국어 형태소 분석 문제를 해

결하였으며, 형태소의 미등록 단어 문제(OOV)를 해결하기 

위해 입력과 출력 모두 음절 단위로 구성한다.

Seq2seq 모델의 인코더와 디코더는 하나의 재귀 신경망

(Recurrent Neural Network)으로 구성되어 있다. 일반적으로 

재귀 신경망 모델은 입력열이 길어질 경우 학습 과정에서 기

울기의 값이 사라지는 문제(Vanishing Gradient Problem)가 

있다. 이를 해결하기 위해 LSTM(Long Short-Term Memory)

와 GRU(Gated Recurrent Unit)들이 있다.

Seq2seq 모델은 입력열에 문장이 길어지면 인코더에서 

표현해야하는 정보량이 커져 모델의 성능이 떨어지는 문제

가 있다. Seq2seq 모델을 사용하는 한국어 형태소 분석기도 

이러한 문제를 가지고 있다. [2]의 연구에서는 주의 기반

(Attention-based) 알고리즘을 사용하여 이 문제를 해결하고

자 하였다. 주의 기반 알고리즘은 디코더의 i번째 단계를 계

산할 때, 입력의 어느 부분을 더 반영할 것인가를 가중치로 

표현해준다. 인코더의 은닉 변수들(h1, h2, ···, hj-1, hj, hj+1, ···, 

h|x|)과 디코더의 i-1번째 은닉 변수 Si-1를 신경망의 입력으로 

하여 주의 기반 가중치(Attention Weights) aij를 계산한다.

  
  








  







    

       

               (1)

(2)

(3)

(4)

[2]에서 제안한 주의기반 알고리즘을 이용한 Seq2seq모델 

기반 한국어 형태소 분석기의 경우는 외래어와 같이 고유 명

사에만 주로 사용되는 빈도수 낮은 음절들이 디코더 단계에

서 등장하지 않는 문제가 발생할 수 있다. 예를 들어 입력열 

‘삿포로’[3]에 대해 ‘삿’은 학습 데이터에 많이 발생하지 않는 

음절이기 때문에 형태소 분석 출력열에 다른 음절로 바뀌어 

나타나는 경향이 있다. 

이 문제를 해결하기 위해 [3]의 연구에서는 복사 작용(Copying 

Mechanism) 알고리즘을 이용한 Seq2seq 모델을 사용한다. 

복사 작용 알고리즘[6]은 디코더 단계에서 인코더 단계의 입

력열에 포함된 음절의 확률을 합하여 최종 확률 값을 계산한

다. 이 과정을 통해 입력열에 존재하는 음절들이 디코더 단계

에서도 음절들이 나타날 확률을 높여줌으로 빈도수가 낮은 

음절들이 분석 결과에서 배제되는 문제를 해결할 수 있다. 

본 연구에서는 한국어 형태소 분석 연구에 가장 최근 방법

인 [3]의 연구를 기본적으로 활용하고 그 분석 결과에 대해 

후처리를 통하여 순위를 재조정해보고자 한다.
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2.2 Seq2seq 모델 결과를 이용한 재순위화

Seq2seq는 종단 간 모델로 하나의 입력열을 통해 하나의 

출력열을 생성한다. 디코더 단계에서 각 노드의 출력을 결정

할 때는 이전 시퀀스 정보만 반영된다. 그렇기 때문에 각 노

드마다 하나의 출력만을 가지고 진행하므로 한 번 오류가 발

생하면 그대로 누적된 오류 결과가 발생한다. 이 문제를 해결

하기 위해 빔 서치 알고리즘이 Seq2seq 모델에 적용되었다[5, 

7]. 빔 서치 알고리즘은 최고 우선 탐색(Best-First Search) 

방법으로 t번째 단계에서 t+1번째 단계에 선택될 수 있는 가

능한 모든 경우의 수를 계산한 후 상위 K개의 결과만 다음 

단계의 출력 결과로 내보낸다.

Seq2seq 모델은 입력과 출력만을 사용하기 때문에 도움이 

되는 정보가 있어도 이를 모델에 직접 적용하는 것이 어렵다. 

그렇기 때문에 Seq2seq 모델에 빔 서치 알고리즘을 이용하여 

출력한 결과에 대해 다른 정보를 활용하여 순위를 재조정하

는 연구들이 진행되고 있다[8-11].

[8]의 연구는 Seq2seq 모델의 입력 x와 출력 y 사이의 상

호 정보(mutual information)를 사용하기 위해 Seq2seq 모델

의 출력 결과에 대해 순위를 재조정하는 연구를 시도하였다. 

입력을 통해 출력이 생성하는 Seq2seq(x→y) 모델과 출력에서

부터 입력이 생성되는 Seq2seq(y→x) 모델 2개를 구축한다. 첫 

번째 Seq2seq(x→y) 모델로부터 입력 x에 대해 빔 서치 알고리

즘을 사용하여 K개의 출력을 생성한다. K개의 출력에 대해 

Seq2seq(y→x) 모델을 활용하여 순위를 재조정하고 이를 통해 

최종 결과를 얻어낸다. 이 외에도 추가 정보를 활용하기 위해 

출력 y의 언어 모델도 사용하였다. [8] 연구의 재순위화를 위

한 점수 계산은 Equation (5)와 같다.

            (5)

log p(y)는 출력에 대한 언어 모델이고 LT는 출력 문장의 

길이이이다. 이 수식을 영어-독일어 번역에 사용하였을 때, 

기존 모델 대비 약 2점 이상의 BLEU 점수가 향상되는 것을 

확인할 수 있었다.

[9]의 연구에서는 자연 언어 생성(NLG) 분야에 Seq2seq 

모델과 출력 결과를 통해 순위를 재조정하였다. 기존의 자연 

언어 생성은 문장 계획(Sentence Planning)과 표층문 실현

(Surface Realization)으로 2단계로 나누어 구현하였다. 반면, 

[9]의 연구에서는 이 두 단계를 종단 간 모델로 구현하기 위

해 Seq2seq를 사용하였다. 이 때, 입력은 화행(dialogue act)

이고 출력은 표층 문장(surface sentence)이다. 이 연구에서는 

출력 문장이 입력의 화행과 의미적으로 일치하는지 확인하기 

위해 Seq2seq 모델에서 빔 서치 알고리즘을 사용하여 K개의 

결과를 얻어낸다.

재순위화 방법으로는 출력 문장 대해 각 화행 종류와 해당 

슬롯 값의 존재 여부를 [12]의 분류기를 통해 얻어서 각각을 

바이너리(1-hot) 벡터로 표현하는 방법이다. 입력 문장 또한 

바이너리 벡터로 표현한 후 두 벡터의 거리 값을 이용하여 K

개의 출력에 대해 순위를 재조정하였다. 출력 문장을 생성하

기 위해 빔의 크기를 100개로 늘려서 순위를 재조정할 경우 

BLEU 점수 값을 52.54에서 62.76까지 향상 되는 것을 확인할 

수 있었다.

2.3 음절 기반의 단어 임베딩 표현

단어의 표현은 신경망 모델이 발표된 이후 임베딩 벡터로 

표현하며 자연 언어 처리 분야에서 기초적인 입력으로 사용

되어지고 있다[13]. 단어 임베딩 벡터의 가장 큰 장점은 복잡

한 자질 설계를 할 필요가 없으며 신경망을 통해 단어의 구

문 정보와 의미 정보를 학습시킬 수 있다는 것이다.

단어 임베딩 표현은 주변 단어들에 의해 구문 정보와 의미 

정보를 포함할 수는 있지만 단어의 형태 정보는 얻기가 어려

웠으며, 미등록 단어들에 대한 처리도 어렵다는 문제가 있다. 

이를 해결하기 위해 단어 임베딩 표현을 글자 단위(또는 음

절 단위)로 나누어 조합하는 연구들이 진행되었다[14-16].

[14]의 연구에서는 품사 부착 문제에서 미등록어를 해결하

기 위해 음절 기반의 단어 임베딩 벡터를 제안하였다. 음절 

기반의 단어 임베딩 벡터는 단어를 이루고 있는 문자들에 컨

볼루션 신경망을 취하여 하나의 벡터로 표현을 하였다. 이후 

단어 임베딩 벡터와 음절 기반의 단어 임베딩 벡터를 조합하

여 품사 부착을 해결해보고자 하였다. 이를 영어와 포르투갈

어에 품사 부착에 적용하였을 때, 약 1.3%의 성능 향상을 확

인할 수 있었다.

[15]의 연구는 음절 기반의 임베딩 벡터를 개체명 인식 문

제에 적용하였다. 이 또한 미등록어 문제를 해결하기 위해 단

어를 이루고 있는 문자들을 컨볼루션 신경망을 통해 하나의 

단어 벡터로 표현하였다. 기본적인 개체명 인식 모델에 단어 

임베딩 벡터와 음절 기반의 단어 임베딩 벡터를 입력으로 사

용하였다. 실험 결과 단어 임베딩 벡터만 사용했을 때에 비해 

약 0.26%의 성능 향상을 보였다.

3. 형태소 분석 결과열에 대한 재순위화 모델

본 연구에서는 Seq2seq 모델 기반 한국어 형태소 분석이 

가지고 있는 오류를 해결해보기 위해 재순위화 모델을 제안

한다. 재순위화를 위해서는 다양한 후보 형태소 분석열이 필

요하다. 다음 (예 2)는 원문 “하얀 돌을 주웠다”을 입력으로 

한 Seq2seq 모델의 후보 형태소 분석열 결과 예제이다. 

Seq2seq 모델에서 가장 높은 점수를 받아 출력된 결과는 (1)

이다. 하지만 (1)의 결과는 ‘하얀/VA’이 원형 복원이 제대로 

안되어 분석이 잘못된 경우이다. 그런데 빔 서치 결과의 후보 

중에 (3)과 같이 형태소 분석이 제대로 된 결과가 있는 것을 

확인할 수 있다.

(예 2) 

(1) 하얀/VA 돌/NNG 을/JKO 줍/VV 었/EP 다/EF

(2) 하얗/VA ㄴ/ETM 돌/NNG 을/JKO 주/VV 었/EP 다/EF

(3) 하얗/VA ㄴ/ETM 돌/NNG 을/JKO 줍/VV 었/EP 다/EF
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(4) 하얀/VA 돌/NNG 을/JKO 주/VV 었/EP 다/EF

(5) 하얗/VA ㄴ/ETM 돌돌/NNG 을/JKO 줍/VV 었/EP 다/EF

이와 같이 빔 서치를 통해 얻은 다양한 후보 형태소 분석

열에는 Seq2seq 모델이 놓친 정답이 존재할 수 있다. 본 연

구에서는 형태소의 사전 정보와 형태소 간의 문맥 정보를 반

영하여 형태소 분석열들의 순위를 재조정한다.

Fig. 1. Reranking Model Concept based on K-best 

using Seq2seq [4]

본 연구에서는 Fig. 1처럼 Seq2seq 모델의 디코더 단계에

서 빔 서치를 통해 K개의 형태소 분석열을 후보로 생성한다. 

각 후보 형태소 분석열은 재순위화 모델에 의해 점수를 부여

받게 되고 이 점수에 의해 순위를 재조정하게 된다. 재조정된 

순위에서 가장 높은 점수를 부여 받은 형태소 분석열이 최종 

형태소 분석의 결과이다.

Fig. 2. Overall Processing of Morphological Analysis with 

Reranking Model

Fig. 2는 재순위화 모델을 포함한 전체적인 흐름도이다. 원

문으로부터 음절 단위의 입력을 받아 Seq2seq 모델을 통해 

K개의 출력 후보 형태소 분석 결과를 생성한다. 

각 형태소 분석 결과에 대해 음절 단위의 분석결과를 형태

소 단위의 결과로 재구성하여 하나의 벡터(MorphPOS)로 표

현한다. MorphPOS 벡터로 표현된 형태소 분석 결과는 재순

위화 모델(Reranking Model)의 입력으로 사용된다. 재순위화

에 사용하는 기본 정보는 형태소 단위의 문맥(n-gram) 정보

이다. 컨볼루션 신경망(Conv. Layer)과 최대 풀링 레이어

(Max Pooling)를 통해 형태소 단위의 문맥 정보가 반영된 벡

터를 생성하고 이를 선형 레이어(Linear Layer)를 통해 하나

의 점수값을 출력한다. 이 점수 값은 각 후보 형태소 분석 결

과의 적합성이다. K개의 출력 후보 형태소 분석 결과를 각각 

점수를 계산하고 이를 이용해 순위를 재조정하여 가장 높은 

점수를 받은 형태소 분석 결과를 최종 출력으로 결정한다. 

3.1 형태소 표현 방법

하나의 형태소는 단어(lexical)와 품사(part-of-speech) 정

보를 이용하여 표현한다. 이를 위해 형태소 단어의 임베딩과 

품사 정보에 대한 임베딩을 결합하여 하나의 형태소를 표현

한다. 형태소 단위로 처리할 때의 문제점 중 하나는 미등록어 

처리이다. 본 연구에서는 사전 미등록어를 효율적으로 해결

하기 위해 형태소를 형태소 단위의 처리 이외에 음절의 조합

으로도 표현한다. 음절 임베딩을 학습시키고 형태소를 구성

하는 음절 벡터의 조합으로 형태소를 표현한다. 각 형태소마

다 음절의 길이가 다르기 때문에 이를 하나의 고정된 크기의 

벡터로 표현해주기 위해 컨볼루션 신경망을 사용한다. 컨볼

루션 신경망을 통해 나온 벡터들은 최대 풀링을 통해 하나의 

고정된 크기의 벡터로 표현한다. 이를 형태소에 대한 음절 벡

터로 정의한다.

Fig. 3은 음절 벡터를 표현하는 방법이다. “세르테르”의 형

태소를 음절 벡터로 표현하기 위해 ‘세’, ‘르’, ‘테’, ‘르’의 각 

음절 임베딩 벡터(esyllable)를 입력으로 사용하여 컨볼루션 신

경망에 넣어주고 최대 풀링을 통해 하나의 고정된 크기의 벡

터로 생성한다. 

Fig. 3. Representation of a Word using 

Syllable–Unit based Vector

본 논문에서는 형태소 표현을 형태소의 단어 벡터와 품사 

벡터, 그리고 음절 벡터를 합쳐서 표현하고 각각의 성능을 살

펴보기 위해 Fig. 4와 같이 3가지로 나누어 비교를 수행한다. 

첫째는 형태소 단어 벡터(emorph)와 품사 벡터(epos)를 결합하

여 형태소 벡터를 재구성한다(Fig. 4-a). 둘째는 형태소를 음

절 벡터(esyllable)의 조합으로 표현하고 이를 품사 벡터(epos)와 

결합하여 형태소 벡터를 재구성한다(Fig. 4-b). 셋째, 형태소



Sequence-to-Sequence 모델 기반으로 한 한국어 형태소 분석의 재순위화 모델  125

Fig. 4. The 3 Different Representations for MorphPOS Vector

의 단어 벡터(emorph)와 음절 벡터(esyllable)의 조합 그리고 품사 

벡터(epos)를 결합하여 형태소 벡터를 재구성한다(Fig. 4-c). 

이와 같이 재구성한 형태소 벡터는 MorphPOS로 표시한다.

3.2 문맥(n-gram) 정보를 반영한 형태소 분석열 점수 모델

형태소 분석열 점수 모델은 3.1절에서 구성한 형태소 임베

딩 벡터에 대한 문맥 정보를 활용한다. 이를 위해 컨볼루션 

신경망을 이용하며 형태소 분석열의 길이 또한 다양하기 때

문에 최대 풀링을 통해 하나의 고정된 크기의 벡터를 얻어낸

다. 문맥 정보를 반영한 형태소 분석열 점수 모델의 수식은 

Equation (6), (7), (8), (9)와 같다. Equation (6)은 컨볼루션 

신경망의 입력으로 3.1절에서 제안한 형태소 임베딩 벡터

(MorphPOS)가 사용된다.

     ⊕ ⊕  ⊕    (6)

Equation (7)은 인접한 형태소들에 대한 컨볼루션 계산이다. 

W는 필터의 파라미터이며, h는 필터의 범위로 n-gram의 n 값

이다[17]. 본 연구에서는 n값을 5로 사용하였다. Equation (8)은 

문장을 하나의 고정된 크기의 벡터로 표현하기 위한 최대 풀링 

연산이다.

  ∙      

∈ ×  ∈          (7)

  


    
          (8)

마지막으로 형태소 분석열에 대해 하나의 점수를 부여하

기 위해 Equation (8)의 결과에 대한 선형 계층의 수식이다. 

(Equation 9)

   ∙            (9)

재순위화 모델의 학습을 위한 목적 함수는 최대-마진(Max- 

margin)을 사용한다[18]. 이 목적 함수는 정답 형태소 분석열

의 점수인  가 정답이 아닌 형태소 분석열의 점수

인  보다 높아지도록 파라미터들을 학습한다. 이 

때, 목적 함수의 수식은 Equation (10)과 같다. g의 함수는 재

순위화 모델에서 나온 점수 값이다. 

학습 파라미터 는 ‘ ,  ,  , , , 

, ,  ,  ’이다. 

   
   

 ∥∥
 (10)

4. 실험 및 평가

4.1 실험 데이터

제안한 재순위화 모델은 기존 형태소 분석기의 후처리를 

위한 모델로 Seq2seq 모델의 학습이 필요하다. 이를 위해 세

종 코퍼스1)의 문장 중 9만 개의 학습 문장과 9,997개의 문장

을 평가 데이터로 사용하였다. 재순위화 모델의 학습을 위해 

Seq2seq 모델에 학습 데이터를 입력으로 넣어주고 10개의 후

보 형태소 분석열을 생성한다. 이 중 정답이 존재하는 경우만 

추출하여 79,418개의 문장을 재순위화 모델의 학습 데이터로 

사용하였다. 학습 데이터는 (정답 형태소 분석열, 오답 형태

소 분석열) 쌍으로 구성하며, 이를 이용하여 3장에서 제안한 

모델을 학습시켰다. 평가 데이터는 Seq2seq 모델에서 사용한 

평가 데이터를 그대로 사용한다. 학습 데이터와 평가 데이터

에 대한 정보를 Table 1에 제시하였다.

Model

Train

number of 

sentences

Avg. number 

of words

Avg. number 

of morphemes

Seq2seq 90,000 14.56 47.33

Reranking 79,418 12.94 41.76

Model

Test

number of 

sentences

Avg. number

of words

Avg. number 

of morphemes

Seq2seq

&

Reranking

9,997 13.88 45.71

Table 1. Description of Train and Test Data [4]

4.2 모델 학습을 위한 파라미터

Table 2은 Seq2seq 모델을 학습하기 위한 파라미터 정보

이다. 파라미터의 값은 [3]의 연구 모델에서 제시한 파라미터 

정보를 사용하였다. Seq2seq 모델의 학습은 pytorch 버전의 

OpenNMT2) 라이브러리를 활용하였다.

Table 3는 재순위화 모델을 학습하기 위한 파라미터 정보

이다. 

1) https://ithub.korean.go.kr/user/main.do

2) https://github.com/OpenNMT/OpenNMT-py
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Parameter Value

Embedding dimension 256

RNN Type GRU

RNN layers 2

RNN size 256

Bidirectional True

Bidirectional Merge concat

Optimizer Adam

Learning rate 1e-3

Table 2. Hyperparameters for Training Seq2seq Model

Parameter Value

Morph Embedding Dimension 100

Syllable Embedding Dimension 256

POS Embedding Dimension 25

Syllable Convolution Kernel 3

n-gram Convolution Kernel 5

Convolution Activation function ReLU

Numbers of Linear Layer 2

Linear Activation function tanh

Optimizer Adam

Learning rate 1e-3

Weight decay 1e-5

Table 3. Hyperparameters of Reranking Model

4.3 실험 결과

성능 평가는 형태소 단위의 F1 점수를 사용한다. 3.1절에

서 형태소의 표현을 3가지 방법으로 제안하였다. Table 4는 

3.1절에서 제안한 3가지 방법에 대한 실험 결과이다. 형태소 

단어와 형태소의 음절 그리고 품사를 결합하여 입력으로 사

용하였을 때 96.21%의 성능이 나왔으며, 가장 높은 실험결과

를 보여주었다. 

Embedding Representations Reranking Model

Morphemes + POS 96.00%

Syllables + POS 95.59%

Morphemes + Syllables + POS 96.21%

Table 4. The Experimental Result of Embedding 

Representations

Table 5는 Seq2seq 모델의 형태소 분석기(Baseline)와 후

처리 방법으로 재순위화 모델(Reranking)을 통해 나온 형태

소 분석기의 실험 결과이다. 후처리 방법으로 제안한 재순위

화 모델은 기존 형태소 분석기에 비해 1.17%의 F1 점수가 향

상되었다.

Model F1-score

Baseline(Seq2seq)[3] 95.04%

Reranking 96.21%

Table 5. The Performance Result of Reranking Model

(예 3)은 재순위화 모델을 통해 Seq2seq 모델에서 가지고 

있던 오류를 해결한 예제들이다. 

(1)은 ‘넘나’라는 대명사는 사전에 존재하지 않는다. 재순위

화 모델을 통해 ‘넘나들다’라는 동사 형태로 오류를 해결한 

것을 볼 수 있다. (2)는 ‘지니다’로 원형 복원을 못한 오류를 

재순위화 모델을 통해 해결한 것을 볼 수 있다. (3)은 ‘만보’

라는 사전에 존재하지 않는 동사를 생성했는데 이는 Seq2seq 

모델의 입력과 출력이 음절 단위로 나오기 때문에 생긴 문제

이다. 형태소 단위의 정보를 활용한 재순위화 모델에서 오류

를 해결한 것을 확인할 수 있었다. (4)는 ‘글씨’라는 형태소에

서 ‘씨’를 의존 명사로 보는 것과 ‘글씨’ 자체를 명사로 보는 

것의 중의성 문제를 포함하고 있다. 이 또한 형태소 단위의 

문맥 정보를 활용하여 오류를 해결한 것을 볼 수 있다.

(예 3)

(1) (seq2seq) 일상적 실존을 넘나/NP+들/XSN 가능성이 

없다면 ⇒ (reranking) 넘나들/VV+ㄹ/ETM

(2) (seq2seq) 호소력을 지녀/VV+어야/EC 한다

    ⇒ (reranking) 지니/VV+어야/EC

(3) (seq2seq) 허바드 대사와 만보/VV+았/EP+다/EF

    ⇒ (reranking) 만나/VV+았/EP+다/EF

(4) (seq2seq) 좌수로 글/NNG+씨/NNB+를/JKO 쓸 수밖에 

⇒ (reranking) 글씨/NNG+를/JKO

반면에 Seq2seq 모델에서는 정답으로 출력했지만 재순위

화 모델에 의해 오답 결과를 1순위로 출력한 경우도 발생하

였다. (예 4)는 재순위화 과정에서 발생한 오류에 대한 예제

이다. 이 오류들은 주로 재순위화 모델에서 원문의 정보를 참

조하지 못하기 때문에 생긴 문제이다. 재순위화 모델에서는 

K 개의 후보 결과 중, 형태소 정보와 형태소 사이의 문맥 정

보만을 갖고 순위를 조정하다보니 원문과 다른 결과가 높은 

순위를 갖게 되는 경우가 발생하였다. 

(예 4)

(1) (seq2seq) 함성을 지르/VV+었/EP+다/EF 

   ⇒ (reranking) 누르/VV+었/EP+다/EF

(2) (seq2seq) 말문을 열/VV+ㄴ/ETM 정 차관은 

   ⇒  (reranking) 타/VV+ㄴ/ETM

5. 결  론

본 연구에서는 기존 Seq2seq 모델 기반의 한국어 형태소 

분석기의 결과에 대해 재순위화 모델을 사용하여 형태소 분
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석 결과의 순위를 재조정하는 후처리 방법을 제안하였다.  형

태소 분석 결과의 순위를 재조정하기 위해 Seq2seq 모델의 

디코더 단계에서 빔 서치 기법을 사용하여 여러 개의 후보 

형태소 분석 결과를 생성하였다. 각각의 후보 형태소 분석 결

과에 대해 형태소 단위의 문맥 정보를 활용하여 형태소 분석 

결과의 순위를 재조정하였다.

음절 단위의 형태소 분석 결과를 형태소 단위의 표현으로 

재구성하기 위해 세 가지의 방법을 제안하였다. 첫째는 형태

소 단어 임베딩과 품사 임베딩의 결합이고, 둘째는 형태소의 

음절 임베딩과 품사 임베딩의 결합이다. 셋째는 형태소의 단

어 임베딩, 형태소의 음절 임베딩 그리고 품사 임베딩의 결합

이다. 형태소의 음절 임베딩의 경우, 고정된 크기의 벡터로 

표현하기 위해 컨볼루션 신경망을 사용하였다. 

형태소 단위로 표현된 분석 결과를 형태소 단위의 문맥 정

보를 활용하여 점수로 환산할 수 있는 신경망을 구축하고 학습

시켰다. 실험 결과 형태소를 단어, 음절, 품사의 결합 벡터로 표

현했을 때, 96.21%의 성능을 보였으며 이는 기존의 Seq2seq 모

델 한국어 형태소 분석기에 비해 1.17%의 F1 점수가 향상된 

것이다. 그렇지만 Seq2seq 모델이 출력한 정답 형태소 분석열

을 오답으로 출력한 경우도 있었다. 이는 재순위화 모델에서는 

원문의 정보를 반영하지 못하다 보니 생기는 오류였다. 이 문

제는 향후 연구를 통해 해결해 보고자 한다.
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