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서 론1.

최근 정보 통신 기술의 발 으로 인해 처리해야

할 데이터의 양과 그 복잡성이 증가해 빅데이터(big

에 한 심이 증가하고 있다 빅데이터는 단data) .

순히 큰 용량의 데이터를 의미하는 것이 아니라 빅

데이터의 수집부터 처리까지의 과정을 포 하는

개념이다 미국의 정보 기술 연구 자문 회사인.

의 연구자 는 년 데이터의 성장Gartner laney 2001

에 따른 이슈와 기회를 데이터의 양 입출(volume),

력 속도 종류의 다양성 이라는 세가(velocity), (variety)

지 차원으로 정의하는 모델을 제시했다3V [1] 그리.

고 는 년 빅데이터는 큰 용량 빠른 속Gartner 2012 ,

도 높은 다양성을 갖는 정보 자산으로 이를 통해,

의사 결정 새로운 가치 발견 프로세스 최 화를, ,

해서는 새로운 형태의 처리 방식이 필요하다고

정의했다[2].
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ABSTRACT

Recently, as interest in the internet of things has increased, a vibration energy harvester has attracted

attention as a power supply method for a wireless sensor. The vibration energy harvester can be divided into

piezoelectric types, electromagnetic type and electrostatic type, according to the energy conversion type. The

electromagnetic vibration energy harvester has advantages, in terms of output density and design flexibility,

compared to other methods. The efficiency of an electromagnetic vibration energy harvester is determined by

the shape, size, and spacing of coils and magnets. Generating all the experimental cases is expensive, in

terms of time and money. This study proposes a method to perform design optimization of an

electromagnetic vibration energy harvester using an open source, big data platform.
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빅데이터는 주로 서비스 분야에서 활발히 이용되

고 있지만 최근 센서의 발달로 인해 제조업에서도

충분한 양의 데이터 얻는 것이 가능해져 제조업에

빅데이터 기술을 용하려는 연구가 활발히 수행되

고 있다 특히 제조업에서 생산 공정 최 화 제. ,

품의 결함 진단이나 랜트 산업에서 설비의 고장

지보 에 한 연구가 많이 이루어지고 있다.

제조업에서의 빅데이터 용 사례를 살펴보면,

자동차 제조업체인 는 자동차 주행 에 발생Volvo

되는 데이터를 수집하여 종래에 만 의 차가 팔50

린 후 발견하 을 결함을 가 매된 시 에1,000

서 조기 악할 수 있었다[3] 풍력 발 터빈 풍.

력단지 설비 제조업체인 는 풍력 발 소 부지Vestas

선정을 해 날씨 지리 산림지도 해상지도 등 페, , ,

타바이트 규모의 빅데이터를 수집하고 분석함으로

써 종래에 27km2로 분석되던 후보지의 넓이를

10m2로 폭 감소시켰다[4] 데이터 장장치 제조업.

체인 은 제품이 생산라인에 있을 때Western Digital

부터 제품의 상태를 기록 추 함으로써 결함 제

품을 조기에 발견하여 제품의 결함율을 로1.9%

폭 감소시켰다[5].

제조업에서 최 설계 등의 목 으로 빅데이터를

활용하기 해서는 빅데이터를 리하기 한 장

소 이 장소와 연동된 데이터 분석 환경을 제

공하는 빅데이터 랫폼의 구축이 필요하다 그리.

고 최근에는 비용 감 빠르고 유연한 개발 호환, ,

성 유연성 확보를 해서 이와 같은 랫폼을

오 소스 기반 도구들을 활용하여 구(open source)

축하는 추세이다.

국내 기계가공 설계 분야에도 기계학습을

용하기 한 연구들이 늘어나고 있지만 기계학습을

한 데이터를 빅데이터로서 어떻게 리할지에

한 연구는 많지 않다
[6,7,8]

.

이 연구에서는 오 소스 기반 빅데이터 장소인

하둡 통계처리 로그램인 하둡과 을(Hadoop), R, R

연계하는 을 이용하여 빅데이터 랫폼을Rhadoop

구축하고 자기형 진동 에 지 하베스터의 최 설

계에 용하는 방법을 제안한다.

에서는 오 소스 기반 빅데이터 랫폼을 구2

축하고 자기형 진동 에 지 하베스터의 기계학습

용 데이터를 장하는 방법을 제시한다 에서는. 3

Fig. 1 Design parameters of the harvester

을 이용하여 인공신경망을 이용한 회귀분석을 통R

해 자기형 진동 에 지 하베스터의 최 설계를

수행한 결과를 설명한다 마지막으로 에서 결론. 4

을 맺는다.

오픈소스 기 빅데이터 플랫폼을2.

이용한 기계학습용 데이터 축

이 연구에서 최 설계 상으로 하고 있는 하베

스터의 기계학습용 데이터로 Kim et al.[9]이 수행한

자기형 진동 에 지 하베스터의 최 설계 연구의

데이터를 사용했다.

하 스터의 조2.1

하베스터의 구조는 과 같이 앙에 구멍이Fig. 1

있는 원통형 코일이 고정되어 있고 원통형 자석이

코일의 구멍에 침투하여 상하 진동하는 형태이다.

하베스터의 유동 설계변수는 하베스터 체 체

의 종횡비(   하베스터 체 체 의),

반경 비 자석의 반경 비(

   하베스터 체 체 의 높이 비),

코일의 높이 비(     코일의 높),

이 비 코일에 침투한 자석의 높이 비

(    가 있다) .

하베스터의 고정 설계변수는 하베스터의 체 체
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( ) 8cm3 자석의 최 변, ( ) 0.5mm,

자석과 코일의 간격( 자석의 도) 0.5mm, ( )

7400kg/m3 코일 충 률, ( 코일 권선의 직경) 0.6,

( 코일 권선의 항) 0.1mm, ( 가 있다) 2.2/m .

학습데이터의 조2.2

하베스터 최 설계 데이터의 변수는 입력변수인

하베스터의 유동 설계변수와 출력변수인 하베스터

의 설계변수에 따른 출력 압( 과 력)

( 으로 구성되어 있다) .

하베스터의 설계변수에 따른 출력 압 력

의 비선형성을 잘 표 하기 해서는 인자의 수

이 높아야 한다 하지만 수 이 높아질수록 실험.

횟수가 기하 수 으로 늘어나기 때문에 한 수

을 결정해야 한다.

이 연구에서 사용한 데이터는 별로 수 산9

직교배열 L819
3을 이용하여 하베스터의 설계변수 값

을 조합했다 개의 설계변수에 해 수 의 완. n 9

요인 배치법을 용하면 9n번의 실험이 필요하지만

직교 배열법을 이용하면 번의 실험을 통해 데이81

터 세트를 만들 수 있다.

하베스터 최 설계 데이터의 입력변수의 값은

의 값을 갖는0.1, 0.2, 0.4, 0.8, 1.6, 3.2 과 0.1,

의 값을 갖는0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9

 ,  , 를 조합하여 

별로 개 총 개 데이터로 구성되어 있다 출력81 486 .

변수의 값은 설계변수 값의 조합에 따라서 유한요

소해석을 이용하여 계산한 기계 기 변환계수와-

하베스터의 코일과 자석의 운동을 근사한 미분방정

식을 수치 분함으로써 계산한 결과이다.

오픈소스 기 빅데이터 플랫폼2.3

하둡은 표 인 오 소스 기반 빅데이터 장소

로서 간단한 로그래 을 통해 다 클러스터 서

버에 장된 데이터를 효율 으로 처리할 수 있다.

하둡은 단일 서버에서부터 수천개의 다 서버까지

확장할 수 있으며 각 서버의 고장을 감지하고 처리

할 수 있도록 설계되어 안정 인 빅데이터 운용 환

경을 구축할 수 있다.

Fig. 2 Structure of training data stored in HDFS

하둡의 주요 구성요소로는 HDFS (Hadoop

과 맵리듀스 가Distributed File System) (MapReduce)

있다 는 하나의 데이터 일을 여러 개의 서. HDFS

버에 복하여 분산 장함으로써 하나의 서버가

고장 나더라도 다른 서버를 통해 복구함으로써 데

이터 보 의 안정선을 확보하고 데이터 처리시에

각 서버의 자원을 활용함으로써 데이터가 커질수록

처리속도향상의 이 이 있다 맵리듀스는 여러 개.

의 서버에 분산되어 있는 데이터를 쉽게 처리할 수

있도록 하는 기능을 제공한다.

하둡의 운용을 해서는 다소 복잡한 설정을 요

구하기 때문에 비숙련자가 직 운용하기는 어렵

다 이러한 이유로 일부 업체에서는 하둡의 표.

인 기능을 구 하여 제공하고 있다 표 인 로.

사의 사의 사IBM InfoSphere, Cloudera CDH, Microsoft

의 사의 등이 있다HDInsight, Hortonworks HDP .

하둡은 맵리듀스 등을 통해 빅데이터의HDFS,

장 리를 지원할 수 있지만 통계 처리 등의

해석 기능을 제공하지 않는다 이를 해결하기 한.

방법으로 오 소스 통계 처리 로그램인 과 하둡R

을 연동하는 방법이 있다 은 데이터 처리를 한. R

로그래 언어를 지원하며 고 통계분석 가

시화를 한 많은 패키지가 존재한다 그리고 하둡.

과의 연동을 한 패키지가 존재한다Rhadoop .

의 세부 패키지로는 에서 하둡의 를Rhadoop R HDFS

제어하는 패키지와 에서 하둡의 맵리듀스를rhdfs R

- 3 -
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제어하는 패키지 등이 존재한다rmr2 .

이 연구에서는 에서 패키지를 이용하여R rhdfs

학습 데이터를 객체 일 형식으로 하둡의R

에 장했다 그리고 장된 데이터를 에서HDFS . R

불러와 기계학습을 이용한 최 설계를 수행했다.

데이터의 확장성을 고려하여 에 장한 학습HDFS

데이터의 구조를 와 같이 정의했다Fig. 2 .

오픈소스 기 빅데이터3.

플랫폼을 이용한 하 스터 최적설계

하 스터 최적설곌르 위한 패키지3.1 R

선정

이 연구에서는 하베스터 최 설계를 한 기계학

습 알고리즘으로 여러 개의 독립변수에 한 비선

형 회귀분석 기능을 제공하는 인공신경망(ANN,

을 선택했다 그리고 오 소artificial neural network) .

스 통계처리 로그램인 에서 인공신경망을 사용R

하기 한 패키지로 nnet[10]를 선택했다.

기계학습 알고리즘으로 생성한 회귀모델이 실제

데이터를 얼마나 잘 표 하는지 확인하기 한 척

도로 를 이용했다RMSE(root mean square error) .

는 입력변수의 값에 따른 실제 결과값RMSE ( 과)

기계학습 알고리즘으로 측한 값( 의 차이를 나)

타내는 함수로 계산식은 식 과 같다(1) .

  




  
     



(1)

패키지의 경우 학습모델을 튜닝하기 매개변nnet

수를 제공하는데 튜닝 매개변수가 높을수록 학습데

이터에 한 측 정확도는 올라가지만 학습데이터

에 포함되지 않은 설계변수 값의 조합에 해선

측 정확도가 떨어지는 과 합 문제가 발생할 가능

성이 있다 과 합 문제를 피하고 학습모델을 최.

화하기 해서는 학습데이터를 학습용과 검증용으

로 나 고 학습용 검증용 데이터에 한 회귀모

델의 가 모두 최소가 되는 튜닝 매개변수 값RMSE

을 찾아야한다 이때 데이터를 가능한 한 고르게.

Fig. 3 Structure of artificial neural network

나 기 하여 별로 개 총 개 데이터를50 300

무작 로 추출하여 학습용 데이터로 나머지 개, 31

총 개 데이터를 검증용 데이터로 나 었다186 .

하베스터 최 설계 데이터를 회귀분석한 결과를

토 로 최 설계 치수를 확인하기 해선 학습이

완료된 회귀모델을 가시화하여 분석해야 한다 따.

라서 알고리즘을 이용한 회귀분석 결과를 xyz

축 차원 그래 축 등고선 그래 로 가시화3 xy

기능을 제공하는 visreg[11-12] 패키지를 설치했다.

인공신경망을 이용한 회 분석3.2

인공신경망은 생체 신경망의 신호 달 체계인 뉴

런을 모방한 수학 모델이다 인공신경망의 구조.

는 데이터를 받아들이는 입력 계층 과(input layer)

측결과를 출력하는 출력 계층 가 있(output layer)

고 입력 계층과 출력 계층 사이에 보이지 않는 은

닉 계층 으로 구성되어 있다 은닉 계층(hidden layer) .

은 은닉 노드 들로 구성되어 있다 은닉(hidden node) .

노드는 신경망에서의 뉴런의 역할을 하며 가 치

(w 편향), (b 활성화함수), ( 로 구성되어 있다 이) .

에서 실제로 학습이 이루어지는 부분은 가 치와

편향이다 인공신경망의 구조를 도식화한 그림은.

와 같다Fig. 3 .

의 패키지는 은닉 계층 이 개R nnet (hidden layer) 1

인 알고리즘을 제공한다 학습모델을 튜닝하ANN .

기 한 매개변수는 은닉 노드 의 수와(hidden node)

최 반복 학습 횟수가 있다 은닉 노드는 은닉 계.

층에 포함된 노드를 말한다 패키지의 반복 학. nnet

습은 매 학습에서 손실함수 결과값의(loss function)

변화량이 일정 수 이하로 떨어지면 단되는데

반복 학습 횟수가 최 반복 학습 횟수에 도달하면
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times

number of hidden nodes

10 20

train test train test

1 0.069 0.086 0.022 0.075

4 0.062 0.11 0.03 0.08

5 0.066 0.087 0.023 0.062

19 0.0741 0.1367 0.0235 0.0730

20 0.0890 0.1129 0.0218 0.0541

21 0.0786 0.1501 0.0254 0.0540

22 0.0727 0.1049 0.0227 0.0759

23 0.0657 0.1017 0.0223 0.0623

24 0.0700 0.1052 0.0243 0.0527

34 0.0660 0.1095 0.0203 0.0629

35 0.0693 0.1057 0.4915 0.0520

36 0.0646 0.0991 0.0246 0.0532

40 0.0632 0.1276 0.0249 0.0649

mean 0.0698 0.1051 0.0356 0.0793

truncated 0.0698 0.1037 0.0234 0.0636

Table 1 Abnormal RMSEs from training of ANN

손실함수의 결과값과는 상 없이 학습을 단한

다 은닉 노드 수와 반복 학습 횟수가 많을수록 학.

습모델이 복잡하고 학습한 데이터를 잘 표 하지만

과 합 문제가 발생할 가능성 한 커진다.

최 은닉 노드 수를 찾기 하여 최 반복 학

습 횟수를 으로 제한했다 그리고 은닉 노드의2000 .

수는 에서 까지 단 로 증가시켰다 각 은10 160 10 .

닉 노드 수에 하여 개의 회귀모델을 생성했으40

며 각 회귀모델은 모두 무작 로 추출된 학습용 데

이터를 이용하여 학습시켰다 은닉 노드 수별 회귀.

모델의 를 계산한 결과 과 같이 주변RMSE , Table 1 ,

값과는 달리 가 유난히 큰 값이 찰되었다RMSE .

가 유난히 큰 이유는 학습용 데이터를 무RMSE

작 로 추출하는데 있어 데이터 조합이 고르게 추

출되지 않았거나 회귀모델을 학습하는데 있어 기

값이 잘못 설정되어 학습이 제 로 이루어지지 않

았기 때문이라고 단했다 따라서 가 유난히. RMSE

큰 값을 제거하기 하여 은닉 노드 수별로 RMSE

결과의 상하 를 사평균한 값을 해당 은닉20%

노드 수에 한 최종 로 결정했다 은닉 노드RMSE .

수별 학습용 검증용 데이터에 한 그래RMSE

는 와 같다Fig. 4 .

은닉 노드 수별 학습용 검증용 데이터에 한

Fig. 4 RMSEs according by number of hidden

nodes

그래 를 보면 학습용 데이터에 해선RMSE

은닉 노드 수가 일 때 가 에 수렴하고 검50 RMSE 0

증용 데이터에 해선 은닉 노드 수가 늘어남에

따라 가 다시 커지는 과 합의 양상이 보이RMSE

지는 않지만 은닉 노드 수가 개 이후론100 RMSE

의 변화가 거의 없어 최 은닉 노드 수를 개로100

결정했다.

하베스터의 최 설계변수를 찾기 해서 데이터

에 최 화된 튜닝 매개변수인 은닉 노드 수 100,

최 반복 학습 횟수 인 알고리즘에 체2000 ANN

데이터를 학습시켜 회귀모델을 생성했다 패. visreg

키지를 이용하여 생성된 회귀모델을 출력변수인 하

베스터의 출력 압에 한 설계변수 그래 로 가

시화한 결과는 와 같다 회귀모델을 가시화하Fig. 5 .

여 분석한 결과 최 설계치수를  ≈ 

 ≈  ,  ≈  ,

 ≈ 로 결정했다.

이 연구의 유효성을 검증하기 하여 Kim et

al.[9]이 수행한 하베스터의 최 설계 결과와 비교했

다 비교 결과.  ,  , 는

로 이 연구에서 결정한 최 설계 치수0.6, 0.65, 0.5

와 동일했다 은 로 이 연구에서 결정된 치수는. 0.8

가 조 차이가 있었다 실제 최 을 확인하기0.7 .

하여 설계변수가    ,

   ,   일 때 별 하

베스터의 출력 압을 유한요소해석과 미분방정식의

수치 분을 통해 계산했다 계산 결과 이 약. AR 0.7

일 때 출력 압이 최 가 되는 것을 확인했다 두.
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연구 결과가 에서 차이를 보인 이유는 Kim et

Fig. 6 Output voltage of harvester according by AR

이 미리al. 설정된  값을 기 으로 분석한 것과

는 달리 이 연구에서는 을 인공신경망이 학습

해야 할 변수로 처리했기 때문인 것으로 단된다.

에 따른 하베스터의 출력 압 그래 는AR Fig. 6

과 같다.

결 론4.

제조업에서 최 설계 등의 목 으로 빅데이터를

활용하기 해서는 빅데이터를 리하기 한 장

소 이 장소와 연동된 데이터 분석 환경을 제

공하는 빅데이터 랫폼의 구축이 필요하다 이 연.

구에서는 오 소스 기반 빅데이터 장소인 하둡,

통계처리 로그램인 하둡과 을 연계하는R, R

을 이용하여 빅데이터 랫폼을 구축하고Rhadoop

자기형 진동 에 지 하베스터의 최 설계에 용

하 다.

최 설계 결과 하베스터의 최 치수는

≈   ≈  ,  ≈  ,

 ≈ 로 결정되었다 이 연구에서 도출한.

하베스터의 최 설계 결과는 Kim et al.[9]의 선행

연구와 동일하 다 두 연구에서.  값은 차이를

보 다 이와 같은 차이는 은. Kim et al. 을 학습

상 변수로 취 하지 않고 고정된 상수로 처리하

지만 이 연구에서 을 학습 상 변수로 취

하여 최 화를 하여 발생된 것으로 단된다.

후 기

이 논문은 산업통상자원부 산업기술 신사업 과(

제번호 의 지원으로 수행된 연구 결과임: 10082580)

을 밝힙니다.

Fig. 5 Regression models estimated using ANN for AR, Rmagratio, hcoilratio and t0ratio
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