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1. 서  론1)

시간, 품질, 비용은 소 트웨어 로젝트의 핵심 요소이다. 

특히 소 트웨어 로젝트의 많은 특징  한시성 때문에 시

간은 품질과 비용, 그 외 여러 요소에 향을 미친다[1]. 개발

자들은 주로 소 트웨어를 개발하거나 유지보수 작업을 하는 

동안 코드를 수정하는데 많은 시간을 소모한다. 특히 하나의 

코드를 수정하는데 들이는 시간보다 코드를 수정하기 해 

련된 코드를 탐색하고 이해하는데 더 많은 시간을 소모하

게 된다[2].
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이러한 시간의 소모를 이기 하여 수정해야 할 코드를 

어떻게 수정하면 되는지를 추천하는 많은 연구들이 진행되어 

왔다. 를 들면 통계  언어모델  N-gram 모델을 사용해 

코드의 출  순서를 학습시켜, 코드가 락되었을 확률을 계

산할 수 있다[3]. 한 락된 코드를 추천하는 연구가 진행

하 다[4]. 그 외에도 기존의 N-gram 모델이 코드의 순서와 

일부 어휘정보만을 사용하기 때문에 발생하는 한계 을 해결

하기 해 코드의 의미를 이해할 수 있는 모델이 제시되기도 

하 다[5]. 하지만 이러한 연구들 모두가 여 히 정확도가 낮

다는 한계 을 가진다.

최근 딥러닝 기법이 소 트웨어 공학 문제에 우수한 성능을 

보인다는 연구들이 많이 발표되었다. 그 에서 추천 문제에 딥

러닝 기법을 사용한 연구들도 있었는데, 를 들면 개발자가 

하고자 하는 행 를 자연어로 입력하면 자동으로 Application 

Programming Interfaces (APIs)의 사용 순서를 추천 해주거

나[6], Java언어의 APIs를 동일한 기능을 할 수 있는 C#언어
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의 APIs로 변경을 추천해 주는 연구가 있었다[7]. 이러한 딥

러닝 기법은 코드를 추천할 뿐만 아니라 학습하는 정보에 따

라 다양한 추천을 할 수 있다. 를 들면 버그와 개발자의 정

보를 학습시켜, 새로운 버그의 해결을 한 개발자를 추천하

는 연구도 있었다[8].

우리는 개발자들의 동작기록과 딥러닝 모델을 사용하여 

개발자들이 코드의 탐색과 이해를 거쳐 수정해야 하는 코드

를 찾는 데까지 걸리는 시간을 이기 한 연구를 진행한다. 

본 연구는 동작기록  개발자가 탐색하거나 수정한 기록들

만 추출해 시간순으로 나열하고, 특정한 문맥을 구성하고 딥

러닝 모델에 학습시켜 수정할 일을 추천하는 방법으로 진

행한다.

우리의 모델은 실험 상 로젝트들에 해 평균 약 91%

의 정확도와 약 71%의 재 율을 달성하 으며 다음과 같은 

공헌을 하는 연구결과로 볼 수 있다.

-1. 동작기록을 딥러닝 모델에 용하기 합함을 보인다.

-2. 동작기록과 딥러닝 모델을 사용하여 일수 에서  수

정이 필요한 치를 추천할 수 있다.

본 논문의 구성은 다음과 같다. 먼  2 에서는 우리의 연구

를 진행하게된 동기를 설명하며, 3 에서는 동작기록과 RNN

의 개념에 해 설명한다. 다음으로 4 에서는 실험 계획을 설

명하며, 5 에서는 실험 결과를 제시한다. 6 에서는 실험 결

과의 질  조사를 기술한다. 마지막으로 7 에서는 련 연구

를 제시하며, 8 에서는 우리의 연구에 한 타당성의 을 

제시한다. 9 에서는 결론을 기술하며 논문을 마무리 한다.

2. 연구 동기

우리는 실제 버그리포트와 동작기록을 조사하여 개발자들

이 어떻게 수정하는 코드를 탐색하는지 조사했다. 먼  이클

립스의 Platform 로젝트의 100799번 버그리포트는 특정 

러그인을 사용할 때 오류메시지 없이 종료된다는 내용을 보

고하 다. 해당 버그리포트의 2008년 02월 18일의 개정기록

을 보면 총 3개의 코드 일에서 변경이 발생했다. 해당 버그

리포트의 동작기록을 보면 총 7개의 일에서 탐색 는 수

정이 발생했다. 탐색  수정은 총 56번이 발생하 으며, 그

 37번은 탐색이고, 19번은 수정이었다. 첫 번째 수정은 56

번의 탐색  수정의 동작  6번째 동작에서 발생하 으며, 

세 번째 동작이 발생하기 까지 5분이 걸렸고 첫 번째 수정이 

발생하기 까지는 10분이 걸렸다. 모든 변경이 완료되기 까지

는 약 2시간 30분이 걸렸다.

 동일 로젝트의 193832번 버그리포트는 특정 러그

인을 사용했을 때 뷰가 정상작동 하지 않는다는 내용을 보고

하 다. 해당 버그리포트의 2007년 10월 29일의 개정기록을 

보면 총 1개의 코드 일에서 변경이 발생했다. 해당 버그리

포트의 동작기록을 보면 16개의 일에서 총 71번의 탐색 

는 수정이 발생하 다. 그  58번은 탐색이고, 13번은 수정이

었다. 첫 번째 수정은 71번의 탐색  수정의 동작  3번째 

동작에서 발생하 으며, 두 번째 수정은 21번째 동작에서 발

생하 다. 첫 번째 수정이 발생하기 까지는 1분도 채 걸리지 

않았다. 하지만 첫 번째 수정의 발생부터 두 번째 수정이 발

생하기 까지는 18번의 탐색으로 약 11분의 시간이 걸렸다. 모

든 변경이 완료되기 까지는 약 23분이 걸렸다.

이처럼 소스코드 하나를 수정하기 해서 개발자는 많게

는 수십 배에 가까운 양의 연 된 코드를 탐색해야 하며, 이

는 많은 시간을 소모한다. 우리의 연구인 동작기록을 사용한 

코드의 치 추천은 개발자가 해당 작업과 련하여 수정해

야 할 코드의 치를 추천해 으로써, 해당 코드를 찾는 데

까지 걸리는 탐색의 횟수와 시간을 일 수 있기를 기 한다

3. 동작기록과 Recurrent Neural Network

본 에서는 실험에 사용되는 딥러닝과 Recurrent Neural 

Network (RNN)에 해 설명하며, 동작기록을 딥러닝에 

용하는 방법을 기술한다.

3.1 딥러닝과 RNN의 개념

딥러닝은 사람의 뇌를 본뜬 인공 신경망을 바탕으로 데이

터를 이용하여 학습시키는 방법이다. 학습된 인공 신경망 모

델은 주로 새로운 입력 데이터에 한 결과를 측한다. 그  

Recurrent Neural Network(RNN)은 Convolutional Neural 

Network(CNN)과 함께 딥러닝의 표 인 인공 신경망이다. 

RNN의 기본 동작은 Fig. 1과 같다. 

Fig. 1의 X, Y, H는 각각 RNN모델에 한 입력, 출력, 상

태정보를 의미한다. 모델을 유닛수 으로 풀었을 때 각 유닛

에 이  유닛의 상태정보가 들어옴으로써 이  입력들에 

한 정보를 유지하게 된다. 유닛수 의 각 라미터들은 아래

의 식으로 계산된다.

    tanh               (1)
                          (2)

Fig. 1. Operation of Simple Recurrent Neural Network

 식의 xn, yn, hn은 각각 RNN유닛에 한 입력 데이터, 

출력 데이터, 상태정보를 나타낸다. 이 라미터들은 각자의

가 치인 Wx, Wy, Wh와 곱해져 고유의 의미를 나타낸다. 학

습은 상기의 식으로 계산하여 측한 y값과 실제 y값의 차이

를 이용해 손실함수를 계산하고, 최 화 함수를 통해 가 치



RNN을 이용한 동작기록 마이닝 기반의 추천 방법  463

를 갱신함으로써 신경망을 학습시킨다.

다양한 연구가 진행되어 생긴 여러 가지 변형 RNN 에서 

주로 사용되는 RNN은 long short-term memory (LSTM)[9]

와 gated recurrent unit (GRU)이다[10]. 기본 RNN유닛과 

LSTM, GRU의 차이 은 내부 구조에 있다. 기본 RNN유닛

은 단순히 의 Equation (1), (2)만으로 연산된다. 반면 

LSTM과 GRU는 입력 게이트, 출력 게이트 등 기본 RNN유

닛보다 복잡한 구조와 많은 연산이 필요하다. 그 신 기본 

RNN유닛보다 더 깊고 장기 인 학습이 가능하다

3.2 딥러닝에 동작기록 용 방법

1) 동작기록

우리가 사용하는 동작기록은 Mylyn도구에서 생성하는 동

작기록으로서 Fig. 2와 같이 xml 포맷으로 이루어져 있다. 이

러한 동작기록은 단순히 수정된 코드의 정보를 기록한 개정

기록과 달리 개발자가 코드를 탐색하거나 수정했던 모든 행

를 담는다. 이러한 동작기록은 개발자가 한 번의 코드 수정

을 해 코드를 어디서부터 탐색하기 시작했는지, 얼마나 많

은 일을 탐색했는지, 그리고 최종 으로 코드를 수정하는 

데까지 얼마나 시간을 소비하 는지 등을 추론해 낼 수 있는 

이 이 있다. 

Fig. 2. Example of Interaction History

2) 동작기록 처리

본 연구에서는 동작기록이 가진 많은 정보 가운데 개발자

가 하나의 일을 보거나 수정한 동작 행 와 그 행 를 시

작한 시간과 끝난 시간, 그리고 해당 일의 이름 정보를 사

용한다. 이를 해 우리는 먼  python을 사용해 xml로 장

되어 있는 동작기록에서 우리가 사용할 정보들만 추출하

다. 다음으로 우리는 추출한 정보들을 모델에 학습시키기 

한 형태로 변형시켰다. 이 변형은 3개의 탐색  수정 일과 

1개의 수정 일로 이루어지며 Fig. 3과 같다. Fig. 3에서 개

발자가 순서 로 일 A, B, C를 탐색한 다음 D, E를 수정하

을 때, ([A, B, C], D), ([B, C, D], E)로 탐색  수정한 세 

개의 일로 이루어진 집합과 수정한 하나의 일로 정의되

는 데이터  2개가 만들어 지며, Fig. 4에서 를 볼 수 있

다. Fig. 4에서 왼쪽은 Fig. 2의 동작기록에서 추출한 동작의 

순서  일부이며, 동작은 에서부터 아래로 진행되었다. 오

른쪽의 두 박스는 추출한 동작을 모델에 학습시키기 한 형

태로 변형한 데이터 의 모습으로, 각 박스의 선  세 개

의 일은 탐색  수정된 일의 집합으로 RNN모델의 입력 

데이터에 해당하며, 선 아래 하나의 일은  세 번의 동

작이후 수정된 일로 입력 데이터의 정답에 해당한다.

Fig. 3. Preprocessing of Interaction Histories

Fig. 4. Example of Data Pair

3) 모델 튜닝

우리의 모델은 Fig. 5와 같다. 학습 모델은 임베딩 계층과

RNN계층으로 구성된다. 임베딩 계층은 문자열인 일 이름

을 벡터로 바꾸기 한 계층이다. RNN계층은 학습을 한 

계층으로 RNN계층을 통해 추천할 코드를 측한다. 이때, 딥

러닝 모델은 라미터에 의해 성능이 변하기 때문에 우리는 

먼  한 라미터를 찾기 해 로젝트 ECF를 상으

로 모델의 라미터를 조율하 다. 상 라미터는 RNN계

층의 유닛과 계층의 크기, 학습 횟수이며, 유닛은 [LSTM, 

GRU]로, 계층의 크기는 [100, 500, 1000]로, 학습 횟수는 [10, 

100, 500, 1000]으로 진행하 다.

Fig. 5. Model Overview

4) 모델 학습

모델의 학습은 처리된 동작기록의 데이터   랜덤으

로 추출한 70%를 학습 데이터로 사용하 다. 학습의 손실함

수는 PyTorch에 구 되어 있는 Equation (3)으로 계산되는 

CrossEntropy를 사용하 으며, 최 화함수는 Adam[11]을 사

용하 다.
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loglog       (3)

Equation (3)에서 N은 모든 정답의 개수를 의미한다. 는 해

당 입력 데이터에 한 정답을 표 한 벡터로 정답일시 1을 오

답일시 0의 값을 가지며, N의 크기를 가진다. 은 정답 벡터

의 n번째 값을 나타내며, 은 해당 입력에 해 모델이 측한 

값을 나타낸다. 이 식는 이 1이면서 이 1에 근 하거나 이 

0이면서 이 0에 근 한다면 0에 가까운 수를 반환하며, 이 

1이면서 이 0에 근 하거나 이 0이면서 이 1에 근 한다

면 매우 큰 수를 반환한다. 즉, 정답일 시에는 부담이 없지만, 

틀렸을 시에는 큰 부담을 지게 하는 방법으로 진 으로 해당 

식의 값을 이는 방향으로 학습을 진행하게 된다.

5) 모델을 이용한 코드 추천 방식

우리의 RNN모델은 3개의 탐색  수정된 일이 입력되

면 1개의 수정 일을 추천한다. 딥러닝 모델의 특성상 모든 

입력에 해 출력이 발생하는데, 이때 무분별하게 추천하는 

결과를 방지하기 해 Equation (4)로 계산되는 소 트맥스 

함수를 사용해 측의 정확률이 90%를 넘을 때만 추천하도

록 임계값을 설정하 다.

  












               (4)

 식에서 yi는 입력에 한 모델의 출력  i번째 벡터를 

의미한다. e는 오일러 수이며, m은 y 벡터의 체 개수를 의

미한다. 소 트맥스 함수를 사용한 결과는 y값 체의 합을 1

로 만들어 다.

4. 실험 계획

본 에서는 실험을 통해 찾고자 하는 연구 질문과 실험의 

상 제시하고, 실험의 차를 설명한다.

4.1 연구 질문

본 연구의 실험을 통해 아래의 질문들을 탐구한다.

RQ1. RNN모델을 사용한 추천의 성능은 어떠한가?

RQ2. RNN모델에 사용되는 라미터들은 모델의 학습에 

어떠한 향을 미치는가?

RQ3. RNN모델과 기존 통계  언어모델인 N-gram과의 

차이는 무엇인가?

4.2 실험 상

본 연구의 실험 상은 장기 이고 다양한 정보를 가지고 

있어야 하며, 일반 이어야 한다. 따라서 우리는 이클립스의  

ECF, MDT, Mylyn, PDE, Platform, Others 로젝트의 동작

기록을 사용하기로 결정하 다. Others는 앞선 5개 로젝트 

이외의 여러 로젝트의 동작기록을 가지고 있다.

Table 1은 각 로젝트에 한 처리 이후 만들어진 데이

터 의 개수를 보여 다. 각 로젝트 별로 된 동작기록

의 수가 다르기 때문에 생성된 데이터 의 개수에서 차이가 

난다. 데이터 이 가장 많은 로젝트는 Mylyn이며 가장 

은 로젝트는 PDE이 다. 평균 데이터 의 개수는 약 

36277개 이다. 각 로젝트 별 체 데이터 의 개수  랜

덤으로 추출한 70%를 모델의 학습 데이터로 사용하 으며, 

나머지 30%는 학습된 모델의 테스트 데이터로 사용하 다.

Projects ECF MDT Mylyn PDE Platform Others

Number of 

training data
8425 17565 51471 4384 25359 45159

Number of 

test data
3612 7529 22059 1879 10869 19354

Total 12037 25094 73530 6263 36228 64513

Table 1. Number of Data After Preprocessing

4.3 실험 환경

실험의 모델은 Intel(R) Core(TM) i7-8700K 3.70GHz CPU

와 16GB 메모리 환경에서 Python3.6과 딥러닝 라이 러리인 

PyTorch를 사용해 구 하 다.

4.4 실험 차

실험의 체 인 진행은 먼  동작기록을 딥러닝 모델에 

학습 시킬 형태로 처리를 진행한다. 다음으로 딥러닝 모델

을 구 하고, 처리된 동작기록을 학습시킨다. 마지막으로 

딥러닝 모델의 성능을 평가한다.

4.5 척도

모델의 성능 평가를 해 우리는 추천율, 정확도, 재 율을 

측정하 으며 각 척도는 아래의 식과 같다.

추천율추천을 시도한 횟수
추천이 발생한 횟수

   (5)

정확도추천이 발생한 횟수
추천이 정답과 일치한 개수

  (6)

재현율실제 수정파일의 개수
추천된 수정 파일의 개수

  (7)

먼  Equation (5)에서 추천율이란 추천을 시도 횟수 비 

추천이 실제 발생한 횟수를 의미한다. 우리 실험에서 추천 시

도 횟수는 테스트 데이터의 개수로서 Table 1의 3번째 행에

서 각 로젝트의 테스트 데이터의 개수를 볼 수 있다. 추천
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이 발생한 횟수는 테스트 데이터   우리가 설정한 임계

값 90%를 넘어 추천이 발생한 개수이다. 다음으로 Equation 

(6)에서 정확도란 추천이 발생한 횟수 비 추천이 정답과 일

치한 개수를 의미한다. 우리의 실험에서 추천이 발생한 수는 

추천율에서 설명한 것과 동일하며, 추천이 정답과 일치한 개

수는 추천이 발생했을 때, 추천의 결과가 동작기록에서 입력

된 3번의 동작 이후에 등장한 실제 수정된 일과 일치하는 

개수이다. 마지막으로 Equation (7)에서 재 율은 실제 수정

일의 개수 비 추천된 수정 일의 개수를 의미한다. 우리

의 실험에서 실제 수정 일의 개수는 동작기록에 존재하는 

모든 수정 일의 개수이며, 추천된 일의 개수는 모든 수정

일  우리의 모델이 추천한 수정 일의 개수이다.

5. 실험 결과

본 에서는 4.1 의 각 연구질문에 답을 하며, 실험 결과를 

보여 다.

5.1 RQ1 - RNN모델을 사용한 추천의 성능은 어떠한가?

우리는 먼  모델의 성능 평가를 진행하기 해 학습 데이터

와 평가 데이터의 추출을 랜덤으로 5번 진행하 다. 이를 사용

해 동일한 구조의 모델 5개를 생성하여 평가하 다. Table 2는 

각 로젝트에 한 모델들의 평균값으로 성능을 평가한 결과

표이다. 입력에 한 측 정확률의 임계값을 90%로 설정한 

결과, 가장 높은 추천율을 보인 로젝트는 ECF로 92%를 보

다. 가장 낮은 추천율을 보인 로젝트는 Mylyn으로 59%를 

보 으며, 평균 78%정도의 추천율을 보 다. 다음으로 정확도 

한 로젝트 ECF가 96%로 가장 높았으며, 로젝트 Mylyn

이 84%로 가장 낮았다. 평균 으로 91%의 정확도를 보 다. 

마지막으로 재 율은 로젝트 ECF가 89%로 가장 높았으며 

로젝트 Mylyn이 50%로 가장 낮았다. 평균 으로 71%의 재

율을 보 다.

Projects ECF MDT Mylyn PDE Platform Others

Amount 3612 7529 22059 1879 10869 19354

recommendation 
rate

0.92 0.78 0.59 0.84 0.76 0.77

precision 0.96 0.91 0.84 0.87 0.92 0.93

recall 0.89 0.71 0.50 0.74 0.70 0.72

Table 2. Model Performance

5.2 RQ2 – RNN모델에 사용되는 라미터들은 모델 

학습에 어떠한 향을 미치는가?

우리는 RNN모델의 구 을 해 로젝트 ECF를 상으로 

유닛, 계층의 크기, 학습 횟수를 상으로 라미터 조율을 진

행했었다. Table 3은 각 라미터를 조율했을 때 각 라미터

에 한 모델 별 성능을 보여 다. 그 결과 상  5개에서 유닛

에는 모두 GRU가 등장했으며, 계층의 크기는 100과 500이 나

타났다. 학습 횟수는 100, 500, 1000이다. 체 으로는 먼  

유닛은 학습 횟수가 을 때 GRU가 LSTM보다 성능이 조  

더 높지만, 그 외의 조건에서는 별다른 차이가 없었다. 다음으

로 계층의 크기는 학습 횟수가 을 때는 100보다 500, 1000의 

성능이 약간 좋았지만, 이외에는 1000이 100, 500보다 약간 더 

낮은 성능을 보 다. 마지막으로 학습 횟수는 10과 100사이에

서 성능의 변화가 크지만 100이후에는 성능의 변화가 거의 없

다. 우리는 성능과 학습 시간을 고려해 최종 으로 모델의 

라미터를 유닛은 GRU로, 계층의 크기는 500으로, 학습 횟수

는 100으로 설정하 다.

Unit
Hidden 

size

Epoch

10 100 500 1000

GRU

100 82.00 92.86 92.86 92.80

500 86.60 92.88 92.72 92.66

1000 86.07 92.41 92.36 92.36

LSTM

100 76.30 92.33 92.55 92.28

500 83.94 92.05 92.03 92.03

1000 83.67 91.81 91.69 91.67

Table 3. Result of Parameter Tuning

5.3 RQ3 - RNN모델과 기존 통계  언어모델인 

N-gram과의 차이는 무엇인가?

우리는 RNN모델과 N-gram의 차이가 어느 부분에서 발생

하는가에 한 논의를 진행하 다. N-gram은 N개의 입력 데

이터에 한 정답 데이터를 학습하여 통계 으로 입력에 한 

정답을 측하는 모델이다. N을 3으로 설정한 tri-gram 모델

은 3개의 입력 데이터를 갖는다. 즉, 우리의 실험  동작기록

의 처리과정은 tri-gram과 동일하다. 따라서 우리는 모델 

부분에 집 하여 논의를 진행한 끝에 RNN모델과 N-gram의 

가장 큰 차이는 모델의 학습 방법과 결과의 출력 방법에 있

다고 결론 내렸다. RNN모델은 데이터를 벡터화 하여 가 치

와의 벡터 곱을 통해 고유의 가 치를 갱신하여 학습하기 때

문에 입력되는 데이터의 벡터가 비슷하면 거의 동일한 결과

를 출력한다. 하지만 기존의 N-gram은 가 치를 사용하지 

않는 통계  학습으로, 데이터를 벡터화 하더라도 입력되는 

데이터가 학습된 데이터와 정확하게 일치하지 않으면 결과의 

출력이 발생하지 않는 다는 이다.

Fig. 6과 7은 동일한 학습 데이터를 사용하여 RNN과 tri-gram

의 정확도와 재 율을 비교한 그래 이다. Fig. 5에서 RNN을 

사용한 모델과 N-gram을 사용한 모델의 정확도를 비교했을 때 

N-gram모델과 RNN모델 모두 최소 80% 이상의 정확도를 보

인다. 하지만 Fig. 7에서 재 율을 비교했을 때 RNN을 사용한 

모델이 N-gram모델에 비해 두 배 이상 우수함을 볼 수 있었다.
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Fig. 6. Precision of N-gram and RNN

Fig. 7. Recall of N-gram and RNN

6. 실험 결과의 질  조사

본 에서는 우리의 모델의 추천 결과가 실질 으로 어떤 

의미를 가질 수 있는지에 한 조사를 진행한다. 이를 해 2

 연구동기에서 사용한 두 개의 버그리포트에 한 추천 결

과가 가지는 의미에 한 조사를 진행한다.

먼  Platform 로젝트의 100799번 버그리포트의 동작기

록에서 보면 첫 번째 수정이 여섯 번째 동작에서 발생하는데 

이는 처음 탐색 시간으로부터 약 9분 후 발생한다. 두 번째 수

정은 여덟 번째 동작에서 발생하는데 이는 처음 탐색으로부터 

약 10분 후 발생한다. 우리의 추천 방법을 사용하여 수정해야 

하는 일을 추천할 때, 처음 추천은 세 번째 탐색 동작이 발

생할 때 바로 수정해야 하는 첫 번째 일을 추천한다. 우리의 

추천 방법을 용하면, 첫 번째 수정 일을 첫 번째 탐색에서

부터 세 번째 탐색이 시작되는 약 5분 후에 제시해  수 있

다. 그 결과, 바로 여섯 번째 동작으로 유도함으로써 기존의 

네 번째, 다섯 번째 동작을 뛰어넘을 수 있다. 한 의 순서

로 진행하여 여섯 번째에 수정해야 하는 첫 번째 일이 모

델에 입력되면 다음 수정해야 하는 두 번째 일을 추천한다. 

이로써 첫 번째 수정에서 5분의 시간을, 두 번째 수정을 해

서는 1분의 시간을 단축할 수 있다. 이를 통해 측한다면 실

제 약 2시간 30분 걸렸던 탐색  수정 작업의 시간을 약 1시

간 05분으로 약 56% 단축시킬 수 있다고 추정할 수 있다.

다음으로 동일 로젝트의 193832번 버그리포트의 동작기

록에서 첫 번째 수정이 세 번째 동작에서 발생하는데 이는 처

음 탐색 시간으로부터 약 1분 후에 발생한다. 두 번째 수정이 

스무 번째 동작에서 발생하는데 이는 처음 탐색 시간으로부터 

약 11분 후에 발생한다. 우리의 모델은 첫 번째 추천을 발생시

킬 때 반드시 세 번의 동작기록이 입력되어야 하기 때문에, 세 

번째에서 발생한 첫 번째 수정 일은 추천할 수 없다. 하지만 

첫 번째 수정을 진행하면 세 번의 동작기록이 입력되기 때문

에 바로 다음 수정해야 하는 일을 추천하여 열여덟 번의 탐

색을 뛰어넘어 약 11분의 시간을 단축할 수 있다. 이를 통해 

측한다면 실제 약 23분 걸렸던 탐색  수정 작업의 시간을 

약 13분으로 약 56% 단축시킬 수 있을 것으로 기 한다.

실질  조사의 결과 우리의 모델은 체 작업 시간을 약 

56% 단축할 수 있을 것으로 기 된다. 특히 한 번의 수정작

업 이후 다음 수정작업까지 걸리는 탐색의 횟수가 많을수록, 

그 시간이 오래 걸릴수록 효과 이다. 그러나 실제로는 코드

를 이해하기 한 탐색에 걸리는 시간은 반드시 필요할 것이

므로 조사에 의한 단축 시간보다는 을 것으로 상한다. 하

지만 탐색을 통해 수정해야 하는 일을 찾는 것과 수정해야

하는 일을 알고 이해해야 하는 일을 탐색하는 것에는 분

명 차이가 있기 때문에, 수정해야 하는 일을 추천해주는 우

리의 연구는 충분한 의미가 있다고 볼 수 있다.

7. 련 연구

본 에서는 우리의 연구와 련된 연구들을 기술한다. 

련 연구들은 통계  언어모델을 사용한 코드 추천에 한 연

구와 소 트웨어 공학 문제에 딥러닝을 용한 연구, 동작기

록에 마이닝을 용한 연구들이 있었다.

먼  통계  언어모델을 사용해 코드를 추천한 많은 연구들

은 주로 N-gram 모델을 사용하 다. 를 들면 Raychev 등은 

API를 사용하는 로그램에서 API를 포함한 코드 블럭에 락

된 코드가 있을 경우 코드의 완성을 확률 으로 측해 코드를 

추천하는 시스템을 연구하 다[3].  Nguyen 등은 기존의 

N-gram은 코드의 어휘 정보만을 기반으로 학습한다는 한계

에 의해 떨어질 수 있는 정확도 문제를 해결하기 해 의미를 

이해할 수 있는 새로운 N-gram 모델을 제시하 다[4]. 그리고 

Nguyen 등은 N-gram기법을 그래  모델 기반에 용하여 코

드의 출  확률을 계산하여 코드에서 락된 부분을 완성시키

기 한 코드를 추천하는 시스템의 연구를 진행하 다[5].

다음으로 소 트웨어 공학 문제에 딥러닝을 용하여 우수

한 성능을 보인 연구 사례들이 많았다. 그  우리는 추천 문제에 

딥러닝을 용한 사례들을 상으로 조사하 다. 를 들면 Gu 

등은 Java 언어 APIs의 사용 순서와 설명을 딥러닝 모델  

Recurrent Neural Network 모델에 학습시켜, 자연어 문장을 입

력하는 것으로 그에 맞는 APIs의 사용 순서를 추천하는 연구를 

진행하 다[6]. Gu 등은 코드 장소에서 불특정 다수의 Java 

로젝트와 C# 로젝트로 부터 APIs 사용 순서와 그에 연 된 

설명을 RNN모델에 학습시켜, Java 언어로 구 된 로젝트를 

C# 언어로 번역하는 연구를 진행하 다[7]. Lee 등은 버그에 

한 설명과 버그를 해결한 개발자의 데이터를 딥러닝 모델  

Convolutional Neural Network 모델에 학습시켜, 새로운 버그
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에 처할 수 있는 개발자를 추천하는 연구를 진행하 다[8].

마지막으로 동작기록에 마이닝을 용한 연구들이 있었다. 

를 들면 Lee 등은 로그래머의 동작기록에 클러스터링 기

법을 용하여 개발 작업과 련된 소스 코드를 군집화 하는 

연구를 진행하 다[2].  Dyer 등은 거 한 규모의 소 트웨

어 장소에 있는 수많은 소 트웨어 로젝트에서 소스 코

드에 한 세부 수 의 정보  체 이력 정보를 마이닝하

기 한 새로운 로그래  언어를 제시하 다[12]. 한 Lee 

등은 개발자의 동작기록을 소 트웨어의 개정기록을 기반으

로 하는 추천 시스템에 용하는 연구를 진행하 다[13]. 그

리고 Damevski 등은 개발자가 개발 환경의 사용 패턴을 시간

의 순서로 마이닝하여, 반자동 으로 동작기록을 생성하는 

연구를 진행하 다[14].

이처럼 기존 코드 추천 연구는 통계  언어모델  N-gram

이 심이 되어 코드 추천 연구가 진행이 되어 왔다. 하지만 

N-gram은 학습되지 않은 몇 개의 데이터가 입력되는 것만으

로 재 율이 낮아지는 한계가 있다. 그런데 소 트웨어 공학 

문제에 딥러닝을 용한 연구들은 상당한 수 의 성능을 보

다. 이러한 결과는 우리가 딥러닝을 사용하도록 하는 동기

가 되었으며, 동작기록이 개정기록보다 더 많은 정보를 가지

고 있어 딥러닝에 더 합할 것이라 기 한다.

8. 연구 결과의 타당성에 한 

우리의 실험의 타당성에 한 몇 가지 이 존재한다.

내부 으로 우리는 각 로젝트의 동작기록에서 처리 이

후 생성된 데이터 의 70%를 랜덤으로 추출하여 학습 시켰고 

나머지 30%를 테스트 데이터로 사용하 다. 만약  다른 데

이터  70%를 랜덤으로 추출하고 나머지 30%를 테스트한다

면 모델의 성능은 달라질 수 있다. 그러나 랜덤 추출이기 때문

에 달라지는 성능의 차이는 그리 크지 않을 것으로 상한다.

외부 으로 우리는 단지 소수 로젝트의 동작기록에 

해서만 평가하 으며, 동작기록을 단순히 시간 순서로 처

리하 지만, 만약 하나의 작업 단 로 처리를 진행한다면 

모델의 성능은 달라질 수 있다. 한 탐색  수정된 일의 

이름을 딥러닝 모델 내부에서 임베딩 계층을 통해 벡터화 하

다. 이 벡터는 일의 이름을 표할 수는 있지만, 그 일

이 어떤 일인지에 한 의미는 표할 수 없다. 즉 일의 

의미를 표하는 다른 기법을 사용한다면 성능이 달라질 수 

있다. 한 단 두 개의 계층만을 가진 우리의 모델은 매우 단

순하다. 계층을 더 늘리거나 신경망의 깊이를 늘린다면 모델

의 성능은 달라질 수 있다. 그리고 우리는 새로운 데이터에 

한 실험을 진행하지 못하 기 때문에 새로운 데이터를 사

용해 모델을 평가하게 된다면 모델의 성능은 달라질 수 있다.

  

9. 결  론

소 트웨어 로젝트에서 시간은 핵심 자원 요소  하나

이다. 개발자들은 하나의 코드를 수정하는데 들이는 시간보

다 코드를 탐색하고 이해하는데 더 많은 시간을 소모한다. 우

리는 개발자가 코드를 수정하기 해 일을 탐색하는데 걸

리는 시간을 이기 한 개발자의 동작기록과 딥러닝을 사

용한 추천방법을 제안한다. 우리는 5개의 로젝트에 한 동

작기록과 RNN모델을 사용해 사용자가 3개의 일을 탐색하

거나 수정하 을 때 다음으로 코드를 수정해야하는 일을 

추천해 주는 연구를 진행하 다. 그 결과 우리는 평균 약 

91%의 정확도와 약 71%의 재 율을 달성하 다. 이러한 결

과는 우리의 연구가 동작기록을 딥러닝 모델에 용 가능하

다는 과 동작기록과 딥러닝 모델을 사용해 일 수 에서 

수정이 필요한 치를 추천할 수 있음을 보인다.

향후 우리는 더 우수한 성능을 낼 수 있는 방법과 모델구

에 한 연구를 진행할 것이다. 를 들어 단 하나의 모델

로 다양한 로젝트에 용가능 하도록 동작기록을 작업단

로 군집화 하고, 각 일의 의미를 표할 수 있는 기법에 

한 연구를 진행할 것이다. 한 CNN과 RNN을 함깨 사용하

는 연구 등 더욱 정확한 모델을 한 조합 모델의 연구를 진

행할 것이다.
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