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ABSTRACT

It is essential to protect the national space assets and space environment safely as a
space development country from the continuously increasing space debris. And Active
Debris Removal(ADR) is the most active way to solve this problem. In this paper, we
studied the Artificial Neural Network(ANN) for a stable recognition model of vision-based
space debris tracking system. We obtained the simulated image of the space environment
by the KARICAT which is the ground-based space debris clearing satellite testbed
developed by the Korea Aerospace Research Institute, and created the vector which
encodes structure and color-based features of each object after image segmentation by
depth discontinuity. The Feature Vector consists of 3D surface area, principle vector of
point cloud, 2D shape and color information. We designed artificial neural network model
based on the separated Feature Vector. In order to improve the performance of the
artificial neural network, the model is divided according to the categories of the input
feature vectors, and the ensemble technique is applied to each model. As a result, we
confirmed the performance improvement of recognition model by ensemble technique.

초 록

지속적으로 우주파편이 증가하고 있는 상황에서 국가 우주자산을 안전하게 보호하고 

우주개발국으로서 우주환경 보호에 관심을 가지는 것은 중요하다. 우주파편의 급격한 증

가를 막기 위한 효과적인 방법 중 하나는 충돌위험이 큰 우주파편들, 그리고 임무가 종료

된 폐기위성을 직접 제거해 나가는 것이다. 본 논문에서는 영상기반 우주파편 추적시스템

의 안정적인 인식모델을 위해 인공신경망을 적용한 연구에 대해 다루었다. 한국항공우주

연구원에서 개발한 지상기반 우주쓰레기 청소위성 테스트베드인 KARICAT을 활용하여 우

주환경이 모사된 영상을 획득하였고, 깊이불연속성에 기인한 영상분할 후 각 객체에 대한 

구조 및 색상 기반 특징을 부호화한 벡터를 추출하였다. 특징벡터는 3차원 표면적, 점군의 

주성분 벡터, 2차원 형상정보, 색상기반 정보로 구성되어있으며, 이 범주를 기반으로 분리

한 특징벡터를 입력으로 하는 인공신경망 모델을 설계하였다. 또한 인공신경망의 성능 향
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상을 위해 입력되는 특징벡터의 범주에 따라 모델을 분할하여 각 모델 별 학습 후 앙상블 

기법을 적용하였다. 적용 결과 앙상블 기법에 따른 인식 모델의 성능 향상을 확인하였다.

Key Words : Space Debris(우주파편), Active Debris Removal(우주파편 능동제거), Deep
Neural Network(심층신경망), Feature Encoding(부호화된 특징), Model
Ensemble(모델 앙상블)

Ⅰ. 서 론

2017년 1월 기준, 10cm이상의 인공물체는 약 

29,000개로 추정하고 있으며, 그 수는 우주개발이 

시작된 이후 지속적인 증가를 보이고 있다[1]. 이

는 우주파편과 운용중인 위성과의 충돌을 야기 

시키며, 충돌로 인한 위성의 기능 상실은 위성운

영에 치명적이기 때문에, 국제적으로 우주파편의 

증가에 따른 위험성 인식이 재고되는 상황이다.
국내에서도 이러한 상황을 인식하고 국가 위성과 

우주파편의 충돌 위험을 분석하고[2], 수명을 다

한 위성을 처리하기 위한 폐기기동에 관한 연구

[3]를 수행한 바 있으며, 우주 개발국으로써  이

에 우주파편 제거가 우주파편의 증가를 근본적으

로 완화 시킬 수 있는 대안으로 제안되었으며[4],
이와 관련하여 능동 또는 수동적인 다양한 제거

방법이 연구개발 중에 있다[5]. 능동 제거를 수행

하기 위해서는 우주쓰레기와 근접운용상황에서 

상대거리 및 자세 등 제거 대상의 운동에 대한 

정보와 대상 우주쓰레기의 식별 및 인식을 위한 

구조 및 형상 정보 그리고 색상 정보의 획득이 

필수적이다. 따라서 우주파편 제거 위성은 

RGB-D camera, 3D LiDAR (Light Detection
And Ranging), stereo camera 혹은 

ToF(Time-of-Flight) camera 등 시각기반의 거리 

센서를 탑재해야 한다. 우주환경은 지상과 비교

하여, 영상 내 움직임이 역동적이며, 또한 우주파

편의 자세가 불안정하고, 임의의 축으로 회전하

는 경우, 태양 입사각과 카메라의 시선방향에 따

라 목표물을 안정적으로 인식하는데 어려움이 발

생한다. 따라서 이를 위해서는 안정적인 인식모

델이 요구된다.
한편, 최근 인공신경망(Artificial Neural Net

-work, ANN)을 이용한 방법을 적용시켜 다양한 

분야에서 성능향상을 보여주고 있다[6]. 기존의 

영상인식 문제에서는 SIFT(Scale-Invariant Fea-
ture Transform)나 HOG(Histogram of Oriented
Gradients)를 이용한 방법을 적용하였으나, 그 성

능의 향상이 다소 적었고, 특히, 후처리가 필요하

여 다단의 과정이 필요하다[7]. 또한, 기존 방법

들은 사전 결정적인 특징정보를 활용하는 방법으

로 인식문제를 해결했기 때문에, 광량이 부족한 

상황이나 급변하는 환경에서는 그 성능이 떨어지

며, 다양한 환경을 만족하는 모델을 생성하는데 

한계가 있었다. 하지만 합성곱 신경망(Convolu
tional Neural Network, CNN) 등 ANN을 기반

으로 하는 인식 및 탐지 알고리즘은 복잡한 영상 

이해 문제에서 보다 더 정확하고, 더 자세하게 

파악할 수 있는 능력을 보여주고 있고[8], 다양한 

환경적 요소를 포함한 데이터를 ANN에 적용하

여 그 성능이 증가되었다. 또한, GPGPU(General
Purpose Graphic Processing Unit)를 활용한 병

렬처리기법으로 통해 보다 빠르고 많은 데이터를 

활용할 수 있게 되었다.
항공우주분야에서의 인공신경망의 적용은 주

로 위성시스템의 고장진단(fault diagnosis)[9]과 

재진입 비행체에 인공신경망을 이용한 되먹임 선

형화 기법을 적용한 연구[10] 등 제어분야, 또는 

위성영상에서 집, 자동차 등 물체인식(object re-
cognition) 및 탐지(detection) 분야에 적용하기 

위해 위성영상을 보다 쉽게 해석하는 영상분할

(image segmentation)과 분류(classification)에 적

용하고, 후처리를 통한 해상도 향상을 위한 초해

상도기법(Super Resolution, SR)에도 인공신경망 

기술이 접목되고 있다[11-13]. 그 이외에 지상에

서 전자광학센서(electrical-optical sensor)를 이용

하여 우주물체의 밝기 측정값을 이용한 분류 연

구에도 인공신경망을 적용시켰다[14].
우주파편 능동제거는 우주재급유(re-fueling),

우주 부품수리 및 구조(repairing & rescue) 등 

위성 서비스의 한 종류로써, 랑데부・도킹(ren
dezvous・docking), 근접운용(proximity opera
-tion) 등의 우주 핵심기술들이 요구된다. 이러한 

기술들은 실시간으로 정확한 판단이 이루어져야 

하므로 RGB-D 카메라, 3D-LiDAR와 같은 거리

정보 외에 부가적인 형상 및 색상 정보의 획득도 

가능한 센서들과 함께 융합, 처리하는 기술에 대

한 연구가 많이 진행되고 있다. Han의 연구에서

는 Perceptual spatial-space generation model기
반 강화된 Mean-shift 방법을 제시하고, Monte
carlo contour방법을 적용하여 지역필터(local
filter)에서 발생하는 차원 문제를 해결하고자 하
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였다[15]. F. Rosso의 연구에서는 스테레오 비전

(stereo-vision)을 기반으로 하는 우주파편의 형상 

복원에 관한 연구를 수행하였고, Programmable
System-on-Chip(SoC)에 1쌍의 카메라를 장착하

여 히스토그램 평활화를 수행하고, SIFT를 이용

하여 특징점 매칭으로 형상을 복원하는 시스템을 

제안하였다[16]. R. Opromolla의 연구에서는 3D
템플릿 매칭 기술(template matching)을 이용하

여 비협조 물체의 자세를 결정하는 연구를 수행

하였다. LiDAR에서 받은 정보를 점군(point
-cloud) 데이터의 3차원 형상으로 나타내고 사전

에 획득한 다양한 자세의 3D 점군 데이터들과 

무게중심을 일치시킨 후 비교 및 정합하여 정합

비용이 가장 낮은 자세로 결정을 한다[17]. 세 연

구에서 제시한 Mean-shift와 SIFT(Scale-Invariant
Feature Transform)기법은 연산량이 상당하고,
광량 변화, 시점 변화 등에 취약하여 성능이 제

한적이다. A. Petit의 연구에서는 기존의 모델 기

반 추적기술(model-based tracking)에서 이용하는 

에지 검출(edge-detection)이 3D 모델의 복잡한 

형상이나 임의의 모양에 대해서는 제약이 있고,
실시간에 적합하지 않기 때문에 GPU연산 가속 

기술과 3D 렌더링(rendering)활용하였다[18]. 또

한 알고리즘 검증에 사용한 영상은 가상으로 제

작된 영상(synthetic image)들로 알고리즘의 실제 

우주환경에서의 동작을 보장할 수 없다는 한계를 

가지고 있다.
본 논문에서는 우주파편 능동제거를 수행하기 

위한 추적시스템에 적용시킬 인식모델에 대한 연

구를 다루었다. 우주파편을 제거하기 위해서는 

근접운용 상황에서 지속적으로 안정적인 인식이 

요구되며, 기존의 영상으로는 다양한 환경을 만

족하지 못해 어려움이 존재하였다. 또한 기존의 

연구에서는  다소 연산량이 많고, 성능향상에 어

려움이 많은 기술들을 적용하였다. 이러한 이유

로 본 논문에서 제시하는 방법은 지상기반 우주

환경 테스트베드를 활용하여 타 분야에서 성능향

상이 높은 심층신경망을 적용시켜 인식모델의 성

능향상과 안정적 인식에 대한 내용을 다루었다.

Ⅱ. KARICAT 영상 학습데이터

2.1 우주쓰레기 청소위성 테스트베드

2.1.1 5-자유도 지상 테스트베드

한국항공우주연구원에서는 지상기반 우주쓰레

기 청소위성 시험을 위한 테스트베드인 KARI
CAT(KARI CApture Testbed)을 Fig. 1과 같이 

Fig. 1. KARI CApture Testbed (KARICAT)

개발하였다[19]. KARICAT은 초소형위성의 랑데

부/도킹 알고리즘 개발을 위한 5-자유도 지상테

스트 베드로써, 자세제어를 위한 3-자유도와 2-자
유도 X-Y축 병진운동을 할 수 있는 기능이 포함

된다.
플랫폼은 상부와 하부로 나누어지는데, 상부는 

위성을 나타내며, 하부는 지상에서 우주환경 모

사를 위한 시스템으로 구성된다. 하부는 플랫폼

이 지면과 무마찰 상태가 되도록 에어베어링

(flat-air bearing)과 이동을 위한 추력기가 포함되

어 있으며, 지면은 강화유리를 이용하여 편평도

를 가지는 평판으로 제작되었다. 또한 주위를 검

은 천으로 둘러싸고, LED조명을 통해 우주와 유

사한 배경으로 구성하였다. GPS신호 모사를 위

한 Motion capture system과 플랫폼과의 실시간 

데이터 송수신을 위한 지상국 시스템이 포함된

다.
플랫폼은 6U급 초소형위성 형태의 시스템 2기

로 구성되며, 각각은 청소위성(Chaser)와 우주쓰

레기(Target)의 역할을 수행한다. Target 플랫폼

은 병진운동과 Z축 회전운동의 3-자유도의 움직

임을 통해 우주쓰레기의 텀블링(Tumbling)을 모

사하였고, Chaser는 5-자유도를 이용하여 Target
을 추적한다.

2.1.2 KARICAT 구성

KARICAT은 우주쓰레기 청소위성의 랑데부․
도킹 기술에 필요한 시각기반 자율항법 알고리즘

의 개발 및 시험을 목적으로 한다. Target과의 

상대운동을 하는 근접 운용상황을 모사하기 위해 

위치제어에 액추에이터, 자세제어를 위한 반작용 

휠이 포함되며, 현재의 자세정보와 각속도, 각가

속도 정보를 위한 AHRS(Attitude and Heading
Reference System) 센서를 이용하며, 위치정보를 

위해 모션캡쳐 센서를 활용한다. Target을 지속

적으로 추적하기 위해서 색상 정보와 깊이 정보

를 동시에 획득 할 수 있는 저전력 센서인 

ASUS Xtion Pro를 사용하였다.
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2.1.3 KARICAT Chaser 탐색 및 추적 알고리즘

KARICAT Chaser는 시각정보를 기반으로 

Target을 탐색 및 추적하기 위한 플랫폼으로 

scalable KCF(sKCF, scalable Kernelized Corre-
lation Filter)와 SVM(Support Vector Machine)
인식기를 사용한다[20-21]. 입력영상의 모든 영역

에 대하여 검출 및 인식기를 적용하는 것은 

OBC(On-Board Computer) 연산 능력의 한계로 

인해 현실적으로 불가능하다. 이에 다음과 같이 

후보영역을 지정하여 선택적으로 검출을 수행한

다. Depth image를 입력으로 하여 sobel연산을 

통한 깊이 불연속점을 추출하고, 이를 경계로 영

상을 분할하여 Target의 후보영역을 지정한다.
그리고 각 후보영역에 대한 특징정보를 산출한

다. 산출된 특징정보를 하나의 부호화된 벡터 스

트림으로 변환하였으며, 이를 SVM검출기로 대상 

우주파편을 검출하도록 설계하였고, 입력되는 깊

이 및 색상 영상 열에서 검출된 Target은 sKCF
기반 알고리즘으로 추적하며, 동시에 매 입력 영

상에서 우주파편을 지속적으로 검출하여 추적기

의 ROI(Region of Interest)를 갱신하여 추적 성

능을 향상시켰다.

2.2 영상 객체 조각의 부호화된 특징벡터
데이터셋 구축

2.2.1 기존 CNN기반 인공신경망의 한계

인공신경망은 다층의 비선형 변환 후에 선형

적인 분류를 가능하게 하며 학습이 진행될수록 

복잡한 실제 모델에 대한 반영이 정확해지기 때

문에 최근 주목받고 있다. 특히 합성곱신경망 

CNN의 출현으로 인하여 영상과 같이 대량의 입

력 정보에 대한 다층구조의 인공신경망의 구현 

및 학습이 용이해졌다. 다만, CNN의 경우 고정

된 크기의 회선필터를 사용하기 때문에 입력 단

의 노드의 수가 가변적이지 않은 고정된 형태로 

설계되어야 한다. 따라서 거리에 따른 객체에 대

한 영상의 크기 변화에 대응하지 못하는 문제점

이 있다. 특히, 본 논문에서 연구하는 근접운용상

황에서의 응용은 서비스위성이 대상에 접근하는 

과정에서 대상의 영상에 사영된 상의 크기는 급

격하게 증가하기 때문에 기존 CNN기반 인식기

를 그대로 적용할 수 없다. 이러한 문제를 해결

하기 위해 본 논문에서는 거리에 따라 크기가 다

른 영상 객체 조각에 대한 부호화된 고정된 크기

의 특징 벡터를 입력으로 하는 인공신경망을 설

계하였다.

2.2.2 영상 객체 조각의 부호화된 특징벡터

인공신경망을 훈련하기 위한 데이터셋 구축을 

위하여 KARICAT에서 Xtion camera를 통해 획

득한 깊이 및 색상영상을 깊이 불연속성을 기준

으로 영역을 분할하고, 분할된 영역의 3차원 표

면적이 Target의 정보와 근사한 영역들을 후보 

영상 객체 조각으로 추출하였다. 후보 영상 객체 

조각은 대상의 거리에 따라 영상 평면에서 상의 

크기가 일정하지 않기 때문에, Fig. 2와 같이 인

공신경망에 입력이 용이한 형태인 고정된 길이의 

벡터 스트림으로 부호화하였다.
부호화된 특징 벡터 스트림은 크게 두 가지 정

보를 포함하고 있으며, 대상의 고유한 특징을 최대

한 추출하기 위한 목적으로 선정하였다. 깊이 영상

으로부터 추출한 3차원 및 2차원 구조 정보, 그리

고 색상 영상으로부터 추출한 색상 및 밝기 정보

이다. 세부적으로는 후보 객체 조각의 깊이 영상으

로부터 점군을 생성하고, 각 점에 대한 지역적 법

선 벡터를 산출하여 후보 객체의 3차원 표면적을 

계산한다. 그리고 점군데이터에 대하여 주성분 분

석기법(Principal Component Analysis, PCA)를 적

용하여 세 방향의 주축의 길이를 획득하고, 영상평

면 상의 후보 객체 영역의 외접 직사각형과 객체 

영역의 내부 화소단위 면적의 비율을 계산한다. 다

음으로 후보 객체 조각의 색상 영상으로부터 색상 

도수분포(hue histogram)과 평균 색상포화도

(saturation) 및 평균 명도(intensity)를 계산한다. 특

Parameter Bytes Type[size]

3D Surface Area 4 float[1]

Label Area Ratio 4 float[1]

PCA based Direction XYZ Vector 12 float[3]

Average Saturation 4 float[1]

Average Value 4 float[1]

Hue Histogram 512 float[128]

Total 540

Table 1. Components of Feature Vector

Fig. 2. Encoded Feature Vector Stream
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case Composition of Feature Encoding

1 Area PCA Sat. Val. Hue

2 Area PCA Sat. Val. Hue

3 PCA Area Sat. Val. Hue

4 Area PCA Sat. Val. Hue

5 Area PCA Sat. Val. Hue

6 Area PCA Sat. Val. Hue

7 Area PCA Sat. Val. Hue

8 Area PCA Sat. Val. Hue
*Sat. : Saturation * Val. : Value

Table 2. The Separation cases of Feature
Encoding by Characteristic of
Feature

case 1과 case 2-4, case 6은 각각 Fig. 4-5와 같

은 형태를 가지며, 3개 이상의 부호화된 특징 벡

터로 나누어지는 case 5 및 case 7-8의 경우, Fig.
5에서 적색 사각형이 포함하는 부분이 확장된 구

조를 가진다.
case 1의 경우 데이터가 입력 레이어를 통해서 

NN모델에 입력받으면, 입력된 각 요소는 Batch
Normalization layer를 거치게 된다. 이 layer에
서는 이전 layer의 각 batch의 활성함수 결과를 

정규화 시키는 것으로 평균 0, 표준편차 1에 가

깝도록 조정한다. Batch Normalization layer은 

신경망 모델을 학습시킬 때, 파라미터들의 크기

에 영향을 받지 않는 특징을 가지기 때문에,
learning rate를 크게 결정하여도 안정성이 저하

되지 않아 빠른 학습이 가능하다는 장점을 가진

다. 또한, regularization의 역할이 가능하기 때문

에 학습효과는 좋지만 학습속도가 다소 느려지는 

dropout을 대체하여 학습속도를 향상시킬 수 있

다. 다음 layer는 Densely connected layer로,
layer의 입력 노드와 출력 노드의 가능한 모든 

연결에 대한 weight와 bias를 이용하여 활성함수

(activation function)를 적용한다. 그 이후, batch
normalization과 activation function을 한 번 더 

수행한 후 dropout을 적용한다. dropout은 고전

적인 인공신경망의 문제점 중 하나인 과적합

(over-fitting)문제를 방지하는 역할로써, layer의 

일부 노드를 무작위로 연결에서 제외시켜 보다 

나은 성능을 제시한다. 마지막으로 Fully
-Connected layer를 통해서 모든 layer를 연결하

고 입력이 positive인지 negative인지 판별하게 

된다.

Fig. 4. Neural Network Architecture of
Layer No. 1

Fig. 5. Neural Network Architecture of
Layer No. 2-4 & 6

case 2-8의 분할된 인공신경망 모델의 경우,
Fig. 5의 적색 사각형이 포함하는 영역에서 차이

가 발생한다. 각각의 layer 구성은 동일하나 

Input layer의 각 데이터들은 특징에 따라 분할

된 부호화된 특징 벡터에 따라 분리된다. 마지막 

Fully-Connected에서는 Concatenate layer를 통
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Case
Feature Encoding Composition

Layer
1 Area PCA Sat. Val. Hue

AF 1 ReLU, output : 64

AF 2 ReLU, output : 32

Drop drop rate : 0.25

FC Sigmoid, output : 2

2 Area PCA Sat. Val. Hue

AF 1 ReLU, 64 ReLU, 64

AF 2 ReLU, 32 ReLU, 32

Drop 0.25 0.25

FC Sigmoid, output : 2

3 PCA Area Sat. Val. Hue

AF 1 ReLU, 64 ReLU, 64

AF 2 ReLU, 32 ReLU, 32

Drop 0.25 0.25

FC Sigmoid, output : 2

4 Area PCA Sat. Val. Hue

AF 1 ReLU, 64 ReLU, 64

AF 2 ReLU, 32 ReLU, 32

Drop 0.25 0.25

FC Sigmoid, output : 2

5 Area PCA Sat. Val. Hue

AF 1 ReLU, 64 ReLU, 64 ReLU, 64

AF 2 ReLU, 32 ReLU, 32 ReLU, 32

Drop 0.25 0.25 0.25

FC Sigmoid, output : 2

6 Area PCA Sat. Val. Hue

AF 1 ReLU, 64 ReLU, 64

AF 2 ReLU, 32 ReLU, 32

Drop 0.25 0.25

FC Sigmoid, output : 2

7 Area PCA Sat. Val. Hue

AF 1 ReLU, 64 ReLU, 64 ReLU, 64

AF 2 ReLU, 32 ReLU, 32 ReLU, 32

Drop 0.25 0.25 0.25

FC Sigmoid, output : 2

8 Area PCA Sat. Val. Hue

AF 1 ReLU,64 ReLU,64 ReLU,64 ReLU,64

AF 2 ReLU,32 ReLU,32 ReLU,32 ReLU,32

Drop 0.25 0.25 0.25 0.25

FC Sigmoid, output : 2
*AF: Activation Function *Drop : Dropout *FC : Fully-Connected

Table 3. Parameter of the Model by
Separation case

해서 앞단의 결과를 결합한 후 Densely
connected layer를 연결하여 최종적인 결과를 계

산한다. Concatenate는 layer에 입력되는 분리된 

input들을 병렬적으로 적층하여 하나의 결합된 

layer로 변환해주는 역할을 한다. 각각의 모델을 

구성하는 활성함수, 노드의 수, drop rate는 

Table 3과 같은 파라미터로 설계되었다.

3.2 Neural Network 결과 및 해석

3.2.1 해석 환경

설계된 Neural Network의 해석은 Python기반

의 Google™에서 제공하는 Tensorflow®를 이용

하였고, 추가적으로 Keras®를 이용하였다. 두 가

지 모두 딥러닝을 위한 오픈소스 라이브러리이

며, Keras®는 Deep Neural Network를 보다 간

소한 절차에 의해 설계하여 테스트할 수 있도록 

지원한다[22-23]. Tensorflow®는 multi CPU와 

GPU를 지원하고, C++, Python언어를 기반으로 

Nvidia™의 CUDA 플랫폼을 활용하여 보다 빠른 

병렬처리가 가능하도록 하였으며, Linux, macOS,
Windows 등 PC뿐만 아니라 모바일 OS인 

Android, iOS 등에서도 지원한다. Keras는 

Python기반의 라이브러리로 Tensorflow,
Theano, MXNet 등 다양한 딥러닝 플랫폼에 적

용가능하다.
학습에 사용한 하드웨어는 프로세서 i7-7700

(3.6GHz), 메모리 16GB RAM(DDR4, 8GB×2), 그

래픽 처리장치는 GTX1060 6GB이며, 개발환경은 

운영체제 Linux Ubuntu 16.04 64bit, Tensorflow
1.0.0, Keras 2.0.2, Anaconda 4.3.0(Python 3.5.2)
을 이용하였다.

실험에 이용된 영상정보는 총 20,035장이며,
이중 학습용 영상은 18,000장, 모델 검증용 영

상은 2,035장이며, 분류 클래스 수는 2개
(Positive, Negative)이다. 근접운용상황에서 획

득 가능한 영상의 형상과 색상정보를 추출한 

부호화된 특징을 이용하였으며, 학습용 데이터

에서는 Positive 7,719개, Negative 10,281개이

며, 모델 검증용 데이터에서는 각각 364개,
1,671개로 구성되어있다.

3.2.2 Feature Encoding 모델 결과

Feature encoding에 따른 학습모델의 성능 

실험은 50회 반복하여 학습과 검증을 수행하

였으며, 매 반복마다 학습과 검증에 대한 

accuracy와 cross-entropy loss결과를 Fig. 6과 

같이 나타내었다. Accuracy는 미리 분류된 영

상데이터의 label과 신경망 모델의 결과와 비

교하여 정확도를 판단하는 성능지표이다. 손실
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Fig. 6. Accuracy & Cross-Entropy Loss
of the Model No. 1-8

함수(loss function)은 현재의 모델이 이상적인 

모델과 비교하였을 때, 그 차이를 정의하기 위

한 함수로 평균 제곱 오차(mean squared
error), 평균 절대 오차(mean absolute error),
교차엔트로피(cross-entropy) 등이 있다. 본 논

문에서는 확률분포의 무작위성을 설명하는 용

도로 사용되는 엔트로피(entropy)기반으로 2개
의 확률분포의 이질성 정도를 나타내는 교차 

엔트로피방법을 활용하였다. 두 확률분포가 유

사할수록 작은 값을 나타내며, 항상 양의 값을 

가지며, 2개의 확률분포 p와 m에 대한 수식은 

다음과 같이 표현한다.

 




log (1)

모델의 학습 성능과 검증 결과는 Table 4와 

같으며, 각 모델의  8가지 case의 학습결과 

cross-entropy 0.16 내외, accuracy 약 93% 내

외로 나타났으며, 학습모델 간의 비슷한 학습

결과가 나타났지만, 2,035장의 검증 데이터를 

이용하여 검증을 수행한 결과는 각 모델별로 

다른 결과를 보여주었다. 소수 특징을 기준으

로 분리한 case 3, 4, 7, 8의 경우, 학습모델의 

accuracy와 loss는 적절한 값으로 수렴하였으

나, 실제 검증 데이터를 통한 결과는 학습 결

과에 미치지 못하는 결과를 보여주고 있으며,
50회 반복에서도 수렴하지 못하는 결과를 보

여주었다. 반면에, 특징을 분리하지 않은 case
1과 가장 많은 비율을 가지는 Hue 특징으로 

분리한 case 6의 경우, 초반에는 검증결과가 

학습결과보다 accuracy는 더 높게, cross
-entropy loss는 더 낮게 나오는 결과가 보였

Case
Train set Validation set

Loss Acc. Loss Acc.

1 0.1682 0.9368 0.1767 0.9351

2 0.1830 0.9286 0.1743 0.9258

3 0.1555 0.9417 0.3023 0.8880

4 0.1672 0.9351 0.2542 0.8948

5 0.1630 0.9386 0.2076 0.9130

6 0.1682 0.9366 0.1890 0.9268

7 0.1648 0.9368 0.3024 0.8678

8 0.1691 0.9328 0.3851 0.8511

Table 4. Accuracy & Loss for each Model
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고, 30회 이후 수렴함으로써 보다 낮은 결과를 

보였다. 이는 특징을 분리해서 입력을 받을 경

우, 해당 모델들의 과적합 문제가 발생하거나 

back-propagation중에 소수 특징에 대한 반영

이 적어져 발생한 문제로 사료된다.

3.3 앙상블 기법에 의한 인식 성능 개선

3.3.1 모델 앙상블

Feature encoding에 따른 학습모델의 분리

를 하지 않은 case 1에 비해 높은 성능을 보

이지 못해 Model Ensemble기법을 이용하여 

학습모델의 개선시키고자 하였다. 앙상블학습

법(ensemble learning method)은 기계학습

(machine learning)에서 다수 학습 알고리즘들

을 함께 사용하는 방법으로 따로 사용하는 경

우보다 더 좋은 예측이 가능한 방법이다. 본 

연구에서는 feature encoding을 기반으로 각각

의 학습 모델을 만들고 이를 결합하는 방법을 

수행하였다. 앞선 방법은 단순히 데이터를 분

리하여 모델내부에서 합쳤기 때문에 모델 내

Fig. 7. Model Ensemble Neural Network
Architecture of case 2-4 & 6

Case.
Feature Encoding Composition

Layer
E2 Area PCA Sat. Val. Hue

AF 1 ReLU, 4 ReLU, 64

AF 2 ReLU, 2 ReLU, 32

Drop 0.5 0.5

FEFC Softmax, 2 Softmax, 2

E3 PCA Area Sat. Val. Hue

AF 1 ReLU, 4 ReLU, 64

AF 2 ReLU, 2 ReLU, 32

Drop 0.5 0.5

FEFC Softmax, 2 Softmax, 2

E4 Area PCA Sat. Val. Hue

AF 1 ReLU, 8 ReLU, 64

AF 2 ReLU, 4 ReLU, 32

Drop 0.5 0.5

FEFC Softmax, 2 Softmax, 2

E5 Area PCA Sat. Val. Hue

AF 1 ReLU, 8 ReLU, 4 ReLU, 64

AF 2 ReLU, 4 ReLU, 2 ReLU, 32

Drop 0.5 0.5 0.5

FEFC Softmax, 2 Softmax, 2 Softmax, 2

E6 Area PCA Sat. Val. Hue

AF 1 ReLU, 16 ReLU, 64

AF 2 ReLU, 8 ReLU, 32

Drop 0.5 0.5

FEFC Softmax, 2 Softmax, 2

E7 Area PCA Sat. Val. Hue

AF 1 ReLU, 4 ReLU, 4 ReLU, 64

AF 2 ReLU, 2 ReLU, 2 ReLU, 32

Drop 0.5 0.5 0.5

FEFC Softmax, 2 Softmax, 2 Softmax, 2

E8 Area PCA Sat. Val. Hue

AF 1 ReLU, 4 ReLU, 4 ReLU, 4 ReLU,64

AF 2 ReLU, 2 ReLU, 2 ReLU, 2 ReLU,32

Drop 0.5 0.5 0.5 0.5

FEFC Softmax,2 Softmax,2 Softmax,2 Softmax,,2

Ensemble

AF 3 ReLU, 64

Drop 0.5

EFC Sigmoid, output : 2
*FEFC : Feature Encoding Model Fully-Connected

*EFC : Ensemble Model Fully-Connected

Table 5. Parameter of the Ensemble
Model by Separation case
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에서 back-propagation을 수행 시 weight가 

전체 결과에 대해서 변경이 이루어지지만, 모

델 앙상블을 통해서 학습할 경우, 각 모델의 

결과에 따라서만 weight가 조정이 된다. 따라

서 다른 feature encoding의 영향이 적고 자기

의 특성을 보다 잘 반영할 수 있다. 모델 앙상

블의 신경망 구조는 앞선 구조와 유사하나 

Fig. 7과 같이 다소 차이점이 있다. 앞선 모델

과 같이 빨간 박스의 내부 모델들은 feature
encoding의 개수에 따라 2~4개로 나누어지는 

것은 동일하나, 파란박스 각각은 하나의 모델

로 이루어지고, 사전에 해당 feature encoding
으로 학습 모델을 생성한다. 생성된 각각의 모

델은 각 case에 맞게 로드하고, 앙상블을 거친

다. 앙상블 이후 Fully-Connected layer로 모

든 모델을 연결하고, 반복을 통해서 발생할 수 

있는 과적합 문제를 방지하기 위해 Dropout
layer를 거친 후 최종적인 분류 결과를 출력하

도록 설계하였다. 각각의 모델은 Table 5와 같

은 파라미터로 구현되었다. 해석은 3.2.1에 제

시된 것과 동일한 환경에서 이루어졌다.

3.3.2 모델 앙상블 결과

모델 앙상블의 학습 및 검증의 반복 회수는 

앞선 Feature encoding 학습과 동일한 50회 수행

하였으며, 이전 학습모델에서 사용한 동일한 학

습데이터와 검증 데이터를 이용하였다. 매 반복

에 대한 각 case별 accuracy와 cross-entropy loss
결과 Fig. 8과 같이 정리하였으며, 모델 학습과 

검증의 결과는 Table 6과 같다.
단순 모델에 비해 모델 앙상블의 학습결과는 

loss가 0.24 내외, accuracy가 0.91 내외로 나타났

으며, loss는 최대 0.0896(case 7&E7) 증가,
accuracy는 0.0357(case 7&E7) 감소한 결과를 나

타냈다. 하지만 검증 모델에서는 반대로 loss
0.13(case 2&E2) 감소, accuracy 0.0422(case
2&E2) 증가하여, 각각 0.20, 0.92 내외의 결과를 

보였고, 앞선 모델에서 50회 반복 동안 수렴하지 

못했던 case 3, 4, 7, 8번이 앙상블 모델에서는 

수렴하는 결과를 보여주었다. 반면에 case 2의 

앙상블 모델은 수렴하지 못한 결과를 보여주는데 

이는 feature encoding의 분리에서 다소 작은 특

성으로 분리되어 그 정확도가 떨어지는 것으로 

판단된다. 나머지 모델의 경우, 안정적으로 loss
와 accuracy가 수렴하는 결과를 보였고, 특히 모

델 학습의 결과보다 모델 검증에서의 결과가 좋

은 것은, 앞선 모델에 비해 학습데이터 과적합되

지 않고, 해당 영상에 대한 적절한 분류기를 생

성했기 때문이라고 판단할 수 있다. case E4와 
Fig. 8. Accuracy & Cross-Entropy Loss of

the Model Ensemble No. 2-8
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Case
Train set Validation set

Loss Acc. Loss Acc.

E2 0.2331 0.9094 0.2210 0.9184

E3 0.1993 0.9282 0.1694 0.9302

E4 0.2540 0.9038 0.1838 0.9371

E5 0.2499 0.9074 0.1979 0.9381

E6 0.2194 0.9178 0.1924 0.9327

E7 0.2544 0.9011 0.2371 0.9091

E8 0.2405 0.9088 0.2820 0.8752

Table 6. Accuracy & Cross-Entropy Loss
of the Ensemble Model No. 2-8

Case
False
Count

Precision Recall

1 132 0.869426752 0.75

2 151 0.858585859 0.700549451

3 228 0.947368421 0.395604396

4 214 0.931034483 0.445054945

5 177 0.901287554 0.576923077

6 149 0.893772894 0.67032967

7 269 0.935779817 0.28021978

8 303 0.942028986 0.178571429

E2 166 0.9125 0.601648352

E3 142 0.875 0.711538462

E4 128 0.84502924 0.793956044

E5 126 0.854166667 0.788461538

E6 137 0.879598662 0.722527473

E7 185 0.904977376 0.549450549

E8 254 0.892857143 0.343406593

Table 7. False Count, Precision & Recall
Result of the Model

E5의 경우, 93% 후반의 accuracy 결과를 보여주

었는데, 이는 색상기반 Hue, Saturation, Value와 

형상기반의 Area, Direction의 특성이 모델에 잘 

반영된 것으로 판단된다.
Table 7은 전체 모델에 대한 검증 시의 오분

류 횟수(false count), 정밀도(precision)와 검출율

Fig. 9. F-measure of Neural Network Model

(recall)을 나타낸 것이다. 오분류 횟수는 검증 데

이터 2,035개 중 잘못 분류한 회수를 나타내는데,
검증 accuracy와 비슷한 경향을 나타내고 있으

나, 전반적으로 모델 앙상블의 오검출이 적은 것

으로 보인다. precision과 recall은 보통 반비례관

계에 있으며, 하나의 결과가 좋은 것보다는 두 

값이 적정수준에 위치하는 것이 그 성능이 좋다

고 판단할 수 있다. 오검출율이 높은 case 3과 

case 8번의 경우, precision이 94%이상의 결과를 

보여주지만 recall의 경우 각각 약 40%, 18%로 

상당히 불안정한 모델로 판단할 수 있다. 반면에 

case E4와 case E5의 경우, precision의 값은 중

간정도이지만 recall의 경우 가장 좋은 결과를 보

여주고 있어 학습데이터의 특성을 잘 반영한 안

정적인 모델로 판단할 수 있다. 이러한 결과는 

Fig. 9의 precision-recall의 조화평균으로 나타낸 

성능 지표인 F-measure에서도 나타난다.
F-measure값이 case E4과 case E5에서 각각 

0.8187과 0.82로 나타났고, 상대적으로 오검출 횟

수가 많았던 case 7, case 8이 각각 0.4313,
0.3002로 가장 낮은 결과를 보여주었다.

Ⅳ. 결 론

본 논문에서는 우주파편 능동제거를 수행하기 

위해 영상기반 추적시스템에 적용가능한 안정적

인 인식모델에 대한 연구를 수행하였다.
제안된 방법은 기존에 영상기반 우주물체 추

적에서 적용하지 않았던 심층신경망을 적용하여 

기존보다 안정적인 인석성능을 나타내고자 하였

다. 또한, 우주환경을 모사한 테스트베드에서 위

성의 움직임을 고려하여 우주환경에서 조명 입사

각과 카메라 방향각에 따른 영향을 반영한 초소

형위성의 영상을 활용하였다. KARICAT 영상 센
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서로부터 영상내의 목표물체에 대한 특징벡터를 

생성하였고, 이를 활용한 학습을 수행하였다. 학

습은 feature encoding의 특성을 반영할 수 있도

록 학습모델을 구성하였고, 그 결과 90%내외의 

정확도를 보여주었다. 하지만 feature encoding을 

나누지 않고 단일 데이터 형태로 학습 경우 93%
의 정확도를 넘는 등 학습모델이 데이터의 특성

을 제대로 반영하지 못하는 결과를 보여주었으

며, 이는 back-propagation중에 소수 feature에 

대한 반영이 제대로 이루어지지 않아 각 노드의 

weight가 적절하지 못하게 업데이트 된 것으로 

사료된다. 이를 해결하기 위해 feature encoding
에 대한 각각의 모델을 생성하고, 각 모델을 합

치는 모델 앙상블을 적용하였다. 모델 앙상블의 

경우, 전반적으로 단일 모델을 활용한 경우보다 

더 높은 정확도 성능을 보여주었으며, 특히,
precision과 recall의 측면에서도 색상과 형태 범

주로 나눈 경우 가장 좋은 성능을 확인할 수 있

었다.
향후에는 합성곱 신경망 등 보다 향상된 기법

을 활용하여 그 성능을 향상시키는 것을 목표로 

하고 있으며, 또한, 초소형 그래픽장치에 적용하

여 실제 KARICAT 영상 알고리즘에 대한 테스

트를 수행하고자 한다.
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