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ABSTRACT

In the past, researchers mainly used the supervised learning technique of machine learning to analyze power data and investigated the 

identification of patterns through the data mining technique. Data analysis research, however, faces its limitations with the old data 

classification and analysis techniques today when the size of electric power data has increased with the possible real-time provision of 

data. This study thus set out to propose a clustering architecture to analyze large-sized electric power data. The clustering process 

proposed in the study supplements the K-means algorithm, an unsupervised learning technique, for its problems and is capable of 

automating the entire process from the collection of electric power data to their analysis. In the present study, power data were 

categorized and analyzed in total three levels, which include the row data level, clustering level, and user interface level. In addition, the 

investigator identified K, the ideal number of clusters, based on principal component analysis and normal distribution and proposed an 

altered K-means algorithm to reduce data that would be categorized as ideal points in order to increase the efficiency of clustering.
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요     약

과거에는 력데이터를 분석하는 기법으로 주로 기계학습의 지도학습 기법을 많이 활용하 고 데이터 마이닝 기법을 통한 패턴 검출을 주

로 연구하 다. 그러나 력데이터의 규모 커지고 실시간 데이터 공 이 가능해진 재에는 과거의 데이터 분류  분석 기법을 통한 데이터 

분석 연구는 한계가 존재한다. 이에 본 논문에서는 큰 규모의 력데이터를 분석할 수 있는 클러스터링 아키텍처를 제안한다. 제안하는 클러스

터링 로세스는 비지도학습기법인 K-means 알고리즘의 문제 을 보완하고 력데이터 수집과 분석까지의 모든 과정을 자동화할 수 있는 

로세스이다. 총 3 Level로 구분하여 Row Data Level, Clustering Level, User Interface Level로 구분하여 력데이터를 분류  분석한다. 한 

클러스터링의 효율성 향상을 하여 주성분분석  정규분포기반의 최 의 클러스터 수 K값 추출과 이상 으로 분류되는 데이터 감소를 한 

변형된 K-means 알고리즘을 제시한다.
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1. 서  론

기존의 력 분석(Electric Power) 연구는 주로 지도학습 

기법(Supervised Learning Method)  연 분석(Association 

Analysis), 상 분석(Correlation Analysis), 회귀분석(Regression 

Analysis)과 는 시계열 분석(Time Series Analysis)과 같

이 연속형 력 데이터와 범주형 력 데이터를 1차 으로 
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466  정보처리학회논문지/소 트웨어  데이터 공학 제6권 제10호(2017. 10)

분석하고 분석된 자료를 기 로 학습데이터(Learning Data)

를 생성한 후 새로 입력되는 데이터를 학습하는 기법이 주

로 연구 되고 있다[1-4]. 

그러나 시 의 변화에 따른 력 사용 증가  력 사용 

증가로 인해 발생되는 력 센서노드 데이터의 형태 변화, 

비정형 력 분석 데이터가 늘어나면서 기존의 연구 방식으

로 처리하는 것에는 몇 가지 문제 과 추가 인 해결 방법

이 필요하다[5]. 새롭게 생성되는 력데이터는 기존의 학습 

모델로 분석하기 보다는 실시간 으로 분류  분석할 수 

있는 모델이 필요한 실정이다[6-7]. 실시간 분석 모델은 기

본 으로 이블이 존재하지 않는 새롭게 생성된 데이터에 

하여 처리 과정인 클러스터링 단계가 선행되어야 한다. 

클러스터링 기법은 1960년 부터 연구되어진 분야이며, 지

까지 문제 을 보완하면 꾸 히 연구되고 있다. 특히 기

본 인 K-means 알고리즘은 빅데이터에 용하여 클러스

터링을 진행하는데 있어 데이터 처리 구조, 처리 용량, 처리 

비용에서 많은 문제 이 발생되고 있다[8]. K-means 알고리

즘의 문제 은 다음과 같다. 첫 번째로는 클러스터링을 하

기 한 클러스터 수 K값을 임의 인 선택을 하거나 는 

휴리스틱한 방법을 통해 최 의 해를 찾아야 하는 문제 이 

있어 클러스터링의 비용이 증가하는 결과를 래한다. K값 

선택의 문제 은 빅데이터 이  시기에 생성된 데이터의 크

기와 규모에서 임의 인 선택이 가능하 지만, 메가 데이터 

는 빅데이터 시 에서 발생되는 력 로우 데이터는 임의

인 선택이 아닌 최 의 K값을 자동으로 찾아주는 기법이 

필요하다. 두 번째로는 클러스터링 진행 시 이상 (Outlier) 

추출로 인한 비용 증가 문제이다. 클러스터링 기법은 크게 

4가지로 구분된다. 독  클러스터링, 복 클러스터링, 계층 

클러스터링, 확률 클러스터링으로 분류된다. 복 클러스터

링을 제외한 3개의 클러스터링은 모호한 클러스터 경계면이 

존재할 수 있으며, 클러스터에 인 해 있지 않은 데이터는 

이상 으로 쉽게 분류한다. 이는 클러스터의 효율성과 정확

률 측면에서 큰 문제 으로 지 되고 있다. 특히, 력데이

터에서는 기본 범 에서 움직이는 센서 데이터가 클러스터 

내부에서 강한 집도를 가지고 있기 때문에 클러스터 외부

에 존재하는 센서 데이터를 이상 으로 인식하는 경우가 종

종 발생하고 있다. 

이에 본 논문에서는 기존 K-means 알고리즘의 문제 을 

분석하고 자동화된 클러스터 K값 선택과 이상  해결을 기

반한 력데이터 클러스터링 아키텍처를 제안한다. 이를 

해 력데이터 클러스터링 아키텍처는 기본 으로 K-means 

알고리즘의 문제 을 보완하는 새로운 알고리즘을 포함한

다. 데이터 클러스터링 아키텍처는 크게 3개의 벨로 구분

하여 설계한다. 력데이터 수집과 처리 과정이 포함된 

Row Data Level과 변형된 K-means 알고리즘이 용되는 

Clustering Level, 력데이터 분석과 결과를 확인하는 User 

Interface  Level로 구분하여 설계를 진행한다. Row Data 

Level에서는 데이터 수집과 불필요한 데이터 제거  데이

터 정규화과정이 포함된다. Clustering Level에서는 본 연구

에서 제안하는 변형된 K-means 알고리즘이 포함된다. 변형

된 알고리즘은 크게 두 가지 측면에서 알고리즘을 제안한

다. 자동화된 K값 선택을 하여 클러스터링을 한 데이터

의 다차원 데이터를 분석하여 체 데이터를 설명할 수 있

는 기 을 확보하는 주성분을 최 화된 클러스터 수 K값

으로 선택한다. 한 이상  문제를 해결하기 하여 기 

클러스터의 후보 심 을 정규분포에 따라 95% 이상에 포

함된 데이터를 선택하고 유클리디안 측정법에 따라 기 클

러스터의 심 으로 선택한다. 이를 통해 이상 으로 처리 

될 수 있는 데이터를 미리 확보하여 이상 의 발생 빈도를 

낮추고 클러스터의 효율성을 높인다. 마지막으로 User 

Interface Level은 시스템 사용자의 인터페이스를 담당하는 

벨로 C#과 Python을 이용한 력데이터 분석 인터페이스

와 력데이터의 가설  검증 단계가 포함된다.

2. 련 연구

2.1 K-means

K-means[8-9] 알고리즘은 군집의 수 K를 미리 정하여 

각 데이터가 특정 클러스터에 배치되는지를 분석하는 기법

이며, 재배치 방법을 활용한 비 계층  클러스터링 알고리

즘으로 계층  알고리즘보다 연산 속도가 빠르고 간결하여 

클러스터링 알고리즘에서 표 으로 활용되는 기법이다. 

K-means 알고리즘의 차는 다음과 같다.

① 사용자에 의해 미리 클러스터 수(K)를 결정한다.

② 선정된 클러스터 수 K개의 각 클러스터에 체 

데이터  한 개를 각 클러스터에 포함시킨다. 

③ 클러스터링을 한 모든 데이터는 거리 계산법을 

통해 가장 가까운 클러스터의 심으로 배속된다.

④ ③ 단계 과정을 실시한 후 배속된 데이터들의 

심을 해당 클러스터의 새로운 심 으로 정하고 

클러스터를 재 할당한다.

⑤ 데이터의 이동이 없을 때까지 ③단계와 ④단계를 

반복 으로 실시한다. 

지도학습이 매 입력 벡터가 입력될 때마다 가  벡터를 

갱신하는 반면 K-means 알고리즘은 모든 입력 벡터들이 

입력된 후 동시에 가  벡터들을 갱신한다. 군집화를 분류

하는 기 은 각 클러스터간 거리  클러스터간 비유사도

(Dissimilarity)와 같은 비용 함수(Cost Function)을 최소화

하는 기법이다. 같은 클러스터내 데이터 오 젝트끼리의 유

사도는 증가한다. 다른 클러스터에 있는 데이터 오 젝트와

의 유사도는 감소한다. K-means 알고리즘은 각 클러스터의 

심(Centroid)과 클러스터내의 데이터 오 젝트와 거리의 

제곱합을 비용 함수로 정하고, 비용 함수값을 최소화하는 

방향으로 각 데이터 오 젝트의 클러스터분류를 반복해 

으로써 군집화를 수행하게 된다. 클러스터 내부 거리 

(IntraCD : Intra Cluster Distance)는 각 클러스터의 심에
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Fig. 1. Electric Power Data Clustering

서 해당 클러스터에 할당된 모든 입력 벡터들까지 거리를 

더한 값 이다. 클러스터 사이 거리(ICD : Inter Cluster 

Distance)는 두 클러스터의 가  벡터 사이 거리이다. 오차 

Error는 Equation (1)과 같이 모든 클러스터에 한 클러스

터 내부 거리의 합을 더하고 모든 클러스터 에 한 클러

스터 사이 거리의 합을 빼서 계산한다. 와 는 가 치이다.
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2.2 Principal Component Analysis

주성분분석[10]은 데이터의 다차원 입력 벡터를 가능한 

정보 손실을 낮춘 후 낮은 차원의 벡터로 환원시키는 비지

도학습 기법이다. 몇 개의 주성분 값으로 나타내는 다변량 

데이터 처리 기법 의 하나이다. n차원의 벡터가 있을 경

우, Equation (2)와 Equation (3)을 용해 나온 평균 벡터

와 분산 공분산 행렬을 통해 고유벡터를 구한 뒤에 응되

는 고유값 크기에 따라 고유벡터를 정렬하여 새로운 행렬을 

추가한다. 
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이 새로운 행렬은 변환 행렬로 용해 Equation (4)와 같

이 벡터 x를 벡터 y로 변환하면, y열에 있는 새 변수들은 

비상 성을 가지며 단조 감소 분산 순서로 배열되어 분산 

값이 큰 주성분들로 차원을 일 수 있다. 

                  (4)

3. 력데이터 클러스터링 아키텍처 설계

3.1 력데이터 클러스터링 아키텍처 구성

본 연구에서는 력데이터 분석을 하여 클러스터링 아

키텍처를 제안한다. 

클러스터링 아키텍처는 변형된 K-means 알고리즘을 기

반으로 Row Data Level, Clustering Level, User Interface 

Level의 3단계로 구분하여 설계한다. Fig. 1은 본 연구에서 

제안하는 력데이터 클러스터링 아키텍처이다.

3.2 Row Data Level

본 연구에서는 력데이터 분석을 하여 Row Data 

Level에서는 데이터 수집과 불필요한 데이터 제거, 데이터 

정규화 단계가 포함되어 있다. 수집되는 센서노드 데이터는 

주번호, 장비 치, 온도, 습도, 피치, 롤, 조도, 자외선, 압

력, 배터리 잔량, 주기를 확인할 수 있다. 수집된 Row Data

는 불필요 데이터 제거를 통해 특정 Column만 추출하여 데

이터 정규화 과정을 거치게 된다. 데이터 정규화 과정에서

는 데이터 범 를 가용범  이내로 수치화하여 분석 모델에 

용할 수치 범 로 재가공하게 된다. 

3.3 Clustering Level

Clustering Level에서는 변형된 K-means 알고리즘 용하

며, 크게 두 가지 측면에서 알고리즘을 제안한다. 자동화된 

K값 선택을 하여 클러스터링을 한 데이터의 다차원 데

이터를 분석하여 체 데이터를 설명할 수 있는 기 을 

확보하는 주성분을 최 화된 클러스터 수 K값으로 선택한

다. 한 이상  문제를 해결하기 하여 기 클러스터의 

후보 심 을 정규분포에 따라 95% 이상에 포함된 데이터

를 선택하고 유클리디안 측정법에 따라 기 클러스터의 

심 으로 선택한다. 이를 통해 이상 으로 처리될 수 있는 

데이터를 미리 확보하여 이상 의 발생 빈도를 낮추고 클러

스터의 효율성을 높인다.
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3.4 User Interface Level

시스템 사용자의 인터페이스를 담당하는 Level로 C#과 

Python을 이용한 력데이터 분석 인터페이스와 분석 모델

을 설계한다. 한 력데이터는 지도학습과 비지도학습 모

두 주의 센서노드 이상 유무  숨겨진 패턴을 분석하기 

하여 력데이터 분석의 가설  검증 단계가 포함되어야 

한다. 력데이터 분석 시스템의 인터페이스는 리자 인터

페이스만 정의되며, 정규화과정을 거친 수치데이터를 기

으로 2차원형태의 결과 인터페이스를 제공한다. 

3.5 최 의 클러스터 수 K값 선정 알고리즘

주성분 분석(Principal Component Analysis)의 공분산

(Covariance)은 주어진 력데이터에서 선택된 클러스터와 

다른 클러스터간의 연 성을 확인할 수 있다. 이를 바탕으

로 클러스터 경계는 주성분 분석을 통해 구분할 수 있다. 

클러스터 지표 벡터의 주성분은 로 정의되며, Equation 

(5)와 같이 정의한다. 기 심 값의 최 화된 조건에 만족

하는 범 는 Equation (6)과 같이 정의된다.



  ≤             (5)






 

  
 


              (6)

임의 클러스터 내의 데이터 데이터와 임의로 선택된 심

과의 평균 거리 측정은 유클리드 거리 제곱의 합으로 정

의한다. Equation (7)은 임의로 선택된 심 과 입력된 모

든 데이터 데이터와의 측정한 평균 거리이다. Equation (9)

의 는 Equation (7)의 임의 클러스터 내의 데이터에 

한 평균 거리인 (응집도)와 Equation (8)의 임의 클러스

터 외의 데이터에 한 평균 거리의 최소값인 (분리도)의 

차에 의한 결합으로 최 값을 주는 클러스터 최  비유사도 

가 클러스터 수 K가 되며, Equation (10)과 같다. 단, 

는 -1과 1사이의 값으로 1에 가까울수록 최 화된 클

러스터 수로 선택한다.
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3.6 기 이상  선택을 한 클러스터 심  알고리즘

기 심 을 선택하기 하여 데이터간의 유사도  

집도의 분포와 표  정규 분포의 치를 활용한다. 입력되는 

분석 력데이터  첫 번째 클러스터 의 심  는 

표  정규 분포 


 를 기 으로 ≥



 ±  

이상 범 에 분포할 경우 기 심 에 한 측값 항목

으로 분류한다. 표  정규 분포를 따라서 기 클러스터 

심 이 될 측값은 의 이하이며, 해당 조건은 입력 데이

터 집합 , 평균 , 표 편차 가 존재한다. 클러스터 수 

K가 0개 이상의 클러스터링을 진행할 경우 Equation (11)에 

만족한다.

≥≤ 

≥ ≥ 




 







 

         (11)

한 심 의 측값 데이터에서 1개 이상의 데이터일 

경우 데이터 간 유사도  집도 측정하기 한 데이터 거

리 의 측정식은 Equation (12)와 같이 정의한다. 각 데이

터간 거리 측정에 한 평균값 은 Equation (13)과 같

이 정의한다.
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첫 번째 클러스터 의 심 인 을 기 으로 심

을 제외한 모든 데이터 에 하여 데이터간 거리 를 

측정한다. 측정 결과가 값이 최 가 되는 데이터를 두 번째 

클러스터 의 심 인 에 배속되는 것으로 정의하며, 

Equation (14)와 같이 두 번째 클러스터 배속에 한 식을 

정의한다. 
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4. 력데이터 클러스터링 로세스 모델 용

4.1 실험 데이터 구성

본 연구에서는 력데이터 클러스터링 로세스 모델 

용과 성능평가를 하여 2016년 4월 특정지역 주의 센서

노드를 기반으로 제안하는 로세스 모델의 실험을 진행한

다. 주 센서노드는 변압기 본체, 부하 개폐기 완 , 주, 

통신용함체로 구분되어 있으며, 각각 주번호, 장비 치, 온
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Pitch-Roll Temp-Pitch Temp-Roll

Fig. 4. Clustering Result by K=4 (Position=2)

Pitch-Roll Temp-Pitch Temp-Roll

Fig. 3. Clustering Result by K=4 (Position=0)

도, 습도, 피치, 롤, 조도, 자외선, 압력, 배터리 잔량, 주기로 

구분하여 데이터를 수집한다. 그리고 주 기본정보인 치, 

코드, 시설, 일시, 날짜, 시간, Pole, Position 정보를 수집하

여 분석 시스템에 용한다. 총 실험데이터는 4곳의(A: 

6,318개, B: 3,881개, C: 7,540, D: 7,239)에서 총 24,978개의 

데이터를 활용하 다.

4.2 력데이터 클러스터링 로세스 인터페이스

Fig. 2는 C# 기반의 력데이터 클러스터링 로세스 인

터페이스이며, 주성분분석을 통해 자동 선택된 클러스터 수

에 따라 클러스터링을 진행한 결과 인터페이스이다. B 주

의 주장비에 한 Temp.-Pitch  항목에 한 클러스터링 

결과 UI이다.

Fig. 2. Clustering Result Interface

4.3 력데이터 클러스터링 로세스 이상  추출 결과

본 연구에서는 주의 력데이터를 제안하는 변형된 

K-means 클러스터링 로세스 모델에 용하여 자동화된 

K값 선정과 이상  추출에 하여 결과를 확인한다. 로세

스 모델 용을 해서 4곳의 지역에 완 과 주를 구분하

여 온도, 피치, 롤간의 클러스터를 진행하 고 최 의 클러

스터 수 K와 이상 의 발생 규모의 비교평가를 진행한다. 

주성분분석을 통해 다차원의 정보는 4차원으로 일 경우 

체 데이터의 80% 설명할 수 있는 결과를 도출하여, 최

의 클러스터 수 k값은 4로 자동 설정되어 각 지역의 클러스

터링을 진행하 다. Fig. 3은 A의 주에 한 클러스터링 

결과이며, Fig. 4는 A의 완 에 한 클러스터링 결과이다. 

최종 이상  검출은 주일 경우 23개, 완 일 경우 43개로 

총 63개의 이상 이 검출되었다.

Fig. 5는 B의 주에 한 클러스터링 결과이며, Fig. 6은 

B의 완 에 한 클러스터링 결과이다. 최종 이상  검출은 

주일 경우 16개, 완 일 경우 34개로 총 50개의 이상 이 

검출되었다.

Pitch-Roll Temp-Pitch Temp-Roll

Fig. 5. Clustering Result by K=4 (Position=0)

Pitch-Roll Temp-Pitch Temp-Roll

Fig. 6. Clustering Result by K=4 (Position=2)

Fig. 7은 C의 주에 한 클러스터링 결과이며, Fig. 8은 

C의 완 에 한 클러스터링 결과이다. 최종 이상  검출은 

주일 경우 35개, 완 일 경우 41개로 총 76개의 이상 이 

검출되었다.

Pitch-Roll Temp-Pitch Temp-Roll

Fig. 7. Clustering Result by K=4 (Position=0)
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Pitch-Roll Temp-Pitch Temp-Roll

Fig. 8. Clustering Result by K=4 (Position=2)

Fig. 9는 D의 주에 한 클러스터링 결과이며, Fig. 10

은 D의 완 에 한 클러스터링 결과이다.  최종 이상  검

출은 주일 경우 44개, 완 일 경우 35개로 총 79개의 이상

이 검출되었다.

Pitch-Roll Temp-Pitch Temp-Roll

Fig. 9. Clustering Result by K=4 (Position=0)

Pitch-Roll Temp-Pitch Temp-Roll

Fig. 10. Clustering Result by K=4 (Position=2)

4.4 이상  추출에 따른 력데이터 분석

본 연구에서는 K-means 알고리즘의 클러스터 분석을 

하여 이상  기 심  근 방식을 통하여 이상 에 한 

민감도를 비교평가 하 다. 제안하는 알고리즘을 용하지 

않을 경우 발생되는 이상  개수와 제안하는 알고리즘을 

용하 을 경우 발생되는 이상 의 개수는 Table 1과 같다. 4

곳 모두 제안하는 알고리즘으로 용할 경우 이상  검출 데

이터가 어들었다. A는 32개, B는 24개, C는 15개, D는 18

개의 데이터가 이상 으로 검출되지 않은 결과를 보 다. 이

러한 결과는 기 심 을 정규 분포도를 기 으로 최외각

지  부분부터 클러스터의 기 심 으로 지정하기 때문에 

결과 으로 이상 의 개수가 체 으로 어들었다. 한 

Table 2를 통해 4곳의 력데이터에서 체 데이터를 기

으로 2.0.1%～3.45%까지의 이상  검출이 반 된다. 한 B

의 주 이상  추출 비율이 상 으로 높게 나타난 결과는 

피치와 롤의 변화값이 상 으로 크지는 않지만 작은 범

내에서 상하좌우로 움직이는 값들에 하여 하나의 클러스터

로 인식하지 못하면서 상 으로 이상 의 비율이 높게 나

타나고 있다. 한 피치 항목과 결합한 클러스터링 진행 시 

주 분포 구역을 벗어난 경우 새로운 클러스터로 인식하여 상

으로 이상 의 추출이 낮게 측정되었다.

Part Position lier Non-Proposed Proposed

A

0
Inlier 2,419 2,429

Outlier 33 23

2
Inlier 3,801 3,823

Outlier 65 43

B

0
Inlier 648 654

Outlier 22 16

2
Inlier 3,159 3,177

Outlier 52 34

C

0
Inlier 3,688 3,701

Outlier 48 35

2
Inlier 3,761 3,763

Outlier 43 41

D

0
Inlier 3,633 3,644

Outlier 55 44

2
Inlier 3,509 3,516

Outlier 42 35

Table 1. Comparison of Inlier-Outlier Detection (K=4)

Part Position lier Ratio

A

0
Inlier 99.062%

Outlier 0.938%

2
Inlier 98.888%

Outlier 1.112%

B

0
Inlier 97.612%

Outlier 2.388%

2
Inlier 94.941%

Outlier 1.058%

C

0
Inlier 99.063%

Outlier 0.937%

2
Inlier 98.822%

Outlier 1.077%

D

0
Inlier 98.807%

Outlier 1.193%

2
Inlier 99.014%

Outlier 0.985%

Table 2. Inlier-Outlier Detection Ratio(k=4)

5. 결  론

기존 K-means 알고리즘을 통해 력데이터를 분류  

분석할 경우 클러스터 K값 선택과 이상  추출에 하여 

성능 인 향상을 보여주지 못했다. 이에 본 연구에서는 

력데이터 분석을 한 자동화된 클러스터 K값과 이상  추

출을 하여 K-means, 정규분포, 주성분분석기반의 데이터 
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클러스터링 아키텍처를 제안하 다. 성능평가를 한 실험 

데이터는 2016년 4월 특정 지역 신주의 센서노드에서 수

집된 정보를 활용하 으며, 신주의 주와 완 의 온도, 

피치, 롤 데이터를 분류  분석하 다. 입력되는 력데이

터의 다차원 정보를 분석하여 차원 수 이고 체 데이터

를 포 으로 설명할 수 있는 80%의 기  차원을 추출하

고 추출된 차원에서 최 의 K값을 인식하도록 하 다. 한 

기계학습에서 발생할 수 있는 이상 의 형성 조건을 분석하

고 분석된 결과를 바탕으로 기 근을 이상 으로 지정하

여 이상 의 최종 추출 개수를 이고자 하 다. 성능평가 

결과 력데이터 4개의 24,978개의 데이터를 학습한 결과 제

안하는 알고리즘과 기존 K-means 알고리즘의 차이를 확인

할 수 있었다. 총 4개의 주에서 완 과 주를 각각 구분

하여 성능평가를 진행하 고 총 89개 이상  감소와 체 

데이터 비 평균 0.5% 감소율을 확인하 다. 그러나 일부 

데이터에 한하여 클러스터의 경계면과 외곽지 에서 새로운 

클러스터를 형성하면서 다른 데이터에 향을 주는 부분은 

추후 연구를 통해 개선해야 할 부분이다.
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