
Journal of Internet Computing and Services(JICS) 2017. Oct.: 18(5): 69-77  69

딥러닝  증강 실을 이용한 재난 응 역량 강화를 한      
네트워크 자원 확보 방안

☆

Deployment of Network Resources for Enhancement of Disaster Response 
Capabilities with Deep Learning and Augmented Reality

신 영 환1 윤 주 식1 서 순 호1  정 종 문1*

Younghwan Shin Jusik Yun Sunho Seo Jong-Moon Chung

요    약

본 논문에서는 재난상황에서 딥러닝과 증강 실 기술을 활용한 재난 응 방안과 그에 따른 네트워크 자원 확보 방안을 제안한다. 

딥러닝과 증강 실 기술의 특징과 황을 악하고, 재난분야와의 연 성에 하여 설명한다. 딥러닝 기술을 사용하여 재난 상황을 

정확하게 인지하고 련 재난 정보를 증강 실로 구 하여 재난 응 장  통합지원본부, 재난안 책본부 등에 제공함으로써 
재난 응 역량을 강화할 수 있다. 각종 재난사례  화재상황을 으로, 딥러닝 기반 화재상황 인식  증강 실 정보제공을 통해 

효과 으로 재난 응 역량을 강화할 수 있는 방안을 제시한다. 마지막으로, 본 논문의 재난 응 방안을 활용하기 한 네트워크 자원 

확보 기법을 제시한다.

☞ 주제어 : 증강 실, 인공지능, 객체인식, 재난 응, 네트워크 자원

ABSTRACT

In this paper, a disaster response scheme based on deep learning and augmented reality technology is proposed and a network 

resource reservation scheme is presented accordingly. The features of deep learning, augmented reality technology and its relevance 

to the disaster areas are explained. Deep learning technology can be used to accurately recognize disaster situations and to 

implement related disaster information as augmented reality, and to enhance disaster response capabilities by providing disaster 

response On-site disaster response agent, ICS (Incident Command System) and MCS (Multi-agency Coordination Systems). In the case 

of various disasters, the fire situation is focused on and it is proposed that a plan to strengthen disaster response capability effectively 

by providing fire situation recognition based on deep learning and augmented reality information. Finally, a scheme to secure network 

resources to utilize the disaster response method of this paper is proposed.

☞ keyword : Augmented Reality, Deep learning, Object detection, Disaster Response, Network Resource

1. 서   론

최근 산불  화학물질 유출사고, 화재 등과 같이  

국가 으로 다양한 유형의 사건, 사고가 발생하면서 재난

응에 한 심이 집 되고 있다. 재난 응의 목표는 

재난상황을 빠르게 인지하고 정확한 행동매뉴얼을 용

함으로써, 추가 인 인   물  피해를 최소화하는 것
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이다. 그러나 재난상황을 빠르게 인식하고 정확한 행동매

뉴얼을 용함에 있어서, 인간이 모든 과정을 정확히 이

행하기에는 한계가 있다. 재난 응 담당자들의 재난역량

은 재난을 경험하면서 향상되는 것이기 때문에,  재난 

응 담당자의 재난 응 경험이 다면 재난 응 과정이 

정확히 이행되기란 더욱 어려운 일이다. 게다가, 재난 응 

과정에서는 통합지원본부 (Incident Command System, ICS), 

지역재난 책본부 (Multi-agency Coordination Systems, 

MCS) 등 재난 응 담당자들뿐만 아니라, 재난 장과 

련된 모든 사람의 조가 필요하다. 그러나 평범한 사람

이 항상 모든 재난 장을 감시하고 있고, 모든 매뉴얼을 

숙지하기란 불가능하다. 이러한 문제 을 해결하기 하

여, 5G (5th Generation mobile networks), IoT (Internet of 

Things), GIS (Geographic Information System), WSN 
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(Wireless Sensor Network), MEC (Mobile Edge Computing), 

CDN (Content Delivery Network) 등 다양한 ICT기술을 재

난 상황에 용하려는 시도가 늘어나고 있다. [1-3] 최신 

ICT기술 에서 딥러닝 (Deep Learning, DL)과 증강 실 

(Augmented Reality, AR) 기술력이 크게 향상되어 다양한 

분야의 심을 받고 있다. 다른 ICT기술들과 마찬가지로 

딥러닝  증강 실 기술 역시 재난 응역량을 강화하는 

데에 사용될 수 있다. 그러나, 딥러닝과 증강 실 기술은 

상당히 많은 네트워크 자원을 필요로 한다. [4]

본 논문에서는 최신 딥러닝  증강 실 기술을 통한 

재난 응 역량을 향상시킬 수 있는 방안과 그에 따른 네

트워크 자원 확보 방안을 제시한다. 본 논문의 구성은 다

음과 같다. 2장에서 딥러닝과 증강 실 기술을 설명한다. 

3장에서 앞서 서술한 딥러닝  증강 실 기술을 재난 분

야에 용시킬 방안에 하여 설명한다. 4장에서 그에 따

른 네트워크 자원 확보 방안을 제시한다. 이어서 5장에서 

결론을 맺는다.

2. 딥러닝 기반 객체인식 기술과 증강 실 

2.1 딥러닝(Deep Learning)

딥러닝 (Deep Learning)은 머신러닝 (Machine Learning)

의 한 분야이다. 머신러닝은 컴퓨터에게 문제를 해결할 

수 있는 정확한 알고리즘을 제공하지 않고, 문제 해결능

력을 배우게 하는 방법이다. 딥러닝에서는 컴퓨터가 인공

신경망 (Artificial Neural Network)을 사용하여 문제 해결

능력을 배운다. 인공신경망이란 인간의 뇌에 있는 신경망 

(Neural Network)을 모사하여 만든 모델이다. 인간은 뇌를 

쓰면서 신경망을 발달시켜 문제 해결 능력을 기른다. 이

러한 인간의 특징에 주목하여, 컴퓨터에게 인간과 비슷한 

문제 해결 과정을 부여하는 방법이 바로 딥러닝이다. 

그림 1은 딥러닝에 사용되는 인공신경망의 구조를 간

략하게 설명한 것이다. 인공신경망은 노드 (Node)들로 구

성되어 있다 각 노드들은 가 치 (Weight)로 연결되어 있

다. 딥러닝 기술을 통해 훈련시켜야 하는 가 치들이 모

인 곳을 은닉계층 (Hidden Layer)라고 한다. 은닉계층의 

계층의 숫자나, 노드의 숫자, 가 치의 숫자들은 모두 임

의로 조정할 수 있다. 딥러닝의 최종 목 은, 테스트 데이

터 (Test Set)를 인공신경망에 통과시켜서 원하는 결과 

(Output)를 얻는 것이다. 딥러닝에서는 은닉계층에 가

치를 훈련용 데이터 (Training Set)를 이용하여 훈련 

(Training) 시킨다. 훈련된 가 치를 이용하여 테스트 데

(그림 1) 인공신경망의 구조

(Figure 1) Structure of artificial neural network

인공신경망 종류 적용 예시

합성곱 신경망 이미지 인식, 영상 인식

순환 신경망 음성 인식, 텍스트 인식

(표 1) 인공신경망 용 

(Table 1) Usage of Artificial Neural Networks

이터를 사용했을 때 정확한 결과를 얻게 한다. 인공신경

망은 인간의 뇌를 참고하여 만든 것으로서, 노드는 뉴런 

(Neuron)을 가 치는 시냅스 (Synapse)를 참고하여 만들어

졌다. 인공신경망에는 다양한 종류가 있다. 인공신경망이 

다양한 종류로 발 됨으로써 딥러닝 기술이 여러 연구 

분야에 이용되기 시작했다. [5]

표 1은 표 인 인공신경망의 종류와 그에 따른 딥러

닝 기술 용 시를 나타낸 것이다. 합성곱 신경망

(Convolutional Neural Network, CNN)과 순환 신경망 

(Recurrent Neural Network, RNN)은 재 딥러닝 분야에서 

가장 표 인 인공신경망 모델이다. 합성곱 신경망은 

재 이미지 인식에서 가장 많이 쓰이는 모델이다. 2012년 

ILSVRC라고 명명된 이미지 인식 기술 회에서 합성곱 

신경망으로 만들어진 Alexnet이 압도 인 차이로 우승한 

이래로 합성곱 신경망의 이미지 인식분야에서의 우수성

이 입증되어 왔다. [6] 순환 신경망은 재 음성인식에서 

가장 많이 쓰이는 인공신경망 모델이다. 재, Apple의 

Siri, Amazon의 Alexa 등 부분의 ICT기업에서 음성 인

식모델로서 사용하고 있다. 본 논문에서는 재난상황을 인

식하기 한 방법으로 합성곱 신경망을 쓸 것은 제안하

며, 합성곱 신경망을 심으로 서술한다. 

그림 2는 합성곱 신경망의 구조를 나타낸 것이다. 합성

곱 신경망은 동물의 시신경 구조를 모방하여 만든 것이

다. 첫 번째 입력 이미지 (Input Image)와 합성곱 계층 
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(그림 2) CNN의 구조

(Figure 2) Structure of CNN

Network Team

VGG
Visual Geometry Group 

(Oxford university)

Inception Google

ResNet Microsoft

(표 2) 표 인 합성곱 신경망 모델

(Table 2) Representative CNN models 

(Convolutional Layer)의 사이에는 필터 (Filter)라는 값이 

가 치를 신한다. 필터를 움직이며 합성곱 연산을 진

행한다. 인공신경망에서 가 치를 구해야 했던 것과는 

달리 합성곱 신경망에서는 필터의 값을 구한다. 필터와 

일반 인 가 치와의 결정 인 차이는 변수의 개수이다. 

가 치는 각각의 계층마다 모든 노드와 연결되어 있기 때

문에 개수가 많다. 그러나 합성곱 신경망에서는 필터 하

나로 다음 계층의 값을 합성곱 연산을 통해 구하기 때문

에, 필터의 개수만큼만 구하면 된다. 이러한 은 연산량

은 합성곱 신경망 모델의 큰 장 이 된다. 연산량이 기 

때문에 보다 빠른 계산이 가능해 진다. 재난 상황에서는 

빠른 응이 필요하므로, 이러한 장 은 큰 도움이 된다.

표 2는 합성곱 신경망을 사용한 모델  표 인 모

델들을 정리해 놓은 것이다. 합성곱 신경망은 1998년에 

Y. LeCun에 의해 처음 만들어졌다. [7] 그 후 발 을 거

듭하여, 재 VGG, Inception, ResNet 등은 모두 게는 

수십 개에서 많게는 백 개가 넘는 은닉계층을 갖는다. 은

닉계층이 깊어짐에 따라서 합성곱 신경망은  더 정

교한 이미지 인식 기술을 갖게 되었다. 오늘날에는 

ILSVRC에서 인간의 이미지 인식능력을 넘어서는 성능

을 보인다. 그림 3은 역  ILSVRC의 우승 모델 성능을 

나타낸 것이다. 2015년에 Microsoft의 ResNet은 인간의 성

능을 앞서기 시작했다. [8] VGG와 Inception 한 그에 못

지않게 뛰어난 성능을 보이고 있다. [9,10] 따라서, 이와 

같은 최신 합성곱 신경망 모델을 재난 인식에 하여 충

(그림 3) 역  ILSVRC 우승 모델 성능

(Figure 3) Previous ILSVRC Winning Model 

Performance

분히 훈련시킨다면, 실제 재난이 발생했을 때 빠르고 정

확한 재난인식이 가능할 것이다.

2.2 증강 실(Augmented Reality, AR)

기존의 가상 실 (Virtual Reality)은 실제와 유사한 특

정 환경을 만드는 기술이다. 만들어진 가상의 상황은 이

용자의 감각을 자극하여 실과 상상의 경계를 자유롭게 

드나들게 하 다. 더 나아가 가상 실의 진보된 형태로 

증강 실 (Augmented Reality)이 등장하 고, 증강 실에

서는 실 에 덧붙여진 추가 인 정보를 그래픽으로 합

성하여 제공하므로 실에서 사용자의 행동을 보조해  

수 있다. [11] 가상 실은 일반 으로 훈련, 게임 등의 특

수 환경에서 사용되는 반면, 증강 실은 상이 있는 환

경이라면 어디에서나 용할 수 있기 때문에 일반인들에

게도 리 화되고 있다.

증강 실은 GPS (Global Positioning System), 력 가

속도 센서 (Gravitational Acceleration Sensor) 등의 센서정

보나 OpenGL (Open Graphics Library) 등의 컴퓨터 비  

기술을 이용할 수 있다. [12] 증강 실 기술의 발 은 이

러한 다양한 정보가 융합된 하이 리드 형태로 진화하고 

있다. 증강 실 기기의 주 형태는 착용식 컴퓨터 

(Wearable Computer)이다. 머리에 장착하는 HMD (Head 

Mounted Display), 안경 형태의 기기가 있으며 사용자가 

바라보는 실제 환경에 컴퓨터 그래픽을 겹쳐 실시간으로 

보여주어 증강 실을 구 한다. [13] HMD 형태의 증강

실 기기는 실제 재난상황 시 장 소방 원에게 장착

할 수 있다. 소방 원의 HMD 장비의 카메라에 의해 

장의 상 정보를 얻는다. 본 논문에서는 장의 상 정

보를 딥러닝 과정을 통해 인식하는 방법을 제안한다. 딥

러닝을 토 로 얻은 정보는 네트워크를 통해 서버로 

송되고, 서버내의 데이터베이스 (Database) 정보와의 매

칭을 통해 련 증강 실 정보를 장 원에게 달한
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다. 이러한 일련의 증강 실 과정을 통해 장에 견된 

재난 응 요원들은 구호활동에 필요한 정보를 맞춤형으

로 제공받을 수 있다.

3. 재난상황에서 딥러닝을 활용한 증강 실

기술 용 방안

재난 응의 성패는 크게 두 가지 요소에 달려있다. 첫 

번째는 동 응의 속도이고, 두 번째는 동 응의 정

확성이다. 앞서 언 했듯이, 재난 발생 시 인간이 바로 재

난 상황을 포착하여 정확히 인지하기에는 큰 어려움이 있

다. 모든 건물, 공장 등 지역을 인간이 언제나 감시하고 

있을 수 없기 때문이다. 설사 재난을 바로 발견했다 하더

라도 침착하게 재난의 종류, 재난의 시 , 재난의 규모 

등을 바로 악하여 정확한 동 응이 이루어지게 하는 

것은 일반인에게 어려운 일이다. 2017년 6월 런던 그 펠 

타워 화재 재난을 보면 빠른 동 응과 정확한 응의 

실패로 작은 화재가 타워 체로 옮겨가게 되었다.

딥러닝 기반 증강 실 기술을 사용하면 신속하고 정

확한 재난 응이 가능해진다. 그림 4에 딥러닝  증강

실 기술을 활용한 재난 응 과정이 나타나 있다.

그림 4의 왼쪽 상단에는 드론, CCTV와 같은 무인으로 

상을 획득할 수 있는 기기를 통해 건물, 공장, 주택가,

산림지역 등 재난사고 우발 지역을 상시 감시하고 있는 

장면을 나타낸 것이다. 그림에 나타난 장면은 공장 화재 

발생 장면이다. CCTV나 드론과 같은 무인 상획득기기

가 공장을 상시 감시하고 있다가 화재 장면을 포착한다. 

화재 장면을 포착한 것만으로는 충분하지 않다. 일반

인 무인 상획득기기에는 화재 감별 능력이 없기 때문

에, 일반 인 상황과 화재 상황을 분별할 수 없다. 무인

상획득기기에게 화재감별능력을 부여하기 하여 딥

러닝 기술이 사용된다. 획득된 상 이미지는 Incpetion, 

VGG, ResNet 등 합성곱 신경망 모델을 사용한 딥러닝 기

술로 분석 된다. 

그림 5는 구 의 Inception-v3를 활용한 재난 이미지 

인식의 이다. [14] Python 3.5 기반 TensorFlow 0.12 라

이 러리 (Library) 환경에서 실험한 것이다. 사고가 난 

배를 Wreck이라고 정확히 인식하는 모습을 보여 다. 

와 같이 한 단어로 인식하는 것뿐만 아니라 이미지와 

련된 많은 설명을 도출하는 것도 가능하다. 그림 5의 실

험에서 알 수 있듯이, 딥러닝 기술은 그림 4에서 로든 

화재상황 뿐만 아니라 다양한 재난을 인지할 가능성을 

내포하고 있다. 한 훈련 (Training)을 컴퓨터에 용

(그림 4) 딥러닝  증강 실 기반 재난 정보 획득 과정

(Figure 4) Deep Learning and Augmented 

Reality Based Disaster Information 

Acquisition Process 

(그림 5) Google Inception-v3를 이용한 이미지 인식 결과

(Figure 5) Image recognition using Google 

Inception-v3

한다면, 컴퓨터가 딥러닝을 활용해 화학사고 장, 풍수 

  붕괴 장, 교통  선박 사고 장 등 다양한 재난 

상황을 인지할 수 있다. 이처럼 딥러닝을 통해 재난 상황 

악 속도와 정확성을 확보할 수 있다. 

재난 응에 있어서, 재난 상황 악만큼 요한 것이 

바로 재난 련 정보 획득이다. 화재 발생 시간, 장소, 규

모, 공장의 구조 등등을 정확히 알고 있는 것이 요하

다. 재난 련 정보가 단순히 과 그림으로만 제공될 경

우, 재난 응 담당자가 정확히 악하는 데 많은 시간이 

소요된다. 지역재난 책본부, 통합지원본부 등 재난 응 

담당자들이 재난 련 정보를 악해서 다시 장요원들

에게 제공한다 하더라도, 장요원들이 정보를 악하는 

데 다시 한 번 시간이 소요된다. 2017년 6월 런던 그 펠 

타워 화재 재난을 보면 알 수 있듯이, 동 응에서의 시

간지연은 재난을 불러온다.

이를 증강 실 기술로 해결할 수 있다. 그림 4에 나타

난 알고리즘의 후반부가 바로 이에 해당된다. 재난 유형, 
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과거 사례, 재난 응 방안, 유  기 , 상 피해 규모, 

주변 상황 등 재난 련 정보를 서버에서 찾아서 (Related 

information search) 증강 실 기술로 실감나게 표 하여 

재난 응 담당자에게 제공 (Display AR information) 한

다. 이처럼 증강 실로 실감나는 정보를 제공한다면 재

난 응 담당자와 장요원의 빠르고 정확한 재난 상황 

이해와 응이 기 된다.

4. 재난상황에서 딥러닝  증강 실 기술 

용을 한 네트워크 지연 문제 해결 방안

앞서 서술하 듯이, 딥러닝  증강 실 기술을 사용

하면 재난 응역량을 획기 으로 발 시킬 수 있다. 그

러나, 딥러닝과 증강 실과 같은 최신 ICT 기술을 모바

일 기기, CCTV 등에서 사용하기에는 기기에 부담이 많

이 된다. 딥러닝의 경우 고성능의 CPU와 GPU뿐만 아니

라 많은 력 (Power)이 필요한 데, 모바일 기기  

CCTV 등 소형 기기에 고성능 CPU  GPU에 많은 력

까지 확보하는 것은 불가능하다. 증강 실의 경우 다양

한 정보를 서버에서 받아와야하기 때문에 네트워크 환경

이 요하다. 많은 계산과 통신 과정을 거쳐야 하므로 네

트워크 지연문제가 생긴다. AR은 사용자에게 원본 이미

지와 AR정보 합성까지 13ms 속도를 보장해야 한다. 

13ms보다 시간이 지연되면 인간이 어지러움을 느낀다. 

[15] 그러나 기존 네트워크 환경에서는 딥러닝과 증강

실 기술을 부다 사용하면서 13ms의 속도를 보장하기

란 어렵다. 특히, 재난 상황에서는 네트워크 트래픽 량이 

폭주하기 때문에 더더욱 힘들어 진다. 본 논문에서는 이 

문제를 해결할 네트워크 모델  해결 방안을 제시한다.

4.1 네트워크 모델 

그림 6은 앞서 서술한 문제를 해결하기 한 네트워크 

모델이다. 딥러닝과 같은 계산량이 많은 기술을 모바일 

상황에서 사용하기 해 클라우드 형태의 네트워크 모델

을 활용하는 방안이 활발히 연구되고 있다. [16] 본 논문

에서도 클라우드 형태의 네트워크 모델을 제시한다. 모

델에 한 설명은 다음과 같다. 첫 번째로, 모바일 기기, 

CCTV 등에서 재난 이미지나 상을 획득하여 MEC 

(Mobile Edge Computing) 서버에  만큼 송한다. 이 

때 소요되는 시간은  이다. 그 뒤, MEC 서버에서 딥

러닝 연산을 수행한다. 5G 시 에서는 MEC 서버가 상

(그림 6) 딥러닝  증강 실 기술을 재난 응에 활용하기 한 

네트워크 모델

(Figure 6) Network Model for Utilizing Deep 

Learning and Augmented Reality 

Technology for Disaster Response

용화 되어, 각종 ICT 연산에 도움을  것으로 상 되고 

있다. [17] 

따라서, 본 네트워크 모델에서는 MEC 서버가 딥러닝 

연산능력이 있다고 가정한다. MEC서버에서의 딥러닝 계

산 속도는 로 정의한다. 한, MEC 서버는 사 에 

충분한 딥러닝 훈련이 되어있다고 가정하여, 테스트(test) 

과정을 수행한다고 가정한다. 딥러닝 연산 결과 의 

정보량이 나오며, 이 연산 결과를 AR 서버에 송하여, 

련 정보를 획득하고자 한다. 이 때, AR 서버를 항상 근

처에 두고 련 DB를 확보하는 것은 힘들기 때문에 AR

서버와 DB (DataBase)는 재난 장과 거리가 떨어져 있

다고 가정한다. 따라서 AR서버에 근하기 해선 백본 

네트워크 (Backbone Network)를 거치게 된다. MEC 서버

에서 백본 네트워크에 있는 첫 번 째 라우터까지 걸리는 

시간을  로 정의한다. 한, 백본 네트워크에는 총 

개의 라우터가 존재하고 그  개의 라우터를 사용

한다고 가정한다. 한, 라우터 간 통신 속도는 

라고 정의한다. 이 때, 총 개의 라우터 간 통신이 

이루어지기 때문에 백본네트워크에서 총 걸리는 시간은 

이다. 한 라우터에서 그리고 백본네

트워크에 있는 마지막 라우터에서 AR서버  DB까지 

걸리는 시간은 이다. AR서버와 AR DB는 같은 장소
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Parameter Unit Definition

 s 총 재난영상 AR처리까지 걸리는 시간

 s
증강현실을 위해 요구되는 총 

재난영상 AR처리까지 걸리는 시간 

 s User와 MEC 서버 간 전송 시간

 s MEC 서버와 Router 간 전송 시간

 s Router와 AR 서버 간 전송 시간

 s Router 간 전송 시간

 bps Router의 Forwarding rate

 bps
MEC 서버의 이미지를 딥러닝 분석 

성능

 bps AR 서버의 증강현실 정보 검색 성능

 bit 재난 현장 영상 정보량

 bit 이미지 분석 결과 정보량

 bit 증강현실 정보 검색 결과 정보량

M - 실제 통신에 활용되는 Router의 개수

N -
백본 네트워크에 존재하는 총 Router 

개수

(표 3) 네트워크 모델에 련된 라미터

(Table 3) Parameters related to network model

에 있어서 통신시간이 없다고 가정한다. AR서버에서는 

딥러닝 연산 결과를 받고 AR 련 정보를 DB에서 찾아

서 련 정보를 내보낸다. AR서버와 DB에서 일어나는 

일련의 과정을 모두 포함한 계산 속도를 로 정의한

다. 정보를 DB에서 찾아오는 데 까지 시간이 상황마다 

유동 으로 변할 것이므로 은 평균 속도를 의미한

다. 그리고 AR 정보량을 로 정의한다. AR 정보를 받

아 다시 유 에게 돌아가는 과정  시간은 이 과 같다

고 가정한다. 모델과 련된 라미터들은 표 3에 정리되

어 있다. 따라서 유 가 AR정보를 받는 데 까지 총 걸리

는 시간 은 다음과 같다.

  









 


  (1) 

4.2 네트워크 지연 문제 해결 방안 

딥러닝과 증강 실을 사용하기 해선 지연 네트

워크 환경을 확보하는 것이 핵심이다. 그러나, 재난 상황

에서는 네트워크 트래픽이 폭주하므로, 네트워크 속도를 

확보하는 것이 쉽지 않다. 

본 논문에서는 재난 상황에서는 다른 통신보다 재난 

통신이 가장 요하다는 에 착안하여, 백본 네트워크

에 있는 라우터들에게 일정 이상의 Forwarding rate를 확

보하라는 패킷을 보내는 것을 제안한다. 딥러닝  증강

실을 한 재난 통신이 이루어 질 때, 네트워크 련 

정보를 패킷에 실어서 보낸다. 그 정보를 보고, AR 서버

에서 최종 결정하여, 백본 네트워크에 있는 라우터들에

게 어느 정도의 Forwarding rate 성능을 보장하고 있어야 

하는지 알려 다. 라우터들은 재난 상황에서 성능 보장

을 해, 재난 응과 련되지 않은 모든 통신 정보 처

리를 후순 로 미룬다. 증강 실을 해선 이내에 통

신이 완료되어야 한다. 이를 식으로 표 하면,

 ≥  









 


  (2)

라우터에서 확보해야 할 를 구하기 하여 

에 하여 식을 정리하면 다음과 같다.

    
 







  
≤           (3)

이 때,        을 뜻

한다. 이 때, 최악의 네트워크 상황을 가정하여 

Forwarding rate를 비해야 하므로, N개의 라우터를 부

다 지난다고 가정하면,

 

 
 







  
≤           (4)

이 때,        을 뜻한

다. 이 때,  ,  ,  ,  , 과 같은 값은 네트워크 

엔티티 (Entity)의 성능과 련이 없으므로 임의로 조정할 

수 없다. 는 요구되는 성능이므로 한, 임의로 조정
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할 수 없다. 과 값은 MEC나 AR서버에서의 계산 

속도이므로 성능과 련이 있다. 따라서 빠르면 빠를수

록 좋을 것이라는 추측이 가능하다. 식 4에서는 이러한 

사실이 잘 나타난다. 과   값을 높일수록, 요구되

는 의 값이 낮아진다는 것을 알 수 있다. 

4.3 실험 결과

본 실험은 MATLAB 2017a에서 진행되었다. 4번 식에

서 에 한 요구 성능을 알아보기 하여, 값

과 값을 조정하면서 의 요구 성능을 측정해 

보았다. 네트워크 환경과 련된 라미터들은 다음과 

같다고 가정되었다.

 ,  ,   와 같은 통신 속도와 련된 라미

터들은 1ms로 가정하 다. 라우터들의 거리는 매우 가까

우므로 는 0.1ms로 가정하 다. 한, 인간이 증

강 실을 체험할 때 어지러움을 느끼지 않는 지연시간이 

13ms 이므로 는 13ms로 설정하 다. 은 1M bit, 

은 2M bit, 은 5M bit로 가정하 다. 총 라우터의 

개수 N은 5개로 가정하 다.

그림 7은 실험 결과를 나타낸다. 과   이 높아

질수록 요구되는 가 낮아지는 것을 알 수 있다. 

한, 과   이 무 낮아질 경우 요구되는 

가 격하게 높아지는 것을 볼 수 있다. 따라서, 과 

  이 어느 정도 값을 보장해 주지 않으면 라우터의 부

담이 격하게 증가하는 것을 알 수 있다.

(그림 7) 딥러닝 계산속도와 AR 계산속도에 따른 

Forwarding Rate 요구 성능

(Figure 7) Desired Forwarding Rate according to 

Deep Learning calculation speed and AR 

calculation speed

5. 결   론

본 논문에서는 재난 응 상황에서 딥러닝  증강

실 기술을 이용하여 재난 응 역량을 강화시킬 수 있는 

방안을 제시하 다. 한, 그에 따른 네트워크 성능 확보 

방안도 제시하 다. 딥러닝 기술을 사용하는 모델인 인

공신경망  합성곱 신경망을 사용한 모델은 재 이미

지 인식 분야에서 압도 인 성능을 내고 있다. 따라서, 

빠르고 정확한 상황 인식이 요한 재난 상황에서 합성

곱 신경망기반 딥러닝 기술을 탑재한 기기는 재난 응역

량을 강화할 수 있다. 컴퓨터가 재난을 인식한 것만으로

는 실제 재난 응 담당자에게 정확한 정보를 제공하기 

힘들다. 증강 실 기술을 사용하면, 재난 인식 정보를 가

공하여 빠르고 알기 쉬운 정보로 바꿀 수 있다. 그러므

로, 재난 응 담당자가 정보를 더 빠르고 정확하게 받아

들일 수 있다.

결론 으로, 딥러닝  증강 실 기술을 사용하여 실

제 재난 응 상황에서 장요원  재난 응 담당자에

게 정확하고 신속한 정보 달을 통해 재난 기 응 능

력을 향상시킬 수 있다. 한 통합지원본부, 지역재난

책본부와 같은 재난 책기 에 신속하게 장상황을 보

고하여 련기 의 교통통제, 주민 피 등의 의사결정 

과정을 보다 신속하고 정확하게 처리할 수 있다. 더 나아

가 재난 상황에 로 이 투입되는 등 자율 인 차세  재

난 응 시스템 등이 활발히 논의되고 있으므로, 딥러닝 

기반 증강 실 기술의 활용 분야는 미래에 더욱 요해

질 것으로 상된다.  
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