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온실의 환경요인을 이용한 인공신경망 기반 

수경 재배 파프리카의 증산량 추정

남두성 · 이준우 · 문태원 · 손정익*

서울대학교 식물생산과학부

Transpiration Prediction of Sweet Peppers Hydroponically-grown 

in Soilless Culture via Artificial Neural Network 
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Abstract. Environmental and growth factors such as light intensity, vapor pressure deficit, and leaf area index are

important variables that can change the transpiration rate of plants. The objective of this study was to compare the

transpiration rates estimated by modified Penman-Monteith model and artificial neural network. The transpiration

rate of paprika (Capsicum annuum L. cv. Fiesta) was obtained by using the change in substrate weight measured by

load cells. Radiation, temperature, relative humidity, and substrate weight were collected every min for 2 months.

Since the transpiration rate cannot be accurately estimated with linear equations, a modified Penman-Monteith equa-

tion using compensated radiation (Shin et al., 2014) was used. On the other hand, ANN was applied to estimating the

transpiration rate. For this purpose, an ANN composed of an input layer using radiation, temperature, relative humid-

ity, leaf area index, and time as input factors and five hidden layers was constructed. The number of perceptons in

each hidden layer was 512, which showed the highest accuracy. As a result of validation, R2 values of the modified

model and ANN were 0.82 and 0.94, respectively. Therefore, it is concluded that the ANN can estimate the transpira-

tion rate more accurately than the modified model and can be applied to the efficient irrigation strategy in soilless

cultures.

Additional Key words : black box modelling, deep learning, paprika, Penman-Monteith equation

서 론

파프리카는 대형 온실에서 고품질, 고수익을 목적으로

최근 재배 면적이 증가하고 있는 작물 중 하나이며, 농

가에서는 고품질의 파프리카 생산과 생산성 향상을 위해

수경재배 시스템을 사용하고 있다. 파프리카를 수경재배

할 때에는 주로 고형배지를 사용하는데, 고형배지는 제

한된 부피와 적은 보수력을 갖고 있어 급격한 수분 변

화의 완충이 어렵고 작물의 수분 스트레스를 야기할 수

있다(De Boodt와 Verdonck, 1972). 수분 부족은 작물에

서 칼슘 결핍과 엽 발달 저해를 발생시키고(Jolliet과

Bailey, 1992), 작물 생산량을 감소시킬 수 있다(Antony

and Singadhupe, 2004; Moreno 등, 2003; Sezen 등,

2006). 특히 파프리카는 수분 스트레스에 매우 민감한

작물이기 때문에(Smittle 등, 1994), 다른 작물에 비해

더 정밀한 관수 조절이 필요하다. 일반적으로 식물이 흡

수한 수분의 1% 정도만 대사 활동에 이용되고 나머지는

증산을 통하여 공기 중으로 이동하는 것이 밝혀졌다

(Salisbury와 Ross, 1992). 따라서 증산량을 추정할 수

있으면 작물의 수분요구량을 예측할 수 있기 때문에, 정

확한 관수 전략 수립이 가능하다.

현재까지 알려진 증산량을 추정하기 위한 가장 효율적

인 모델링 방법으로는 Penman-Monteith 식을 사용하여

추정하는 방법이다(Monteith, 1990). 실제로 Penman-

Monteith 식을 사용하여 모든 생육 단계와 온실에서 재

배할 수 있는 여러 작물에 대하여 하나의 잎부터 군락

에 이르기까지 폭넓게 증산량 추정 방법이 연구되고 있
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다(Stanghellini, 1987; Jolliet과 Bailey, 1992; Boulard와

Jemaa, 1993; Hamer, 1996). 그러나 Penman-Monteith 식

과 관련된 연구는 대부분 노지 작물의 증산량 추정에 초점

이 맞추고 있지만, 온실 내의 증산은 온실 내의 수증기압

을 변화시키고, 변화된 온실 내 수증기압은 다시 증산에

영향을 미치는 것으로 알려져 있다(Aubinet 등, 1989). 이

러한 증산량은 Penman-Monteith 식에 사용된 환경 요인

이외에도 재배 조건 등의 다양한 요인과 관련이 있기 때문

에, 온실 환경이 조절되고 있음에도 불구하고, 여러 관련

변수들과 증산량 간의 관계를 해석하는 것은 쉽지 않다.

최근 각광받고 있는 인공신경망(Artificial neural

network, ANN)은 복잡한 비선형 데이터로부터 의미 있는

결과들을 얻을 수 있는 유용한 도구로 알려져 있다

(Vaidyanathan 등, 2015; Taormina와 Chau, 2016; Wang

등, 2016). ANN은 가공되지 않은 데이터로부터 신뢰할

만한 추정 값을 이끌어낼 수 있기 때문에 최근 다양한 분

야에 적용되고 있다(LeCun 등, 2015). ANN은 2009년 이

후로 우수한 계산 능력을 갖춘 빅 데이터 및 하드웨어의

발전으로 다양한 분야에 적용되어 왔으며, 특히 환경인자

와 같이 기본적인 데이터들이 많은 농업 분야에서 유용한

도구로 사용 될 수 있다. 특히 Penman-Monteith 식으로

추정한 증산량은 수경재배 관련 변수들의 반영이 어렵다.

본 연구의 목적은 온실 내에서 특정 환경 인자들뿐만

아니라 수경재배에서의 다양한 조건을 포함한 환경 인자

와 증산량 간의 관계를 ANN으로 추정하여 정확한 증산

량을 실시간으로 추정하는 것이다.

재료 및 방법

1. 재배조건

실험은 서울대학교 실험농장(37.3oN, 127.0oE)에 위치

한 벤로형 온실에서 수행되었다. 온실의 측창과 천창은

온도가 26oC 이상일 때 열리게 설정되었으며, 파프리카

(Capsicum annuum L. cv. Fiesta)를 재배하였다. 2017년

7월 5일에 암면 큐브에 파종하였고, 육묘 챔버 내에서

15일 후 암면 블록(15 × 10 × 6cm)에 이식하였다. 육묘

챔버에서 15일 동안 육묘한 후 2017년 8월 4일에 암면

블록을 거터(200 × 20 × 10cm) 위에 놓인 암면 슬라브

(Rock wool, Grotop, Grodan, Roermond, Netherlands)에

정식하였다. 재식밀도는 m2 당 4 개체이며 2개 암면 슬

라브에 각각 5개체씩 총 10개체의 파프리카를 정식하였

고 1주당 2개의 줄기를 유인하였다.

2. 관수 시스템 설정

관수시스템은 Shin 등(2014)에 의해 보정된 누적 일사

량에 의해 조절되며 누적 일사량이 50W·cm-2에 도달 할

때마다 한 개의 드리퍼 당 100mL의 양액을 관수하였다.

누적 일사량은 pyranometer(SQ-110-L10, Apogee,

Logan, USA)를 사용하여 측정하였고 측정된 데이터들은

데이터 로거(CR1000, Campbell Scientific, Logan,

USA)를 이용하여 수집 및 제어하였다. 이때 양액의 전

기전도도(EC)는 2.6 - 3.0dS·m-1, pH는 5.5 - 6.5사이였

으며, 배액의 EC는 3.5 - 4.1dS·m-1 로 유지하였다.

3. Penman-Monteith 식을 이용한 증산량 추정

Penman-Monteith 식은 에너지 수지를 기반으로 작성

된 식으로 일반적으로 광도, 엽면적 지수, 포차를 사용

하여 계산한다(Monteith, 1965). 본 연구에서는 Penman-

Monteith 모델식에 보정 광도(RAD’)를 사용한 증산량

(Tr) 모델(Shin 등, 2014)로 추정하였다(식 1).

(1)

여기서 k는 흡광계수(0.848), LAI는 모델식으로 추정한

엽면적지수(m2·m-2), VPD는 수증기압포차(kPa), a, b는

계수이며 각각 4.250, 0.009, 0.840 이었다, VPD는 파프

리카 재배의 온실환경 관리 기준에 따라 식 (2)를 이용

하여 계산하였으며, 범위는 약 100 - 800kPa이었다. 

 (2)

여기서 RH는 상대습도, T는 기온(oC)이다. ANN에 사용

되었던 입력변수로는 파프리카 재배 온실에서 측정된 실

내온도, 상대습도, 수증기포차(VPD), 일사량을 사용하였

고 각 변수의 범위는 Table 1과 같다.

4. 장치를 통한 증산량 계산

증산량은 로드셀(FSC-1520, Woosung Hitec, Yangsan,

korea)을 사용하여 측정하였다. 식물생장과 유인줄에 걸

린 무게를 포함하기 위해서 직사각형 모양의 알루미늄

프로파일 위에 2개의 암면 슬라브를 올려 놓고 밑에 배

액과 급액 무게를 재는 로드셀을 설치하였고 매 분마다

측정 및 저장하였다. 증산량(Tr)은 식 (3)을 사용하여 계

산하였다.

Tr α* 1 exp k*LAI–( )–[ ]*RAD′ b*LAI*VPD+=

VPD 610.7* 100 RH–( ) 100⁄[ ]*107.5
T 237.3 T+( )⁄

=

Table 1. Average ranges of input factors of the artificial neural
network.

Environmental factor Range

Temperature (oC) 17.2 - 46.1

Relative humidity (%) 25.7 - 94.1

Vapor pressure deficit (kPa) 59.6 - 872.5

Solar radiation (W·m-2) 0.0 - 628.4
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(3)

여기서 Tr은 증산량, Irr는 급액 무게, Dra는 배액 무게,

Sub는 배지 무게이다.

5. 인공신경망(Artificial neural network, ANN)을 통

한 증산량 추정

ANN은 입력층(input layer), 은닉층(hidden layer), 출

력층(output layer)으로 이루어진다. 본 연구에는 10분당

평균 일사량, 온도, 습도, LAI, 시간 총 5개의 환경변수

를 입력변수로 사용하였고, 최적 개수인 512개의 퍼셉트

론들로 이루어진 5개의 은닉층과 1개의 증산량 출력층

으로 구성하였다(Fig. 1). 활성함수 f(x)는 Rectified

Linear Unit (ReLU) 함수가 사용되었다. 이때 x는 각 퍼

셉트론에 주어지는 입력값에 해당한다. ANN의 추정값

의 정확도를 확인하기 위해 결정계수를 사용하였다.

ANN 학습에는 현재 사용되고 있는 Adam 최적화 방식

을 사용하였으며(Kingma and Ba, 2014), 학습하기 전

계수들은 Adam 최적화 방식에서 일반적으로 통용되는

값으로 설정하였다(Table 2). 증산량을 추정하기 위해서

수집한 총 6,200개의 데이터를 4,500개의 학습데이터와

1,700개의 테스트 데이터로 분류한 후에 학습을 진행하

였다. 학습데이터는 은닉층의 뉴런에 대한 함수를 통해

오차가 줄어드는 방식으로 ANN을 일반화하는 역할을

Tr IrrΔ DraΔ– SubΔ–=

Table 2. Parameters used in the artificial neural network in which Adams optimizing method was used. Dropout was set 1.0 in the test to
use the entire neural network.

Parameter Value Description

Minibatch size 5000 Number of training cases over which each stochastic gradient descent update is computed

Learning rate 0.001 Learning rate used by Adams optimizing method

β1 0.9 Exponential decay rate for the moment estimates

β2 0.999 Exponential decay rate for the moment estimates

ε 1e-0.8 A constant for numerical stability

Dropout probability 0.7 Probability of dropping out units in the neural network

Training epoch Various Number of training iteration

Training data size 10000 Size of data set used for training

Test data size 4881 Size of data set was used for test.

Fig. 1. Structure of an artificial neural network including the input layer (I), hidden layers (H1, H2, H3, H4, H5), and output layer (O). Input
layer includes radiation (RAD), relative humidity (RH), days after transplanting (DAT), and leaf area index (LAI) Each hidden layer has
128 perceptrons.
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수행하였고, 테스트 데이터는 ANN의 정확도를 확인하

는데 사용되었다. 테스트 데이터의 경우 특정 기간에 몰

려 있는 상황을 피하기 위해 난수를 통해 무작위로 배

분하였고, 학습은 Python 언어 기반 수치 계산 라이브러

리인 Tensorflow(v.1.2.1, Menlo Park, CA, USA)를 사

용하였다.

결과 및 고찰

1. 증산량과 환경요인 간의 관계 분석

일중 일사량 변화와 유사한 형태로 변화하였으며, 온

도와 상대습도의 식으로 구성된 Eq. 2로 계산된 VPD의

경우에도 동일한 경향을 나타냈다(Fig. 2). 일반적으로

공기의 포화수증기 함량은 온도에 따라 지수적으로 증가

하고 잎 외부와 내부의 수분포텐셜의 차이를 증가 시키

기 때문에 엽온의 변화는 증산속도에 현저한 영향을 미

치게 된다(Bange, 1953). 엽온의 변화는 특정한 시간 동

안 특정 면적에 도달하는 광량자의 양에 의해 추정되기

때문에, 마찬가지로 증산속도는 일사량 변화에 유사한

형태로 변화하였다.

2. 보정된 Penman-Monteith에 의한 증산량 추정 계산

측정된 엽면적 지수는 Boltzman sigmoid equation

(Motulsky와 Christopoulos, 2003)을 참고하여 DAT에 따

른 식으로 모델을 만들었고, 정식후 50일 전까지 0.99의

결정계수를 보였다(Fig. 3). 엽면적 지수는 시간에 따라

증가량의 기울기가 점점 감소하는 경향을 보였지만, 전

체적으로 DAT에 따라 증가하는 경향을 보였다. 높은 결

정계수로 인해 시간에 따른 증산량을 계산할 수 있었다.

10분 간격의 보정된 광량으로 추정한 증산량의 결정계수

는 0.82이며 일일 누적증산량의 경우 보정된 식과 측정

된 식이 유사하였다(Fig. 4) 포차와 일사량의 변화에 따

라 증산량도 유사한 변화를 보이지만 대체적으로 보정된

Penman-Monteith식에 의해 추정된 값이 측정된 값보다

더 작게 예측되었다. 그 이유로는 증산량에 영향을 미치

는 인자가 광도, 포차, 엽면적지수 이외에 다른 인자가

있음을 알 수 있고, 또한 증산량은 급작스러운 자극에

바로 반응하는 식물 반응이 아니라 누적된 자극에 대한

Fig. 2. Changes in radiation (RAD), vapor pressure deficit (VPD), and transpiration (Tr) from 16 to 18 Sept, 2017.

Fig. 3. Estimation of leaf area index (LAI) by using leaf length
and leaf width with days after transplanting (DAT) Vertical bars
represent the standard error (n=40).
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반응으로 급격한 환경변화에 대한 추정값은 바로 추정이

가능하였지만 실제적으로는 추정값보다 더 작게 나타났

다. DAT 23일 경에 측정값에 비해 추정값이 매우 높은

경향을 보인 이유로는 DAT 23일에 늦은 밤까지 기온이

25oC이상이었으며 측창과 천창이 모두 열린 상태로 환

기가 일어났을 것으로 판단된다. 이는 VPD 값을 증가시

켜서 VPD와 양의 상관관계에 있는 Penman-Monteith식

은 증산량을 높게 추정하였다.

3. ANN을 이용한 증산량 추정

ANN을 사용하여 데이터를 분석한 결과 증산량을 추

정하기 위해 사용된 최적의 퍼셉트론 개수는 512개였다

(Fig. 5). 퍼셉트론 개수가 점점 증가함에 따라 결정계수

값도 점점 증가하는 경향을 보였으나, 퍼셉트론 개수에

따른 결정계수 값은 무한적으로 증가하지는 않았다. 데

이터 수에 비해 과도한 퍼셉트론 수를 가진 ANN으로

학습하면, ANN은 데이터를 일반화 하지 못하고 학습데

이터 만을 맞출 수 있도록 조절된다(Tetko, 1995). 이를

과적합이라고 하는데, 퍼셉트론 수를 512개보다 더 늘리

면 학습 정확도는 높아지지만 테스트 정확도가 떨어지는

과적합 현상이 일어나는 것을 확인할 수 있다. 그렇기

때문에 512개의 퍼셉트론에서 가장 높은 결정계수 0.94

의 정확도를 가지고 퍼셉트론 개수가 점점 증가함에 따

라 감소하는 것을 볼 수 있다.

10분간격의 데이터를 각각 처리하고 시간변수에 입력

값과 출력값을 맞추어 총 6200개의 데이터를 얻었고, 그

중 4500개의 데이터를 통해 가공된 5가지 환경변수에

대한 증산량 추정을 학습하였다. 학습이 완료된 ANN에

학습에 사용하지 않은 나머지 1700개의 데이터의 증산

량에 대하여 추정한 값과 실제 측정한 값 사이의 연관

성을 확인하였다(Fig. 6). ANN 학습결과 측정값과 실측

값의 결정계수는 0.94로 보정된 광을 이용한 회귀모델에

비해 높은 결정계수를 보였다.

ANN을 이용한 증산량 추정의 경우 짧은 시간 동안 변

화하는 증산량을 사용하여 정확한 관수 계획을 수립할

수 있다. 이는 관수와 관수 사이에 뿌리의 영양분 섭취로

표면 근처에서 영양분이나 수분이 고갈되는 구역이 형성

되는 것을 방지해 주고, 뿌리 표면과 뿌리 간의 농도 구

배를 감소시켜 작물의 생육에 긍정적인 영향을 미칠 수

있다(Silber 등, 2003). 또한 ANN의 구조가 커질수록 더

복잡한 관계를 추정할 수 있다. 따라서 다양한 변수가 작

용하는 증산량과 입력 간의 비선형 관계를 정확하게 추

정하기 위해서 ANN의 적용도 가능할 것으로 판단된다.

Fig. 4. Comparison of transpirations (Tr) measured and estimated
by the compensated model with days after transplanting (DAT).

Fig. 5. Trained accuracies of artificial neural networks depending
on the number of perceptrons.

Fig. 6. Comparison of transpirations (Tr) measured and estimated
by the artificial neural network (n=1700).
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적 요

광도, 포차와 같은 환경요인과 엽면적 지수와 같은 생

육요인은 증산 속도를 변화시키는 중요한 변수이다. 본

연구에서는 Penman-Monteith의 증산 모델과 인공신경망

(ANN)에 학습에 의한 증산속도 추정값을 비교하는 것을

목표로 하였다. 파프리카(Capsicum annuum L. cv.

Fiesta)의 증산속도 추정은 로드셀을 이용한 배지의 중량

변화를 통해 계산하였다. 온도, 상대습도, 배지 중량 데

이터는 1분 단위로 2개월간 수집하였다. 증산량은 일차

식으로는 정확한 추정이 어렵기 때문에, 기존의

Penman-Monteith식에 보정 광도를 사용한 수정식 Shin

등(2014)을 사용하였다. 이와는 별개로 ANN을 사용하여

증산량을 추정 비교하였다. 이를 위하여 광도, 온도, 습

도, 엽면적지수, 시간을 사용한 입력층과 5개의 은닉층

으로 구성된 ANN을 구축하였다. 각 은닉층의 퍼셉트론

개수는 가장 정확성이 높은 512개로 하였다. 검증 결과,

보정된 Penman-Monteith 모델식의 R2 = 0.82이었고,

ANN의 R2 = 0.94로 나타났다. 따라서 ANN은 일반적인

모델식에 비해 정확한 증산량 추정이 가능한 것으로 나

타났고, 추후 수경재배의 효율적인 관수전략 수립에 있

어 적용 가능할 것으로 판단되었다.
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