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오 라인 쇼핑몰에서 고객의 과거 구매 패턴을 활용한 
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Abstract

Item-based collaborative filtering (IBCF) is an important technology that is widely used in recommender 

system of online shopping malls. It uses historical information to compute item-item similarity and make 

predictions. However, in offline shopping each customer’s purchasing pattern can be occurred continuously 

and repeatedly due to time and space constraints contrast to online shopping. Those facts can make IBCF 

to have limitations from being applied to offline shopping malls directly. In order to improve the quality 

of recommendations made by IBCF in offline shopping mall, we propose an ensemble approach that considers 

both item-item similarity of IBCF and each customer’s purchasing patterns which are modeled by item 

networks. Our experimental results show that this approach produces recommendation results superior 

to those of existing works such as pure IBCF or bestseller approaches. 
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1. 서  론

1990년  이래로 ‘개인 맞춤형 추천’에 한 학

술 ․상업  연구는 활발히 진행되고 있으며, 

이를 기반으로 한 추천 시스템은 소셜 네트워크, 

자상거래 등 다양한 역에 폭넓게 용되고 

있다[Nicolaus Mote, 2004]. 이러한 추천 시스템

에서는 개별 고객에게 얼마나 정확한 추천을 수

행하는지가 그 품질을 결정한다[Liu et al., 2009]. 

특히, 온라인 쇼핑 시장에서 업필터링(Col-

laborative Filtering)은 그 추천 정확도 측면에서 

가장 성공 인 추천기법으로 알려져 있다[Park 

et al., 2003, 2009]. 업필터링은 각 고객을 한 

추천 아이템을 도출하기 해 동일 심사나 구

매패턴을 가진 주변 고객(이웃)들을 찾고 그들이 

선택한 아이템을 추천 아이템으로 활용하는 방

식이다. 

이러한 업필터링은 사용자 기반 업필터링

(user based collaborative filtering; UBCF)과 아

이템 기반 업필터링(item based collaborative 

filtering; IBCF)으로 나  수 있다. UBCF는 앞

서 설명한 바와 같이 추천 상 고객과 유사한 

사용자 그룹을 찾고 이 그룹이 공통 으로 선호

하는 아이템을 추천하는 방식으로, 정확한 추천

이 가능하다는 장 이 있다. 반면 IBCF는 고객

들의 선호도를 바탕으로 아이템간의 유사도를 

계산하고, 특정 사용자가 어떤 아이템을 구매하

거나 좋다고 평가하면 그와 비슷한 아이템을 추

천하는 방식이다.

업필터링에 한 기존 연구들을 살펴보면, 

IBCF 방식이 더 효과 이고 정확하다는 일부 사

례연구도 있으며[Xu, 2013], 그와 상반된 주장의 

연구도 있다[Im, 2016]. 그러나 처리해야 하는 고

객  아이템 수가 증가할수록 계산속도의 이  

때문에 IBCF를 사용하는 것이 효과 이라는 주장

에는 이견이 없으며[Xu, 2013; Im, 2016], 따라서 

아마존과 같은 형 온라인 쇼핑몰에서는 IBCF

를 활용하는 것으로 알려져 있다[Linden et al., 

2003].

한편, 오 라인 쇼핑 시장의 경우 우편물 발송

(DM), 텔 마 (TM) 등의 통 인 추천 활

동을 수행하고는 있지만, 온라인 비 가용한 고

객 정보  정보 달 매체의 한계로 인해 그 활

동이 제한 이었다[Kim and Jeong, 2016; Choi, 

2011]. 이러한 이유로 오 라인 쇼핑 시장에서 

상품 추천과 련된 연구는 주로 상품 간의 연

성 악에 의한 진열  배치, 세트 상품 구성 등에 

국한되었으며[Kim, 2012; Radeder and Chawla, 

2009], 고객 맞춤형 추천에 한 연구는 상

으로 빈약한 것으로 악된다.

이에 본 연구에서는 오 라인 쇼핑몰을 상

으로 IBCF를 응용한 실시간 맞춤형 랜드 추천

기법을 구 하고, 그 성능을 향상시키는 방안을 

모색하고자 한다. 특히, 실내측   IoT 기술의 

발 으로 인해 오 라인 쇼핑 시장에서도 고객

의 구매 행 를 악하는 것이 가능해지고 있으

며[Choi, 2016], 스마트폰 등을 통한 실시간 쿠폰 

송 등의 마  활동이 가능해 진 상황에서

[Lee, 2014], 마  활동의 수단으로 추천 시스

템의 역할은 더욱 요해 질 것으로 상된다. 

2. 제안 추천 방법론

온라인에 비해 오 라인 쇼핑 환경에서 고객

은 특정 쇼핑몰을 업시간 내에 방문해야 한다

는 시간 ․공간  제약을 갖게 된다. 쇼핑을 

해 요구되는 이러한 제약들은 고객이 신규 랜

드를 탐색하기 보다는 과거 구매 경험이 있는 

랜드를 선호하는데 향을  것이라 가정할 수 

있다. 즉, 랜드의 환비용(switching cost)이 

온라인에 비해 크다고 가정할 수 있으며, 이는 

온라인 쇼핑에 주로 활용되는 업필터링 기법
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<Figure 1> The Whole Framework for the Proposed Scheme

을 오 라인 쇼핑에 직 으로 용하는데 한

계가 있을 수 있음을 시사한다.

본 연구에서는 이러한 가정에 근거하여 업

필터링을 오 라인 쇼핑의 특성을 고려하여 효

과 으로 용할 수 있도록, 고객의 과거 구매 패

턴을 기존 IBCF 방식과 앙상블 하여 추천 시스

템을 구 하는 방안을 제안한다. 

앙상블 기법은 다수의 알고리즘을 조합하여 

결과를 도출하는 방법으로, 단일 알고리즘에 비

해 그 추천 정확도 높다는 것이 많은 실증 연구

를 통해 밝 졌다[Kim and Cho, 2015; Piotte 

and Chabbert, 2009; Bar et al., 2013; Lee and 

Kim, 2013]. 

한편, 본 연구에서는 IBCF의 상 아이템을 

오 라인 쇼핑몰(백화 ) 내에 있는 각 랜드로 

간주하 다. 이는 백화 의 확보 가능한 거래내

역 데이터가 개별 상품 수 에서는 악이 불가

능하며, 주로 POS 번호를 기 으로 한 랜드 

수 에서 악이 가능하 기 때문이다. 그러나 

제안된 알고리즘은 IBCF를 기반으로 설계된 기

법이기 때문에 많은 상품을 취 하는 일반 인 

오 라인 쇼핑몰의 상품수 에서도 용 가능할 

것으로 상할 수 있다.

본 연구에서 제안하는 기법은 크게 두 부분으로 

구성되는데, <Figure 1>과 같이 학습과정(Trai-

ning Process)과 용과정(Apply Process)으로 

이루어진다. 학습과정은 쇼핑몰의 과거 일정 기

간 동안 각 고객별/일자별 랜드 구매이력을 기

반으로 이루어지며, 일반 인 IBCF에서 생성되

는 general brand network()와 각 개별 고

객 의 과거 구매패턴의 특성을 반 하는 cus-

tomer brand network()를 생성하는 역할

을 한다. 

학습과정이 완료되면 용 과정에서는 당일 

방문 고객에 한 실시간 맞춤형 추천 랜드를 

도출한다. 제안된 기법에서는 고객 의 직  방

문 랜드에 기반하여    를 앙상블 

하여 Ensemble Brand Network()를 생성

하고, 이를 활용하여 개의 랜드를 추천하게 

된다. 는 고객 를 한 추천 랜드 도출

에 기반이 되는 네트워크로, 본 연구에서는 이를 

기반 네트워크라고 칭한다. 

이후 쇼핑몰의 마  총 실은 스마트폰 앱

이나 SMS, 고객 근처의 DID(Digital Informa-

tion Display) 등을 통해 해당 고객에게 추천 

랜드의 쿠폰을 제공하거나, 고를 수행하는 등의 

실시간 맞춤형 마  활동을 수행할 수 있다. 

각 과정에 한 상세 설명은 다음 부터 제시

되어 있다. 

2.1 학습과정 : 과 의 구성

제안된 기법의 학습과정은 쇼핑몰의 과거 

랜드 구매이력을 기반으로    를 구

성하는 과정이다. 

먼 , 쇼핑몰에 입 한 랜드의 체 집합을 

 , 해당 쇼핑몰에서 구매 경험이 있는 고객의 

체 집합을 라고 하자. 한, <Table 1>과 같이 
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각 고객이 특정 일자에 구매한 랜드 리스트를 

구매 트랜잭션이라 하고, 학습기간 동안 발생한 

구매 트랜잭션의 체 집합을 라고 정의하자. 

이는 동일 고객이라 하더라도 서로 다른 일자에 

발생한 랜드 구매 이력은 서로 다른 트랜잭션

임을 의미한다. 

<Table 1>의 트랜잭션 은 특정 일자에 특

정 고객이 랜드 ,    에서 구매를 수행

했음을 나타낸다. 

b1 b2 b3 b4 b5

t1 1 0 0 1 1

t2 1 0 1 1 0

t3 0 1 0 0 1

t4 1 0 1 1 0

<Table 1>　Purchasing Transaction

와 같은 구매 트랜잭션 를 기반으로 각 

랜드 간 유사도를 나타내는 을 구성할 수 있

다. 이때 랜드 간 유사도를 측정하는 방법으로

는 피어슨 상 계수, 코사인 계수, 자카드 계수 등

이 있으나, 본 연구에서는 IBCF에서 그 성능이 

우수하다고 알려진 코사인 계수를 사용한다[Kim 

and Jeong, 2016]. 

두 랜드 와 간의 코사인 계수는 다음 식 

(1)과 같이 계산할 수 있다. 이는   상에서 두 

랜드 벡터가 갖는 내 공간의 각도에 한 코사

인 값을 이용하여 벡터 간의 유사한 정도를 측정

하는 방법이다[Linden et al., 2003]. 

  ∥∥×∥∥
⋅


        (1)

를 들어, <Table 1>의 트랜잭션 데이터를 

코사인 계수를 통해 으로 변환한 결과는 

<Figure 2>과 같다. 코사인 계수는 항상 0과 1

사이의 값을 갖는다. 

b1

b3

b4

b5 b2

0.8

1

0.4

0.8 0.4

0.7

  

(a) Graph     

b1 b2 b3 b4 b5
b1 0 0 0.8 1 0.4
b2 0 0 0 0 0.7
b3 0.8 0 0 0.8 0
b4 1 0 0.8 0 0.4
b5 0.4 0.7 0 0.4 0

(b) Matrix

<Figure 2> General Brand Network(GBN)

일반 으로 IBCF 추천 기법은 고객이 선택한 

아이템과 유사도가 가장 높은 아이템을 추천하는 

방식으로 작동한다. <Figure 2>의 에서 만일 

특정 고객이 랜드 에서 구매를 수행할 경우, 

와 유사도가 높은 를 추천하는 방식이다. 

한편, 오 라인 쇼핑몰에서는 고객의 과거 구

매 패턴을 활용하여 추천 정확도를 보다 향상시

킬 수 있다. 앞서 언 한바와 같이 오 라인 쇼

핑 고객의 경우 시간 ․공간  제약으로 인해 

기존 구매패턴이 반복되는 경향이 있을 수 있다. 

즉, 업필터링이 활발히 용되고 있는 화나 

도서, 온라인 쇼핑시장 등과는 달리, 각 고객 별

로 랜드 구매 패턴이 지속 이고 반복 으로 

나타나는 경향이 존재할 수 있으며, 따라서 고객

의 과거 구매패턴을 추천에 활용할 경우 추천의 

정확도가 향상될 가능성이 있다. 

본 연구에서는 이러한 고객 별 구매 패턴을 

라는 고객 에게 특화된 랜드 네트워크

를 통해 구 한다. 특정 고객 의 구매 패턴을 
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악하기 한 의 구성 방법은 과 동

일하지만, 학습 상 트랜잭션으로  가 아닌 해

당 고객이 발생시킨 트랜잭션만을 활용한다. 즉, 

고객 의 학습기간 동안의 구매 트랜잭션을 

라고 하면( ⊂  ), 를 기반으로 를 구

성하며, 이때 랜드간 유사도는 의 구성 

때와 동일하게 코사인 계수를 사용한다. 

한편, 학습과정에서 구성된      

   ∈는 용과정에서 각 고객의 추천 

랜드를 도출하는데 활용된다. 

2.2 용과정 :   구성  추천 랜드 

도출

용 과정은 당일 방문 고객 에 한 추천을 

해 기반 네트워크인 를 구성하고, 고객 

의 가장 최근 랜드 구매정보를 기반으로 추

천 랜드를 실시간 도출하는 과정이다. 

이를 해 먼  학습과정에서 도출한 과 

의 결과를 앙상블 하여 기반 네트워크인 

를 구성한다. 본 연구에서 제안하는 앙상

블 방법은 과 의 랜드 간 개별 유사

도를 결합하는 방법으로, 김민정과 조윤호[2015]

의 UBCF 련 연구에서 고객 간 유사도를 앙상

블한 방법과 유사하다. 

본 연구에서는 랜드 간 유사도를 앙상블하

기 하여 단순평균  가 평균 방식을 활용한

다. 단순평균 방법은 과 에서 각 랜

드 간의 유사도를 산술평균하여 의 랜드 

간 유사도로 사용하는 방식이며, 가 평균 방식

은 과 의 유사도를 평균할 때 가 치

로 각각의 네트워크의 추천 성능을 나타내는 F1 

값을 사용한다1). 즉, 과   각각을 추천

을 한 기반 네트워크로 간주하고 추천 랜드

1) F1 값에 한 자세한 설명은 제 3.2 을 참조.

를 도출했을 때의 값을    
라고 

하면, 가 평균 방식으로 앙상블한 는 다

음 식 (2)와 같이 구할수 있다. 

   × 
×     (2)

가 구성된 이후에는 고객 의 최근 구매 

랜드 을 기 으로 추천 랜드를 도출한다. 

즉, 추천 랜드의 수 를 미리 설정하고 

에서 의 이웃 노드 에 과의 유사도가 높은 

순으로 개의 랜드를 추출한다. 물론 이웃 노

드의 수가 보다 작을 경우에는 이웃 노드의 수

만큼의 추천 랜드를 생성한다.

이 게 선택된 추천 랜드는 고객의 스마트

폰의 앱, SMS  DID 등의 다양한 고 매체를 

통하여 실시간으로 고객에게 달된다. 

한편, 해당 고객이 다른 랜드로 이동하게 될 

경우 고객의 최근 구매 랜드 을 업데이트하

고 업데이트된 을 기 으로 다시 추천 랜드

를 생성한다. 이러한 과정은 고객이 당일 쇼핑을 

마치고 쇼핑몰을 이탈할 때까지 반복된다. 

3. 실험

3.1 실험 데이터

본 연구에서는 제안된 기법의 성능  용가

능성을 검증하기 하여 국내의 유명 백화   

하나인 A백화 의 실제 구매 데이터를 상으로 

실험을 진행하 다. A백화 은 년 매출 약 5천

억 원에 12만 여 명의 회원을 보유한 국내 형

의 백화 이다. 

실험에 포함된 고객은 체 고객  구매 이력

의 추 이 가능한 회원고객으로 한정하 으며, 

구매이력의 악을 해 실험 기간인 1년 동안 

최소 3회 이상 방문한 고객을 상으로 하 다. 
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한, 실험에 앞서 랜드 구분이 애매한 행사 

 푸드코트 련 랜드와 실험 기간 동안에 신

규 입  혹은 폐 한 랜드를 제외하는 등의 

처리 작업을 거쳤다. 

실험에 활용한 구매 내역 데이터의 특성은 

<Table 2>에 정리되어 있다. 

period 2015. 1～2015. 12 

no. of transactions 106,593

no. of customers 10,393

no. of brands 459

<Table 2> Customers' Purchasing Data

처리 이후 실험 고객의 인구통계학  특성

은 <Figure 3>  <Figure 4>에 표시되어 있다. 

여성이 65.3%, 40 와 50  체 고객이 60.1%

로 다수를 차지하고 있음을 알 수 있다. 

<Figure 3> Gender Ratio   

 <Figure 4> Age Distribution

<Figure 5>는 하나의 트랜잭션에 포함된 

랜드 개수의 분포를 보여주고 있다. <Figure 5>

에 따르면 체 트랜잭션의 46.0%가 두개의 

랜드만을 포함하고 있어, 고객  약 반은 일 

회 방문 시 두 개의 랜드에서 상품을 구매하는 

것으로 악되었다. 각 트랜잭션에 포함된 랜

드 개수의 평균은 2.26개 이며, 3개 이상의 랜

드를 포함하는 트랜잭션의 비 은 30.2%이다.  

<Figure 5> Transaction Distribution According to the Umber of 

Brands

한편, 일반 인 머신러닝 기법의 성능평가 방

법에 따라 제안된 기법의 성능을 검증을 하여 

체 트랜잭션 데이터를 <Table 3>과 같이 학

습집단(training set)과 테스트집단(test set)으로 

구분하 다. 

training set test set

period
2015. 1～2015. 11

(11 months)

2015. 12 

(1 months)

no. of 

transactions

90,950

(85.3%)

15,643

(14.7%)

<Table 3> Training set vs. Test set

<Table 3>에서 보듯이, 2015년 1월부터 11월

까지 11개월의 트랜잭션 데이터(약 85.3%)를 제

안된 기법의 학습을 해 사용하 으며, 이 결과

를 2015년 12월 트랜잭션 데이터(약 14.7%)에 

용함으로써 제안된 기법의 성능을 평가하 다. 

이러한 실험 환경은 사후 인 고객 구매 데이

터를 통해 그 성능을 확인한다는 에서 실제 추천
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시스템이 운 되는 환경과는 다소 상이하다는 

한계가 존재한다. 하지만 실제 추천 시스템의 구

축  운 을 통한 데이터 수집이 어려운 실을 

감안할 때, 이 의 다수의 연구[Park et al., 2009; 

Xu et al., 2013; Im, 2016; Kim and Jeong, 201

6，Lee and Kim]에서와 마찬가지로 본 연구에

서도 유사한 방식으로 실험을 진행한다. 

3.2 분석 방법

기존의 많은 연구들이 추천 시스템의 성능을 

평가하기 하여 정확도(Precision), 재 율(Recall) 

 F1 값을 사용해 왔다. 정확도는 추천 시스템

이 추천한 아이템  실제 고객이 구매하는 아이

템의 비율이며, 재 율은 고객이 구매한 아이템 

에서 추천 시스템의 추천이 시킨 비율이다. 

한편, 정확도와 재 율은 시스템이 추천하는 

아이템의 개수 에 향을 받는다. 즉, 가 많아

지면 재 율은 올라가고 정확도는 떨어지게 된

다. 따라서 최근의 추천시스템 연구에서는 주로 

식 (3)과 같이 정확도와 재 율을 가  평균한 

F1 값을 추천 정확도의 평가방법으로 사용한다

[Im, 2016; Kim and Jeong, 2016; Lee and Kim, 

2013]. 

  

 × 
(3)

본 실험에서도 제안된 기법을 상으로 정확

도, 재 율  F1 값을 산출하여 그 성능을 살펴

볼 것이며, 한 성능의 비교평가를 하여 기존

의 IBCF  베스트셀러 기반 추천기법과 그 값

을 비교해 본다. 

한편, 테스트 수행에서 단지 한 개의 랜드로 

구성된 트랜잭션의 경우 추천의 효과를 측정하

지 못하는 한계가 있기 때문에, 이러한 트랜잭션

은 실험 상에서 제외하 다. 한, <Figure 5>

에서 보듯이 다수의 트랜잭션이 2개 이하의 

랜드만을 포함하고 있어, 본 실험에서는 매장에 

방문한 고객에게 처음 방문한 랜드를 기반으

로 개의 랜드를 추천하는 상황을 가정하

다. 즉 테스트 집단 내의 각 트랜잭션을 상으

로, 첫 구매가 발생하는 순간 추천을 수행하고, 

추천된 랜드와 이후 구매가 발생한 랜드를 

비교하여 정확도, 재 율  F1 값을 산출한다. 

3.3 분석 결과

3.3.1 의 변화에 따른 추천 성능 비교

먼  제안된 기법의 성능을 확인하기 해 추

천 랜드의 개수 를 변화시키면서 성능을 평

가하 다. 제안된 알고리즘은 앙상블 방법에 따

라 다음과 같이 두 가지로 구분하여 그 성능을 

확인하 다. 

∙EBN_avg : 기반 네트워크인   구성 시, 

와 의 유사도를 단순 평균 방식으

로 결합

∙EBN_wavg : 기반 네트워크인   구성시, 

와 의 유사도를 각 방식의 F1 값을 

가 치로 가  평균하여 결합

<Figure 6>～<Figure 8>에서 보듯이, 추천 

랜드의 개수 를 1에서 5까지 증가시키면서 

실험한 결과, 모든 성능평가 지표에서 가  평균 

앙상블 방식인 EBN_wavg가 단순 평균 앙상블 

방식인 EBN_avg보다 우수한 것을 확인할 수 있

다. 이는 UBCF를 기반으로 앙상블 실험을 시도

한 김민정, 조윤호[2015]의 결과와 부합하는 것

으로,  구성 시    의 각 네트워

크가 추천 성능에 기여하는 정도를 가 치로 반

하는 방법이 보다 뛰어난 성능을 보임을 의미

한다. 
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<Figure 6> Precision for Various 

<Figure 7> Recall for Various 

<Figure 8> F1 value for Various 

<Figure 8>에서 보듯이, F1 값은 가 3일 때 

EBN_wavg에서 0.053으로 가장 높음을 알 수 

있다. 즉, 쇼핑 인 고객에게 3개의 랜드를 

추천할 경우 그 추천 성능이 가장 뛰어남을 알 

수 있다.

한편, 이러한 실험 결과는 본 연구에서 제안된 

추천 기법의 성능이 기존의 온라인 쇼핑몰에서 

제안된 기법들 보다는 다소 떨어짐을 보여 다. 

온라인 쇼핑몰 상의 김민정, 조윤호[2015]의 

연구에서 F1 값은 0.04～0.16수 이며, 화를 

상으로 진행된 이재식, 박석두[2007]의 연구에서는 

본 연구와 유사한 0.05～0.06의 F1 값을 보인다. 

이 듯 제안된 기법의 성능이 온라인 비 다

소 낮게 나타나는 것은 오 라인 쇼핑의 환경  

요인에 기인하는 것으로 보인다. 즉, 온라인 쇼

핑의 경우 쇼핑의 매개체인 인터넷  스마트폰

의 화면이 갖는 제약으로 인해 동시에 제공되는 

상품  상품 정보의 한계가 존재하며, 이로 인

해 고객의 추천에 한 의존도가 높다고 하겠다. 

반면 오 라인 쇼핑에서는 각 상품에 한 소비

자의 직 인 체험이 구매의사결정에 보다 큰 

향을 미치며, 추천이 미치는 향이 제한 일 

수 있음을 의미한다. 

한편, 상 로 가 커질수록 재 율을 커지

고 정확도는 감소하는 것을 확인할 수 있다.

3.3.2 다른 기법과의 성능 비교

다음으로는 제안된 기법의 객 인 성능 비

교를 하여 기존 추천 기법들과의 성능 차이를 

확인해 보았다. 성능 비교에 사용된 기존 추천기

법들은 다음과 같다. 

∙  기반 추천 : 일반 인 IBCF 방식으로, 고

객 추천을 한 기반 네트워크로 을 사용

∙  기반 추천 : 상 고객의 과거 구매 패턴

만을 활용하여 추천 랜드를 도출하는 방식

으로, 기반 네트워크로 를 사용

∙Bestseller 기반 추천 : 학습기간 동안 가장 구

매 빈도가 높은 랜드들을 모든 고객에게 동

일하게 추천하는 방식

본 비교를 해 사용된 제안된 기법은 가  평

균 기법인 EBN_wavg이며, 추천 랜드의 개수

는   을 사용하 고, 다른 기법들에서도 3개

의 랜드를 추출하 다. 
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<Figure 9> Performance Comparison among Various Recom-

mendation Except for Bestseller Scheme

<Figure 9>에 따르면 제안된 기법의 정확도, 

재 율, 그리고 F1 값은      기반 추천 

방식보다 높음을 알 수 있다. F1 값을 기 으로, 

제안된 기법은   기반 추천방식 비 5.0%, 

  기반 추천방식 비 140% 우수한 성능을 

보이는 것으로 확인되었다. 즉, IBCF 단독의 추

천 방식이나 고객의 과거 패턴만을 기반으로 추

천하는 방식 보다는 이를 앙상블한 기법이 보다 

우수함을 의미한다고 하겠다. 

한, 기존의 IBCF 비 제안된 기법의 우수

성은 온라인 비 오 라인 쇼핑에서 고객의 구

매패턴은 지속 이고 반복 으로 나타날 것이라

는 본 연구의 기본 가정이 틀리지 않았음을 보여

주는 결과라고 하겠다.

한편, <Figure 9>에서는 가독성의 이유로 표

하지 않았지만, 베스트셀러 기법은 그 성능이 가

장 떨어짐을 확인할 수 있었는데, F1값이 0.00016

으로 제안 기법의 0.3% 수 에 그쳐 그 성능의 

한계를 확인할 수 있었다. 

4. 결  론

본 연구에서는 오 라인 쇼핑몰의 추천시스템 

구 에 있어 IBCF 기법을 효과 으로 용하는 

방안을 제안하 다. 온라인 비 오 라인 쇼핑은 

시간 ․공간  제약으로 인해 고객의 구매 패턴

이 지속 이고 반복 으로 나타날 수 있다. 본 연구

에서는 이러한 가정에 착안하여, 고객의 구매패턴

을 모델링하는 방법과 이를 기존의 IBCF 기법에 

앙상블 하여 추천에 활용하는 방안을 제안하 다. 

제안된 기법은 크게 학습과정과 용과정으로 

구성된다. 학습과정에서는 과거 트랜잭션 데이

터를 기반으로 일반 인 랜드 네트워크() 

 고객의 구매패턴을 반 하는 랜드 네트워

크()를 구성하게 된다. 용과정에서는 학

습과정에서 구성된 랜드 네트워크들을 앙상블 

하여 고객 맞춤형 랜드 네트워크()를 구

성하고, 당일 방문 고객의 랜드 구매이력을 감

안하여 추천 랜드를 도출한다.

본 연구에서는 제안된 기법의 성능을 평가하

기 하여 국내 한 형 백화 의 랜드 구매이

력 데이터를 확보하여 실험을 수행하 다. 실험

결과, 제안된 추천기법은 기존의 IBCF  베스

트셀러기반 추천기법과 비교하여 높은 추천 정

확도를 보 다.

한편, 본 연구는 다음과 같은 한계를 갖는다. 

먼 , 본 연구에서 제안한 앙상블 기법은 오 라

인 쇼핑몰의 모든 고객에게 용할 수 있는 것은 

아니다. 신규 고객이나 구매 이력 악이 불가능

한 고객, 는 구매 빈도가 매우 낮은 고객에게

는 기존의 IBCF나 베스트셀러 기법 등의 추천 

방식이 보다 합할 것이다. 즉, 동일한 오 라

인 쇼핑몰이라고 해도 추천 상 고객의 특성에 

맞게 여러 추천 기법들을 선별하여 활용하는 것

이 바람직할 것이다. 

두 번째, 본 연구에서는 상 아이템으로 랜

드를 사용하 기 때문에, 상품을 상으로 할 경

우 본 기법의 성능을 확인하지 못하 다는 한계

가 존재한다. 그러나 제안 알고리즘은 IBCF에 

기반을 두고 있기 때문에 많은 상품과 고객이 존

재하는 형 쇼핑몰 등에서도 효과 으로 용 

가능할 것이라 기 할 수 있다. 
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