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Prototype-Based Classification Using Class Hyperspheres

Hyun-Jong Lee†⋅Doosung Hwang††

ABSTRACT

In this paper, we propose a prototype-based classification learning by using the nearest-neighbor rule. The nearest-neighbor is applied 

to segment the class area of all the training data with hyperspheres, and a hypersphere must cover the data from the same class. The 

radius of a hypersphere is computed by the mid point of the two distances to the farthest same class point and the nearest other class 

point. And we transform the prototype selection problem into a set covering problem in order to determine the smallest set of prototypes 

that cover all the training data. The proposed prototype selection method is designed by a greedy algorithm and applicable to process a 

large-scale training set in parallel. The prediction rule is the nearest-neighbor rule and the new training data is the set of prototypes. In 

experiments, the generalization performance of the proposed method is superior to existing methods.

Keywords : Prototype Selection, Nearest-Neighbor Rule, Set Covering Optimization, Greedy Algorithm

클래스 월구를 이용한 로토타입 기반 분류

이  종†⋅황 두 성††

요     약

본 논문은 최근  이웃 규칙을 이용한 로토타입을 이용하는 분류 학습을 제안한다. 훈련 데이터가 표하는 클래스 역을 월구로 분할

하는데 최근  이웃규칙을 용시키며, 월구는 동일 클래스 데이터들만 포함시킨다. 월구의 반지름은 가장 인 한 다른 클래스 데이터와 

가장 먼 동일 클래스 데이터의 간 거리 값으로 결정한다. 그리고 체 훈련 데이터를 표하는 최소의 로토타입 집합을 선택하기 해 집

합 덮개 최 화를 이용한다. 제안하는 선택 방법은 클래스 별 로토타입을 선택하는 그리디 알고리즘으로 설계되며, 규모 훈련 데이터에 

한 병렬처리가 가능하다. 분류 측은 최근  이웃 규칙을 이용하며, 새로운 훈련 데이터는 로토타입 집합이다. 실험에서 제안하는 방법은 기 

연구된 학습 방법에 비해 일반화 성능이 우수하다.

키워드 : 로토타입 선택, 최근  이웃 규칙, 집합 덮개 최 화, 그리디 알고리즘
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1. 서  론1)

최근  이웃 규칙(nearest-neighbor rule)은 테스트 데이터

와 가장 가까운 데이터의 클래스로 분류하는 학습 규칙으로 

구 이 단순하나 활용이 높은 기계 학습 알고리즘이다[1]. 그

러나 량의 데이터로 구성되는 분류 문제에 용 시 장 

공간, 데이터 간의 유사도 계산과 정렬시키는 계산량 등이 

격히 증가하는 단 이 나타난다[2]. 로토타입(prototype)은 

기계 학습에서 훈련 데이터의 클래스 내 데이터를 표할 수 

있는 은 수의 데이터로 정의되며, 이러한 로토타입의 선

택은 최근  이웃 알고리즘의 앞서 언 된 단 들을 보완할 
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수 있는 략으로 이용되고 있다[3]. 로토타입 선택(prototype 

selection) 기법으로 복 는 잡음 데이터의 제거, 샘 링

(sampling)[3, 4], 클래스 간 경계(inter-class boundary) 정보

[5, 6], 동일 클래스 내 데이터 분포[7], 클래스를 표할 수 

있는 새로운 데이터 생성(new data editing)[3], 집합 덮개 최

화(set covering optimization)[8, 9] 등을 이용한 알고리즘

들이 제안되었다.

로토타입 기반 분류 학습은 표 데이터의 선택과 분류 

학습의 두 단계로 구성된다. 첫 번째 단계에서 훈련 데이터

간의 유사도와 클래스 정보를 이용하여 로토타입을 선택한

다. 선택된 로토타입들은 비된 훈련 데이터의 수보다 

은 수로 구성되며, 각 클래스를 표하여 학습 분류 알고리

즘에 용가능하다고 가정한다. 두 번째로 선택된 분류 알고

리즘은 로토타입들로 구성된 데이터 집합에 해 분류 규

칙을 학습하고, 테스트 데이터에 해 분류 측을 수행한다. 

이러한 학습 략은 어떤 학습 알고리즘에 용될 수 있으
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며, 선택된 소수의 표 학습 데이터를 이용하여 학습 과정

은 낮은 데이터 장 공간과 계산량을 보장하게 된다[3].

일반 으로 여러 데이터  로토타입의 선택은 데이터

간 유사도를 계산하며, 일정 거리내 복 는 근 한 데이

터 등을 표하는 데이터를 선택한다. Tomek Link는 유사도

와 분류정보를 같이 사용하여 클래스 분류 경계면에 치한 

로토타입을 선택하는데 이용되었다. 유사도의 계산방법은 

유클리디안 거리(Euclidean distance), 맨하탄 거리(Manhattan 

distance), 하우스도르  거리(Hausdorff distance), Tomek 

link 등이 있다[5-7].

본 논문에서는 월구(hypersphere)를 이용하는 로토타

입 선택과 학습을 제안한다. 제안하는 로토타입 선택 방법

은 훈련 데이터 간의 유사도와 클래스 정보를 이용한 동일 

클래스 내 데이터로만 구성되는 월구를 계산하고 클래스를 

표하는 은 수의 로토타입을 결정한다. 2장에서는 련 

연구에 해서 토의하고, 3장에서는 집합 덮개 최 화 기반 

로토타입 선택 알고리즘을 기술한다. 4장에서는 알려진 분

류 학습 문제에서 제안하는 학습 략의 실험결과를 제시하고 

제안된 로토타입을 이용한 학습결과와 베이지안(Bayesian), 

-최근  이웃(k-nearest neighbors, NN), 지지벡터기계(support 

vector machine, SVM)의 실험 결과를 비교한다. 마지막으로 

5장에서는 제안하는 로토타입 선택 알고리즘의 문제 과 

개선 방향에 해서 논의한다.

2. 련 연구

학습 알고리즘의 선택에 따라 새로운 분류 규칙을 찾는 

과정은 학습데이터 집합의 크기, 계산 시간 그리고 장 공

간의 크기에 향을 미친다. 샘 링을 이용한 표 데이터 

선택은 사 에 정한 비율에 따라 로토타입의 수가 결정된

다. 그러나 데이터의 분포를 반 하지 않는 임의 선택

(random selection) 방법의 경우에는 분류 측률이 낮게 보

고되었다[3]. 데이터 간의 유사도를 이용한 복 데이터 

는 잡음 데이터의 제거는 학습데이터의 크기를 여 학습시

간을 단축시킬 수 있는 략이다[4, 7].

로토타입 선택 방법에서 최근  이웃 규칙은 데이터를 

심으로 상수 거리에 치한 학습 데이터를 포함하는 역

을 구별하는데 사용되었다[8, 10, 11]. 클래스 역 내 치

한 데이터 간의 유사도를 계산하여 고정 상수 거리 내에 포

함된 데이터로 구성되는 집합들은 월구 는 월사각형

(hyperrectangle)들로 구성시켜, 클래스 역을 분할한다. 

표 학습 데이터 선택 방법은 상수 반지름 거리 내에 동일 

클래스 데이터를 가장 많이 포함하는 데이터가 로토타입

이 된다. 이 게 선택된 로토타입들의 집합은 새로운 학

습데이터가 되며, 원래 학습데이터의 크기보다 은 수로 

구성된다.

IPS(interpretable prototype selection)은 데이터 간 유사

도와 고정거리 반지름을 이용하여 클래스 역을 분할하는 

월구로 구성시키고, 가능한 모든 학습데이터를 포함하는 

소수의 로토타입을 선택하는 최 화 기법을 사용하 다

[8]. 로토타입 선택 문제를 집합 덮개 최 화 문제로 변형

시켜 독립된 클래스마다 로토타입을 선택하는 단계  알

고리즘으로 설계되었다. 로토타입이 포함하는 데이터 집

합은 상이한 클래스에 속한 데이터들도 포함될 수 있으며 

사  실험을 이용하여 구의 반지름을 선택해야 한다.

GSC(greedy sphere covering)는 데이터로부터 동일한 클

래스들만으로 구성시킬 수 있는 반지름 계산에 최근  이웃 

규칙을 이용하 다. 최단 거리에 치한 상이한 클래스까지

의 거리를 계산하여 로토타입이 표할 수 있는 공간 역

으로 간주하 으며, 가능한 많은 수의 데이터를 포함하는 학

습데이터를 로토타입으로 선택한다[10]. RSC(randomised 

sphere cover)는 GSC와 동일하게 데이터가 커버하는 클래스 

역의 설정은 같으나, 로토타입 역 내 포함되는 데이터 

수를 고려하며 분류 경계면에 치한 잡음 데이터를 조 한

다[11]. 그리고, 새로운 로토타입 략은 이미 선택된 로

토타입 집합이 포함하지 않는 임의 선택된 데이터의 월구

내 치한 동일 클래스 데이터의 수가 높은 경우가 된다.

월사각형을 이용한 다차원 데이터 역의 분할은 데이

터와 차원 축과 평행하는 최소와 최  벡터를 계산하여 구

성된다[12]. 각 월사각형내 나타나는 데이터가 모두 동일 

클래스에 속하면, 새로운 로토타입은 월사각형내 나타

나는 동일 데이터의 평균이다. 그러나 월사각형내 다른 

월사각형내 다른 클래스 데이터는 분리 경계면에 치할 

가능성이 높아 유지시켜 데이터의 분포를 반 시키고, 테스

트 데이터의 분류 측은 최근  이웃규칙을 이용한다[13].

Tomek link와 유사도를 이용하여 클래스 분리 경계에 

치한 학습 데이터들로 구성된 새로운 학습 데이터를 생성시

켜 분류 측을 수행하는 로토타입 선택 알고리즘이 제안

하 다[5, 6]. 선택 알고리즘은 분리 경계 역에 치한 데

이터들을 구별하며, 이미 선택된 데이터, 클래스와 거리 계

를 분석한 정보를 이용하여 로토타입 집합에 추가할 것인

지 여부를 결정한다. 이러한 로토타입 선택 방법은 클래스 

역을 지배하는 표 데이터를 선택할 가능성이 낮아 분류 

경계면에 치한 은 수의 지지벡터(support vector)로 구성

되는 SVM(support vector machine)에는 합하나, 데이터 

분포를 가정하는 최근  이웃, 베이지안, 가우시안(Gaussian) 

알고리즘 등의 통계 분류 학습에는 합하지 않다.

3. 로토타입 선택 알고리즘

c개 클래스로부터 생성된 분류 문제를 ∪ ∪⋯∪

를 가정하자. 여기서       ⋯ 는 클래스 에 

속하며 각 는 -차원의 벡터∈ 이며 클래스 
∈ ⋯  이다. 제안하는 로토타입 선택 방법은 패턴 분
류 문제 로부터 각 클래스 내 데이터를 표할 수 있는 은 

수를 가지는 데이터 집합인 로토타입  ∪∪⋯∪

를 선택한다. 최근  이웃 알고리즘의 사용 시 선택된 로토

타입은 클래스의 상수 역을 표하는 클래스 데이터로 가
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정되어 역 내 치하는 테스트 데이터의 분류는 가장 가까

운 로토타입의 클래스로 측된다.

주어진 문제의 각 데이터가 포함 가능한 동일 클래스 내 

데이터의 집합은 유사도 거리를 이용하여 계산한다. 데이터 

 로부터 거리 내에 치한 동일 클래스 데이터 집합

은  가 표하는 데이터들을 포함한다. 거리 는 모든 

데이터와 거리를 구하여 동일 클래스 내 가장 큰 거리값과 

다른 클래스  가장 작은 값을 갖는 거리의 간값으로 결

정한다. 훈련 데이터  와 그의 상수 거리 가 표하

는 집합 는 다음과 같다.

              (1)

여기서 는 의 클래스이다.

주어진 훈련데이터로부터 최소의 클래스 로토타입들을 

선택하는 집합 덮개 최 화 문제는 -hard 문제로써 량

의 데이터 처리 시에는 높은 계산 복잡도로 인해 해를 구하

는데 많은 시간이 요구된다[14]. GLPK[15]와 같은 소 트웨

어를 사용하면 집합 덮개 최 화의 해를 구할 수 있으나 복

잡도 때문에 그리디 알고리즘(greedy algorithm), 임의의 라

운딩(randomized rounding), 근  알고리즘(approximation 

algorithm) 등을 사용하여 해를 구하는 근 방법이 일반

이다[8, 11, 14].

훈련 데이터의 상수 거리내 치한 멤버들이 결정되면 

로토타입 선택 과정은 각 클래스별로 독립 으로 구할 수 

있다. 그러므로 로부터 를 구하는 문제는 c개의 소규모 

집합 덮개 최 화 문제의 해이다. 클래스 의 커버 집합 

들로부터 최소의 로토타입 집합을 선택하는 문제는 

다음 Equation (2)와 같이 집합 덮개 최 화의 해가 된다.

min
 

 






 
   ∈ 




≥ ∀∈


∈  

       (2)

Equation (2)의 
   ⋯는 라그랑쥐(Lagrange) 변

수로 
  이면  은 로토타입이 되어 동일 클래스

내 부분 역을 커버하는 새로운 훈련 데이터가 된다. 각 

클래스 의 집합 덮개 문제의 해는 가장 은 로토타입들

의 선택이 클래스 데이터를 포함시킬 수 있는 경우이다. 

Equation (3)의 ∆ 를 최 로 하는 클래스 데이터 가 

선택될 로토타입이 된다.

∆   ∩╲∪∈          (3)
∆   는 ∈가 로토타입으로 선택될 때 이미 

선택된 로토타입들이 포함시키지 않은 클래스내 데이터의 

수가 되며, 추가되는 로토타입은     이다.

procedure    
        and ∈  
    ≤  and  
  클래스수
      

 

for   
 ;  

    ∈ 
do 
 max

  ∈ ∆
 ∪

while∆   
∪

end for
return 

Fig. 1. Prototype Selection Algorithm

Fig. 1은 분류문제 , 각 데이터의 표 집합 S를 입력으

로 하여 각 클래스 단 의 로토타입 선택 알고리즘이다. c

는 클래스 수이며  는 데이터가 커버하는 동일 클래스 데

이터의 집합이다. 제안하는 로토타입 선택 방법의 출력은 

클래스별 선택된 로토타입 집합  ∪∪⋯∪

이며       이다. 훈련데이터를 표하는 로토타입 

집합 는 학습 알고리즘의 새로운 훈련 데이터이나 은 

수의 데이터로 구성된다. Fig. 2는 테스트 데이터 의 최근

 이웃 로토타입을 이용한 분류 함수이다.

procedure   
   테스트데이터
   프로토타입 집합
 min∈ 
return 

Fig. 2. Prototype Based Classification

Fig. 3. An Example of PBL 
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분류문제 크기 속성
Num. 
속성

Nom.
속성

클래스

A1A 1,605 14 14 0 2

Abalone(ABA) 4,177 8 7 1 8

Australian credit 
approval(AUS)

690 14 6 8 2

Breast Cancer(BC) 699 10 10 0 2

Car evaluation(CAR) 1,728 6 0 6 4

DNA 2,000 180 0 180 3

Four classes(FC) 862 2 2 0 2

German(GER) 1,000 20 7 13 2

Glass(GLA) 214 9 9 0 7

Letter(LTT) 20,000 16 16 0 26

Mammograhic(MA) 961 6 6 0 2

Mushroom(MU) 8,124 21 0 21 2

Pendigits(PD) 10,992 16 16 0 10

Pima(PIM) 768 8 8 0 2

Satimage(SAT) 6,435 36 36 0 7

Segment(SEG) 2,310 19 19 0 7

Svmguide1(SG) 3,089 4 4 0 2

TAB digits(TAB) 4,784 118 0 118 16

USPS(US) 9,298 256 256 0 10

Vehicle(VE) 946 18 18 0 4

Table 1. Selected Benchmark Classification Problems

Fig. 3은 로토타입 선택 이다. 3-클래스 분류문제의 

학습 데이터는 임의로 발생시켰으며, 클래스 별 400개의 데

이터를 발생시켜 1,200개 이차원 벡터로 구성된다. 91개의 

로토타입이 선택되어 7.6%의 데이터 선택율을 보이고 있

으며, 클래스 분리 경계 역에서 로토타입의 선택이 높

게 나타났다. 클래스 분리 경계 역에서는 서로 다른 클래

스 역을 표하는 작은 반지름의 월구들의 선택 비율이 

높기 때문이다.

4. 실험 결과

제안하는 알고리즘의 일반화 성능 비교를 해 k-최근  

이웃 알고리즘(k-NN), 베이지안(Bayesian), 지지벡터기계

(SVM), IPS, GSC, 그리고 PBL(Prototype based learning)

의 분류 측율을 측정하 다. PBL은 제안하는 방법으로 

로토타입을 선택하고 최근  이웃 규칙을 기반으로 분류한

다. 분류 측율은 UCI로부터 선택된 벤치마크 분류 문제를 

상으로 하 다[16]. k-NN, 베이지안, SVM의 실험은 원래 

문제의 학습데이터가 사용되며, IPL, GSC, 그리고 PBL은 

선택된 로토타입에 해 분류 측을 수행한다.

선택된 문제는 Table 1에 제시되었다. 문제는 2～26클래

스를 갖는 다  분류 문제들이며 6～180개의 속성들이 있

다. TAB digits은 기타 악보를 구성하는 렛(fret) 숫자로

써 보 연주자들이 많이 사용하는 13개의 클래식 곡과 18

개의 외국곡, 그리고 22개의 한국 곡들로부터 비되었다

[17]. 추출된 렛 번호는 0～15까지이며, 클래스별 약 10

0～300개의 데이터로 구성된다. 각각의 실험은 데이터를 5

번 5-fold 교차 검증으로 훈련 데이터와 테스트 데이터를 

나 어 실험하 다.

오류율(error rate)은 분류평가에 일반 으로 사용되나, 

클래스에 나타나는 데이터의 수에 큰 차이가 보이는 경우

에는 객  평가 도구로 이용되기 어렵다. 이러한 클래스 

불균형 문제(class imbalance problem)에서 오류율은 다수 

클래스 데이터의 수에 크게 의존되기 때문이다. 객 인 

평가를 해 클래스 불균형 문제에 덜 민감한 균형 오류율

(balanced error rate) berr을 평가도구로 이용한다.

 
 






 




 ≠            (4)

균형 오류율 berr평가에서 각 클래스에 속한 오류율은 분

류 오류율과 동일하게 계산되나, 체 오류율은 클래스 가

치를 반 하는 클래스 오류율의 평균이 된다. 은 

균형 정확률(balanced accuracy rate) 이다.

Table 2는 실험 결과이다. IPS의 반지름은 사  실험을 통

해 각 문제마다 분류 측율을 측정하여 낮은 berr의 반지름을 

선택하 다. 지지벡터기계 SVM은 OVO(one vs one) 학습

략을 사용하며  이다. SVM1은 RBF 커 ( ), 

SVM2는 POLY 커 (     )을 선택하 다. 학습 알

고리즘의 오른쪽 열 %는 데이터 축소율이다. 한편, SVM의 

%열은 선택된 지지벡터의 비율이다.

Friedman 순  검정 이스를 수행한 결과 체 IPS, 

GSC, PBL 등 로토타입 기반 학습이 1-NN, 3-NN 등과 성

능에서 비교 경쟁력을 보이고 있다. 1-NN은 가장 낮은 균형 

오류율을 보이고 있으며, IPS와 PBL의 오류율은 3-NN과 

RBF 커  SVM1과의 간 범 에 나타났다. 베이지안 학습 

결과가 가장 높은 오류율을 보 고, GSC는 SVM2보다 약간 

낮았다. 체 으로 IPS, GSC, PBL은 POLY 커 의 SVM보

다 균형 오류율이 높았다. Fig. 4는 Table 2의 문제에 한 

균형 정확률 bacc을 비교한 그래 이다.

훈련데이터로부터 선택된 로토타입 비율은 GSC, IPS, 

PBL 순으로 낮게 나타났다. SVM1의 지지벡터 비율 32.0%

와 비교시 로토타입의 비율은 16.0～17.0%에서 나타났다. 

로토타입의 비율은 문제에 따라 차이를 보이고 있으나 

GSC 알고리즘이 선택한 비율이 약간 낮았다. IPS는 로토

타입이 표하는 클래스 역에 상이한 클래스를 포함될 가

능성이 높아, 최근  이웃 분류 규칙을 이용한 분류 오류율

을 높일 가능성이 있다.
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Problem 1-NN 3-NN Bayes SVM1 % SVM2 % IPS % GSC % PBL %

A1A 0.16 0.19 0.44 0.30 38% 0.21 55% 0.23 19% 0.30  8% 0.19 29%

Abalone 0.23 0.34 0.46 0.44 64% 0.23 57% 0.40 11% 0.24 35% 0.19 42%

Australian 0.08 0.14 0.21 0.13 28% 0.18 55% 0.16 19% 0.18 16% 0.11 21%

Breast Cancer 0.02 0.04 0.10 0.03 10% 0.04 43% 0.06 15% 0.08  5% 0.05  6%

Car Evaluation 0.03 0.05 0.19 0.02 17% 0.02 54% 0.03 19% 0.25  3% 0.16  4%

DNA 0.13 0.20 0.22 0.03 45% 0.26 54% 0.21 19% 0.18 28% 0.08 51%

Fourclass 0.00 0.00 0.27 0.08 31% 0.00 13% 0.14  3% 0.18  2% 0.15  3%

German Numer 0.19 0.30 0.28 0.23 48% 0.24 56% 0.28 19% 0.20 26% 0.17  4%

Glass 0.16 0.40 0.35 0.35 71% 0.35 53% 0.52 18% 0.26 27% 0.27 36%

Letter 0.03 0.05 0.35 0.05 42% 0.35 53% 0.09 19% 0.13 10% 0.09 17%

Mammographic 0.11 0.17 0.22 0.16 34% 0.15 38% 0.19 13% 0.19 16% 0.19 19%

Mushroom 0.00 0.00 0.01 0.00 14% 0.24 55% 0.00 19% 0.06  0% 0.04  1%

Pendigits 0.00 0.00 0.13 0.00 14% 0.26 55% 0.01 20% 0.06  3% 0.04  4%

Pima 0.15 0.26 0.27 0.27 45% 0.24 55% 0.25 21% 0.22 23% 0.17 32%

Satimage 0.06 0.09 0.23 0.13 18% 0.36 38% 0.09 13% 0.13  7% 0.11 12%

Segment 0.02 0.05 0.21 0.05 28% 0.13 52% 0.06 16% 0.12  7% 0.10 10%

Svmguide1 0.02 0.03 0.06 0.03 21% 0.02 60% 0.06 10% 0.05  8% 0.05 12%

TAB Digits 0.00 0.00 0.11 0.00 25% 0.02  6% 0.05  4% 0.23  2% 0.18  2%

USPS 0.00 0.00 0.00 0.00  1% 0.21 13% 0.00  5% 0.02  0% 0.02  0%

Vehicle 0.15 0.20 0.54 0.20 51% 0.33 50% 0.28 16% 0.20 22% 0.17 31%

mean 0.08 0.13 0.23 0.13 32% 0.19 46% 0.16 15% 0.16 12% 0.13 17%

F-평균 　1.6 　3.5 6.6　 5.0　 　 　5.5 　 　4.7 　 　5.2 　 　3.8 　

순 　1 　2 　8 　5　 　6　 　4　 　7　 　3　

Table 2. Experimental Results

Fig. 4. Comparison of Balanced Accuracy 

5. 결  론

본 논문에서는 최근  이웃 분류 규칙을 이용한 로토타

입 기반 학습 략을 제안하 다. 로토타입이 표할 클

래스 내 데이터 집합은 데이터 간의 유사도를 사용하여 상

수 거리 내에 치한 동일 클래스 데이터들로 구성하고, 

로토타입 선택 문제를 집합 덮개 최 화 문제로 변형시켰

다. 로토타입이 표하는 클래스 역의 반지름은 자동으
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로 결정된다. 변형된 선택 문제의 해를 구하는 문제를 해결

하기 해 그리디 략을 이용한 로토타입 선택 알고리즘

이 제안되었다. 

제안하는 방법은 체 학습 데이터로부터 클래스 단 로 

로토타입을 선택한다. 클래스 단 별 로토타입 선택은 

계산량이 으며 동시 처리가 가능하다. 실험에서 제안하는 

학습 략은 기 연구된 월구 기반 로토타입 선택 방법

과 비교하여 일반화 성능이 우수하 다. 로토타입을 이용

한 분류 학습 략은 병렬 처리 가능성이 높으며, 체 훈

련데이터를 요약 는 정리할 수 있는 장 이 있다. 앞으로 

처리속도를 높이기 한 연구, 빅데이터 분석  활용, 기계 

학습 방법의 처리 등에서 이용될 수 있다.
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