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Abstract

In this study, we investigated the use of satellite-derived flow (SDF) signals and a data-based model for the estimation of outflow for 

the river reach where in situ measurements are either completely unavailable or are difficult to access for hydraulic and hydrology 

analysis such as the upper basin of Imjin River. It has been demonstrated by many studies that the SDF signals can be used as the river 

width estimates and the correlation between SDF signals and river width is related to the shape of cross sections. To extract the nonlinear 

relationship between SDF signals and river outflow, Artificial Neural Network (ANN) model with SDF signals as its inputs were applied 

for the computation of flow discharge at Imjin Bridge located in Imjin River. 15 pixels were considered to extract SDF signals and Partial 

Mutual Information (PMI) algorithm was applied to identify the most relevant input variables among 150 candidate SDF signals 

(including 0~10 day lagged observations). The estimated discharges by ANN model were compared with the measured ones at Imjin 

Bridge gauging station and correlation coefficients of the training and validation were 0.86 and 0.72, respectively. It was found that if 

the 1 day previous discharge at Imjin bridge is considered as an input variable for ANN model, the correlation coefficients were 

improved to 0.90 and 0.83, respectively. Based on the results in this study, SDF signals along with some local measured data can play 

an useful role in river flow estimation and especially in flood forecasting for data-scarce regions as it can simulate the peak discharge 

and peak time of flood events with satisfactory accuracy.
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요  지

본 연구에서는 임진강 상류유역과 같이 수리수문학적 분석에 필요한 측정데이터가 존재하지 않거나 혹은 데이터의 확보가 어려운 유역에 대하여 

위성 데이터와 데이터 기반 모형을 활용하여 유출량을 산정하였다. SDF 시그널(Satellite-derived Flow Signal)은 하도내의 유량변화에 따른 하천 

폭의 변화를 반영할 수 있다고 알려져 있으며, 그 상관관계는 하도단면의 형태와 밀접한 관계가 있다. SDF 시그널 데이터와 유출량 간의 비선형 상

관관계를 반영할 수 있는 인공신경망 모형을 활용하여, 모형의 입력변수인 SDF 시그널 데이터로부터 임진강의 임진교 지점에서의 유출량을 추정

하였다. 15개의 위성 이미지 픽셀의 SDF 시그널 값이 0~10일의 lag가 되어 활용되었으며, lag된 데이터를 포함하여 총 150개의 변수 중 유출량

과 가장 큰 관계가 있는 변수 선정을 위해 PMI(Partial Mutual Information) 기법이 활용되었다. 인공신경망 모형을 통해 산정된 유출량은 임진교

에서 측정된 지점 유출량과 비교·분석되었으며, 학습(training)과 검증(validation)을 통한 상관계수는 각각 0.86, 0.72로 좋은 결과를 보여주었

다. 추가적으로 SDF 시그널 데이터 외에 임진교의 1일 전 측정유량이 인공신경망 입력변수로 추가되었을 때 상관계수가 0.90, 0.83으로 증가함을 
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보였다. 결과로부터 계측수문자료가 부족하거나 접근 불가능한 유역에 대하여 하천 유량 변화에 대한 추정치인 SDF 시그널 데이터와 지상 데이터

가 결합되었을 때 신뢰성 높은 유역의 유출량을 산정할 수 있으며, 큰 유량이 발생하는 홍수사상에 대해서도 첨두 유량과 첨두 발생시간을 잘 모의 

할 수 있음을 알 수 있었다. 향후 위성 데이터와 지점 데이터를 활용하여 미계측 유역의 홍수발생에 대하여 높은 정확도로 예측 가능할 것으로 기대

한다. 

핵심용어: Satellite-derived Flow Signal, 인공신경망, 유출량 산정, 임진강, 미계측 유역

1. 서  론

홍수 예측은 수자원 확보와 이용에 중요한 역할을 하며 인

명과 재산의 피해를 최소화하고 홍수 발생 시 빠른 대처를 할 

수 있도록 정보를 제공한다. 홍수 예측을 위하여 많은 물리적 

모형들이 개발되어 왔으며, 데이터 기반 기법들도 지속적으

로 연구되고 있다. 물리적 모형은 조도계수, 단면자료 등 많은 

측정 데이터를 필요로 하는데, 이러한 데이터들은 보통 시공

간적인 변동성을 갖고 있기에 정확한 측정이 어렵다(Akhtar 

et al., 2009). 반면 데이터 기반 모형은 제한된 입력변수만 존

재할 경우라도 사례의 반복학습을 통하여 신뢰성 있는 결과를 

산정할 수 있기에 널리 사용되고 있다. 특히, 인공 신경망 기법

(artificial neural network; ANN)은 다양한 형태의 변수들과

의 관계를 분석하는데 용이하고, 물리적 현상의 근본적인 해

석과 상관없이 비선형 상관관계에 대한 분석이 가능하여 수자

원·수문분야 뿐만 아니라 다양한 분야에서 활발히 이용되고 

있다(Park and Kim, 2011; ASCE, 2000a, b). 

본 연구지역과 같이, 일부 지역의 경우 관측소가 없거나 상

류와 하류간의 데이터 교류가 없어 홍수해석에 필요한 지점 

측정 데이터를 얻는데 한계점이 존재하는데, 이러한 경우에 

위성데이터와 같은 대체정보를 이용하여 하류에서의 유출량

을 산정할 수 있다(Birkinshaw et al., 2010; De Groeve, 2010; 

Hirpa et al., 2013).

Brankenridge et al. (2007)은 NASA의 Aqua 위성에 탑재

된 AMSR-E (Advanced Microwave Scanning Radiometer–

Earth Observing System) 센서에서 측정되는 유량과 관련된 

데이터와 지상데이터를 결합하여 하천유량의 변화, 하천의 

빙결 상태, 유역 유출량을 추정할 수 있는 방법을 제시하였다. 

Brankenridge et al. (2007)은 AMSR-E에서 측정 가능한 

H-polarization의 36.5 GHz (14*8 km 공간해상도) 밴드에서 

측정된 야간 밝기 온도(night time brightness temperature)를 

이용하였으며, 특정 픽셀에서 육지와 물에 의한 야간 밝기 온

도의 차이로부터 하천유량에 의해 변하는 하천 폭의 작은 변

화에도 민감하게 반응하는 시그널을 얻었다. 

Hirpa et al. (2013)은 위성 센서에서 얻은 SDF 시그널 데이

터를 하폭의 추정치로 간주하여 하류지점에서의 유출량을 예

측하였다. 또한 Hirpa et al. (2013)은 일부 지점에서 하폭이 

큰 유량 변화에도 상대적으로 작은 변화를 보이는 한계점을 

극복하기 위하여 유량변동에 민감한 하폭변화가 있는 지점들

을 선택하였다. Hirpa et al. (2013)의 연구에서는 교차검증 회

귀모형을 적용하여 회귀 변수를 선정하고 선형회귀 관계를 

얻어 유출량을 계산하였다.

본 연구에서는 미계측 유역인 임진강 유역의 유출량을 산

정하기 위하여 위성으로부터 얻은 SDF 시그널 데이터를 활용

하였으며, 선형적 방법이 아닌 인공 신경망 기법을 활용하여 

입력 데이터와 출력값의 비선형 상관관계를 산정하였다. 인

공 신경망 기법으로부터 얻은 결과 값은 임진교 관측소의 측

정치와 비교함으로써 연구 결과의 유효성을 검증하였다. 위

성데이터를 활용한 북한 접경유역의 유출량 산정은 임진강 

유역의 효율적인 하천유역 관리를 할 수 있고, 또한 남한측 하

류유역의 홍수 예·경보를 가능하게 하며 이를 통해 대응 및 조

치에 충분한 시간을 확보할 수 있을 것이라 기대한다.

2. 인공 신경망(ANN) 기법

현재 활발히 사용되고 있는 인공 신경망 기법은 Mcculloch 

and Pitts (1943)에 의하여 개발되었으며 신경망 기법의 적용

에 대한 관심은 여러 분야에서 빠르게 증대되고 있다. 예를 들

어, 강우 예측(Hall et al., 1999), 홍수 예측(Kim and Barros, 

2001), 유출량 예측(Chang and Chen, 2001), 수질 예측(Maier 

and Dandy, 1996) 등 수자원 분야의 문제해결에 있어 인공 신

경망기법의 활용성이 입증되었다. 이러한 연구들은 신경망 

기법이 수문현상들의 비선형 상관관계를 해석 하는데 있어서 

활용 될 수 있는 기법임을 증명하였다(Kim, 2003). 

인공신경망은 회귀분석보다 계산되는 가중치(weights)의 

개수가 월등히 많기에 회귀분석보다 더 유연하게 독립변수와 

종속변수들 간의 비선형관계를 모델링(modeling)할 수 있지

만, 반면에 복잡한 관계로 인해 변수 간의 해석이 어렵고, 쉽게 

과적합(overfitting)을 발생시킨다.

신경망 구조는 Fig. 1과 같이 입력층(input layer), 은닉층

(hidden layer) 및 출력층(output layer)으로 구성되었다. 입력
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Fig. 1. Multi-layer perceptron (source: Abrahart and See, 2000)

Fig. 2. Study river: upstream of Imjin Bridge

데이터는 입력층의 노드를 통해 은닉층과 출력층의 노드들에 

차례로 계산을 통해 전달된다. 각 노드들 사이에는 연결가중

치(weight)가 있고 입력층을 구성하고 있는 노드들은 함수를 

포함하지 않으며 은닉층과 출력층을 구성하고 있는 노드들은 

합산함수와 전이함수를 가지고 있다(Kim and Son, 2006). 인

공신경망은 다수의 노드들의 상호작용을 통해 지속적인 학습

과정에서 가중치를 변화시키면서 우수한 예측력을 지닌 적합

한 모델을 만든다. 

본 연구에서는 신경망의 학습(training)을 위해 다층 퍼셉

트론(multi-layer perceptron; MLP) 신경망에 경사 하강법

(gradient based method)를 이용한 오차역전파법을 사용하였

다. 오차역전파법은 “사용자가 지정한 목표값과 학습에 의한 

출력값의 차이에서 만들어진 오차값을 이용하여, 오차를 줄

여나가는 방향으로 학습하는 법칙”을 기초로 하고 있다

(Jung, 2004). 

본 연구에서는 학습단계에서 Levenberg-Marquardt 알고

리즘을 적용하여 유출량의 실제 측정값과 계산값의 평균 제곱오

차를 줄이면서 신경망 모형의 가중치를 결정하였다(Levenberg, 

1944). Levenberg-Marquardt 알고리즘은 비선형방정식의 

최적해를 최소자승법으로 구하는 방법으로, Gauss-Newton 

방법과 경사 하강법의 조합으로 구성되어 있다(Park and 

Kim, 2013).

3. 연구대상 하천구간 적용

3.1 연구대상 하천구간 

임진강은 북한에서 발원하여 군사분계선(DMZ)을 지나 

한강하류와 합류하여 황해로 흘러 들어간다. 임진강 유역 중 

62.9%가 북한지역에 포함되어 있으며, 이 지역에서는 각종 

수문인자 획득이 불가능하여 본 지역에 대한 수리수문학적 

분석이 거의 이루어지지 못하고 있는 실정이다(Kim et al., 

2003). 1996년, 1998년, 1999년 세 차례에 걸친 임진강 유역 

대홍수로 인하여 9천억원의 재산피해와 123명의 인명피해

가 발생 하였다. 이러한 홍수피해를 줄이기 위해서는 북한지

역의 수문자료 확보가 중요하지만, 군사분계선 이북지역에 

대한 제한적인 자료획득으로 인해 신뢰도 높은 홍수 예·경보

에 한계가 있다. 이러한 미계측 유역의 유출량을 추정할 수 있

도록 위성데이터를 활용하는 것은 큰 의미가 있다. 본 연구의 

대상 하천구간은 대부분은 미계측 유역을 포함하고 있는 임진

교 상류구간으로써 유역면적은 4,260.0 km이고 하천연장은 

193.1 km이다(Fig. 2). 임진강 중상류에는 총 4호기의 중소형 

발전용 댐인 4월5일 댐이 위치해 있고, 군사분계선으로부터 

42.3 km 북쪽에는 다목적댐인 황감댐이 있으며, 임진교와 가

까운 위치에는 군남댐이 건설되어 있다.

3.2 SDF 시그널 및 관측소 측정 유량

본 연구에 이용된 SDF 시그널 데이터는 TRMM (Tropical 

Rainfall Measuring Mission; 1998-2014)/AMRS-E (2002-2011)/ 

AMSR2 (Advanced Microwave Scanning Radiometer 2; 

2013-present)에서 산출된 병합된 데이터이며, GDACS (Global 

Disaster and Alert Coordination System, Joint Research 

Center-Ispra, European Commission)의 Global Flood Detection 

System을 통해 일별 자료를 획득 할 수 있다. AMSR2 센서의 

경우 토양수분 데이터를 측정하기 위해 AMSR-E의 후속 센

서로 일본의 Japan Aerospace Exploration Agency (JAXA)

에서 개발 된 센서이다(Kim et al., 2015; Kim et al., 2016; Cho 

et al., 2015). SDF 시그널을 얻기 위해 각각의 픽셀에서의 밝

기 온도는 36.5 GHz의 주파에서 얻을 수 있으며 10*10 km의 

격자크기로 나누어 진다(Revilla-Remero et al., 2014). 
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Fig. 3. Brightness temperature of wet pixel (M) and brightness 

temperature of dry pixel (C) (source: Global Flood Detection

System)

Fig. 4. The pixel locations of SDF data set

Table 1. The latitude and longitude of the satellite-derived flow 

signals 

Pixel No.
Latitude 

(N)

Longitude 

(E)
Pixel No.

Latitude 

(N)

Longitude 

(E)

1 38.507 126.797 11 38.777 126.977

2 38.417 126.797 12 38.687 126.977

3 38.327 126.797 13 38.147 126.977

4 38.687 126.887 14 38.057 126.977

5 38.597 126.887 15 39.047 127.067

6 38.507 126.887 16 38.957 127.067

7 38.417 126.887 17 38.867 127.067

8 38.327 126.887 18 38.777 127.067

9 38.237 126.887 19 38.147 127.067

10 38.147 126.887 20 39.047 127.157

SDF 시그널은 하천구간을 중심으로 한 측정픽셀의 밝기 

온도(M)와 하천구간이 포함된 픽셀에서 가장 가까이 위치한 

육지만 포함한 픽셀의 밝기 온도(C)의 비를 나타낸다(Fig. 3). 

하천구간을 포함한 픽셀의 밝기 온도는 수위에 따른 하천 폭

의 변화에 따라 변화하며, 따라서 SDF 시그널은 하천 폭(물로 

덮여있는 지표)의 추정치로 다음의 식과 같이 계산 될 수 있다

(Brakenridge et al., 2007). 
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여기서, 는 하천을 포함한 픽셀의 밝기온도, 

 는 육지만 포함한 픽셀의 밝기온도, 는 온도 

T(physical temperature)와 방사율 (emissivity)에 의해 결정

되며 
 로 나타낼 수 있고,   은 하나의 픽셀(wet 

pixel)에서 하천이 차지하는 비율이고,   은 육지만 포함

된 픽셀(dry pixel)에 해당한다. 식에서 볼 수 있듯이 SDF 시그

널(s)은 최종 의 함수로써 수위변화에 따른 하천 폭의 추정

치로 나타낼 수 있다. 위성으로부터 SDF 시그널을 산출하는 

자세한 방법은 De Groeve (2010)과 Brakenridge et al. (2007)

에서 제시하고 있다. 

본 연구에서는 위성으로부터 얻은 SDF 시그널 값을 활용

하여 임진교에서의 유출량 산정을 위한 모델을 제시하였다. 

본 연구방법의 제한점은 하도 내의 유량변화가 클 경우, 일부 

위치에서 원격 탐사된 하천 폭이 상대적으로 작은 변화를 보

일 수 있다는 것인데(Brakenridge et al., 2007), 이러한 한계점

을 극복하기 위하여, 유량변화에 따라 하천 폭에 가장 큰 변화

를 보이는 픽셀 위치를 선정하였다(3.3.1 참조).

본 연구에서 사용된 SDF 데이터는 Joint Research Center 

(JCR-Ispra, http://www.gdacs.org/floodmerge/)에서 획득

하였다. Fig. 4와 같이 총 20개의 픽셀이 연구대상 하천구간을 

포함하고 있지만, 가장 상류단에 위치한 5개의 픽셀의 데이터 

개수가 불충분한 관계로, 상류단 5개의 픽셀을 제외한 15 개 

픽셀의 SDF 시그널 데이터를 분석에 활용하였다. 측정위치

의 자세한 지형자료는 Table 1과 같다. 2010년 7월부터 2014

년 6월 사이의 일 SDF 시그널 데이터를 모형의 학습과 검증의 

입력자료로 사용하였다. 

임진교 관측소에서 측정한 유량데이터는 한강홍수통제소

에서 획득하였으며, 수위-유량 곡선 관계식으로부터 얻은 

2010년 7월부터 2014년 6월 사이의 일 유량데이터를 신경망

모형의 학습 및 검증에 사용하였다. 



L. Li et al. / Journal of Korea Water Resources Association 49(7) 589-597 593

(a) SDF signals at 11th pixel and discharge (b) SDF signals at 14th pixel and discharge

Fig. 5. Relations between SDF signals and discharge time series at Imjin Bridge

Fig. 6. The number of times (including the lagged observations) 

data from a SDF site is used in the model

Fig. 5는 11번째와 14번째 픽셀의 SDF 시그널 데이터와 임

진교에서 측정된 유출량의 시계열 그래프를 나타낸다. 그림

에서 볼 수 있듯이 SDF 시그널 값은 실제 유출량과 일정의 상

관관계가 있음을 알 수 있으며, SDF 시그널 데이터로부터 유

출량 추정 될 수 있음을 짐작 할 수 있다.

3.3 신경망 모형의 구축 

3.3.1 입력변수의 선정

인공신경망을 적용하는데 있어서, 인공 신경망 학습에 사

용되는 입력 데이터와 추정될 데이터 간의 상관 정도는 매우 

중요한 고려요소가 된다. 즉, 신경망의 학습을 위해서 사용되

는 입력 자료가 추정될 자료의 특성을 반영하고 있는가에 대

한 정도는 매우 중요한 요소가 되는 것이다(Han et al., 2010). 

선형회귀분석 범주 안에서 개발된 여러 가지의 변수선택 방법

으로 채택된 변수들은 인공신경망의 입력인자로는 적합하지 

않다(May et al., 2011). 왜냐하면 선형기반의 변수선택방법

으로 선택된 변수는 종속변수와 독립변수간의 비선형 관계를 

파악하는데 적합하지 않기 때문이다. 최근에는 인공신경망 

입력변수 선택기법으로 상호정보량(Mutual information; 

MI) 기법이 많이 사용되고 있다(Han et al., 2010; May et al., 

2008). 하지만 다중 예측인자의 식별은 예측변수와 예측인자 

집합사이의 부분 종속성(partial dependence)에 대한 척도

(measure)가 필요하다(Kang, 2013). Sharma (2000)는 자료

사이의 부분 종속성의 척도로서 MI 판단기준은 적합하지 않음을 

지적하고, 부분 상호정보량 기법(parital mutual information; 

PMI)의 사용을 제안하였다. 이미 존재하는 입력변수들의 집

합 z에 대하여 종속변수 y와 독립변수 x사이의 PMI는 다음과 

같이 표현된다.

PMI = 


′


′
′ ′ln










′
′


′
′




′


′
′ ′ 


′′  (2)

여기서 ′    , ′   이고,  ∙는 기대

연산자(expectation operator)이다. PMI 기법(Galelli et al., 

2014; Bowden et al., 2005)은 새로운 입력변수가 추가 되었을 

때 기존의 예측모형에 더해지는 부분 종속성의 척도를 제공한

다(Bowden et al., 2005)

15개 지점의 SDF 시그널을 최대 10일까지 지체(lagged) 시

켰을 때 총 150개의 예비변수를 얻을 수 있다. 이중에서 유출

량 예측능력이 우수한 인자를 선정하지 위하여 PMI 기법을 

적용하였으며 최종 30개의 입력변수를 선정하였다(Fig. 6).
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(a) Results of model training

(b) Results of model validation

Fig. 7. Comparisons between observed and estimated discharge

Fig. 8. Correlations between estimated and targeted data (input 

data: SDF)

3.3.2 신경망 모형의 구축

신경망 모형의 구축에서 중요한 것은 최적 학습조건 및 은

닉층의 노드 수를 결정하는 것이다. 신경망 구축에서 입력층

과 출력층의 노드 수는 실제 입력변수 및 목표변수의 개수에 

의해 쉽게 결정할 수 있지만 최적 은닉층의 개수 및 은닉층의 

노드 수의 결정에 대해서는 현재까지 많은 연구들이 진행되고 

있다. 은닉층의 개수와 은닉층의 노드 수를 임의로 정할 경우 

과적합(overfitting) 혹은 과소적합(underfitting) 문제가 발

생할 수 있다(Gnana Sheela and Deepa, 2013). 또한 Panchal 

et al. (2011)은 대부분의 문제에 대하여 하나의 은닉층은 충분

함을 밝혔다. 신경망 모형에서 두 개의 은닉층을 사용할 경우 

지역 최적해(local minima)에 수렴할 리스크가 더 크게 되기 

때문이다(Yilmaz, 2013). 많은 선행 연구들은 은닉층의 노드 

수를 결정함에 있어서 시행착오법(trier and error method)을 

적용하였으며 반복 연산을 통하여 실제 값과 가장 근접한 결

과를 주는 구조를 선택하였다(i.e. Yilmaz, 2012; Karimi et al., 

2013). 그 외에도 신경망 모형의 은닉층 노드 수를 결정하는 

여러 가지 방법들이 제안되었다(Baily and Thompson, 1990; 

Katz, 1992; Aldrich et al., 1994; Barron, 1994; Kaastra and 

Boyd, 1996; Kanellopoulas and Wilkinson, 1997; Neuralware, 

2001; Witten and Frank, 2005). 본 연구에서 은닉층은 하나로 

구성하였으며 노드 수는 다음의 식(Neuralware, 2001)에 의

하여 결정하였다.


  (3)

여기서, N은 입력변수의 개수, 는 싱글 은닉층의 노드 수, 

M은 출력변수의 개수이며 T는 학습에 사용된 데이터 벡터의 

개수이다. 은닉층의 각 절점에서는 가중합산된 입력자료들

을 전달함수인 시그모이드(sigmoid)함수를 활용하여 비선형

적으로 변환하여 가중연결을 통해 출력층으로 전달하게 된다.

3.4 적용 및 결과

전체 데이터를 학습용(75%)과 검증용(25%)으로 구분하

여 사용하였으며 학습용 데이터는 3개의 홍수사상, 검증용 데

이터는 하나의 홍수사상을 포함하고 있게 설계하였다. SDF 

시그널 및 Lagged SDF 시그널을 입력변수로 할 경우 입력층

은 총 30개의 입력변수가 들어가도록 동일한 수의 노드를 주

었고, 출력층은 1개의 노드를 주었으며, 은닉층의 노드 수는 

Eq. (3)를 적용하여 5개로 하였다. 

Fig. 7은 모형의 학습 및 검증을 통해 구한 유량과 관측유량

을 시계열로 도시한 결과이다. 결과에서 볼 수 있듯이 SDF 시

그널을 입력변수로 한 신경망모형은 첨두 유량과 첨두 발생시

간을 비교적 정확히 추정함을 알 수 있다. Fig. 8은 임진교의 

관측유량과 신경망모형에서 산정된 유량을 각각 x축과 y축

에 도시하여 1:1 plot을 작성한 것이다. Fig. 8에서 실선은 관측

유량에 대응하는 산정유량을 나타내는 점들을 직선에 회귀시

킨 것이며, 점선은 산정유량의 값이 관측유량의 값과 일치하

는 경우를 나타낸다. 모형의 학습 및 검증결과 관측 값과 계산 

값의 상관관계는 각각 0.86, 0.72로 분석되었다. 
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(a) Results of model training

(b) Results of model validation

Fig. 9. Comparisons between observed and estimated discharge 

when 1 day lagged discharge at Imjin Bridge is considered 

as an input variables

Fig. 10. Correlations between estimated and targeted data (input 

data: SDF+Q)

Akhtar et al. (2009)은 1일 전 유출량은 99%의 현재 유출량 

정보를 포함하고 있기 때문에, 유출량 산정을 위한 신경망 모

형의 입력자료로 포함되어야 함을 강조하였다. 1일 전 유출량

을 입력함수로 포함하여 입력층의 노드 수를 31개로 변화 시

켰으며, 출력층 및 은닉층은 앞 서 언급된 모형과 같은 구조를 

활용하였다. Fig. 9은 신경망모형의 학습 및 검증을 통해 계산

된 유량과 관측유량을 나타내고 있다. 결과에서 볼 수 있듯이 

첨두 유량은 다소 작게 추정되었지만, 첨두 발생시간은 잘 일

치함을 볼 수 있다. 또한 유량이 작은 경우에 전 모형보다 정확

한 결과를 보여주고 있음을 알 수 있었다. 신경망 모형의 학습 

및 검증결과를 보면 추정값과 관측값의 상관계수가 각각 

0.90, 0.83으로 높은 상관관계를 보여주고 있음을 알 수 있다

(Fig. 10).

4. 결  론

본 연구는 임진강과 같이 정치적 문제로 인해 수문계측이 

불가능하거나 수문자료가 부족한 유역에 대하여 위성기반 데

이터 및 인공 신경망 기법이 유역유출량 산정에 활용 가능함

을 보여주었다. SDF 시그널 데이터를 활용하고자 할 때, 위성

기반의 하천 폭의 추정치가 관측된 유량과 상관관계가 있는 

지점을 적절히 선택하는 것도 중요함을 알 수 있었다. 

본 연구에서는 유역 유출량과 가장 관계가 있는 SDF 시그

널 관측 지점을 선정하고, 또한 인공 신경망모형의 성능을 향

상시키기 위하여 부분 상호정보량 기법을 활용하였다. SDF 

시그널을 입력변수로 한 인공 신경망모형을 구축하였으며, 

산정된 유량은 실제 관측유량과 높은 상관관계를 보여주었으

며, 첨두 유량과 첨두 발생시간 추정에 활용 될 수 있음을 보여

주었다. 임진교 관측소의 1일 전 유량을 신경망모형의 입력변

수로 추가할 경우에 산정유량과 관측유량의 상관계수가 높아

짐을 알 수 있으며, 유량이 작은 경우에도 우수한 산정결과를 

얻을 수 있음을 알 수 있었다. 

위성 기반 유량산정에 있어서 본 연구에서는 SDF 시그널 

데이터와 관측유량 만을 입력변수로 고려하였지만, 향후 토

양수분과 식생인자와 같은 수문자료가 추가 입력 자료로 활용 

되어, 유출 모델 결과의 정확도가 높아 질 수 있을 것이라 사료

된다. 또한 향후 위성 기반 유출량 분석을 통해, 북한지역의 

직접적인 영향을 받는 남한 측 하류유역의 홍수 예·경보 정확

도 향상에 본 연구의 결과가 기여 될 수 있을 것으로 본다.
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