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Abstract

This paper proposes a new prediction method to reduce times and labor of repetitive multi-physics simulation.

To achieve exact results from the whole simulation processes, complex modeling and huge amounts of time are

required. Current multi-physics analysis focuses on the simulation method itself and the simulation environment to

reduce times and labor. However this paper proposes an alternative way to reduce simulation times and labor by

exploiting machine learning algorithm trained with data set from simulation results. Through comparing each

machine learning algorithm, Gaussian Process Regression showed the best performance with under 100 training

data and how similar results can be achieved through machine-learning without a complex simulation process.

Given trained machine learning algorithm, it’s possible to predict the result after changing some features of the

simulation model just in a few second. This new method will be helpful to effectively reduce simulation times and

labor because it can predict the results before more simulation.

요 약

본 논문에서는 기계학습 알고리즘을 이용하여 다 물리(Multi-physics) 시뮬 이션의 반복 횟수를 획기 으로

일 수 있는 다 물리해석 측 방법을 제안한다. 기존의 다 물리해석 시뮬 이션의 경우 소요되는 시간과 노력을

이기 해 시뮬 이션 자체에 한 방법과 환경 개선에 이 맞추어져 있으나 본 논문에서는 다 물리 시뮬

이션 결과를 기계학습 알고리즘으로 학습하여 추가 인 시뮬 이션을 수행하지 않고 학습된 기계학습 알고리즘을

사용하여 수십분에서 수시간에 걸리는 다 물리 해석과 유사한 결과를 수 내에 측할 수 있음을 보 다. 기계

학습 알고리즘 간의 성능을 비교하여 다 물리해석에 합한 기계학습 알고리즘을 확인하 으며 가장 우수한 성능

을 보인 가우시안 로세스 회귀(Gaussian Process Regression)의 경우 100개 이하의 학습 샘 만으로도 우수한

측 결과를 얻어낼 수 있음을 확인하 다. 제안하는 방식을 통해 시뮬 이션을 하고자 하는 모델의 형상이나 재질이

변경될 경우 기존의 시뮬 이션 결과로 학습된 알고리즘이 있다면 시뮬 이션을 반복 수행하기 에 알고리즘을 이

용하여 결과를 측할 수 있어 시뮬 이션의 반복 횟수를 일 수 있을 것으로 기 한다.
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Ⅰ. 서론

실 세계에서 일어나는 물리 상은 여러

가지 물리 상이 공존하며 상호 작용하는 다 물

리(Multi-physics) 상을 수반한다. 도선에 류

가 흐르면서 발생한 열이 PCB 기 을 휘어지게

하는 경우와 같이 자기, 열, 구조 등 성질이 다

른 물리 변화가 다른 물리 성질 변화에 향
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을 미치는 경우가 그 이다. 각 물리계는 서로

다른 물리법칙과 지배방정식이 존재하며 이를 정

확하게 계산하기 해 산해석 분야에서는 각

물리계별로 합한 해석 기법을 채택하여 보다

실에 가까운 결과를 얻기 한 기법들을 개발

하고 있다. 최근 많은 시뮬 이션 툴들이 다 물

리해석을 지원하고 있으나 서로 다른 계산 해를

가지는 여러 개의 해석 로그램을 이용하여 계

산된 데이터를 반복 으로 주고받아야 하는 어려

움이 있고 이는 상당한 계산시간을 요구하게 된

다[1].

기 자, 열, 구조해석 분야에서 표 인 시

뮬 이션 툴인 ANSYS[2]의 경우 자기 해석

툴인 HFSS[3]를 이용한 기해석의 결과를 열해

석 툴인 Icepak[4]에서 넘겨받아 발열량을 계산하

고 계산된 발열량을 구조해석툴인 Mechanical[5]

에서 넘겨받아 열에 의한 변형량을 산출하는 순

차 해석 방법이 한 이다. 이런 툴 간의 연동

은 Workbench[6] 내에서 연동이 가능하도록 환

경이 구성되어 있으나 연동되는 해석 툴마다 별

도의 모델링을 해야 하고 다양한 환경 변수, 메

쉬(mesh) 구성 등이 제 로 설정되지 못할 경우

해석 결과의 오차가 커지던지 오류가 있을 경우

시뮬 이션 진행 자체가 되지 않아 해석에 지

않은 시간이 걸리게 된다. 를 들어 기해석

툴인 HFSS에서 사용한 모델링 내용은 메쉬 생

성 방식의 차이로 인해 Icepak에서 그 로 사용

할 수 없다. HFSS에서 사용한 모델은 모델링 툴

을 이용하여 수정 후 Icepak으로 넘겨주어야만

한다. 이러한 과정을 통해 모델링을 넘겨받았다

고 하더라도 형상이 바뀔 경우 메쉬를 비롯하여

필요한 설정을 다시 해주어야 한다. 따라서 형상

이 조 바뀔 경우 시뮬 이션을 하기 해 비

하고 설정하는 시간이 매우 길어지게 되어 여러

가지 상황에 한 다양한 시뮬 이션을 진행해

보고자 하는 경우 어려움이 있다.

이러한 문제를 해결하기 한 다양한 다 물리

해석 소 트웨어들이 연구 개발되고 있으나 물리

해석방법의 개선과 통합개발환경 구성에 이

맞추어져 있고 다른 물리계에 각각의 지배방정식

이 존재하는 다 물리해석의 특성상 획기 인 개

선은 쉽지 않은 문제이다.

본 논문에서는 다 물리해석 결과를 기계학습

알고리즘을 이용하여 학습하고 학습된 알고리즘

이 다 물리해석 결과를 측할 수 있음을 검증

하여 기계학습이 다 물리 시뮬 이션에 용될

수 있음을 보 다. 이는 실세계에서는 통합될

수 없는 개별 물리계의 지배방정식이 기계학습을

통해 가상의 단일 방정식으로 나타낼 수 있음을

의미한다. 한 기계학습 알고리즘 간의 측 성

능에 한 비교를 통해 다 물리 시뮬 이션에

합한 기계학습 알고리즘을 확인하 다. 구조를

바꾸어 가며 결과를 측해야 하는 시뮬 이션의

경우 시뮬 이션이 반복될수록 정확도 높은 알고

리즘을 확보할 수 있게 되어 시뮬 이션을 하지

않고도 시뮬 이션 결과에 근 한 측이 가능하

게 될 것이다.

Ⅱ. 본론

1. 다 물리해석의 기계학습 모델링

가. 다 물리해석

본 논문에서 기계학습을 용한 다 물리해석

은 도선에 흐르는 류에 한 기해석과 열해

석으로 구성된다. 기해석에서 류에 의한 열

손실 결과를 추출하고 이를 열해석에서 넘겨받아

해석을 수행하면 열평형이 이루어진 상태에서 도

선의 최 온도를 구할 수 있다. 이러한 다 물

리해석은 기하학 형상과 물성을 입력으로 하고

온도를 출력으로 하는 함수로 표 될 수 있으며

이러한 입출력 계는 기계학습 알고리즘의 이

블로 모델링 할 수 있다. (그림 1)

Fig. 1. Machine Learning Modeling of Multi-physical

Analysis

그림 1. 다 물리해석의 기계학습 모델링
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나. 실험 모델 형상

실험에 사용된 모델의 형상은 그림 2 와 같다.

Fig. 2. Geometry of Test model

그림 2. 테스트 모델의 형상

FR-4 재질의 PCB 기 과 기 상에 형성된 구

리 재질의 신호선의 형태로 일반 인 PCB 기

의 구성 요소에서 최소 단 의 블록이라고 할 수

있다. 모델은 PCB 기 의 가로(W), 세로(L), 높

이(H)와 도선의 가로(x), 세로(y), 높이(z) 의 6가

지 변수를 가지며 모델 형상에 따라 x, y, z, W,

L, H 의 변수 값이 달라지게 된다. 실제 시뮬

이션 시 목표로 하는 특성을 얻기 해 모델의

형상과 특성을 조 씩 변화시키게 되는데 본 논

문에서는 이런 경우를 가정하여 그림 2와 같이

m1부터 m10 까지 형상이 다른 10가지 모델을

선정하 으며 특성의 차이는 아래 표 1과 같다.

Table1. Feature of Test Models

표 1. 테스트 모델의 특성

Model x y z W H L K

m1 0.5 0.1 1 1 0.1 1 0.35

m2 0.5 0.1 1 1 0.1 2 0.35

m3 0.5 0.5 1 2 0.1 1 0.35

m4 0.5 0.1 1 2 0.2 1 0.35

m5 1 0.1 1 2 0.2 1 0.35

m6 1 0,2 1 2 0.2 1 0.35

m7 1 0,2 1 2 0.2 1 0.3

m8 0.5 0.1 1 2 0.2 1 0.3

m9 0.5 0.1 2 2 0.2 1 0.3

m10 0.5 0.1 2 2 0.2 1 0.25

다. 변수 선정

모델의 형상과 특성에 따라 변화하는 최 온

도(T)를 구하고자 하는 목표 값이라고 할 때 도

선의 최 온도에 향을 미치는 변수들을 주요

변수로 선정하 다. 실험 모델은 PCB상에 류

가 흐르는 도선이 자리한 형태로 형상, 열 도율,

입력 류에 따라 온도가 변화하게 된다. 도선

상에 류가 흐르면 류로 인해 발생한 열은 신

호선과 PCB 형상, 열 도율의 차이로 인해 각

모델의 열 달 특성이 달라지게 된다. 류가 일

정할 경우 발생하는 열은 이러한 달 특성의 차

이로 인해 주 로 달되어 열평형 상태에 이르

게 된다. 열평형 상태에 이르 을 때의 모델 내

최고 온도(T)가 시뮬 이션을 통해 구하고자 하

는 목표 값이다. 도선의 발열량은 류의 제곱에

비례하며 도체에 흐르는 류가 정해지면 체

내의 발열량이 계산된다. 발생한 열은 열 도도

에 따라 도선과 PCB를 통해 방출된다. 따라서

앞서 기술된 도선과 PCB의 형상에 한 6가지

변수와, PCB의 열 도율(K), 류(C)를 출력변수

인 최 온도(T)에 향을 주는 입력변수로 선정

하 다. 실험 시 도선의 열 도율과 같이 온도
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변화에 향이 작은 변수들은 제외하여 모델을

단순화하 다 (표 2).

Table2. Input and Output Variable

표 2. 입력 / 출력 변수

Category Variable Name

Input Variable

x : Line Length

y : Line Width

z : Line Height

H : PCB Length

W : PCB Width

L : PCB Height

K : PCB thermal conductivity

C : Current

Output Variable
T : Max. Temperature

    (in the line)

2. 데이터 셋 생성

기계학습 알고리즘을 학습하기 한 데이터 셋

은 목표값인 최 온도를 측하기 해 최 온도

를 출력변수로 하고 온도에 향을 미치는 변수

들을 입력변수로 한다. 본 논문에서는 그림 2의

10가지 테스트 모델과 류 열 도율의 변화

를 조합하여 다 물리 해석을 수행하여 100개의

데이터 셋을 생성하 다. 학습에 사용되는 데이

터의 개수가 많을수록 생성된 알고리즘의 측

정확도가 높아질 수 있으나 실제 시뮬 이션 상

황을 고려할 때 유사 형상에 한 시뮬 이션을

최 100회로 가정하 다. 시뮬 이션을 진행하

는 경우는 많지 않으므로 최 100개의 데이터

셋을 이용하여 기계학습 알고리즘을 시험하는데

사용하 다. 8개의 입력변수에 한 다변량 데이

터에 한 출력변수의 변화를 시각화하기 해

그림 3의 평행좌표그림[7]을 사용하 다. 입력변

수의 값이 반복되는 경우가 있고 평행좌표그림의

특성상 여러 변수의 값을 도표 상에 한꺼번에 표

하므로 그래 가 겹쳐서 잘 보이지 않게 되는

경우가 있기 때문에 이를 피하기 해 노이즈를

추가하여 데이터 값이 겹치지 않도록 표 하

다. m1부터 m10 까지 각 그룹별로 갈색, 주황,

노랑, 랑, 연두, 군청, 연하늘, 라임, 보라, 빨강

의 색상이 할당되어 있다. 8개의 입력변수의 조

합으로 구성된 테스트 모델별로 인가되는 류의

크기에 따라 출력변수인 최 온도 값이 변화하

고 있음을 볼 수 있으며 온도의 경우 고온 쪽보

다 온 쪽의 샘 의 수가 더 많아 알고리즘은

온 쪽에서 더 좋은 성능을 보일 것으로 상할

수 있다.

Fig. 3. Parallel coordinates plot of data set

그림 3. 데이터 셋의 평행좌표그림

3. 기계학습을 이용한 학습 측

본 논문에서는 알고리즘의 학습을 해 표

인 데이터마이닝 소 트웨어인 Weka[8]를 사용

하 다. 학습에 사용된 알고리즘으로는 다층퍼셉

트론 (MLP, Multi-Layer Perceptron), 선형회귀

(Linear Regression), M5P 트리 모델 (M5P Tree

Model), 가우시안 로세스 회귀 (Gaussian

Process Regression)을 이용하여 데이터 셋을 학

습하 다. 생성된 100개의 데이터 셋에 하여

크로스 벨리데이션 (Cross-Validation)을 통해 각

알고리즘의 성능을 평가하 다.

가. 다층 퍼셉트론 (MLP, Multi Layer Perceptron)

다층 퍼셉트론은 표 인 인공신경망

(Artificial Neural Network) 모델로 입력층

(Input layer), 은닉층 (hidden layer), 출력층

(Output layer) 의 3종류의 이어로 구성된다.

다층퍼셉트론은 목표값과 출력값의 차이를 은

닉층에 반 하여 웨이트를 변경하는 오류역

알고리즘(Error Back Propagation)을 이용하여

신경망을 학습하게 된다. 이 과정을 반복할수록

보다 높은 정확도를 갖게 되므로 학습 횟수가 성

능에 큰 향을 미치게 된다.
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은닉층이 2∼3개인 경우가 다층 퍼셉트론, 은닉

층이 4∼30개 정도로 많은 경우를 심층신경망

(Deep Neural Network, DNN)이라고 한다[9]. 3

개 이하의 이어를 갖는 다층 퍼셉트론에 비해

심층신경망은 많은 수의 은닉층을 학습시키기

한 량의 트 이닝 데이터 셋과 컴퓨 워가

요구되어 본 논문에서 해결하고자 하는 바와 같

이 최소한의 시뮬 이션 데이터를 이용하여 측

알고리즘을 생성하기에는 합하지 않다.

다층퍼셉트론의 입력층으로는 앞서 선정된 입

력변수를, 출력층으로 출력변수를 할당하 다. 은

닉층과 노드(Node)의 수, 학습 횟수에 따라 성능

의 차이가 생기게 되며 본 논문에서 최 의 성능

을 나타내는 경우는 히든 이어 수가 1인 경우

노드의 수는 10개, 학습은 5,000 회의 경우이다

(표 3).

최 성능을 나타내는 경우를 보면 상 계수는

0.9995, RMSE (Root Mean Square Error)는

0.8108 이다. 알고리즘을 이용한 측값과 실제

시뮬 이션을 수행한 값을 비교한 결과는 그림 4

와 같다. 왼쪽 하단에서 오른쪽 상단 방향의

각선이 측치와 시뮬 이션 결과가 동일한 경우

이며 각선으로부터 멀어질수록 측값이 시뮬

이션 값을 잘 반 하지 못한다고 할 수 있다.

Table3. Performance according to Parameters

표 3. 패러미터 별 성능

No. of 
Hidden 
Node

Epoch
Correlation 
Coefficient

RMSE

8 500 0.9979 1.5548

10 500 0.9979 1.5521

12 500 0.9975 1.6744

8 2,000 0.9987 1.2938

10 2,000 0.9987 1.2298

12 2,000 0.9987 1.2041

8 5,000 0.9992 1.0693

10 5,000 0.9995 0.8108

12 5,000 0.9986 1.3441

다층퍼셉트론의 출력변수가 온인 경우가 고

온인 경우보다 비교 잘 맞는 결과를 보이고 있

으며 이는 학습에 사용된 데이터 셋이 고온 부분

의 데이터가 부족하기 때문으로 볼 수 있다.

Fig. 4. Prediction performance of Multi-layer perceptron

(HN = 10, Epoch = 5000, CC = 0.9995, RMSE =

0.8108)

그림 4. 다층 퍼셉트론 측 성능

(HN = 10, Epoch = 5000, CC = 0.9995, RMSE =

0.8108)

성능이 비교 낮은 경우인 8 노드, 500 학습의

경우의 측 결과도 시뮬 이션 결과와 크게 다

르지 않음을 볼 수 있다 (그림 5).

Fig. 5. Prediction performance of Multi-layer perceptron

(HN = 8 Epoch = 500, CC = 0.9979, RMSE =

1.5548)

그림 5. 다층 퍼셉트론 측 성능

(HN = 8 Epoch = 500, CC = 0.9979, SE =

1.5548)
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나. 선형회귀 (LR, Linear Regression)

도출된 선형회귀식은 아래 식 (1)과 같고 측

성능은 그림 6과 같다. 온과 고온에 이르는

체 역에서 다층퍼셉트론의 결과와 비교하여

측치가 많이 벗어나고 있음을 볼 수 있으며

이는 변수의 수가 많고 입출력 간에 선형 인

특성을 띄지 않는 데이터 셋의 특성으로 인한

선형회귀의 한계라고 볼 수 있다.

exp       
   

(1)

Fig. 6. Prediction performance of Linear Regression

(CC = 0.8614, RMSE = 12.0683)

그림 6. 선형 회귀 측 성능

(CC = 0.8614, RMSE = 12.0683)

다. M5P 트리 (M5P model Tree)

M5P 는 회귀 모델 트리를 유도하기 해

Quinlan의 M5 알고리즘[10]을 재구성한 것으로

모델 트리에서 각각의 가지가 선형회귀식을 가

지는 구조로 되어있다. 트리와 회귀식의 장 을

결합한 방식으로 앞서 확인한 선형회귀식과 같

이 체 역을 하나의 선형함수로 표 할 수

없는 경우에 합한 알고리즘으로 더 크고 복잡

하나 정확하다. M5P 는 결정 트리의 각 노드의

정보 획득량 (Information Gain)을 최 화하는

신 각 부분집합 내의 변동성(variation)이 최

소화 되도록 가지를 나눠 다. 가지치기

(pruning)를 할 때 내부 노드가 말단 노드가 되

면서 노드의 내용이 회귀식으로 환된다[11].

선형회귀식이 연결되는 부분의 경우 불연속

문제를 해결하기 해 스무딩 (Smoothing) 과정

을 거쳐 정확도를 높이게 된다[12]. 테스트 데이

터 셋으로 학습된 M5P 트리 구조는 그림 7과

같으며 도출된 M5P 트리의 상 계수는 0.974,

RMSE 는 5.4266 으로 다층퍼셉트론보다는 다소

떨어지나 선형회귀식과 비교하여 우수한 성능을

보인다(그림 8). 다른 기존 연구에서는 M5P 가

MLP 보다 우수한 결과를 나타낸 경우도 있으며

[13-15] 이는 데이터 셋의 특성에 따른 결과라

고 할 수 있다.

Fig. 7. M5P Tree Structure

그림 7. M5P 트리 구조

M5P 모델 트리에서 각 랜치별로 도출된 선형

모델(LM, Linear Model) 회귀식은 식 (2)∼(8)

과 같다.

LM num: 1

exp       
   

(2)

LM num: 2

exp       
   

(3)

LM num: 3

exp       
     
 

(4)

LM num: 4

exp       
     

(5)
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LM num: 5

exp       
     
   

(6)

LM num: 6

exp       
     
   

(7)

LM num: 7

exp       
     
   

(8)

Fig 8. Prediction performance of M5P Tree

(CC = 0.974, RMSE = 5.4266)

그림 8. M5P 트리 측 성능

(CC = 0.974, RMSE = 5.4266)

라. 가우시안 로세스 회귀 (GPR, Gaussian

Process Regression)

베이지안 비모수 (Bayesian nonparametric) 알

고리즘 표 알고리즘인 가우시안 로세

스 회귀모델은 데이터의 이블을 평균과 분산

의 확률 분포로 측하는 기계학습 모델이다.

측 성능이 높은 반면 다른 회귀분석 모델에

비해 효율성 면에서 복잡도가 커서 규모의 데

이터를 다룰 경우 어려움이 있어 다양한 근사화

방법이 사용되고 있다[16]. 가우시안 로세스

(GP)는 평균(Mean)과 공분산(Covariance)으로

정의될 수 있고 공분산은 하이퍼 패리미터

(Hyper-Parameter)로 규정된다. 학습 시에는 하

이퍼 패리미터의 기값을 주고 수 한계우도

(log marginal likelihood)를 최소화하면서 반복

인 계산을 통해 최 의 하이퍼 패리미터를 찾

는 학습과정을 가진다. 본 논문에서는 RBF 커

(Radial Basis Function Kernel)이 사용되었으

며 데이터를 학습하는 데 걸린 시간은 약 0.21

로 M5P (0.16 ), LR (0 ) 에 비해 다소

길지만 MLP (1.24 ) 와 비교해서는 짧다. 데

이터의 수가 많은 편이 아니므로 각 알고리즘

간에 큰 차이를 보이지는 않는다. 측 성능은

그림 9와 같고 GPR의 상 계수는 0.9997,

RMSE는 0.6346 으로 다층퍼셉트론보다 더 높은

측 정확도를 나타내고 있다.(표 3).

Fig. 9. Prediction performance of Gaussian Process

(CC = 0.9997, RMSE = 0.6346)

그림 9. 가우시안 로세스 측 성능

(CC = 0.974, RMSE = 0.6346)

4. 다 물리해석의 측 성능 검토

본 논문에서 가장 우수한 측 성능을 보인 모

델은 RMSE 가 0.6346 인 가우시안 로세스 회

귀 모델이다.(표 4)

Table4. Performance Comparison between Algorithm

표 4. 알고리즘 간 성능 비교

Algorithm
Correlation 
Coefficient

RMSE

Multi Layer
Perceptron

0.9995 0.8108

M5P Tree 0.974 5.4266

Linear
Regression

0.8614 12.0683

Gaussian
Process

0.9997 0.6346

시뮬 이션 결과의 출력변수인 최 온도의 범

는 21.1∼116.9℃ 이다. 학습 데이터 셋의 수가

100개 일 때 가우시안 로세스 회귀의 RMSE

는 0.6346 로, 최 온도에서의 시뮬 이션 결과

비 측 정확도는 96.99% 이다. 시뮬 이션 모

델의 수정이 발생하 을 때 모델을 수정하고 시
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뮬 이션을 돌려서 결과를 얻어내기 까지 소요되

는 시간이 최소 수십분에서 수시간이 걸린다고

할 때 학습된 알고리즘을 이용하여 1 내에 우

수한 측 정확도로 결과를 상할 수 있다.

가우시안 로세스 회귀 알고리즘의 데이터 셋

의 수에 따른 성능은 그림 10과 같다. 데이터 셋

의 갯수가 100개 아래로 어들 경우 측 성능

이 감소하는 것을 볼 수 있으며 측 데이터의

범 와 응용 분야에 따라 한 측 정확도를

확보할 수 있는 학습 데이터의 개수는 어들 수

있을 것이다.

Fig. 10. Prediction performance of Gaussian Process

according to the number of training data set

그림 10. 트 이닝 데이터 셋의 수에 따른 가우시안 로

세스 측 성능

Ⅲ 결론

본 논문에서는 다 물리해석 시뮬 이션 결과

를 기계학습 알고리즘으로 학습하고 학습된 알고

리즘을 이용하여 시뮬 이션을 하고자 하는 상

모델이 수정되었을 경우 추가 인 시뮬 이션 없

이 목표값을 측할 수 있음을 확인하 다. 한

다층퍼셉트론, 선형회귀, M5P 트리, 가우시안

로세스 회귀 알고리즘 간의 성능을 비교하여 가

우시안 로세스 회귀 알고리즘이 다 물리해석

에서 가장 좋은 성능을 보여 을 확인하 다.

다 물리해석에 걸리는 시간과 노력을 이는

보조 인 수단으로써 기계학습이 보다 높은 측

정확도를 가지며 실질 으로 활용되기 해서는

데이터의 특성에 따라 알고리즘별로 합한 패리

미터 값의 선정이 요구된다. 한 단순화된 모델

이 아닌 실제 모델에 한 시뮬 이션에 기계학

습이 용될 수 있기 해서는 복잡하면서도 다

양한 형상에 한 일반화와 이러한 다양한 요소

들이 복합 으로 연결된 경우에 한 연구가 필

요할 것이다.
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