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1. 서 론

정보 과부하는 인터넷 사용자나 콘텐츠 제공업

자들에게 매우 큰 부담이 되어왔다. 이러한 문제

를 해결하는 효율 인 방법으로서 추천 시스템이 

연구되어 유용하게 상용화되었다. 재까지 개발

된 추천시스템들은 크게 인구통계학  필터링

(demographic filtering), 내용기반 필터링

(content-based filtering), 그리고 력 필터링

(collaborative filtering, CF)으로 구분할 수 있다

[1][2]. 이들  가장 리 사용되는 CF 시스템은 

 사용자와 가장 유사한 선호취향을 가진 다른 

사용자들로부터 정보를 획득해,  사용자가 선호

할만한 항목들을 추천하는 것이다. 이 방법은 다

양한 시스템에서 구 되었는데, Tapestry, 

GroupLens, Video Recommender, Amazon 등이 

그 이다[2].

이와 같이 CF 시스템의 성공은 얼마나 유사한 

선호의 사용자들을 악할 수 있는가에 달려있다

고 해도 과언이 아닌데, 따라서 여러 종류의 유사

도 측정 방식이 개발되어왔다. 그러나, 만약  

사용자가 시스템의 신규 사용자이거나 시스템을 

거의 사용하지 않는 경우에는 유사한 선호를 가

진 다른 사용자들을 구하기 어려운 문제가 발생

한다. 왜냐하면 유사성은 공통으로 평가한 항목들

이 있을 때 산출할 수 있는데, 이러한 경우엔 공

통 평가항목이 없거나 매우 을 수밖에 없기 때

문이다. 이러한 데이터 희소성 문제(data sparsity 

problem)는 CF 시스템의 인기에도 불구하고 매우 

심각한 문제로 두되어 왔다.

데이터 희소성 문제를 고려한 CF 시스템을 개

발하고자 김지혜와 박두순은 연 규칙의 용에 

있어서 상 계가 높은 항목들을 추천하는 방법

을 제안하 다[3]. 그러나 희소성 문제를 해결하는 

표 인 방법으로서 공통평가항목수를 반 하여 

유사도를 측정한 연구결과들이 존재한다[4][5][6]. 

본 연구에서는 기존의 유사도 측정값과 공통평가

항목수를 결합하는데 있어서 최 의 가 치를 구

하고자 한다. 이를 해 유  알고리즘(genetic 

algorithm, GA)을 활용한다. GA는 추천시스템에

서 클러스터링이나 하이 리드 사용자 모델을 구

하기 해 사용되어 왔으며, Bobadilla 등은 최

의 유사도 측정 공식을 얻기 해 사용하 지만 

그들의 연구에서는 공통평가항목수는 고려하지 

않아 제한 이 있다[7]. 

논문의 구성은 다음과 같다. 2 에서는 련 지

식을 기술하고, 3 에서 본 연구에서 제안하는 방

법을 설명하며 4 에서 실험을 통한 성능을 입증

하고 5 에서 논문의 결론을 맺는다.

2. 연구 배경

2.1 유사도 측정 련 연구

유사도 계산은 CF 시스템의 성능을 좌우하는 

매우 요한 요소이다. 사용자 기반의 시스템에서

는 두 사용자가 공통으로 평가한 항목들이 존재

할 때 유사도 산출이 가능하다. 기존의 유사도의 

주요 산출 방법은 크게 상 도 기반과 벡터 기반

의 두 종류로 나뉜다[2]. 

상 도 기반 유사도 산출을 한 표  방법

인 피어슨 상 도는 두 사용자가 선형 으로 

계된 정도를 측정한다[8]. 피어슨 상 도를 활용하

는 CF 시스템은 표 인 시스템으로서 CF 연구

에서 리 활용되고 있다. 상 도 기반의 여러 다

른 변형된 유사도 측정방식도 개발되었는데, 제한 

피어슨 상 도(Constrained Pearson Correlation)

는 평균 신 간값을 사용하는 특징이 있으며, 

스피어만 순  상 도(Spearman Rank 

Correlation)는 평가등  신에 순 를 활용하는 

차이 이 있다. 한 달의 타우(Kendall’s τ)상

도는 스피어만 상 도와 유사하나 상  순

를 기 으로 하여 산출한다[9].

벡터 기반의 유사도 산출 방법에서는 각 사용

자의 평가등 들을 벡터로 간주한다. 가장 흔히 

사용하는 코사인 유사도는 두 사용자의 평가등  

벡터 간의 코사인 값으로 정의된다. 사용자의 서

로 다른 평가등  스 일을 반 하기 해 보정 

코사인 유사도(Adjusted Cosine Similarity)의 방

식도 개발되었는데, 이는 각 평가등 에서 평균등

을 차감한 후 코사인 값을 구하는 방식이다[2].

 방법들은 모두 두 사용자 간에 공통평가항

목들에 한 평가등 을 기본으로 하기 때문에, 

공통평가항목수가 으면 산출된 유사도값에 
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한 신뢰가 하될 수밖에 없다. 이러한 문제를 해

결하기 한 다수의 연구결과가 존재하는데 이들

은 개 공통평가항목개수를 반 하여 기존의 유

사도 측정방식을 개선하려 하 다. 구체 으로, 

가 화된 피어슨 상 도(Weighted Pearson 

Correlation)은 다른 사용자에 한 신뢰를 고려하

는데, 이 신뢰는 공통평가항목수가 많을수록 증가

하게 하 다[6]. Jamali와 Ester는 사용자들 간에 

공통평가항목수가 을수록 낮은 유사도가 산출

되도록 하는 sigmoid 함수 기반의 유사도 측정 

방식을 제안하 다[5]. 한편 Bobadilla 외 3인은 

기존의 평균 제곱 차이(Mean Squared 

Difference, MSD) 유사도 척도에 자카드 지수

(Jaccard Index)를 곱하는 방법을 통해 새로운 사

용자들을 한 추천 결과를 향상시켰다[4]. 자카드 

지수는 두 사용자간의 공통평가항목수의 비율로

서 정의되는 척도이다[10]. 그러나, 이 방법은 각 

척도의 성능 향상에 한 기여도가 정확하게 얼

마인지 모르는 상태에서 두 척도의 비 을 동일

하게 하는 단순 곱을 취하 다는 문제 이 있다. 

2.2 유  알고리즘 

유  알고리즘(Genetic Algorithm)은 자연계의 

진화과정을 모방하여 최 화된 해법을 찾기 한 

탐색 방법이다[11]. 우선 다수의 기 해(solution)

들을 개발자가 선정하고 이들을 차 으로 변형

하여 새로운 세 로 진화시켜 나가면서 최 의 

해를 구한다. 개 이들 해집합으로 구성된 인구

(population)는 다음 세 로 진화하면서 일정하게 

그 수가 유지된다. 해의 변형은 주로 선택

(selection), 변이(mutation), 교배(crossover) 연산 

등을 통하여 이루어진다. 인구를 구성하는 특정 

해가 최 인지를 단하기 하여 합도 함수

(fitness function)를 선정하여 용한다.

해를 변형시키기 한 연산의 정의  과정은 

다음과 같다. 각각의 해를 특정한 유 자 형식으

로 표 하고, 이들  합도가 우수한 해들을 선

택한 후, 이들과 이들로부터 다양한 연산을 통해 

생성한 새로운 해들을 세  물림한다. 우수한 

합도의 해를 물려 다면, 보다 나은 유 자가 다

음 세 로 넘겨지게 될 확률이 커지게 되고, 결론

으로 세 가 지날수록 최 에 가까운 해가 구

해질 확률이 커지게 되는 원리이다. 

구체 으로, 교배 연산은 두 해의 서로 다른 

치의 일부분을 합하여 새로운 해를 만들어내는 

기법이다. 개 1-point 는 2-point 교배를 실시

하는데, 1-point 교배를 를 들어 설명하면 다음

과 같다. 해를 일정한 규칙에 의한 bit들로 표 한 

후, 특정 치의 bit를 랜덤 선정한다. 두 개의 해

를 각각 H1, H2라고 하고 이들의 bit 표 을 각

각 b11b12...b1m, b21b22...b2m이라고 하자. 랜덤

선정된 bit 치를 n이라고 하면, 1-point 교배 연

산은 두 개의 새로운 자손해(offspring)를 만들어

내는데, 첫째 자손의 bit 표 은 

b11...b1nb2(n+1)...b2m이고 두 번째 자손의 bit 표

은 b21...b2nb1(n+1)...b1m이 된다. 2-point 교배 

연산도 같은 원리로 자손들을 생성한다.

가장 흔히 사용되는 다른 연산방식인 변이 

연산은 특정한 치의 bit를 랜덤 선정한 후 그 

값을 바꾸어 주는 방식이다. 즉, 재 값이 0이면 

1로, 1이면 0으로 바꾼다. 따라서, 교배 연산과는 

달리 하나의 부모로부터 새로운 자손을 생성하는 

방식이며, 개 교배 연산 후에 용한다.

유  알고리즘을 력 필터링 방식에 활용한 

연구 결과 에서 표 인 것은 Bobadilla 외 3

인이 제안한 방법으로서, 두 사용자가 공통평가항

목들에 해 부여한 평가등  차이값 각각에 

한 가 치의 최 값을 유  알고리즘으로 구하

다[7]. 그러나 기존의 다수의 연구결과[4][5][6]에

서 공통평가항목수를 참조하여 성능 개선의 효과

를 가져온 것과 달리, [7]의 연구에서는 이를 고려

하지 않았으므로 성능 개선의 여지가 있다고 

단된다.

3. 개선 방법의 제안

기존의 통 인 유사도 측정 방법에서는 두 

사용자의 공통평가항목수를 고려하지 않았다. 보

다 정확한 유사도값 산출을 해 최근 몇몇 연구

에서 이를 반 한 새로운 유사도 산출 방법을 제

시하 다. 공통평가항목수를 반 하는 방법으로써 

자카드 지수[10]가 개발되어 여러 연구결과에서 

이를 반 하 다[4]. 
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• P: population of solutions of a pair α and β.

• Wrange : real number range of a solution

• Ngenerations : number of generations

• Fthreshold : fitness threshold

• fitnessi, fitnessbest, fitnessmax : fitness of solution i, best and maximum fitness among all solutions’, 

respectively. 

• PS: a set of selected solutions per generation

• NBITS: number of bits composing a weight of a solution

• ProbM: mutation probability

1. Initialize solutions in P: Generate a real random number within Wrange for each solution.

2. Compute fitnessi for each solution i in P.

3. while number of generations< Ngenerations and fitnessbest >Fthreshold do

  3.1 Select solutions probabilistically with the probability for solution i given by

Pr   ∙ max 
 



  3.2 Randomly select two solutions, s1 and s2, in PS. Choose two random numbers among (0, 

NBITS). Produce two offsprings from s1 and s2 by applying the two-point crossover operator 

with the chosen random numbers.

  3.3 If the number of offsprings produced in Step 3.2 is less than P-PS, then go to Step 3.2.

  3.4 Select solutions in P with ProbM and change the value of a random bit of α and that of β.

  3.5 Compute fitnessi for each solution i in P.

4. Return the solution with the best fitness.

<표 1> GA를 이용한 가 치 산출 차

본 연구에서는 통  방식의 유사도값과 자카

드 지수를 동일한 비 의 단순 곱으로 계산하여 

새로운 유사도값을 산출한 Bobadilla 외 3인[4]의 

방법을 개선하여 최 의 조합을 구하고자 한다. 

구체 으로, 두 사용자 u와 v 간의 자카드 지수값

을 J(u, v)라고 하고 사용자 u가 평가한 총 평가

항목들의 집합을 I(u)라고 하자. , 두 사용자의 

공통평가항목들의 집합을 I(u, v)라고 할 때,

   
 

로 계산된다[10]. 두 사용자 u와 v 간의 통  

방식에 따른 유사도값을 simT(u, v)이라고 할 때, 

본 연구에서 제안하는 u와 v 간의 유사도값은

     
∙ 

로 정의한다. 따라서,  식에서 각 구성요소의 

최 의 가 치, α와 β를 구하는 것이 목표이다. 

2.2 에서 기술하 듯이, 다양한 연구 역에

서 유  알고리즘의 성질을 이용하여 왔으며, 특

히 주요 특성들을 선정하여 가 치를 부여하는 

문제를 포함한 넓은 스펙트럼의 최 화 문제의 

해결에 유  알고리즘의 유용함을 나타냈으므로

[12], 본 연구에서도 최 의 가 치 산출을 해 

유  알고리즘을 활용하도록 한다.

합도 함수로는 평균 오차(Mean Absolute 

Error, MAE)을 사용하 다. 이 척도는 력필터

링 시스템 평가를 해 매우 리 사용되어왔으

며, 각 테스트 항목 i의 평가등 의 실제치 ri와 

그 측치 r‘i의 차이값의 평균으로 정의된다[10]. 

따라서 이 값을 작게 할수록 좋은 방법으로 평가

된다. 측치는 평가 상자 u와 유사도가 높은 사

용자들(인 이웃들, nearest neighbors)의 항목 i

에 한 평가치를 조합하여 산출하며 개 다음

과 같은 식을 이용한다[8].

′  
∈

 


∈

 ×  


이 때, 는 u의 평균 평가치, sim(u, v)는 사용자 

u와 v 간의 유사도값, rv,i는 사용자 v의 항목 i에 

한 평가치, 는 u의 인  이웃 집합이다.

유  알고리즘의 구체  차는 <표 1>에 제

시하 다. 1단계에서는 체 인구를 구성하는 해

인 α와 β 을 랜덤하게 발생시키는 과정이다. 각 

가 치가 어떤 값일 때 성능이 좋을지 알 수 없
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으므로 특정 휴리스틱을 용하지 않은 채 미리 

정해놓은 체 범 (Wrange) 내에서 임의의 숫자를 

발생시켰다. 2단계는 각 해를 용한 시스템의 성

능 결과를 평균 오차 측면에서 산출하는 과정

이다. 이들  가장 좋은 합도(fitnessbest)가 미

리 정한 하한선(Fthreshold)에 도달하지 못하 고, 아

직 진화된 세 수가 정해진 세 수(Ngenerations)에 

못미쳤을 경우 3단계의 반복 차를 수행한다. 3단

계는 유  알고리즘의 세가지 주요 연산을 실행

하는 과정이다. 우선 좋은 합도의 해가 선택될 

확률이 높도록 해들을 선택하고(3.1단계), 이들  

임의로 두 개의 해를 선택하여 교배연산을 수행

한다(3.2단계). 교배연산의 실행 회수는 3.1단계에

서 선택된 해들의 수와 합하여 체 인구가 P로 

고정되도록 한다(3.3단계). 마지막 연산으로 3.4단

계에서 변이연산을 주어진 확률(ProbM)에 의거하

여 실행하는데 각 가 치에 해서 임의의 한 비

트를 변환한다. 이와 같이 모든 연산을 실행한 후 

다시 합도를 산출하고 조건이 부합되는 한(3단

계) 반복 실행한다. 최종 으로 가장 좋은 합도

를 산출한 해를 출력하면 원하는 가 치를 얻게 

되므로, 목 을 달성하는 것이다.

4. 성능 평가

4.1 실험 배경

앞 에서 설명한 유  알고리즘을 구 하기 

한 각종 변수값의 설정은 다음과 같이 하 다. 각 

해의 비트 표 을 해 α와 β 모두 각기 10 비트

씩을 할당하 다. 인구를 구성하는 모든 해들의 

기값은 랜덤하게 할당하 으며, 값의 범 는 [0, 

2]에 속하는 실수값이 되도록 하 다. 인구의 크

기에 해서는 해를 구성하는 비트수의 2배로 하

기를 권장한 연구결과[13]에 따르면 40이 되지만, 

본 연구에서는 해를 구성하는 가 치 수가 2에 

불과하므로 보다 다양한 형태로 진화될 수 있도

록 인구 크기를 60으로 늘려 실험하 다. <표 2>

에 본 실험에 용할 라미터값들을 제시하 다.

P Wrange Ngenerations Fthreshold NBITS ProbM

60 [0, 2] 20 3.0 10 [0.1, 0.9]

<표 2> 유  알고리즘 구 을 한 라미터값

제안 방법의 성능을 평가하기 하여, CF 련

연구에서 리 활용되어왔던 데이터베이스인 

MovieLens, Jester, Netflix 등을 고려할 수 있으

나, Netflix는 더 이상 자료 공개를 하지 않아 

근이 불가하고, 나머지 두 개의 데이터베이스들 

에서 평가개수가 매우 많아 희소성 수  측면

에서 월등한 Jester 데이터셋[1]을 사용하 다. 이 

데이터셋은 Eigentaste 알고리즘[14]과 그 밖의 

여러 CF 연구의 실험에 활용되었다[2][15]. Jester 

셋은 원래 24,983명의 사용자들이 100개의 농담에 

해 평가한 것이나, 본 연구에서 사용한 PC 환

경과 유  알고리즘의 계산복잡도를 고려하여 

998명의 사용자들로 축소하여 실험하 다. <표 

3>에 실험한 데이터셋의 특성에 해 상세 기술

하 다. 희소성 수 (sparsity level)이란 행렬 내 

데이터가 없는 요소, 즉, 평가가 매겨지지 않은 

요소의 비율을 의미하며, (값이 0인 요소 개수)/

(행렬의 크기)로 산출한다.

평가개수 각 사용자 당 36개 과

행렬크기

(사용자수×항목수)
998 × 100

평가범 -10∼+10의 실수

희소성수 0.4297

<표 3> 실험 데이터 집합

앞 에서 설명하 듯이 기존에 리 활용되었

던 유사도 계산 방식인 피어슨 상 도(COR), 코

사인 유사도(COS), 평균 제곱 차이(MSD)를 기

으로 하고, 이들 각각에 자카드 지수를 곱한 방

식, 즉, α=β=1.0으로 한 경우를 COR*J, COS*J, 

MSD*J로 표기하 다. 한 본 연구의 유  알고

리즘을 용한 유사도 산출 방법은 COR-GA, 

COS-GA, MSD-GA로 각각 표기하 다. 성능 평

가 척도로는 측 정확도를 나타내는 평균 오

차(MAE)[10]를 사용하 으며, 사용자 u에 해 

다음과 같이 정의된다. 
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<그림 1> 변이 확률(ProbM)과 교배연산 (Crosspts) 개수에 따른 MAE 성능 변화

<그림 2> 각 유사도 측정방식에 의한 MAE 성능 결과 비교





 ′

ru,x : 항목 x에 해 사용자 u가 부여한 등

r’u,x : 항목 x에 한 사용자 u의 등  측값

N : 성능 평가 상 항목의 총개수

4.2 성능 결과

<그림 1>은 변이확률(ProbM)과 교배연산 의 

개수를 변화시켰을 때 인 이웃수의 변화에 따른

평균 오차 성능에 한 향을 살펴본 결과이

다. COR에 해 실험한 결과, 체로 ProbM이 

작을 때보다 큰 경우에 성능이 더 좋았다. 한 

ProbM이 0.5 이상인 경우의 성능 결과가 거의 유

사하고, 그보다 작은 경우의 성능도 서로 유사한 

것을 알 수 있다. 변이확률이 클수록 해들의 변화

가 매우 다양해져서 좋은 합도의 해가 생성될 

가능성이 커지므로 이와 같은 결과를 가져왔다고 

단된다. 우측 그림은 COS에 해 실험한 결과

로서 교배연산  개수가 2일 때 더욱 성능이 좋

았다. 그 이유 한 교배연산 이 2인 경우, 진화

의 폭이 더욱 다양해지므로 좋은 합도의 해를 

산출한 것으로 보인다. COR나 MSD의 경우엔 교

배연산 의 향을 거의 받지 않았다. 결론 으

로, 본 실험에서는 각 유사도 척도별로 최 의 성

능결과를 보인 라미터값을 설정하여 실험을 진

행하 다.

<그림 2>는 각 유사도 척도별로 세가지 변종

에 해 인 이웃수(topNN)의 변화에 따른 평균

오차를 측정한 결과이다. COR와 COS의 경

우에 그 양상이 유사한데, 원래의 방식이 가장 나

쁜 결과를 보이고, COR*J와 COS*J가 그보다 매

우 약간의 차이로 좋은 성능을 보 으며, GA 방

식은 월등히 우수한 결과를 나타냈다. 이로서 유

 알고리즘을 통하여 기존 유사도 측정값과 자

카드 지수값의 최  조합을 구하여 용한 방식

이 성능에 큰 향을 미침을 알 수 있다. 구체

으로 인 이웃수가 10 이상일 때, GA 방식은 

COR보다 약 6∼7.3%, COR*J보다 약 5∼6.3% 정

도 향상된 결과를 가져왔고, COS보다 약 2.7∼

4.2%, COS*J보다 약 2.4∼3.7%의 개선효과가 있

었다.
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MSD의 경우, 다소 다른 양상을 보이는데, 

MSD*J가 나머지 두 방식보다 월등히 낮은 성능

을 보 고, MSD와 MSD-GA는 거의 같은 결과

를 나타냈다. 이는 MSD 산출값이 신뢰도가 높아 

공통평가항목수를 반 하지 않아도 무 하며, 오

히려 자카드 지수를 반 했을 때 악 향을 미치

는 것으로 확인된 것이다. 실제로 MSD-GA 실험

결과 α=1.9, β=0.051일 때 최 의 성능이 추출되

었으며, 따라서 자카드 지수의 반 은 성능 향상

에 바람직하지 않음을 알 수 있다. 한, MSD의 

경우 변이확률의 변화나 교배연산  개수의 변화

가 성능 변화에 거의 향을 주지 않았으므로 

MSD-GA와 MSD의 성능이 유사한 결과를 낳은 

것으로 보인다. 구체 으로 향상 정도를 살펴보

면, MSD*J보다 다른 두 방법의 성능이 략 7.4

∼11% 정도 우수하 다.

 

5. 결 론

본 연구에서는 력 필터링 기반의 추천시스템

을 한 새로운 유사도 측정방식을 제안하 다. 

기존의 유사도 측정값과 공통평가항목수를 유  

알고리즘을 통해서 최  결합할 수 있는 방법을 

제안하 고 이를 다양한 조건하에서의 실험을 통

해 성능 평가하 다. 실험 결과 측 정확도 면에

서 제안 방법이 월등히 좋은 성능을 나타냈다.

다양한 마이닝 기법을 활용한 추천 시스템 개

발은 련 연구 분야에서 주요 심사가 되어 왔

다. 를 들어, [3]에서는 연  규칙을 활용하여 

상품을 추천하 고, [12]는 클러스터링 기법을 이

용하여 시스템의 확장성에 따른 부하를 감소하

다. 한 보다 정확한 유사도값을 산출하기 한 

노력이 꾸 히 진행되어 왔다[7][16]. 그러나 본 

연구에서처럼 데이터 희소성 문제를 고려하여 최

화된 유사도 척도를 개발하려는 노력은 상

으로 드물었으므로, 그 가치가 주목될 것이라 

단된다.

실험에 사용한 데이터셋은 희소성 수 면에서 

우수하며 평가등 의 범 가 큰 경우이다. 따라서 

다른 특성을 가진 데이터셋들에 한 추가 실험

이 바람직할 것이며, 측 정확도뿐만 아니라 추

천 정확도 등의 기타 성능 척도에 한 평가도 

이루어질 계획이다. 
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